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RESUMEN

La epilepsia es una enfermedad que se caracteriza por un mal funcionamiento
repentino y recurrente del cerebro, denominado “"convulsion". Las convulsiones
epilépticas reflejan los signos clinicos de una actividad excesiva e hipersincrénica
de las neuronas en el cerebro, y pueden ir acompafiadas de un deterioro o pérdida
de la conciencia, sintomas psiquicos, sensoriales, o fenébmenos motores. Uno de los
aspectos mas incapacitantes de la epilepsia es la naturaleza aparentemente
impredecible de las convulsiones. Un método capaz de predecir la aparicion de crisis
epilépticas a partir del electroencefalograma (EEG) de pacientes con epilepsia
abriria nuevas posibilidades terapéuticas. Con este enfoque, el presente proyecto
contempla el desarrollo de un algoritmo de prediccion de crisis epilépticas, usando
técnicas de procesamiento de sefiales electroencefalogréficas y aprendizaje de
méaquina. El algoritmo identifica el estado preictal (pre-crisis), y lo diferencia del
estado interictal (sin crisis), basado en los cambios dinamicos espacio-temporales
en el registro EEG, que empiezan varios minutos antes de la convulsion. Se emplea
una base de datos que consta de registros EEG intracraneales (iEEG) de dos
pacientes con epilepsia. Estos registros son analizados en el dominio tiempo-escala
empleando la transformada wavelet, y extrayendo una serie de caracteristicas. Para
la clasificacion se emple6 aprendizaje de maquina supervisado, por medio de los
siguientes algoritmos: regresion logistica, andlisis discriminante, k-vecinos mas
cercanos (KNN), arboles de decision, maquina de vectores de soporte (SVM) y
conjunto de clasificadores redundantes (ensemble). El algoritmo obtiene una
exactitud total de 99.1%, sensibilidad de 99%, especificidad de 99.1% y capacidad
predictiva (AUR) de 0.98.

Palabras claves
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« ELECTROENCEFALOGRAMA
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ABSTRACT

Epilepsy is a disease characterized by a sudden and recurring malfunction of the
brain, called "seizure". Epileptic seizures reflect clinical signs of excessive and
hypersynchronous activity of neurons in the brain, and may be accompanied by
deterioration or loss of consciousness, psychic, sensory symptoms, or motor
phenomena. One of the most disabling aspects of epilepsy is the seemingly
unpredictable nature of seizures. A method capable of predicting the occurrence of
epileptic seizures from the electroencephalogram (EEG) of patients with epilepsy
would open new therapeutic possibilities. With this approach, the present project
contemplates the development of an algorithm for predicting epileptic seizures,
using electroencephalographic signal processing techniques and machine learning.
The algorithm identifies the preictal (pre-seizure) state, and differentiates it from the
interictal (seizure free) state, based on the spatiotemporal dynamic changes in the
EEG, which begin several minutes before the seizure. A database consisting of
intracranial EEG (iEEG) registers of two patients with epilepsy is used. These
registers are analyzed in the time-scale domain using the wavelet transform, and
extracting a group of features. For the classification, we used supervised machine
learning, using the following algorithms: logistic regression, discriminant analysis,
k-nearest neighbors (KNN), decision trees, support vector machine (SVM) and
ensemble. The algorithm obtains overall accuracy 99.1%, sensitivity 99%,
specificity 99.1% and predictive capacity (AUR) 0.98.

Keywords:

+ EPILEPSY

« ELECTROENCEPHALOGRAM
* SIGNAL PROCESSING

* MACHINE LEARNING



CAPITULO |

1. PLANTEAMIENTO DEL PROBLEMA DE INVESTIGACION

1.1 Antecedentes

La epilepsia es un grupo de trastornos cerebrales caracterizados por la recurrencia
de crisis con descargas eléctricas en la corteza cerebral, que dan lugar a alteraciones
irregulares de las funciones cerebrales (Gevins & Remond, 1987). Esta enfermedad no
es solo una condicion; mas bien es una familia diversa de trastornos que comprenden
muchos tipos de convulsiones. EI 10% de la poblacion esta en riesgo de sufrir una
convulsion durante su vida (Epilepsy Australia, 2015). De tal manera que alrededor
del mundo este trastorno esta siendo motivo de estudio en ambitos de investigacion
biomédica, con el propdsito de entender mejor sus mecanismos, causas Yy posibles

opciones terapéuticas.

En el diagnéstico de la epilepsia se realiza un examen neuroldgico que
generalmente incluye una prueba para medir la actividad eléctrica del cerebro por
medio del electroencefalograma (EEG) (Epilepsy Australia, 2015). En una crisis
epiléptica, los cambios dindmicos espacio-temporales en el registro EEG empiezan
varios minutos antes y terminan varios minutos después de la convulsién (Gevins &
Remond, 1987). Existe evidencia emergente de que la dinamica temporal de la
actividad cerebral en una crisis puede clasificarse en cuatro estados: Interictal (entre
convulsiones), Preictal (antes de la convulsion), Ictal (convulsion) y Postictal (después
de la convulsién). El reto principal en el prondstico de las convulsiones es diferenciar

entre los estados preictal e interictal (Gadhoumi, Lina, Mormann & Gotman, 2016).

La mayoria de los estudios presentan solucion al problema de deteccion de
convulsiones en el contexto de un sistema de apoyo en la toma de decisiones para un
experto en neurologia. Debido a la existencia de muchos tipos de ataques epilépticos,
esto es a veces una tarea dificil, teniendo en cuenta la naturaleza, longitud y

singularidades de cada tipo de convulsion. Una tarea aun més exigente, que es todavia



considerada una pregunta cientifica abierta, es la prediccion de una convulsion, que
mejoraria profundamente la calidad de vida de las personas que sufren convulsiones
epilépticas severas. Ademas, la comprension de los mecanismos subyacentes que
conducen a las convulsiones y el origen de las mismas estan todavia bajo estudio
(Winterhalder et al., 2003).

1.2 Justificacion e Importancia

Actualmente, méas de 50 millones de personas en todo el mundo estan afectadas por
la epilepsia, asociada a un trastorno cerebral con consecuencias neurobioldgicas,
cognitivas, psicoldgicas y sociales. Es conocida por transiciones repentinas e
inesperadas desde estados normales a patoldgicos llamados convulsiones epilépticas,
y puede afectar igualmente a todos los grupos de edad (Dua, De Boer, Prilipko &
Saxena, 2006).

La epilepsia es causada por la predisposicion debido a factores genéticos, tumores,
uso indebido de drogas, etc. Aunque hay medicamentos disponibles para prevenir las
convulsiones, s6lo aproximadamente el 70% de los pacientes responden a estos
farmacos (Epilepsy Australia, 2015). Otros tratamientos, como la cirugia,
neuroestimulacion, y el cambio en la dieta no siempre tienen éxito (Kossoff, 2011).
Ademas de los problemas de salud debido a la epilepsia, los pacientes sufren ansiedad
persistente de experimentar futuras convulsiones. También tienen muchas
restricciones en su vida cotidiana, como la incapacidad de conducir un automovil
(Mormann, Andrzejak, Elger & Lehnertz, 2007).

La prediccion fiable de futuras convulsiones beneficiaria en gran medida a muchos
pacientes. Las primeras aplicaciones probablemente estarian situadas en entornos
clinicos, donde el equipo de medicién y personal capacitado esté disponible.
Conociendo la probabilidad de producirse una convulsion dentro de un tiempo
determinado, los médicos y enfermeras podrian adaptar mejor los métodos de

tratamiento al paciente.

Es asi que la posible prediccion de crisis epilépticas seria una herramienta

sumamente Util para el monitoreo y posterior tratamiento de pacientes con epilepsia,



ya sea en ambientes hospitalarios o caseros, por medio de dispositivos portéatiles de
alarma. Permitiendo al médico o paciente tomar las medidas necesarias para evitar

riesgos antes de que se presente una crisis.

1.3 Alcance del Proyecto

El presente trabajo de investigacion tiene como objetivo, basado en registros de
EEG intracraneal (IEEG) y empleando la herramienta de software MatLab®:
identificar el estado preictal, que precede a una crisis epiléptica y diferenciarlo del
estado interictal, presente entre convulsiones, extrayendo las caracteristicas de cada
estado, por medio de técnicas de procesamiento de sefiales y realizando su correcta

clasificacion, empleando algoritmos de aprendizaje de maquina.

Para el desarrollo del algoritmo de prediccion de crisis epilépticas se utiliz6 una
base de datos de dominio publico, que consta de varias horas de sefiales iEEG de dos

pacientes, divididas en registros preictales e interictales.

Los registros IEEG se someten a una etapa de pre-procesamiento, con el fin de
eliminar del estudio aquellos que tengan excesivo nimero de pérdidas o ceros (drops).
Una vez pre-procesados los registros, se procede a su extraccion de caracteristicas,
empleando para ello el dominio tiempo-escala, por medio de la transformada wavelet,
que es una herramienta matematica que puede utilizarse para el analisis de sefiales no
estacionarias tales como el EEG (Crowe, Gibson, Woolfson & Somekh, 1992). Cada
registro contiene un nuimero N de ventanas de l-segundos, y cada ventana es
descompuesta en n sub-bandas wavelet. De cada sub-banda se extrae las caracteristicas

gue mejor desempefio produjeron de entre varias.

La clasificacion se realiza empleando los siguientes algoritmos de aprendizaje de
maquina: Regresion logistica, Andlisis discriminante, k-Vecinos mas cercanos (KNN),
Arboles de decision, Maquina de Vectores de Soporte (SVM) y Conjunto de
clasificadores redundantes (Ensemble), y verificando cual de estos presenta mejor

desempefio.
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Finalmente para evaluar el rendimiento del algoritmo se utiliza las siguientes
medidas de desempefio: exactitud, sensibilidad, especificidad y rea bajo la curva ROC
(AUR). Se plantea que el algoritmo obtenga una exactitud, sensibilidad y especificidad

mayor al 80%.

1.4 Estado del arte

Con este enfoque, se han propuesto muchos algoritmos de anélisis de registros
EEG. El analisis lineal ha sido ampliamente utilizado, basado principalmente en
caracteristicas de sincronizacién como un primer enfoque. Aunque estos métodos
pueden revelar en algunos casos la existencia de ataques epilépticos, tienen sus
limitaciones si alguien toma en cuenta la naturaleza real de los datos del EEG humano
(Kantz & Schreiber, 2004). De esta manera, se han realizado tambiéen estudios de la

dindmica no lineal del EEG humano (Faure & Korn, 2001).

Después de algunos primeros trabajos sobre la previsibilidad de las convulsiones
que se remontan a la década de 1970, intentos de extraer precursores de convulsiones
de registros EEG del cuero cabelludo (SEEG) fueron llevados a cabo por diferentes
grupos empleando enfoques lineales (Viglione & Walsh, 1975).

El estudio de la prediccién de las crisis epilépticas se puede dividir en tres clases:
dominio del tiempo, frecuencia y métodos no lineales. En el dominio del tiempo, los
patrones periodicos y ritmicos en el EEG se buscan para analizar la autocorrelacion
del EEG para proporcionar una medida ritmica, que es similar a lo que se produce
durante la actividad de convulsion. En el dominio de la frecuencia, la prediccion de
convulsiones se basa en el analisis del espectro dividiendo las diferentes frecuencias
del EEG. Estos dos métodos son lineales. Pero las investigaciones afirman que las
seflales EEG poseen dinamica no lineal, no estacionaria, e incluso caodtica

(Chaovalitwongse et al., 2011).

Nasehi & Pourghassem (2011) proponen un algoritmo de prediccion de
convulsiones basado en clasificadores Kernel Fisher Discriminant (KFD). En este
algoritmo, las caracteristicas espectrales son extraidas usando la transformada wavelet

de sefiales EEG convulsivas y no-convulsivas. Se emplea el método de validacion



cruzada leave-one-out. El rendimiento del algoritmo es evaluado en base a cuatro
medidas: precision, tasa de falsas detecciones (FDR), tasa de correctas detecciones
(GDR) y retraso. Los resultados ilustran que el algoritmo puede reconocer 81 ataques

epilépticos de un total de 87, con un retraso medio de 3,7 segundos.

Zeljkovic et al. (2013) presentan un enfoque que implica la colocacion de electrodos
en las regiones criticas de la cabeza del paciente con epilepsia que se comunicaria con
un dispositivo registrador EEG y la unidad que realiza la deteccion automatizada del
estado preictal de la sefial EEG obtenida. La posible alerta temprana del paciente
proporcionaria una alarma oportuna sobre un posible ataque, para que este pueda tomar
precauciones de seguridad. La informacion sobre la fase preictal se obtiene aplicando

varias transformaciones matematicas y modelos a la sefial EEG original.

Elgohary, Eldawlatly & Khalil (2016) proponen un nuevo método especifico por
paciente para la prediccion de convulsiones, aplicado a sefiales de
electroencefalografia del cuero cabelludo (SEEG). ElI método propuesto se basa en el
recuento de cruces por cero de los coeficientes detallados de las sefiales EEG como la
caracteristica principal. Esto es seguido por un clasificador binario que discrimina
entre estados preictal e interictal. El método propuesto es practico para aplicaciones
en tiempo real dada su eficiencia computacional. Aplicado a los datos de ocho
pacientes, el método propuesto alcanza alta precisién y sensibilidad, con una precision
media del 94% y una sensibilidad media del 96%. Estos resultados se obtuvieron
usando solo diez minutos de datos de entrenamiento, en contraposicion a usar horas de

grabaciones tipicamente usadas en enfoques tradicionales.

1.5 Objetivos

1.5.1 Objetivo General

Disefiar, implementar y evaluar un algoritmo de prediccion de crisis epilépticas,

utilizando técnicas de procesamiento de sefiales y aprendizaje de maquina en registros

electroencefalograficos, para la correcta deteccion del estado preictal.



1.5.2 Objetivos Especificos

Estudiar las técnicas actuales e investigaciones realizadas en el campo de la
prediccion de crisis epilépticas.

Disefiar los componentes del algoritmo e implementarlos en el software
MatLab, utilizando procesamiento de sefiales electroencefalogréficas y
aprendizaje de maquina.

Evaluar el rendimiento del algoritmo, usando medidas estadisticas de

desempefio como: sensibilidad, exactitud, especificidad y AUR.



CAPITULO Il

2. MARCO TEORICO

2.1 La Epilepsia

La epilepsia es un término general para varias condiciones en las que dos o méas
convulsiones son observadas. Una convulsion ocurre cuando se da una
hiperexcitabilidad de las células de la corteza cerebral (neuronas), debido a la
perturbacion eléctrica repentina en el cerebro, y es considerada el segundo trastorno
neuroldgico méas poderoso después del accidente cerebrovascular. Hasta el siglo XIX

la epilepsia no fue reconocida como un trastorno cerebral (Annegers et al., 1980).

La diferencia entre convulsiones y la epilepsia esta en que se puede definir a la
epilepsia como una serie de convulsiones repetitivas. Las convulsiones pueden causar
dafos al cerebro, pero la mayoria de ellas no tienen un efecto sobre este, y pueden
ocurrir a cualquier edad, con una duracion que va desde unos pocos segundos hasta

unos minutos (Hauser & Hesdorffer, 1990).

Las convulsiones pueden ser divididas en diferentes categorias. Esta division se
basa en el area del cerebro que se ve afectada como consecuencia de la convulsion.
Las convulsiones se clasifican en términos generales como crisis focales y
convulsiones generalizadas. Las convulsiones focales o convulsiones parciales se
producen en una determinada parte del cerebro, no en el cerebro completo. En un
ataque focal simple, una persona permanece consciente pero experimenta una
sensacion inusual de alegria, ira o tristeza. Sin embargo, en un ataque focal complejo,

la persona pierde su conciencia.

La crisis producida en ambos lados del cerebro se denomina convulsion
generalizada. Crisis tonico-clonica, crisis de ausencia, crisis mioclonica, crisis atonica
son algunos tipos de convulsiones generalizadas. Hay un limite bastante delgado entre
convulsiones focales y generalizadas. A veces una convulsion focal inicial puede

extenderse por todo el cerebro para formar una convulsion generalizada. Algunas



personas pueden tener ambos tipos de convulsiones, pero sin un patron claro entre
ellas. Las estadisticas muestran que el 60% de los pacientes epilépticos tienen
convulsiones en las cuales los musculos del cuerpo se contraen y expanden
rapidamente sin intervencion del cerebro humano. Tales crisis se llaman ataques

convulsivos (Brown et al., 1998).

2.1.1 Causas

El nimero de casos de epilepsia reportados cada afio es de aproximadamente
180.000, de los cuales el 30% son nifios. Diferentes causas de la epilepsia pueden ser
observadas en diferentes edades. La principal causa de las crisis epilépticas son
trastornos genéticos, accidentes cerebrovasculares y tumores cerebrales, aunque las
causas de las convulsiones son a veces de naturaleza no determinista. Alrededor del
30% de personas con epilepsia la adquieren debido al cambio en la estructura del
cerebro. El trastorno del espectro autista (TEA) en nifios conduce a la epilepsia, sin
embargo sus causas todavia estan por determinar. La falta de oxigeno en los recién
nacidos y las infecciones en el caso de los nifios y bebés también se convierte en una

razon para la epilepsia (National Institute of Neurological Disorders, & Stroke, 2004).

La epilepsia se clasifica de la siguiente manera: epilepsia sintomatica, epilepsia
idiopatica y epilepsia criptogénica. Algunas de las causas especificas como las drogas,
el alcohol y las anormalidades de nacimiento pueden también causar epilepsia
sintomética. La epilepsia idiopética se produce debido a causas no conocidas. Un dafio
cerebral puede resultar en una epilepsia criptogénica. La epilepsia también puede
ocurrir como resultado de niveles anormales de sodio, azlcar o sangre (Shorvon,
2011).

Las convulsiones y la epilepsia pueden ser evitadas evadiendo lo siguiente: uso de
alcohol, abuso de drogas, la falta de suefio adecuado, ansiedad/estrés. La epilepsia
afecta negativamente a la salud del paciente. La ansiedad, depresion, pérdida de
memoria y lesiones mentales son sintomas de esta enfermedad (Adewuya & Ola,
2005).



2.2 Electroencefalograma (EEG)

El cerebro humano tiene dos partes: el hemisferio izquierdo y el hemisferio derecho.
El hemisferio izquierdo tiene el control del lado derecho del cuerpo, mientras que el
hemisferio derecho controla el lado izquierdo del cuerpo. Una parte del cerebro esta
presente para controlar la vision y alguna parte del cerebro controla la memoria. Las
neuronas presentes en el cerebro producen ciertas sefiales eléctricas y quimicas para
llevar a cabo ciertas funciones. Estas sefiales son captadas por el electroencefalograma
(EEG) (Annett, 1985).

Los electrodos utilizados en el proceso de EEG gobiernan el tipo de grabacion a ser

examinada. Hay dos tipos de lecturas de EEG: EEG de cuero cabelludo y EEG

intracraneal.

2.2.1 EEG del cuero cabelludo

El EEG del cuero cabelludo (scalp EEG, sEEG) es una medida no invasiva de los
potenciales eléctricos generados por la actividad de decenas de millones de neuronas
dentro del cerebro. EI SEEG suele medirse a través de electrodos que estan dispuestos

simétricamente en el cuero cabelludo como se muestra en la figura 1.

Scalp Electrode Placement Multichannel EEG Recordings

Electrodes >

e - TH1S . e

Figura 1. Posicionamiento SEEG y muestra de EEG de 10 segundos.
Fuente: (Chaovalitwongse, Pottenger, Wang, Fan & lasemidis, 2011)
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Un canal sEEG, se forma tomando la diferencia entre los potenciales medidos en
dos electrodos. Por ejemplo, el canal FP1-F7 se forma tomando la diferencia entre los
potenciales medidos en los electrodos FP1 y F7. Cada canal SEEG resume la actividad
localizada dentro de una region del cerebro, asi, el canal FP1 - F7 refleja la actividad
neuronal que se origina dentro del 16bulo frontal del hemisferio izquierdo. El inicio de
una convulsion focal implica un cambio en la actividad en los pocos canales del SEEG
que se encuentran por encima o cerca del sitio del cerebro que da lugar a una
convulsion. Por otro lado, el inicio de una convulsion generalizada implica la actividad

en todos los canales del SEEG (Guger et al., 2001).

La fisica de la generacion del sEEG restringe el origen y las caracteristicas de la
actividad neuronal visible dentro del EEG. En particular, las neuronas que contribuyen
mas al SEEG son las mas cercanas a la superficie del cuero cabelludo. En contraste, la
actividad de las neuronas enterradas dentro de las estructuras profundas del cerebro no
es observable. Ademas, el liquido cefalorraquideo y el craneo que rodea el cerebro
actian como atenuadores que disminuyen en gran medida la amplitud de las

oscilaciones neuronales de mayor frecuencia (Guger et al., 2001).

Una consecuencia importante de estas limitaciones fisicas es que ciertos tipos de
convulsiones que implican una regién pequefia y profunda dentro del cerebro no

pueden ser observadas usando el sEEG.

2.2.2 EEG intracraneal

Similar al EEG del cuero cabelludo (SEEG), el EEG intracraneal (iEEG) o
Electrocorticograma (ECoG) proporciona un resumen espacial y temporal de la
actividad eléctrica de una poblacién de neuronas. Dado que los electrodos del iEEG se
colocan en la corteza cerebral o profunda dentro de las estructuras cerebrales, la sefial
EEG resume la actividad de una poblacion mas pequefia de neuronas y es inmune a la
corrupciéon por muchos de los factores fisiologicos y ambientales (artefactos) que
plagan el SEEG. Debido a que son altamente invasivos, los electrodos iIEEG sblo

pueden implantarse en un nimero limitado de sitios cerebrales en un momento dado.
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Por lo que el iEEG ofrece mayor resolucién espacial, pero la cobertura espacial es
menor que la del SEEG (Pacia & Ebersole, 1997).

La mayor resolucion espacial de iEEG permite notar la hipersincronia neuronal
asociada con una convulsion decenas de segundos antes de que el mismo fendmeno se
note en el SEEG (Pacia & Ebersole, 1997).

Al mismo tiempo, la mayor resolucién espacial de iIEEG permite el registro de una
gama mas amplia de actividad anormal no convulsiva que no es visible dentro del
SEEG (Jirsch et al, 2006). Esta actividad puede confundir el proceso de deteccion de

ataques epilépticos.

Sensory area Motor area

Surgical opening

Electrocorticography

Figura 2. Malla de electrodos miniatura colocada en la superficie del cerebro.
Fuente: (MedicWiz, 2016)

La figura 2 ilustra la ubicacion de los electrodos en la corteza cerebral para la

grabacion de registros iEEG.

2.2.3 Bandas EEG

Por lo general, se observan diferentes bandas de frecuencias donde cada banda esta
ligada a una actividad especial del cuerpo humano. Estos grupos y sus actividades se

exponen a continuacion:
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La actividad mas lenta, aunque mas alta en amplitud, se llama Delta. Su frecuencia
es 3 Hz o menos. Es prominente en el 16bulo frontal en adultos y bebés. La actividad
lenta se denomina Teta. Su rango de frecuencia va de 3,5 a 7 Hz. Aparece en los nifios
normales, hasta la edad de 13 afos, y en el suefio. La actividad Alfa aparece al cierre
de los ojos o en estado relajacion y desaparece al abrir los 0jos o en estado de alerta.
Su frecuencia es normalmente de 7,5 a 13 Hz. La actividad rapida con un rango de
frecuencia de 14 a 30 Hz se llama actividad Beta. Se encuentra generalmente ausente
en el area con lesién cerebral. La actividad Gama gobierna las funciones motoras. Su

frecuencia varia de 30 a 100 Hz (Basar, Basar-Eroglu, Karakas & Schiirmann, 2001).

2.2.4 Artefactos

En un registro EEG normal pueden aparecer distintas sefiales denominadas
artefactos, que son sefiales eléctricas producto de mudltiples causas, tales como:
movimientos musculares, oculares, respiracion, pulso, resistencia de la piel, sudor,
electrodos, problemas técnicos, linea de alimentacion, etc. Esto no significa que haya

patologia.

Los artefactos, especialmente los relacionados con el movimiento ocular, parecen
ser el principal inconveniente con el que los investigadores y los médicos tienen que
lidiar todos los dias (Park, Luo, Parhi & Netoff, 2011).

Aunque los artefactos en el EEG intracraneal no son tan importantes como en el
EEG del cuero cabelludo, los datos que el iEEG proporciona también se someten a
algunos artefactos, que afectaria el procesamiento de las sefiales durante el

entrenamiento y la prueba (Park et al., 2011).

2.2.5 EEG en la epilepsia

El EEG en la epilepsia da una clara representacion de una descarga brusca,
excesiva, desordenada y recurrente, de las neuronas corticales. EI EEG es la
herramienta mas sensible a la hora de diagnosticar a un paciente con epilepsia, pero

debe ser complementado con el diagndstico clinico. Muchos pacientes epilépticos
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tienen un EEG interictal perfectamente normal, incluso durante una convulsion parcial
compleja. Por otro lado, en algunas personas normales se presentan paroxismos
epileptiformes en el EEG, y algunos de ellos tienen antecedentes familiares de
epilepsia, por lo que pueden desarrollar convulsiones mas tarde (Gadhoumi et al,
2016).

El EEG es de gran ayuda en el diagnéstico de la epilepsia y su clasificacion. Sin
embargo, es necesario conocer y delimitar el alcance y limitaciones que presenta esta
técnica, asi como también realizarla en las condiciones técnicas adecuadas, y junto con
el diagndstico clinico respectivo para evitar interpretaciones erréneas que conlleven a

falsos diagndsticos.

2.3 Procesamiento de sefales EEG

Las sefiales EEG, como la mayoria de las sefiales bioldgicas, son intrinsecamente
dificiles de cuantificar. Estas sefiales pueden ser caracterizadas como no-estacionarias
y a menudo con una relacion sefial-a-ruido (signal-to-noise, SNR) baja. Son de
naturaleza irregular y nunca se replican exactamente. Por lo tanto, este tipo de sefiales
no pueden ser razonablemente descritas como sefiales deterministas y deben ser

estudiadas mediante métodos estadisticos (Roessgen, 1996).

La sefial EEG ha sido hasta ahora usada para el estudio de las disfunciones
cerebrales tales como la actividad epiléptica, deteccion de convulsiones, deteccion de
husos de suefio, mapeo cerebral, potenciales evocados, trastornos del suefio y niveles

de anestesia.

Los métodos disponibles para la prediccion y/o deteccion automatica de ataques
epilépticos en la literatura se pueden dividir en dos clases principales. La primera clase
consta de métodos paramétricos que asumen un modelo para las sefiales EEG y luego
se estima los parametros del modelo. VVarios métodos paramétricos para la deteccion

de las crisis se pueden encontrar en (Wright, Kydd & Sergejew, 1990)

La segunda clase incluye métodos no paramétricos que no requieren un modelo de

la sefial. Esta clase puede clasificarse ademas en tres subclases de analisis, como sigue:
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(a). Dominio del tiempo
(b). Dominio de la frecuencia

(c). Tiempo-escala (time-scale, TS) y tiempo-frecuencia (time-frequency, TF)

Los métodos primero y segundo usan las caracteristicas de las convulsiones del
EEG en el dominio del tiempo o frecuencia, respectivamente, como los criterios de
deteccion. Estos métodos se basan en el supuesto de que las sefiales EEG son cuasi-
estacionarias, es decir, el contenido de frecuencia de las sefiales EEG se supone que es
constante durante la ventana de analisis. Sin embargo, trabajos recientes muestran que
las sefiales EEG exhiben caracteristicas no estacionarias (Boashash, Carson &
Mesbah, 2000). Este hecho apoya la idea de utilizar métodos de tiempo-escala y
tiempo-frecuencia para la deteccion de las crisis. Estos métodos tienen en cuenta la
naturaleza no estacionaria de las sefiales EEG y usan simultdneamente las

caracteristicas de la convulsién en el dominio del tiempo y la frecuencia.

2.3.1 Método tiempo-escala y tiempo-frecuencia

La transformada wavelet (wavelet transform, WT) es una transformacion que
proporciona la representacion tiempo-frecuencia de una sefial dada. Esta
transformacion se desarrolld para superar algunos problemas relacionados con la
resolucion de las transformaciones tiempo-frecuencia como la transformada de Fourier
de corto tiempo (STFT). El andlisis WT utiliza un conjunto de funciones para
representar la sefial. Se puede obtener una representacion WT tiempo-escala (TS) de
la sefial utilizando técnicas de filtro digital. En este caso, se aplican filtros de diferentes

frecuencias de corte para analizar una sefial con escalas diferentes.

Debido a las siguientes tres caracteristicas significativas del analisis TS, este es una
herramienta adecuada para analizar las sefiales de EEG:
(a). Multirresolucion (para superar el problema de la resoluciéon de tiempo y
frecuencia)
(b). Ancho de banda relativo constante (los anchos de tiempo de las ondas wavelet

son adaptados a sus frecuencias)
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(c). Habilidades para presentar la sefial si esta localizada en el dominio del tiempo

0 en el dominio de la frecuencia

Estd demostrado que varios estados de las sefiales de EEG presentan algunas
caracteristicas bien definidas en el dominio TS. Esto permite una discriminacion

eficiente entre los EEG normales y EEG anormales (Yong & Shengxun, 1996).

2.3.2 Transformada wavelet discreta

En (Lotte et al., 2007) se analiza como las caracteristicas extraidas de las sefiales
EEG son no-estacionarias, debido a que dichas sefiales varian rapidamente en el
dominio del tiempo. Estas caracteristicas deben contener informacion del tiempo de la
sefial EEG, ya que los ritmos de actividad cerebral se relacionan con cambios
especificos del EEG en el tiempo. Esto hace necesaria una representacion que

considere dicho esquema.

Una técnica usada comunmente en estos casos es la transformada wavelet discreta
(discrete wavelet transform, DWT), que permite modelar este tipo de variaciones en
el dominio tiempo-escala. Esta transformada permite tener una representacion wavelet
realmente eficiente, debido a que restringe la variacion en la traslacion y la escala,
usualmente a potencias de dos. Por esto en algunos casos la DWT es denominada
wavelet diadica (Wu, Hsu & Wu, 2009).

La transformada wavelet continua (continuous wavelet transform, CWT) de una
sefial S(t) es definida como la correlacion entre S(t) y la funcion wavelet i, , como
sigue (Chui, 1992):

CWTap) = |a|_%]0:05(t)1/) * (t — b) dt, €))

a

donde a, b son llamados parametros de escala (reciproco de frecuencia) y traslacion

(localizacion de tiempo), respectivamente.

Cuando a y b son tomados como numeros discretos y definidos en la base de

potencias de dos, que son como las siguientes:
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Entonces la DWT es obtenida, siendo esta:

[ t—2k
La DWT puede implementarse con un esquema simple de filtrado recursivo, hasta
alcanzar un numero N deseado de niveles (resolucién). La sefial original puede ser

reconstruida a través de un filtrado inverso (Xu & Song, 2008).

Mallat (1989) desarrollé una forma eficiente de implementacion DWT pasando la
sefial a través de una serie de filtros pasa bajos y pasa altos. El procedimiento de
implementacion de DWT esta esquematizado y se muestra en la figura 3, donde los

filtros h[n] y g[n] corresponden a los filtros pasa altos y pasa bajos, respectivamente.

—= h[n] — _(T{)_‘_ D1

x[n]

B R

Do -

NG
E— A2

Figura 3. Descomposicién de sub-bandas en implementacion DWT
Fuente: (Subasi, 2007)

En la primera etapa, la sefial pasa simultaneamente a través de los filtros h[n] y
g[n], siendo la frecuencia de corte la cuarta parte de la frecuencia de muestreo. Las
salidas de los filtros h[n] y g[n] se refieren a los coeficientes de detalle D1 (altas
frecuencias) y de aproximacion Al (bajas frecuencias) del primer nivel,

respectivamente. Se repite el mismo procedimiento con los coeficientes de
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aproximacion del primer nivel para obtener los coeficientes del segundo nivel. En cada
etapa de este proceso de descomposicion, la resolucion de frecuencia se duplica a
través del filtrado y la resolucion del tiempo es reducida a la mitad a través del
muestreo descendente (submuestreo). Los coeficientes A1, D1, A2 y D2 representan el
contenido de frecuencia de la sefial original dentro de las bandas O - fs/4, fs/4 - fs/2, 0
- fs/8, y fs/8 - fs/4, respectivamente, donde fs es la frecuencia de muestreo original de

la sefal x[n].

El proceso anterior es una descomposicion iterativa, tal que la sefial S(t) se expresa

de la siguiente manera:

S(t) =q + Z d, &

js]

donde a; representa los coeficientes de aproximacion y dj los coeficientes de

detalle en el J-ésimo nivel.

2.3.3 Propiedades transformada wavelet discreta

Recientemente, la WT ha sido ampliamente aplicada en muchos campos para
resolver varios problemas de la vida real. La transformada de Fourier (Fourier
transform, FT) de una sefial obtiene el contenido de frecuencia de la sefial y elimina la
informacion del tiempo. La transformada de Fourier de corto tiempo (short time
Fourier transform, STFT) es una serie de FT con un tamafio de ventana fijo. Debido a
que una gran ventana pierde la resolucion de tiempo y una ventana corta pierde
resolucién de frecuencia, siempre existe una compensacion entre las resoluciones de
tiempo y frecuencia. Por una parte, una buena resolucion temporal requiere una
ventana corta con poco tiempo de apoyo; por otro lado una buena resolucion de
frecuencia requiere una ventana de tiempo prolongado. El tamafio fijo de la ventana
(resolucidn fija tiempo-frecuencia) del STFT resulta ser una restriccion en algunas

aplicaciones.

Contrariamente a STFT, WT proporciona una forma mas flexible de representacion

tiempo-frecuencia de una sefial, permitiendo el uso de ventanas de analisis de tamafio
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variable. La caracteristica atractiva de WT es que proporciona informacién precisa de
frecuencia a bajas frecuencias e informacién precisa de tiempo en altas frecuencias
(Adeli et al., 2003). Esta propiedad es importante en aplicaciones biomedicas, porque
las sefiales en este campo siempre contienen informacion de alta frecuencia con una
corta duracion y una informacion de baja frecuencia con larga duracion de tiempo. A
través de la transformada wavelet, las caracteristicas transitorias son precisamente
capturadas y localizadas en ambos dominios, tiempo y frecuencia. WT ha sido
comUnmente considerada como una de las mas poderosas herramientas para el analisis
de sefiales EEG.

La literatura expone diversas familias de wavelets. La calidad y desempefio de cada
una de ellas se evalta de acuerdo en mayor medida a la aplicacién, y a las propiedades
requeridas por esta, tales como: momentos de desvanecimiento, tamafio del soporte,
regularidad, simetria, etc. Entre las familias mas empleadas de wavelets estan: Haar,
Daubechies, Coiflets, Symlets, Biortogonales, Meyer, Mexican hat, Shannon y Morlet
(GOmez-Luna, Silva & Aponte, 2013).

Particularmente y por su gran uso en sefiales EEG, se exploran dos familias wavelet
como: Daubechies y Haar.

La wavelet Haar tiene un soporte compacto, pero tiene un inconveniente, es
discontinua. Mientras que la wavelet Daubechies tiene soporte compacto y es continua.
Mejor aun, aumentando el nivel es cada vez mas suave; es decir, puede tener un
numero determinado de derivadas continuas. En la figura 4 se presenta la

representacion grafica de las dos funciones wavelet.

@ (®)

Figura 4. Funciones wavelet: (a) Haar y (b) Daubechies
Fuente: (Chui, 1992).
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2.4 Extraccion de caracteristicas

Las sefiales son manifestaciones fisicas de procesos naturales o artificiales de
naturaleza diferente. Estan relacionadas con una o mas variables independientes e
informacion sobre el comportamiento de algunos fendmenos fisicos. Para caracterizar
sefiales hay algunos parametros importantes que dan la informacion necesaria para

permitir el analisis de los datos.

Al ser el EEG la gréfica en la que se registra la actividad del cerebro en forma de
sefiales, de esta se puede extraer un sinnumero de caracteristicas (features). Estas

pueden ser lineales y no lineales.

2.4.1 Caracteristicas lineales
2.4.1.1 Tasa de cruces por cero

La tasa de cruces por cero es la tasa de cambios de signo a lo largo de una sefial, es
decir, la tasa a la cual la sefial cambia de positiva a negativa o viceversa. Esta
caracteristica se ha utilizado mucho en el reconocimiento de voz y la recuperacion de
informacion musical, siendo una caracteristica clave para clasificar los sonidos de

percusion (Gouyon, Pachet & Delerue, 2000).
T-1
1
zr = m; 1r<o(SeSt-1), (5)

donde s es una sefial de longitud Ty 15, es una funcién indicador.

2.4.1.2 Maximo

En el analisis matematico, el maximo de una funcién, es el valor de mayor amplitud
de la misma, ya sea dentro de un rango dado (méximo relativo), o en todo el dominio

de una funcion (maximo global o absoluto) (Larson & Edwards, 2009).
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Una funcién de valor real f definida en un dominio X tiene un punto méaximo global

(o absoluto) en x* si f(x *) > f (x) para todo x en X.

2.4.1.3 Minimo

En el anélisis matematico, el minimo de una funcién, es el valor de menor amplitud
de la misma, ya sea dentro de un rango dado, o en todo el dominio de una funcion
(Larson & Edwards, 2009).

Una funcion de valor real f definida en un dominio X tiene un punto minimo global

(o absoluto) en x* si f(x *) <f(x) paratodo x en X.

2.4.1.4 Media

La media aritmética (o media) es la medida mas comunmente utilizada y facilmente
comprendida de la tendencia central. En las estadisticas, el término promedio se refiere
a cualquiera de las medidas de tendencia central. La media aritmética se define como
la suma de los valores numéricos de cada observacion dividida por el nimero total de
observaciones (Medhi, 1992).

Simbdlicamente, si tenemos un conjunto de datos que contiene los valores a,,

a,,..., a, entonces la media aritmética A se define por la formula:

n

a1+a2+"'+a
Zai= ()
=1

S|

A=

2.4.1.5 Desviacion estandar

La desviacion estandar, también representada por la letra griega sigma o, es una
medida que se utiliza para cuantificar la cantidad de variacion o dispersion de un
conjunto de valores de datos. Una desviacion estandar baja indica que los puntos de

datos tienden a estar cerca de la media (también llamado el valor esperado) del
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conjunto, mientras que una desviacién estandar alta indica que los puntos de datos se

extienden sobre un rango méas amplio de valores (Medhi, 1992).

N
1
D= —ZA-— 2,
D= =g ) e, )
i=

donde u es la media de Ay N el nimero de valores de la muestra.

2.4.1.6 Varianza

La varianza es la expectativa de la desviacidn cuadrada de una variable aleatoria de
su media y, de manera informal, mide hasta qué punto un conjunto de nimeros
(aleatorios) se separan de su media. La varianza tiene un papel central en la estadistica.
Se utiliza en estadistica descriptiva, inferencia estadistica, pruebas de hipétesis,
bondad de ajuste y muestreo de Monte Carlo, entre muchos otros. Esto lo convierte en
una cantidad central en numerosos campos como la fisica, la biologia, la quimica, la
criptografia, la economia y las finanzas. La varianza es el cuadrado de la desviacion

estandar, el segundo momento central de una distribucion (Medhi, 1992).

donde u es la media de A y N el nimero de valores de la muestra.

2.4.1.7 Curtosis

Curtosis es una medida estadistica que se utiliza para describir la distribucion, o
asimetria, de los datos observados alrededor de la media. Se utiliza generalmente en el
campo estadistico para describir las tendencias en los graficos y puede estar presente
en un grafico con colas gordas y una distribucién baja e igual, asi como estar presente
en un grafico con colas flacas y una distribucion concentrada hacia la media (Medhi,
1992).



22

_E(x—-w?*

k g

N C)
donde u es la media de x, o es la desviacion estandar de x, and E(t) representa el

valor esperado de la cantidad t.

2.4.1.8 Asimetria

La asimetria es una medida de simetria, 0 mas precisamente, la falta de simetria.
Una distribucion o conjunto de datos es simétrica si se ve igual a la izquierda y la
derecha del punto central (Medhi, 1992).

E(x —u)3
s=——3 (10)
donde u es la media de x, o es la desviacion estandar de x, and E(t) representa el

valor esperado de la cantidad t.

2.4.1.9 Potencia

La potencia se define como la cantidad de energia consumida por unidad de tiempo.
Esta cantidad es util si la energia de la sefial va al infinito. Para las sefiales, la potencia
calculada tomando la instantanea de la sefial en un intervalo de tiempo especifico, se
da como sigue (Sanjay Lall, s.f.):

(a). Tomar una instantanea de la sefial durante algun tiempo finito.

(b). Calcular la energia de la sefial Ex.

(c). Dividir la energia por el nimero de muestras N tomadas para el calculo.
(d). Extender el limite de numero de muestras al infinito (N — o). Esto da la

potencia total de la sefial.

En dominio discreto, la potencia total de la sefial viene dada por:

s
— 1i _ 2
P = lim & ZO X, (1)
n=
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donde N es el nimero de valores de la muestra.

2.4.1.10 Energia de sub-banda wavelet

Para una descomposicion wavelet unidimensional la energia de sub-banda wavelet
es el porcentaje de energia correspondiente a los coeficientes wavelet detallados y

aproximados.

En Matlab la funcion [Ea, Ed] = wenergy (C, L) devuelve Ea, que es el porcentaje
de energia correspondiente a la aproximacion y Ed, que es el vector que contiene los
porcentajes de energia correspondientes a los detalles (Misiti, Misiti, Oppenheim &
Poggi, 2000).

2.4.2 Caracteristica no-lineal

2.4.2.1 Complejidad de Lempel-Ziv

La complejidad de Lempel-Ziv es una medida de complejidad util, que puede
caracterizar el grado de orden o de desorden de patrones espacio-temporales (Lempel
& Ziv, 1976). Es una medida muy sensible a los cambios temporales, por ende es
idonea para usarla en sefiales de actividad cerebral (EEG), ya que el cambio es una de

las principales caracteristicas de estas sefales.

Como lo mencionan Zhang, Roy & Jensen (2001) en ciertas patologias el cerebro
pierde esa caracteristica de tendencia al cambio, por lo que la actividad cerebral resulta
ser mas homogénea. Esta tendencia puede ser medida usando la complejidad de
Lempel-Ziv de esta forma:

Antes de calcular la medida de complejidad LZ c(n), la sefial debe ser transformada
en una secuencia de simbolos finitos. Suponiendo que los datos originales son y(n),

estos datos son convertidos a una secuencia P de “0s” y “1s” como sigue:

P =s(1),s(2),...,s(n) (12)



24

donde:

y(i) > Td
Si no

~ (1,
so=1{", (13)
En donde, Td es el valor de la media de la secuencia P. La medida de complejidad

puede ser descrita como sigue (Aboy, Hornero, Abasolo & Alvarez, 2006):

(a). Dejemos que Sy Q denoten dos subsecuencias de P y SQ sea la concatenacion
de Sy Q, mientras que la secuencia SQOx se deriva de SQ después de que su
Gltimo caracter sea eliminado (z denota la operacion de eliminar el ultimo
caracter en la secuencia). Dejemos que v(SQx) denote el vocabulario de todas
las diferentes subsecuencias de SQz. Inicialmente, c(n)=1, S=s(1), Q=s(2), por
tanto SQz=s(1).

(b). En general, S=s(1),s(2),...,s(r), Q=s(r+1), entonces SQn=s(1),s(2),...,s(r), Si
Q pertenece a v(SQOr), entonces Q es una subsecuencia de SQzx, no una nueva

secuencia.

(c). Se renueva Q, siendo ahora s(r+1), s(r+2) y juzgar si Q pertenece a v(SQzx) o

no.

(d). Repetir el paso previo hasta que Q no pertenezca a v(SQx). Ahora
Q=s(r+1),s(r+2),...,s(r+i) no es subsecuencia de SQz=s(1),s(2),...,s(r+i-1),

asi que c(n) se incrementa en uno.
(e). Por lo tanto, S es renovada y pasa a ser S=s(1),s(2), ...,s(r+i), y Q=s(r+i+1).

El procedimiento anterior se repite hasta que Q sea el Gltimo caracter. En ese

momento el numero de subsecuencias diferentes en P, da la medida de complejidad

c(n).

El Lempel-Ziv de una secuencia totalmente aleatoria de longitud n consistente en

dos simbolos diferentes con probabilidades iguales es:

b(n) o (14

" log,(n)
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y ¢(n) puede ser normalizada por medio de b(n)

c(n) _c(m)log.(n)
b(n) n ’

Cn) = (15)

donde C(n), es la complejidad LZ normalizada, y refleja la tasa de aparicion de

nuevos patrones en la secuencia (Aboy et al., 2006).

2.5 Reduccion de dimensionalidad

El andlisis de componentes principales (PCA) es probablemente la técnica
estadistica multivariable mas popular y es utilizado por casi todas las disciplinas

cientificas. También es probable que sea la técnica multivariable mas antigua.

De hecho, su origen se remonta a Pearson o incluso Cauchy, o Jordan y también
Cayley, Silverster y Hamilton, pero su instanciacion moderna fue formalizada por
Hotelling, que también acufi6 el término componente principal. PCA analiza una tabla
de datos que representa las observaciones descritas por varias variables dependientes,
que son, en general, inter-correlacionadas. Su objetivo es extraer la informacion
importante de los datos. Y expresar esta informacién como un conjunto de nuevas
variables ortogonales llamadas componentes principales. PCA también representa el
patron de similitud de las observaciones y las variables mostrandolas como puntos en

los mapas (Hotelling, 1933).

Los objetivos del PCA son:

e Extraer la informacion méas importante de la tabla de datos.

e Comprimir el tamafio del conjunto de datos manteniendo s6lo la informacion
importante.

e Simplificar la descripcion del conjunto de datos.

e Analizar la estructura de las observaciones y las variables.

Con el fin de lograr estos objetivos, PCA calcula nuevas variables llamadas
componentes principales que se obtienen como combinaciones lineales de las variables

originales. Se requiere que el primer componente principal tenga la mayor varianza
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posible (es decir, inercia y por lo tanto este componente ‘explicard’ o ‘extraerd’ la mayor

parte de la inercia de la tabla de datos).

El segundo componente se calcula bajo la restriccion de ser ortogonal al primer
componente y tener la mayor inercia posible. Los otros componentes se calculan de la
misma manera. Los valores de estas nuevas variables para las observaciones se
denominan puntuacion de factores y estas puntuaciones de factores pueden
interpretarse geometricamente como las proyecciones de las observaciones sobre los

componentes principales (Hotelling, 1933).

2.6 Aprendizaje de maquina

El aprendizaje automatico o aprendizaje de maquina (Machine Learning) es una
rama de la inteligencia artificial que desarrolla algunas técnicas para permitir que las
maquinas aprendan. En términos generales, estos sistemas son capaces de analizar el
medio ambiente y aprender de él. De manera técnica, el método intenta crear
programas que son capaces de generalizar algin comportamiento analizando alguna
informacion. El campo del aprendizaje de maquina estd muy relacionado con el de la
estadistica, ya que ambas técnicas se basan en el andlisis de datos. Sin embargo, el
aprendizaje de maquina o aprendizaje automatico puede considerarse como un intento
de automatizar algunas partes del método cientifico mediante métodos matematicos
como la estadistica. Algunos sistemas que forman parte del aprendizaje de maquina
son: redes neuronales, maquinas de vectores de soporte y regresion logistica (Shai &
Shai, 2014).

Las tareas de aprendizaje de maquina suelen clasificarse en tres grandes categorias,
dependiendo de la naturaleza de la "sefial" o "retroalimentacién” de aprendizaje

disponible para un sistema de aprendizaje.

Estas son (Fukushima & Miyake, 1982):
e Aprendizaje supervisado: el ordenador se presenta con entradas de ejemplo
y sus salidas deseadas, dadas por un "maestro”, y la meta es aprender una

regla general que mapea las entradas a las salidas.



27

e Aprendizaje sin supervision: no se dan etiquetas al algoritmo de aprendizaje,
dejandolo por si solo para encontrar estructuras en su entrada. El aprendizaje
sin supervision puede ser un objetivo en si mismo (descubrir patrones

ocultos en los datos) o un medio hacia un final.

e Aprendizaje reforzado: Un programa informatico interactia con un entorno
dindmico en el que debe realizar una determinada meta (como conducir un
vehiculo), sin que un “maestro” le diga explicitamente si se ha acercado o no a

su meta. Otro ejemplo es aprender un juego, jugando contra un oponente.

2.6.1 Regresion logistica

La regresion logistica es una forma de aprendizaje automatico que se utiliza para
predecir el resultado de un valor categérico (el que podria adoptar un nimero de

categorias) en funcion de las variables independientes.

La regresion logistica mide la relacion entre la variable dependiente categdrica y
una o mas variables independientes, estimando las probabilidades usando una funcién
logistica. El objetivo principal es investigar la relacion entre la probabilidad

relacionada a la variable de salida y a las variables de entrada independientes.
En estas condiciones, la regresion logistica se calcula como (Bishop, 2006):

P(x)

1—P(x):WTx+b' (16)

y(x) =In

donde x es la data independiente, P la probabilidad estimada, y es 0 o 1,

dependiendo en cada clase y g es la regresion logistica.

2.6.2 Analisis discriminante

El anélisis discriminante (Discriminant Analysis, DA) o andlisis de funcion
discriminante se utiliza para determinar qué variables continuas discriminan entre dos

0 mas grupos naturales.
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El andlisis de la funcién discriminante es el andlisis multivariable de varianza
(Multivariate analysis of variance, MANOVA) invertido. En MANOVA, las variables
independientes son los grupos y las variables dependientes son los predictores. En DA,
las variables independientes son los predictores y las variables dependientes son los
grupos. Como anteriormente se menciond, se suele utilizar DA para predecir la
pertenencia de un miembro a un grupo. Es decir responde a la pregunta: ¢;se puede
utilizar una combinacidn de variables para predecir la pertenencia a un grupo? Por lo
general, se incluyen varias variables en un estudio para ver cuales contribuyen mejor

a la discriminacion entre grupos (Klecka, 1980).

El DA se divide en un proceso de dos pasos (Klecka, 1980):
(a). Probar la significancia de un conjunto de funciones discriminantes.

(b). Clasificacion.

El primer paso es un computo idénticoa MANOVA. Existe una matriz de varianzas
totales y covarianzas; asimismo, existe una matriz de variaciones dentro del grupo y
covarianzas. Las dos matrices se comparan mediante pruebas F de multivariables para
determinar si existen diferencias significativas (con respecto a todas las variables)
entre grupos. Se realiza primero la prueba multivariable, y si es estadisticamente
significativa, se procede a ver cudl de las variables tiene medias significativamente

diferentes a través de los grupos (Klecka, 1980).

Una vez que la media del grupo es estadisticamente significativa, la clasificacion
de variables se lleva a cabo. DA determina automaticamente una combinacién 6ptima
de las variables, de modo que la primera funcion proporcione la discriminacién mas
Optima entre grupos, la segunda proporciona la segunda mas O6ptima, y asi
sucesivamente. Ademas, las funciones serén independientes u ortogonales, es decir,
sus contribuciones a la discriminacion entre grupos no se superponen. La primera
funcidn recoge la mayor variacion; la segunda funcion selecciona la mayor parte de la
variacion inexplicada, etc. Computacionalmente, se realiza un andlisis de correlacion

candnica que determinar las sucesivas funciones y raices candnicas (Klecka, 1980).

La clasificacion es entonces posible gracias a las funciones candnicas. Los sujetos

se clasifican en los grupos en los que tienen los puntajes de clasificacion mas altos. El
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nimero maximo de funciones discriminantes serd igual a los grados de libertad, o el

numero de variables en el analisis, lo que sea menor (Klecka, 1980).

2.6.3 k-Vecinos mas cercanos

El algoritmo k-vecinos mas cercanos (k-nearest neighbors, KNN) es un método no
paramétrico utilizado para la clasificacion y la regresion. En ambos casos, la entrada
consta de los k ejemplos de entrenamiento mas cercanos en el espacio de
caracteristicas. La salida depende de si kNN se utiliza para la clasificacion o la
regresion (Altman, 1992):

e En laclasificacion kNN, la salida es una pertenencia a una clase. Un objeto
es clasificado por un voto mayoritario de sus vecinos, con el objeto siendo
asignado a la clase mas comun entre sus k vecinos mas cercanos (k es un
entero positivo, tipicamente pequefio). Si k = 1, entonces el objeto
simplemente se asigna a la clase de ese Gnico vecino mas cercano.

e Enlaregresion kNN, la salida es el valor de propiedad del objeto. Este valor

es el promedio de los valores de sus k vecinos mas cercanos.
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(a) 1-nearest neighbor (b) 2-nearest neighbor (c) 3-nearest neighbor

Figura 5. k-Vecinos mas cercanos de un punto x para k=1,2,3
Fuente: (Hastie, Tibshirani & Friedman, 2009)

La figura 5 muestra una ilustracion de los k-vecinos mas cercanos a un punto

aleatorio x, mismos que poseen la menor distancia al punto.


https://en.wikipedia.org/wiki/K-nearest_neighbors_algorithm
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2.6.4 Arboles de decision

Los arboles de decision son una forma simple, pero poderosa de analisis de
variables multiples. Estos proporcionan capacidades Unicas para complementar,
suplementar y sustituir:

e Las formas estadisticas tradicionales (como regresion lineal maltiple)

e Una variedad de técnicas como redes neuronales

e Formas multidimensionales recientemente desarrolladas en el campo de la

inteligencia empresarial

Los arboles de decisidn son producidos por algoritmos que identifican diferentes
formas de dividir un set de datos en segmentos de similares ramas. Estos segmentos
forman un arbol de decisiones invertido que se origina con un nodo raiz en la parte
superior del arbol.

Para predecir una respuesta, se sigue las decisiones en el arbol desde el nodo raiz
(inicio) hasta un nodo hoja. EI nodo hoja contiene la respuesta. Los arboles de
clasificacion dan respuestas que son nominales, tales como "verdadero” o "falso™. Los
arboles de regresion dan respuestas numéricas. Cada paso en una prediccion implica
comprobar el valor de un predictor (variable) (Tilbury & Messner, 1998). En la figura

6 se presenta la estructura de un arbol de decision.

Nodode Altemativas Nodo Ramas de
Decision  de decision de azar | estado Resultados

Figura 6. Partes de un arbol de decision
Fuente: (Safavian & Landgrebe, 1991)
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2.6.5 Maquinas de vectores de soporte

Maquinas de vectores de soporte (Support Vector Machines, SVM) consiste en un
grupo de algoritmos de aprendizaje implementados para resolver problemas
relacionados con la clasificacion y la regresion. El sistema sigue algunos pasos
ordenados. En primer lugar, necesitamos algunas muestras de datos que se clasifican
en una categoria o en otra. Entonces, con estos datos, la maquina de vectores de soporte
es entrenada para construir un modelo que le permita clasificar algunos datos de prueba
en una de ambas clases. Lo que hace exactamente es crear un hiperplano o un grupo
de ellos en altas dimensiones, incluso dimensiones infinitas, que podrian utilizarse en

la clasificacion y problemas de regresion.

Este tipo de algoritmos trata de seleccionar el hiperplano que maximiza la distancia

entre este hiperplano y los puntos que estan mas cerca de este (Bishop, 2006).

KX.X,) = 4, )p(x,) $
L ‘] . %" =2 / Ywiw
Punto mal e & S,
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Figura 7. Maquina de vectores de soporte en dos dimensiones
Fuente: (Bishop, 2006)

La figura 7 muestra una ilustracion de un hiperplano en dos dimensiones, usando

méaquina de vectores de soporte (SVM).
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2.6.6 Conjunto de clasificadores redundantes

Conjunto de clasificadores redundantes (ensemble) es un paradigma de aprendizaje
de maquina donde mudltiples clasificadores son entrenados para resolver el mismo
problema. A diferencia de los métodos ordinarios de aprendizaje automatico que
intentan aprender una hipétesis de los datos de entrenamiento, ensemble trata de
construir un conjunto de hipoétesis y combinarlas para usarlas (Hansen & Salamon,
1990).

Un ensemble contiene un numero de clasificadores que usualmente se Ilaman
clasificadores base. La capacidad de generalizacion de un ensemble suele ser mucho
mas fuerte que la de los clasificadores base. En realidad, el aprendizaje de conjunto es
atractivo porque es capaz de impulsar clasificadores débiles, a clasificadores fuertes,
que pueden hacer predicciones muy precisas. Por lo tanto, los “clasificadores base"
también son referidos como “clasificadores débiles”. Cabe sefialar, sin embargo, que
aunqgue la mayoria de los andlisis tedricos funcionan con clasificadores débiles, los
clasificadores base utilizados en la practica no son necesariamente débiles, ya que el
uso de clasificadores base no tan débiles a menudo resulta en un mejor rendimiento
(Hansen & Salamon, 1990).

Los clasificadores base suelen ser generados a partir de datos de entrenamiento por
un algoritmo de aprendizaje base que puede ser un arbol de decision, red neuronal u
otros tipos de algoritmos de aprendizaje de maquina. La mayoria de los métodos
ensemble utilizan un Gnico algoritmo de aprendizaje base para producir clasificadores
base homogéneos, pero también hay algunos métodos que utilizan mdltiples
algoritmos de aprendizaje para producir clasificadores heterogéneos. En este Gltimo

caso no existe un algoritmo de aprendizaje de base Unico (Hansen & Salamon, 1990).

Se puede observar un ejemplo de implementacion del algoritmo ensemble en la
figura 8, en donde tenemos tres clasificadores base con sus respectivas
representaciones de frontera de decision, de las cuales su combinacion, por medio del
esquema de combinacidn elegido, da lugar a la representacién final de la frontera de

decision, obtenida con ensemble.
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Figura 8. Ejemplo de limite de decision utilizando Ensemble
Fuente: (Fu & Shi, 2002)

2.7 Validacién cruzada k-fold

La validacion cruzada (Cross-Validation, CV) es una técnica utilizada para evaluar
los resultados de los analisis, para garantizar que estos resultados sean independientes
de la particion entre datos de entrenamiento (train) y datos de prueba (test)
(Refaeilzadeh, Tang & Liu, 2009).

En la validacion cruzada k-fold, los datos de entrenamiento se dividen en k
subgrupos. Uno de estos subgrupos se utiliza como datos de prueba y el resto de los
subgrupos como datos de entrenamiento. Se repite k veces cambiando cada vez el

subgrupo que es responsable de las pruebas (Refaeilzadeh et al., 2009).
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Aungue es un método muy preciso y eficiente, su principal inconveniente es que es

un proceso muy lento para la programacion y desde el punto de vista computacional.

2.8 Medidas de desempefio

2.8.1 Matriz de confusién

Una matriz de confusion contiene informacion sobre las predicciones reales y
previstas de las clasificaciones realizadas por un sistema de clasificacion. El
rendimiento de estos sistemas es comdnmente evaluado utilizando los datos de la
matriz (Kohavi & Provost, 1998).

Considere un problema de prediccion general como el de este proyecto. Donde los
resultados se clasifican en positivos (p) o negativos (n). Existen cuatro
posibles resultados: si el resultado es positivo y la etiqueta verdadera es positivo,
entonces es conocido como verdadero positivo (VP); si el resultado es positivo y la
etiqueta verdadera es negativo, es conocido como falso positivo (FP); si el resultado
es negativo y la etiqueta verdadera es positivo, es conocido como falso negativo (FN);
finalmente, si el resultado es negativo y la etiqueta verdadera es negativo también, es
conocido como verdadero negativo (VN). Todos estos cuatro valores se recogen en la

matriz de confusion que se muestra en la tabla 1.

Tabla 1
Definicién matriz de confusién

Positivos Negativos
Positivos Verdaderos Falsos Positivos
Positivos FP
VP
Negativos Falsos Verdaderos
Negativos Negativos

FN VN
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2.8.1.1 Exactitud

La exactitud se utiliza como medida estadistica de lo bien que una prueba de
clasificacion binaria identifica o excluye correctamente una condicion. Es decir, la
exactitud es la proporcion de resultados verdaderos (tanto los verdaderos positivos

como los verdaderos negativos) entre el nimero total de casos examinados.
Se calcula como (Zhu, Zeng & Wang, 2010):

VP +VN

Exactitud = oo N TN

100,  (17)

donde VP representa los Verdaderos Positivos, FN los Falsos Negativos, VN los

Verdaderos Negativos y FP los Falsos Positivos.

2.8.1.2 Sensibilidad

La sensibilidad, también denominada tasa de verdaderos positivos (true positive
rate, TPR), mide la proporcion de positivos que se identifican correctamente como
tales (por ejemplo el porcentaje de personas enfermas que estdn correctamente
identificadas como tales, es decir que presentan la condicion).

Se calcula como (Zhu et al., 2010):

Sensibilidad = 100, (18)

VP+FN
donde VP representa los Verdaderos Positivos y FN los Falsos Negativos.

2.8.1.3 Especificidad

La especificidad, también llamada tasa de verdaderos negativos, mide la proporcion
de negativos que se identifican correctamente como tales (por ejemplo, el porcentaje

de personas sanas que se identifican correctamente como tales, es decir no presentan
la condicion).
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Se calcula como (Zhu et al., 2010):

Especificidad = 100, (19)

UN+FP
donde VN representa los Verdaderos Negativos y FP los Falsos Positivos.

2.8.2 Curva ROC

Con el fin de determinar qué tan bueno es el algoritmo propuesto,
surge la necesidad de comparar los datos de la validacion cruzada con la etiqueta real
de los segmentos de los datos de entrenamiento. Esta determinacion se realiza con una
curva Caracteristica Operativa del Receptor (Receiving Operating Characteristics,
ROC), que es una representacion de la sensibilidad frente a (1-especificidad) (Hanley
& McNeil, 1982). En base a esto, la mejor prediccion posible estarad situada en un
punto del lado izquierdo, es decir un punto de coordenada (0,1), que representa 100%
de sensibilidad y 100% de especificidad (Hanley & McNeil, 1982).

La linea discontinua roja mostrada en la figura 9 representa una clasificacion
aleatoria, por ejemplo, los resultados de lanzar una moneda.

ESPACIO ROC
' . ; - Fancom guesd]

,
Clasificacion perfecta

Mejor

clasificacion
‘\

\"\

Sensibilidad o TPR

\‘ -
Peor clasificacion
1-Especificidad o FPR

Figura 9. Ejemplo de curva ROC
Fuente: (Hanley & McNeil, 1982)
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El pardmetro area bajo la curva ROC (Area Under ROC, AUR) refleja qué tan
bueno es un algoritmo para discriminar entre las dos posibles clases, a lo largo de todo
el rango de puntos de corte posibles. Los ejes del grafico de curva ROC adoptan
valores entre 0y 1 (0% y 100%), delimitando un cuadrado de area = 1,00. Un algoritmo
se considera no-discriminativo si su curva ROC coincide con la linea de no-
discriminacion (AUC =0,50). A medida que el AUR de un algoritmo se acerca al valor
1,00 (test diagnostico perfecto), mayor serd su capacidad predictiva (Cerda &
Cifuentes, 2012).
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CAPITULO HI

3. DISENO E IMPLEMENTACION

3.1 Software y hardware

El hardware empleado en la elaboracion del proyecto fue el siguiente: un
computador portéatil (laptop) marca TOSHIBA, con sistema operativo Windows 10 de
64-bits, procesador Intel(R) Core(TM) i7 de 2.40 Ghz y memoria RAM de 8 Gb.

El software utilizado para la implementacion de cada una de las etapas fue la

herramienta matematica Matlab® (version R2016b).

En la etapa de procesamiento de la sefial, para realizar la descomposicion wavelet
se empled el Wavelet Toolbox, de Matlab, que permite analizar cémo el contenido de
frecuencia de las sefiales EEG cambia con el tiempo y revelar posibles patrones
variables en el tiempo. Con esta herramienta se puede realizar analisis multirresolucion
para extraer caracteristicas de escala fina o de gran escala y detectar eventos que no

son visibles en sefales sin procesar.

En la etapa de clasificacion se utilizo el Statistics and Machine Learning Toolbox,
de Matlab, que proporciona funciones ideales para analizar y modelar datos. Contiene
algoritmos de clasificacion, tales como: arboles de decision, maquinas de vectores de
soporte, k-vecinos mas cercanos, etc., necesarios para construir modelos predictivos.
Proporciona también funciones de reduccion de dimensionalidad, tales como PCA.
Una aplicacion de este toolbox es el Classification Learner App, que nos permite
entrenar modelos por medio de su configuracion, para clasificar datos usando
algoritmos de aprendizaje de maquina supervisado, y evaluar su rendimiento, por

medio de medidas de desempefio como matriz de confusion y curvas ROC.

Adicionalmente para optimizar el tiempo de computo al ejecutar el algoritmo, se
hizo necesario utilizar herramientas de computo en paralelo, por medio del Parallel

Computing Toolbox, de Matlab, que permite resolver problemas computacionales y de
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uso intensivo de datos, utilizando procesadores multicore, GPUs y clUsteres de

computadoras.

3.2 Esquema general del algoritmo

La metodologia propuesta en el presente proyecto contempla el disefio,

implementacion y evaluacion de un algoritmo de prediccidn de crisis epilépticas.

Para tal propdsito se emplea sefiales de electroencefalografia intracraneal (iEEG)
de pacientes con epilepsia. Estas son procesadas usando analisis multirresolucién, en
el dominio tiempo-escala, por medio de la Transformada Wavelet Discreta (Discrete
Wavelet Transform, DWT) y su descomposicion frecuencial. La sefial EEG
descompuesta es caracterizada por medio de la extracciébn de una serie de
caracteristicas (features). La clasificacion se lleva a cabo para verificar si una muestra
EEG de prueba corresponde a un estado interictal o preictal, empleando los siguientes
algoritmos de aprendizaje de maquina supervisado: regresion logistica, analisis
discriminante, k-vecinos mas cercanos (KNN), arboles de decision, maquina de
vectores de soporte (SVM) y conjunto de clasificadores redundantes (ensemble), y
eligiendo el de mejor desempefio. Finalmente, para evaluar el rendimiento del
algoritmo se emplea las siguientes medidas de desempefio: exactitud, sensibilidad,

especificidad y area bajo la curva ROC (AUR).

La figura 10 muestra la estructura general del algoritmo de prediccién de crisis

epilépticas.

Baze de

S wavelat EEG caracteristicas
Imfenictal

=
— ‘_l_ | Clasificacion

Figura 10. Esquema general del algoritmo de prediccion de crisis epilépticas
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3.3 Base de datos EEG

El conjunto de datos utilizado en este proyecto esta disponible publicamente en el
la plataforma Kaggle - American Epilepsy Society Seizure Prediction Challenge
(Kaggle, 2014). La base de datos contiene registros de actividad cerebral de dos
pacientes con epilepsia, registrada en forma de EEG intracraneal (iEEG). La grabacion
de las sefales eléctricas se realizé con un sistema de monitorizacién ambulatoria. Los

registros EEG de 15 electrodos fueron muestreados a 5000 Hz.

Las grabaciones EEG se organizan en registros de diez minutos de duracion, con la
etiqueta "Preictal” para segmentos de datos pre-convulsion, o “Interictal” para
segmentos de datos no convulsivos. Los segmentos de datos se enumeran
secuencialmente. Dentro de las carpetas, los segmentos de datos se almacenan en
archivos .mat de la siguiente manera:

e preictal_segment_N.mat.- corresponde al N-ésimo segmento de datos pre-

convulsivos.

e interictal_segment_N.mat.- corresponde al N-ésimo segmento de datos no-

convulsivos.

Cada archivo .mat contiene una estructura de datos con los siguientes campos:

e data: matriz de valores de la muestra EEG dispuestos como electrodo-
tiempo (fila-columna).

e data_length_sec: duracion de tiempo de cada fila del campo data.

e sampling_frequency: nimero de muestras de datos EEG en un segundo de
tiempo.

e channels: una lista de nombres de los electrodos, correspondientes a las filas
en el campo data.

e sequence: el indice del segmento de datos dentro de la serie de clips de una
hora. Por ejemplo, “preictal_segment_6.mat” tiene un nimero de secuencia
6, y representa los datos EEG de 50 a 60 minutos dentro de los datos

preictales.
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Los segmentos de datos preictales se proporcionan cubriendo una hora antes de la
convulsidn, con un horizonte de convulsiones de cinco minutos, es decir, de 1:05 a
0:05 antes del inicio de la convulsion. Este horizonte previo a la convulsion asegura
que:

(@). Las convulsiones podrian predecirse con suficiente advertencia para
permitir la administracion de medicamentos de accion rapida.

(b). Cualquier actividad convulsiva antes de la anotacion del inicio de
convulsiéon que puede haber sido omitida por el epileptélogo no afectara el

resultado del algoritmo.

La figura 11 muestra una representacion gréfica de la distribucion de segmentos

EEG de 10 minutos, para todas las secuencias, dentro de los clips preictales de una

hora.
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Figura 11. Muestra clip preictal de 1 hora
Fuente: (Kaggle, 2014)

De forma similar, se proporcionan segmentos de datos de 10 minutos interictales,
correspondientes a registros de una hora. Los datos interictales fueron elegidos al azar

del registro completo de datos, con la restriccion de que los segmentos interictales
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deben estar al menos a cuatro horas de distancia de cualquier convulsion, para evitar

la contaminacidn con sefiales preictales o postictales.

Cualquier parte de cualquier segmento de datos de 10 minutos puede contener
potencialmente "abandono de datos” (drops), donde el implante cerebral intracraneal
ha fallado temporalmente para registrar datos. Este abandono de datos corresponde a
valores de sefial EEG de ceros, a través de todos los canales, en una muestra de tiempo
dada. El abandono de datos no proporciona informacion predictiva en cuanto a si un

segmento determinado de 10 minutos es preictal o interictal.

3.4 Pre-procesamiento

Los segmentos EEG de la base de datos, deben ser pre-procesados, con el fin de
fragmentarlos en subsegmentos de andlisis. Se debe ademas seleccionar aquellos que
tengan un porcentaje de pérdidas de datos (drops) bajo, de tal manera que, estas no
afecten el desempefio del algoritmo. También es necesario tener un analisis
balanceado, es decir, analizar una cantidad de segmentos EEG iguales, tanto para
segmentos interictales como para segmentos preictales, y tener también igual nimero
de segmentos analizados, tanto para el paciente uno como para el paciente dos, esto
con el objetivo de tener resultados en igualdad de condiciones para los dos estados

(interictal y preictal) y los dos pacientes.

Ingreso de segmentos Conteo de pérdidas de . -

EEG de 10 minutos al datos de cada ngr%gﬁzodeelgﬁgézcﬁg n?g s
algoritmo y fragmentacion subsegmento y seleccion interictales rgictales
de cada uno de estos en de estos en base a ara todos Igspcanales
subsegmentos de 10 porcentaje permitido de gara todos los paciente)s/

segundos drops

Figura 12. Algoritmo de pre-procesamiento de los segmentos EEG

La figura 12 muestra el algoritmo de procedimiento de la etapa de pre-
procesamiento de las sefiales EEG. A continuacidn se detalla cada uno de los procesos

realizados en esta etapa.
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3.4.1 Fragmentacion de segmentos EEG en subsegmentos EEG

Para asegurar la posibilidad de una diferenciacion entre el estado interictal y el
estado preictal, y por ende, una clasificacion de estos, se escogid primeramente un
tiempo de analisis corto y lo mas cercano posible al inicio de la crisis epiléptica (para
el caso del estado preictal). De esta forma, inicialmente no se toma en cuenta todas las
secuencias de los segmentos de 10 minutos (dentro de los clips EEG de una hora), ni

tampoco todas las muestras que conforman un segmento de 10 minutos.

Con este fin, se tom6 un tiempo de analisis correspondiente a los ultimos 10
segundos anteriores al inicio de la crisis epiléptica, sin tomar en cuenta el horizonte de
cinco minutos (véase apartado 3.3 Base de datos iEEG). A este fragmento de sefial
EEG se lo denomina “subsegmento de los Gltimos 10 segundos anteriores a la crisis”
o simplemente “subsegmento”. El subsegmento es una fraccion correspondiente a los
altimos 10 segundos (intervalo [590-600] segundos) del segmento EEG de los ultimos
10 minutos anteriores a la crisis epiléptica (secuencia 6). Un ejemplo de subsegmento
se muestra en la figura 13. El rectdngulo de color amarillo representa el tiempo de

analisis de este subsegmento.
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Figura 13. Representacion subsegmento EEG
Fuente: (Kaggle, 2014)
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Para el estado interictal, se seleccion6 el mismo intervalo de tiempo de anélisis,
tomando en cuenta que los clips EEG de una hora de duracion para ambos estados

tienen la misma estructura de almacenado.

3.4.2 Seleccion de subsegmentos EEG por porcentaje de pérdidas

Debido a que existen subsegmentos EEG con pérdidas de datos (drops), se debe
realizar un estudio del numero de drops presente en cada subsegmento, con el fin de
seleccionar aquellos que contengan un numero de pérdidas relativamente bajo. De esta
manera, el algoritmo realiza el conteo de drops de cada subsegmento y calcula el
porcentaje que este representa, respecto al nimero de muestras totales de dicho
subsegmento. Si el porcentaje de pérdidas es menor al permitido, se almacena el

subsegmento en un arreglo (array), caso contrario, es desechado.

Como se emplea subsegmentos de 10 segundos y una frecuencia de muestreo de
5000 Hz, se tiene por cada subsegmento, un total de 50000 muestras de datos EEG. Si
se determina un porcentaje de pérdidas permitidas del 10%, se tiene 5000 muestras
perdidas, siendo este un nimero significativo de muestras, respecto al nimero total del
subsegmento. Al tomar en cuenta que cada drop no aporta en nada al entrenamiento

del clasificador, se debe elegir un porcentaje permitido de drops menos significativo.

En la implementacién de este proceso, se puede verificar que la mayoria de
subsegmentos presentan un porcentaje de pérdidas menor al 1%, sin embargo existen
subsegmentos que presentan un porcentaje mayor de drops. Por tal motivo, se decidio
establecer un porcentaje permitido de pérdidas del 2%, ya que todos los subsegmentos
presentaron un porcentaje de pérdidas menor a este valor, asegurando de esta forma,
el uso de todos los subsegmentos correspondientes a los ultimos 10 segundos
anteriores a la crisis epiléptica, presentes en la base de datos. De esta manera, se
garantiza también un porcentaje no significativo de drops, representando un namero
de 1000 muestras perdidas, respecto a las 50000 totales del subsegmento. Recordar
gue mientras mas subsegmentos sean analizados para el entrenamiento de los modelos

de prediccion, se tendra un desempefio mas aproximado al real, del algoritmo.
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3.4.3 Balanceo del numero de segmentos y subsegmentos EEG

La base de datos cuenta con 18 segmentos EEG preictales de 10 minutos por
paciente, cada uno con su respectiva secuencia, es decir un total de 36 segmentos
preictales totales (18 segmentos x 2 pacientes). Para tener un analisis balanceado, se
ingresa al algoritmo 36 segmentos preictales y 36 segmentos interictales, es decir, un

total de 72 segmentos EEG de 10 minutos.

Una vez ingresados estos 72 segmentos al algoritmo, se separa los subsegmentos
EEG correspondientes a los Gltimos 10 segundos anteriores a la crisis epiléptica, y se
realiza la seleccion de subsegmentos por porcentaje permitido de drops. Como los
subsegmentos preictales e interictales son independientes, cada uno tendra su propio
porcentaje de drops, por lo tanto, se tendrd diferente nimero de subsegmentos
interictales y de preictales en una instancia paciente-canal determinada (15 canales x
2 pacientes = 30 instancias). Por esta razon, para continuar con un andlisis balanceado,
se debe igualar el nimero de subsegmentos de andlisis interictales, con el nimero de

subsegmentos preictales.

Los drops son perdidas presentadas en todos los canales al mismo tiempo, es decir,
todos los canales presentan aproximadamente igual porcentaje de drops (no igual,
debido a que un minimo porcentaje de ceros no son drops, sino mediciones
especificamente), entonces se tendra igual nimero de subsegmentos de analisis en
todos los canales del paciente. Sin embargo, este nimero varia de un paciente a otro,
por lo tanto, para terminar de balancear el analisis, se debe proceder a igualar el nimero
de subsegmentos por pacientes, es decir los dos pacientes deben tener igual nmero de

subsegmentos totales analizados (interictales + preictales).

La etapa de pre-procesamiento del algoritmo se realiza para cada instancia paciente-
canal (30 instancias), es decir se tendré un total de 30 listas generadas de subsegmentos

EEG seleccionados y balanceados para proceder a su posterior procesamiento.
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3.5 Procesamiento

Para obtener el vector de caracteristicas m x n (m muestras u observaciones y n
variables o predictores) que sera ingresado en el clasificador, es necesario procesar
cada subsegmento EEG, preseleccionado en la etapa de pre-procesamiento. Para ello,
es necesario dividir cada subsegmento en un numero determinado de ventanas de
analisis, cada ventana de andlisis debe ser descompuesta en n sub-bandas de
frecuencia, en el dominio tiempo-escala, por medio de la transformada wavelet discreta
(DWT), y finalmente se debe extraer una serie de caracteristicas de cada sub-banda

wavelet calculada.

Descomposicion wavelet
de cada subsegmento en
n sub-bandas de
frecuencia

Extraccion de
caracteristicas de cada
sub-banda wavelet

Enventanado de los
subsegmentos EEG
preseleccionados

Figura 14. Algoritmo de procesamiento de los subsegmentos seleccionados

La figura 14 muestra el algoritmo de procedimiento de la etapa de procesamiento
de los subsegmentos EEG preseleccionados. A continuacion se detalla cada uno de los

procesos realizados en esta etapa.

3.5.1 Enventanado de los subsegmentos EEG

En este proceso, cada subsegmento EEG, preseleccionado en la etapa de pre-

procesamiento, es dividido en N ventanas de analisis diferentes.

Con el fin de tener un nimero adecuado de observaciones en el vector de
caracteristicas, se procedi6 a fijar un tiempo de duracién de ventana de 1 segundo. Se
debe tener en cuenta que al dar un tiempo mayor a 1 segundo, se tiene menos
observaciones en el vector de caracteristicas, y por tanto, modelos de prediccion menos
entrenados. Ademas, al variar el tiempo de duracion de la ventana varia también el
numero de niveles de descomposicion wavelet permitidos. Estos niveles se basan en el

nimero de muestras de la ventana de andlisis, y con un tiempo de ventana de 1
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segundo, el nimero de niveles esta directamente relacionado con la frecuencia de

muestreo de las sefales EEG.

Por el contrario, con un tiempo de ventana de analisis menor a 1 segundo, se tendra
mas observaciones en el vector de caracteristicas, pero se reducira la escala de
frecuencia de la sefial y se vera afectado el nimero de niveles de descomposicion
wavelet permitidos. Tomando en cuenta que, en aplicaciones biomédicas las sefiales
EEG siempre contienen informacién importante en sus bandas de baja frecuencia, se
necesita una ventana de tiempo relativamente grande. Demostrando asi, la idoneidad
de una ventana con un valor de tiempo de 1 segundo de duracion (5000 muestras de
datos EEG). De esta manera, para subsegmentos EEG de 10 segundos se tiene un total

de 10 ventanas de analisis resultantes.

Para un entrenamiento mayor de los clasificadores, es necesario aumentar el
numero de observaciones del vector de caracteristicas. Por tanto, se procedi6 a emplear
ventanas de analisis con un solapamiento del 50% de la ventana, obteniendo

finalmente un total de 19 ventanas de analisis por cada subsegmento EEG.

La figura 15 presenta un ejemplo de enventanado con 3 ventanas de anélisis de 1
segundo, frecuencia de muestreo de 5000 Hz y solapamiento del 50%. En verde se

encuentra la primera ventana de analisis, en azul la segunda y en anaranjado la tercera.

Ventanas
4 de analisis

Miimero de

3500 5000 7500 10pog 02020 ‘owestras

Figura 15. Muestra de ventanas de 1 segundo con solapamiento del 50%
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3.5.2 Descomposicion wavelet

Cada ventana de analisis de los subsegmentos EEG es descompuesta en un nimero
determinado de n sub-bandas de frecuencia, por medio de la descomposicion wavelet.
Para tal proposito, se debe afinar los pardmetros DWT Optimos, por medio de
diferentes pruebas con distintas configuraciones. De esta manera, se encuentra la
funcién wavelet y el nimero de niveles de descomposicion méas adecuados para un

buen desempefio del algoritmo.

La wavelet Daubechies 4 (db4) y la wavelet Haar, por su uso en areas de

biomedicina, han sido empleadas en este proyecto.

Para encontrar el nimero optimo de niveles de descomposicion se usa la funcion
vmaxlev, de Matlab, la cual retorna el nimero maximo de niveles wavelet permitidos,
ingresando el nimero de muestras analizadas de la sefial y el tipo de funcion wavelet
utilizada. En general, se toma un valor menor al maximo posible para evitar “efectos

de frontera”.

La transformada wavelet se calcula como el desplazamiento de la funcion wavelet
en el tiempo a lo largo de la sefial de entrada y el calculo de la convolucién de los
mismos. En la mayoria de las aplicaciones practicas, las sefiales de interés tienen
soporte finito y a medida que la wavelet se acerca al borde de la sefial, el calculo de la
convolucion requiere de valores no existentes, mas alla de la frontera de la sefial. Esto
crea “efectos de frontera”, causados por la informacion incompleta en las regiones
limite, haciendo que los resultados de la transformacidn wavelet en estas regiones sean

imprecisos (Queiroz, 1992).

De esta manera, usando la funcién vmaxlev, para una ventana de analisis de 1
segundo de duracion y una frecuencia de muestreo de 5000 Hz, se obtiene un nimero

méaximo de niveles de descomposicion de: 12 para wavelet Haar y 9 para wavelet db4.

Para el caso de wavelet db4 se decide emplear 8 niveles de descomposicion,
mientras que, para wavelet Haar se selecciona 11 niveles de descomposicion. Con esta

ultima, al tener mas niveles de descomposicion, se realiza un segundo analisis
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empleando 9 niveles, con el fin de que las frecuencias de cada nivel concuerden con

las bandas EEG (delta, teta, alfa, beta y gamma) de las ondas cerebrales.

Es asi que, se tienen 3 posibles configuraciones de prueba para la eleccién de los
parametros DWT 06ptimos:

e Wavelet db4 con 8 niveles de descomposicion

e Wavelet Haar con 11 niveles de descomposicion

e Wavelet Haar con 9 niveles de descomposicién

Para las pruebas, se emplea el algoritmo en los subsegmentos EEG, usando la
informacion de todos los canales y pacientes en conjunto, con parametros de
configuracidn aleatorios, de entre los analizados en este proyecto, resultando en los
siguientes: las caracteristicas tasa de cruces por cero, maximo, minimo, media y
desviacion estandar; el método de validacion cruzada con k=10 folds; y el clasificador
arboles de decisién complejo (100 divisiones). Los resultados de las pruebas realizadas

son presentados en la tabla 2.

Tabla 2
Eleccion de parametros DWT Optimos
Funcion wavelet, #niveles Db4, 8 niveles Haar, 11 niveles Haar, 9 niveles
Exactitud del algoritmo (%) 99.3 97.4 97.8

Se escoge de esta manera la funcion wavelet Daubechies 4 (db4) con 8 niveles de

descomposicidn, por ser la configuracion que mejor desempefio entrega al algoritmo.

Una representacion grafica de la descomposicion wavelet, usando wavelet Haar con
9 niveles de descomposicidn, es presentada en la figura 16, donde las sub-bandas de
frecuencia wavelet A9, D9, D8, D7 y D6-D1 son equivalentes a las bandas EEG delta,
teta, alfa, beta y gamma respectivamente. Las frecuencias en esta figura se miden en
Hz.
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Para la implementacién de la descomposicion wavelet, se emplea la funcion
wavedec, de Matlab, que ingresando el tipo de funcion wavelet y el nUmero de niveles
de descomposicion, retorna la descomposicion frecuencial de la sefial en el vector
[C,L], donde C contiene los coeficientes wavelet de cada sub-banda y L es el vector
donde cada elemento es la longitud de dichos coeficientes.

Para la reconstruccién de cada sub-banda wavelet se emplea la funcion wrcoef, de
Matlab, misma que reconstruye la sefial, ingresando el vector [C,L], la funcion wavelet
utilizada, el tipo de coeficiente (aproximado o detallado) y el nivel de descomposicién

de la sub-banda requerida.

3.5.3 Extraccion de caracteristicas

Una vez descompuesta cada ventana de los subsegmentos EEG en sus respectivas
sub-bandas de frecuencia wavelet, de cada sub-banda se extrae una serie de

caracteristicas (features) para formar el vector de caracteristicas.

Como un analisis adicional, con propdsito Unicamente comparativo, y debido a la
naturaleza no lineal y no estacionaria de las sefiales EEG, es necesario realizar un
estudio empleando una medida no-lineal. De esta forma, se tiene un analisis de como
un conjunto de caracteristicas tanto lineales como no-lineales son capaces de modelar
el comportamiento de las sefiales cerebrales en pacientes con epilepsia. ElI primer
estudio emplea caracteristicas exclusivamente lineales, aplicadas a las sub-bandas
wavelet obtenidas, mientras que, el segundo estudio emplea una caracteristica no-
lineal, aplicada directamente a las ventanas de analisis de los subsegmentos, es decir

no se emplea descomposicion wavelet.

3.5.3.1 Andlisis lineal

Por su capacidad de rendimiento, bajo costo computacional y facil implementacion,
se decidid utilizar las siguientes caracteristicas lineales: tasa de cruces por cero,
maximo, minimo, media, desviacién estandar, asimetria, curtosis, varianza, potencia y

energia de sub-banda wavelet.
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En este andlisis, se extrae las caracteristicas lineales de cada una de las sub-bandas
wavelet obtenidas a partir de las ventanas de analisis de los subsegmentos EEG

preseleccionados.

Las features lineales se implementaron en Matlab por medio de las siguientes

funciones:
e Tasa de cruces por cero.-
H = dsp.ZeroCrossingDetector

ZD=double(step(H,sefial))

e Maximo.-

Max=max(sefial)
e Minimo.-

Min=min(sefal)
e Media.-

Mean=mean(sefial)
e Desviacioén estandar.-

StdD=std(sefial)

e Media.-

Mean = mean(sefal)

e Varianza.-

Var = var(sefial)
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e Curtosis.-
Curt=kurtosis(sefal)
e Asimetria.-
Asim=skewness(sefial)
e Potencia.-

Pot= sum(sefial.*2)/length(sefial)
e Energia de sub-banda wavelet.-

[Ea,Ed] = wenergy(C,L)

3.5.3.2 Anélisis no-lineal

Por su bajo costo computacional, se decidié emplear la Complejidad de Lempel-
Ziv (LZ) (usada comunmente en el procesamiento de sefiales EEG) como caracteristica

no-lineal.

En este analisis, a diferencia del andlisis lineal, la medida de complejidad LZ es
tomada directamente de las ventanas de analisis de los subsegmentos EEG, sin
necesidad de realizar la descomposicion wavelet de cada ventana previamente. Esto
es, debido a que la complejidad LZ mide el grado de orden o de desorden de patrones
espacio-temporales de la sefial EEG original. Al ser una medida muy sensible a los

cambios temporales, es idonea para usarla en sefiales de actividad cerebral.

La Complejidad de Lempel-Ziv (LZ) se implementa en Matlab por medio de la

funcién lempelziv (Mora Lépez Tercero, 2013):
[c,I.x]=lempelziv(sefal,[vmin vmax n])
LZ=c(2),

donde, c(2) es el coeficiente LZ normalizado, | la longitud de la sefial binarizada, x

la sefial binarizada, vmin el valor minimo de la sefial EEG, vmax el valor maximo de
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la sefial EEG y n el nimero de niveles para la transformacion de la sefial (en este caso

binarizacion).

3.6 Etapa de clasificacion y evaluacion

Una vez obtenidos los vectores de caracteristicas, es necesario crear los modelos de
prediccion de crisis epilépticas. Para esto, se emplea varios algoritmos de aprendizaje
de maquina supervisado (clasificadores) y se prueba varias configuraciones para cada
uno de ellos, con el fin de obtener los parametros que mejor desempefio entregan a
cada clasificador. Una vez obtenidos los clasificadores optimos, se procede a la
creacion de los modelos de prediccion. Los resultados de cada modelo deben ser
validados, para obtener el desempefio mas cercano al real de cada uno de ellos.
Finalmente, este desempefio debe ser medido por medio de métricas de desempefio,
para verificar cudl es el rendimiento que presenta cada modelo de prediccion obtenido.
Adicionalmente, debido a que existen pruebas con un numero de predictores en el
vector de caracteristicas superior a los 200, es necesario emplear una técnica de
reduccion de dimensionalidad, con el fin de mejorar el costo computacional y de evitar

la sobrealimentacién del clasificador.

Ingreso del vector de
caracteristicas en la
aplicacion Classification
Learner App

Reduccién de
dimensionalidad del
vector de caracteristicas
(si es necesario)

Seleccion del método
de validacién, utilizado
en este proyecto

Configuracién del

algoritmo de Evaluacion del
aprendizaje de maquina clasificador por medio
supervisado de medidas de
(clasificador) y su desempefio

entrenamiento.
Figura 17. Algoritmo de clasificacion y evaluacién de modelos
La figura 17 muestra el algoritmo de procedimiento de la etapa de clasificacion y

evaluacion, a partir de los vectores de caracteristicas obtenidos en la etapa de

procesamiento. A continuacién se detallan los procesos realizados en esta etapa.
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3.6.1 Validacion de resultados

Para verificar el desempefio real del algoritmo, se debe emplear un método de
validacion de resultados. En este proyecto se emplea Validacion cruzada de k-
iteraciones (k-folds), que es una técnica bastante acertada a la hora de medir el
desempefio real del algoritmo, ya que se basa en la media de varias iteraciones de
validacion, cada una con diferentes divisiones de los sets de entrenamiento y prueba,
es decir, garantiza que los resultados de un modelo de clasificacion sean

independientes de la particion entre datos de entrenamiento y prueba.

Para tener un desempefio méas préximo al real del algoritmo, es necesario utilizar
un namero optimo de k-folds de validacion cruzada, debido a que un exceso en este
numero puede provocar un excesivo tiempo de computo, por el contrario, con un valor

pequerfio de k-folds no se asegura la medicidn real del desempefio del algoritmo.

En mineria de datos y aprendizaje de maquina, validacion cruzada con 10-folds es
el método de validacion mas comin (Refaeilzadeh et al., 2009). De esta manera, se
eligio k = 10 folds, g entrega tiempo de computo bajo y valor de desempefio cercano

al real del modelo.

3.6.2 Reduccion de dimensionalidad

Algunas pruebas realizadas contienen vectores de caracteristicas con un nimero de
predictores superior a los 200. Para dichas pruebas, es necesario emplear un método
de reduccion de dimensionalidad del vector de caracteristicas, con el objetivo de
reducir el tiempo de computo y evitar una posible sobrealimentacion del clasificador.
Esto se realiza por medio del Analisis de Componentes Principales (Principal

Component Analysis, PCA).

PCA analiza el vector de caracteristicas que representa las observaciones descritas
por varias variables dependientes o predictores, que son, en general, inter-
correlacionadas, con el objetivo de comprimir el tamafio del vector de caracteristicas,

manteniendo solo la informacion importante de los datos, y expresa esta informacion


https://es.wikipedia.org/wiki/T%C3%A9cnica
https://es.wikipedia.org/wiki/An%C3%A1lisis_discriminante
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como un conjunto de nuevas variables ortogonales Ilamadas componentes principales
(Hotelling, 1933).

Debido que los canales de grabacion EEG se encuentran ubicados en posiciones
fisicas muy cercanas entre si, sobre la corteza cerebral, los predictores resultantes al

emplear dichos canales estan inter-correlacionados.

La implementacion se realiza por medio de la aplicacion Classification Learner
App, del Statistics and Machine Learning Toolbox, de Matlab. En esta aplicacion, el
usuario puede ingresar como criterio de reduccion de componente una de las dos
posibles configuraciones:

e Valor de varianza del componente.- donde la aplicacion retorna el
numero de componentes principales, en base a la cantidad de varianza
capturada por estos, es decir, la informacion que representa cada uno de
ellos.

e Numero de componentes.- donde la aplicacion retorna el nimero de

componentes principales, ingresado por el usuario.

De tal forma que, para tener un numero variable de componentes principales, con
el fin de tener el nimero 6ptimo de componentes, se decidié elegir como criterio de
reduccion de componente: valor de varianza del componente, con un valor de varianza
del 95%, es decir, el primer componente principal contiene el 95% de la informacion,

el segundo un porcentaje menor y asi sucesivamente.

3.6.3 Configuracion y entrenamiento de modelos

Para la creacion de los modelos de prediccion de crisis epilépticas, es necesario
emplear distintos algoritmos de aprendizaje de maquina supervisado (clasificadores),
y variar sus parametros de configuracion, con el fin de obtener los pardmetros y
clasificadores 6ptimos, que mejor desempefio entreguen al algoritmo. En este
proyecto, los clasificadores empleados son los siguientes:

e Regresion logistica (RL)

e Analisis discriminante (AD)
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e k-Vecinos mas cercanos (KNN)
e Arboles de decision
e Maquina de vectores de soporte (SVM)

e Conjunto de clasificadores redundantes (Ensemble)

Los modelos de prediccion son entrenados y probados, en base al etiquetado de
cada observacion del vector de caracteristicas. Las observaciones correspondientes a
muestras interictales se etiquetan con la clase “0”, mientras que las muestras preictales

se etiquetan con la clase “1”.

Para la creacion y entrenamiento de los modelos de prediccion, se emplea la
aplicacion Classification Learner App. Se realizaron pruebas con distintas
configuraciones de parametros en cada clasificador, para obtener los parametros

Optimos. La tabla 3 resume todos los parametros de configuracion empleados.

Tabla 3
Parametros de configuracion probados en cada clasificador
Clasificador Configuraciones
Funcion
RL .
logistica
Funcién Funcién
AD . .
lineal cuadratica
Funcién Funcién Funcién Funcién Funcién
Funcién fina
kNN . media gruesa coseno clbica ponderada
(1 vecino)
(10 vec.) (100 vec.) (10 vec.) (10 vec.) (10 vec.)
) Simple Medio Complejo
Arboles

(4 divisiones) (20 divs.) (100 divs.)

y y Funcion
Funcion Funcion .
y . y . . gaussiana
Funcion Funcion Funcion gaussiana gaussiana
SVM . » o ] ] gruesa
lineal cuadrética cubica fina (escala media (escala
(escala
kernel 5.5) kernel 22)
kernel 88)

Bagged Subespacio Subespacio RUSBoosted
trees AD kNN trees

Ensemble Boosted trees
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3.6.4 Evaluacién de modelos

Finalmente, una vez creados los modelos de prediccion, es necesario evaluar el
rendimiento de cada uno de ellos. Para tal motivo, se debe utilizar medidas de
desempefio, que den un valor del desempefio real de cada modelo en la prediccion de

crisis epilépticas.

En este proyecto, se emplea las siguientes medidas de desempefio:
e Exactitud

e Sensibilidad

e Especificidad

e Areabajo la curva ROC (AUR)

La implementacion de la evaluacion se realiza por medio de la aplicacién
Classification Learner App, misma que proporciona al usuario la opcion de generar la
matriz de confusion y curva ROC respectiva, para cada modelo de prediccion. De esta
manera, por medio de la matriz de confusion se puede calcular los valores en
porcentaje correspondientes a exactitud, sensibilidad y especificidad, y por medio de
la curva ROC, se puede calcular el area bajo la curva ROC (AUR).

La medida de desempefio AUR da un estimado de la capacidad predictiva que

entrega cada modelo de prediccién de crisis epilépticas.
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CAPITULO IV

4. RESULTADOS Y ANALISIS

4.1 Introduccion

Una vez obtenidos los parametros éptimos de disefio del algoritmo de prediccién
de crisis epilépticas (porcentaje permitido de pérdidas del 2%, ventana de 1 segundo
de duraciéon con solapamiento del 50%, funcion wavelet db4 con 8 niveles de
descomposicion y validacion cruzada de 10 folds) es necesario seleccionar el analisis
(lineal o no-lineal) méas conveniente para el sistema, es decir aquel que presente mejor

desempefio.

En este capitulo, se presenta los resultados obtenidos del estudio comparativo de
emplear tanto anlisis lineal (caracteristicas lineales) como analisis no-lineal
(caracteristica no-lineal) en el algoritmo de prediccion de crisis epilépticas. Estos
analisis son implementados en diversas pruebas, ya sea empleando la informacion
individual de cada canal y cada paciente, o en conjunto, de todos los canales y todos
los pacientes.

Se expone también: el algoritmo de aprendizaje de maquina supervisado éptimo
para la prediccion de crisis epilépticas; el canal, paciente y prueba que mejor
desempefio presentaron; los resultados de emplear modelos de prediccion sin/con el

uso de reduccion de dimensionalidad y el costo computacional del algoritmo.

Ademas, se presentan los resultados de emplear el algoritmo en todos los segmentos
EEG de 10 minutos, correspondientes a los 10,20, 30, 40, 50 y 60 minutos dentro de
los clips EEG de una hora, para probar el desempefio del algoritmo conforme aumenta

el tiempo anterior al inicio de la crisis.

Finalmente, se detallan resultados paralelos, empleando el algoritmo de prediccion

de crisis epilépticas propuesto, en una base de datos IEEG mas extensa, que consta de
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tres pacientes con epilepsia, 16 canales de grabacién EEG por paciente y un nimero
total de 900 segmentos EEG de 10 minutos.

4.1 Casos de estudio

Primeramente, al tener una base de datos iEEG con mucha informacién (15 canales
y 2 pacientes), es necesario delimitar las condiciones de las pruebas necesarias, es decir
disefiar pruebas cuyos resultados puedan ser comparativos y se pueda extraer
conclusiones a partir de ellos. Para esto, se han planteado pruebas tanto de informacion
individual como de informacién general, respecto a los canales de grabacién EEG y a

los pacientes estudiados.

De esta manera, para cada analisis (lineal o no-lineal) implementado en el
algoritmo, se ha delimitado una serie de cuatro pruebas respectivas, denominadas en
este capitulo como “Casos de estudio”. Por lo tanto, como la base de datos empleada
cuenta con 2 pacientes y 15 canales de grabacion EEG por paciente, los casos de

estudio propuestos son los siguientes:

(a). Caso A: estudio de cada paciente y cada canal.- en este estudio se realiza el
analisis de cada uno de los canales, que posee cada uno de los pacientes.
Formando un total de 30 instancias de analisis diferentes. Esto se muestra en

la figura 18.

«Canal 1 (Instancia 1)
Paciente 1 ...
«Canal 15 (Instancia 15)

+Canal 1 (Instancia 16)
Paciente 2
+Canal 15 (Instancia 30)

Figura 18. Representacion caso de estudio A

(b). Caso B: estudio de cada paciente y todos los canales.- en este estudio se

realiza el analisis de todos los canales en conjunto, para cada uno de los
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pacientes. Formando un total de 2 instancias de anélisis diferentes. Esto se

muestra en la figura 19.

. *Canal 1 +Canal 2 + ... + Canal 15
Paciente 1 { (Instancia 1)

: +Canal 1 +Canal 2 + ... + Canal 15
Paciente 2 { (Instancia 2)

Figura 19. Representacion caso de estudio B

(c). Caso C: estudio de todos los pacientes y cada canal.- en este estudio se
realiza el analisis de todos los pacientes en conjunto, para cada uno de los
canales. Formando un total de 15 instancias de analisis diferentes. Esto se
muestra en la figura 20.

+Canal 1 (Instancia 1)

+Canal 15 (Instancia 15)

Paciente 1 +
Paciente 2

Figura 20. Representacion caso de estudio C

(d). Caso D: estudio de todos los pacientes y todos los canales.- en este estudio
se realiza el analisis de todos los pacientes en conjunto, para todos los canales
en conjunto, es decir se analiza toda la base de datos. Formando una sola

instancia de andlisis. Esto se muestra en la figura 21.

Paciente 1 + «Canal 1 +Canal 2 + ... + Canal 15
Paciente 2 (Instancia unica)

Figura 21. Representacion caso de estudio D

4.2 Seleccion de caracteristicas (analisis lineal y no-lineal)

Como se menciona en la introduccidn de este capitulo, es necesario verificar que
tipo de analisis (lineal o no-lineal) es el méas 6ptimo para modelar las sefiales EEG, con

el objetivo de predecir crisis epilépticas.
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Antes de ir con los resultados de los dos tipos de analisis, es necesario mencionar
que, inicialmente se realizé el estudio de estos dos analisis con subsegmentos EEG de
los dltimos 10 segundos anteriores al inicio de la crisis epiléptica (sin tomar en cuenta
el horizonte de cinco minutos), y se obtuvo exactitudes que van de 90% a 100%, esto
asegura que, el algoritmo efectivamente logra diferenciar los estados interictal y
preictal, usando los dltimos 10 segundos anteriores a una crisis. De este analisis, se
obtuvo un vector de caracteristicas total (todos los canales y pacientes en conjunto) de
228 observaciones y 675 predictores. Como se puede notar, el nimero de
observaciones es relativamente pequefio, por tanto, para aumentar dicho namero se
pueden realizar dos procedimientos: disminuir el valor de tiempo de la ventana o
aumentar el tiempo de analisis dentro cada segmento EEG de los ultimos 10 minutos

anteriores a la crisis.

Para la eleccidn del procedimiento adecuado, se tienen dos consideraciones:

e Al disminuir el tiempo de la ventana de analisis, disminuye la escala de
frecuencia de la sefial EEG, y por ende se pierde informacién de baja
frecuencia, que en EEG son las bandas con mayor potencia.

e Al aumentar el tiempo de analisis dentro de los segmentos EEG de los
Gltimos 10 minutos anteriores a la crisis, se analiza un nimero mayor de
muestras y por tanto el desempefio obtenido del algoritmo es mas préximo

al real.

De esta forma, el procedimiento mas adecuado es aumentar el tiempo de analisis
dentro de cada segmento EEG de los Gltimos 10 minutos anteriores a la crisis. Para
tener resultados de desempefio mas cercanos a los reales del algoritmo, se decidid
emplear todas las muestras de dicho segmento EEG, es decir utilizar el segmento

entero.

Las configuraciones 6ptimas de los clasificadores fueron elegidas dando prioridad
a la sensibilidad, pero se tabularon los valores de exactitud. Se da prioridad a la
sensibilidad, ya que se necesita el mayor porcentaje de muestras preictales clasificadas
correctamente, debido a que, en caso de presentarse una crisis epiléptica y el paciente

no sea informado por el algoritmo (falso negativo) podrian presentarse consecuencias
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fatales, mientras que, si no se presenta una crisis epiléptica y el paciente es informado
con una alarma de presencia de crisis (falso positivo) esto no conllevaria consecuencias
fatales, porque el paciente tomaria las debidas precauciones, a pesar de no existir una

crisis venidera.

Las tablas de resultados para cada analisis muestran ademas de los resultados de
exactitud, también el nimero de observaciones (#obs) y de predictores (#pre) del
vector de caracteristicas de cada prueba. Los algoritmos de clasificacion con mejor

desempefio se encuentran resaltados.

A continuacién se muestra los resultados obtenidos de la implementacion en el
algoritmo de prediccion de crisis epilépticas, de los dos analisis (lineal y no-lineal),
empleando los cuatro casos de estudio propuestos anteriormente y un estudio

comparativo de ambos tipos de analisis.

4.2.1 Andlisis lineal

Es el andlisis de enfoque de este proyecto de investigacion, y se realiza mediante la
extraccién de varias caracteristicas lineales de cada una de las sub-bandas wavelet,

obtenidas de cada ventana de analisis de las sefiales EEG.

Inicialmente, se empled las siguientes caracteristicas lineales: tasa de cruces por
cero, maximo, minimo, media, desviacion estandar, varianza, curtosis, asimetria,
potencia y energia de sub-banda wavelet. Entre estas caracteristicas se establecieron
varias combinaciones, obteniendo de esta manera, los dos sets de features que mejor
desempefio presentaron, y estos son:

e Primer set de features lineales: tasa de cruces por cero, maximo, minimo,

media y desviacion estandar.

e Segundo set de features lineales: media, varianza, curtosis, asimetria,

potencia y energia de sub-banda wavelet.

De entre estos dos sets, el que mejor desempefio obtuvo fue el primero, con una

exactitud general (todos los canales y pacientes en conjunto) de alrededor del 99.9%,
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mientras que, con el segundo set se obtuvo una exactitud general de alrededor del 92%.
Por este motivo, se eligi6 el primer set de caracteristicas para los resultados del analisis
lineal. A continuacién se presentan dichos resultados, empleando todos los casos de

estudio definidos anteriormente.

Tabla 4
Exactitud obtenida Analisis Lineal - Caso A - Pacientes 1y 2

Pac. fgf’esa Canal Arbol AD RL  SVM  KNN  Ensemb.

1 7194, CH1 97.9 71.9 85.8 93.7 92.4 98.9

45 CH2 97.9 62.9 82.5 94.4 93.3 98.7

CH3 98 66.1 84.8 95.3 93.8 99.1

CH4 99.6 59.3 90.6 94.1 92.3 99.9

CH5 98.5 67.5 87.8 95.9 95 99.2

CH6 98.6 64.8 84.7 95.4 94.5 99.6

CH7 99.3 64.7 85.6 95 94 99.8

CH8 98.4 69.8 89.1 94.7 93.4 99.1

CH9 97.1 74.6 87.9 94.4 93 98.2

CH10 98.4 72.7 87.9 94.4 93.1 98.9

CH11 98.1 70.6 88.1 95.3 94.1 99.3

CH12 98.6 64.7 87.7 94.1 91.8 99.3

CH13 98.7 66 86.7 94.6 92.9 99.5

CH14 98.4 64.9 85.4 95 93.2 99.1

CH15 98.7 68.9 88.5 94.6 93.5 99.4

2 7194, CH1 99.1 96.5 99.4 99.7 98.8 99.7

45 CH2 96.9 93 98.6 98.9 97.6 98.9

CH3 94.9 85.1 97.4 97.5 93.7 97.1

CH4 96.1 91 97.9 97.3 93.8 97.6

CH5 96.4 94.9 98.8 98.9 96.6 98.5

CH6 98.9 96.6 99.4 99.8 99.4 99.8

CH7 99 97.2 99.5 99.9 99.7 99.8

CH8 98.5 96.4 99.2 99.7 99.1 99.5

CH9 98.5 94.9 99.2 99.6 98.6 99.3

CH10 98.5 95.2 99 99.6 99.1 99.4

CH11 99 94.7 99.4 99.8 99.4 99.8

CH12 97.1 94.2 99 99.2 97.7 98.6

CH13 96 92.1 98.9 99.1 97 98.2

CH14 98.7 95.5 99.3 99.7 99.3 99.7

CH15 98.7 97 99.3 99.6 99 99.5
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Tabla 5
Exactitud obtenida Analisis Lineal - Caso B - Pacientes 1 y 2
Pac. #obs, #pred Arbol AD RL SVM KNN Ensem.
1 7194, 675 99.5 66.3 84.5 99.8 99.4 99.9
7194, 3 (con PCA) 83.9 65.7 64.1 66.1 85.9 89.7
2 7194, 675 99.2 94.5 97.2 99.9 99.8 99.9
7194, 6 (con PCA) 96.5 91.3 96.5 97.7 96.7 97.5
Tabla 6
Exactitud obtenida Analisis Lineal - Caso C
#obs, #pred Canal Arbol AD RL SVM KNN Ensemble
14388, 45 CH1 98.3 79.9 86.3 95.1 93.5 99.3
CH2 97.4 73.6 85.3 95.3 93 98.6
CH3 96 76.6 83 94.5 92 97.7
CH4 97.4 71.9 85.5 94.1 91.8 98.6
CH5 97 82.2 87.2 94.5 93 98.6
CH6 98.6 81.9 84.8 95.8 94.6 99.6
CH7 99 81.2 86.3 96.4 95.4 99.8
CHS8 98.4 79.2 86.2 94.6 94.1 99.2
CH9 97.2 76.4 85.5 94.7 92.9 98.6
CH10 98 81.9 84.9 95.2 94.5 99.2
CH11 98.2 78.9 85.1 96 95.1 99.3
CH12 97.5 76.4 85 93.9 92.6 98.9
CH13 98.2 80.2 85.3 95.9 94.1 99.3
CH14 98.6 79.2 88.4 95.7 94.3 99.4
CH15 98.6 79.1 88.1 94.3 94.3 99.4
Tabla7
Exactitud obtenida Analisis Lineal - Caso D
#obs, #pred Arbol AD SVM KNN Ensemb.
14388, 675 99 84.2 87.5 99.7 98.9 99.9
14388, 3 (con PCA) 73.2 57.6 76.1 58.2 73.8 79.7

La tabla 8 y figura 22 presentan la matriz de confusién y curva ROC (AUR

redondeado) respectivamente, del desempefio general del sistema al implementar el

analisis lineal con la informacion de todos los canales y pacientes en conjunto (caso

de estudio D). El clasificador éptimo para el algoritmo fue ensemble-bagged trees, con
una exactitud, sensibilidad, especificidad y AUR de 99.9%, 99.8%, 99.9% y 0.99

respectivamente, sin usar reduccion de dimensionalidad.
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Tabla 8
Matriz de confusion Analisis Lineal - Caso D
VALOR
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Interictal = Preictal
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False positive rate

Figura 22. Curva ROC Analisis Lineal - caso D

4.2.2 Anélisis no-lineal

Es el analisis de propdsito comparativo en este proyecto de investigacion, y se
realiza mediante la extraccion de una caracteristica no-lineal directamente de cada una

de las ventanas de analisis de las sefiales EEG.

Como caracteristica no-lineal, se empled la siguiente medida de complejidad:

Complejidad de Lempel-Ziv.
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El desempefio obtenido fue una exactitud general (todos los canales y pacientes en
conjunto) de alrededor del 86.1%. A continuacion se presentan dichos resultados,

empleando todos los casos de estudio definidos anteriormente.

Tabla 9
Exactitud obtenida Analisis No-lineal - Caso A - Pacientes 1y 2

Pac. :;22 Canal  Arbol  AD RL SVM  KNN  Ensemb.
1 7194, CH1 75.2 584 576 759 74.7 75.7
1 CH2 67.6 541 541  65.9 64.8 67.9
CH3 72.7 638 635  72.8 53 72.6
CH4 70.3 603  59.8  69.8 70.3 70.3
CH5 777 629 653 784 73.4 77.9
CH6 735 67 637 733 525 73.4
CH7 71.2 61 61 69.7 52.1 712
CHS 68 618  60.7  68.8 54.2 68.5
CH9 67.6 599 599  67.6 62.2 67.5
CH10 769 69 656 763 64.4 77.1
CH11 6658 64 621 674 53 66.5
CH12 618 589 59 63 53 62.2
CH13 659 629 606  66.6 525 66.4
CH14 624 588 566  62.4 60.4 62.4
CH15 736 519 519 74 57 74
2 7194, CH1 59.1 60.1 54.1 59.9 56.8 59
1 CH2 58.6 596 596  59.6 57.1 59.6
CH3 58.1 558 548 579 56.5 57.8
CH4 63.7 642  6L1  64.2 64.7 62.9
CH5 63.6 647 634  64.4 56.5 63.7
CH6 66.1 663 658  66.5 55.6 66.5
CH7 64.5 635 638  64.8 54.5 64.6
CH8 63.9 627 628  63.4 51.3 63.9
CH9 68.8 666 613  68.8 67.8 68.4
CH10 644 641 588 635 62.2 64.3
CH1l 6438 639 638 647 64.2 64.8
CH12 615 613  60.1 625 60.6 60.8
CH13  65.3 656 648  65.4 63.5 65.1
CH14 645 637 631 648 644  63.3

CH15 63.8 62.2 61.4 64 54.6 63.8
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Tabla 10
Exactitud obtenida Analisis No-lineal - Caso B - Pacientes 1y 2
Pac. #obs, #pred Arbol AD RL SVM KNN Ensem.
1 7194, 15 90 61.5 74 96.9 97.1 96.6
7194, 10 (con PCA) 86 66.3 68.1 92.1 92.5 94.6
2 7194, 15 72.5 69.7 69.9 79.2 76.8 77.7
7194, 11 (con PCA) 70.5 70.1 69.9 76.4 73.1 76
Tabla 11
Exactitud obtenida Analisis No-lineal - Caso C
#obs, #pred Canal Arbol AD RL SVM KNN Ensemble
14388, 1 CH1 67.9 54.3 54.3 67.9 66.2 68
CH2 60.2 55.3 53.4 59.8 58 60.3
CH3 60 55.9 53.4 60.2 58.3 59.9
CH4 65.3 59.3 59.4 65.2 53.2 65.2
CH5 71.2 63.7 65.4 71.4 57.1 71.3
CHe6 67.5 66.5 65 68 51.6 67.1
CH7 66.2 63.7 62.1 66 51.5 66.2
CHS8 64.2 61.9 61.8 64.8 52.3 64.3
CH9 67 58.8 58.3 67.5 60.3 67.2
CH10 69.1 62.1 61 68.9 53.6 68.8
CH11 65.9 63.8 62 66.1 55.8 65.9
CH12 60.7 56.7 57 61.3 53.4 61
CH13 65.5 61.8 60.5 65.9 54.1 64.6
CH14 63 62.3 59 63.2 53.1 62.9
CH15 67.1 56.9 57.2 67.4 53.3 67.7
Tabla 12
Exactitud obtenida Analisis No-lineal - Caso D
#obs, #pred Arbol AD RL SVM KNN Ensem.
14388, 15 79.3 62.2 66.1 86 86 86.1
14388, 10 (con PCA) 75.3 63.8 64.3 81.2 81.8 82.3

La tabla 13 y figura 23 presentan la matriz de confusion y curva ROC

respectivamente, del desempefio general del sistema al implementar el analisis no-

lineal con la informacion de todos los canales y pacientes en conjunto (caso de estudio

D). El clasificador 6ptimo para el algoritmo fue ensemble-bagged trees, con una
exactitud, sensibilidad, especificidad y AUR de 86.1%, 84%, 89% y 0.94

respectivamente, sin usar reduccion de dimensionalidad.



Tabla 13
Matriz de confusion Analisis No-lineal - caso D
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Figura 23. Curva ROC Analisis No-lineal - caso D

4.2.3 Resumen y analisis de resultados
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A continuacion se presenta un estudio comparativo de los andlisis lineal y no-lineal,

implementados en el algoritmo de prediccion de crisis epilépticas propuesto. La tabla

14 muestra el resumen de resultados usando la informacion de todos los canales y

pacientes en conjunto. Y se realiza el andlisis respectivo, presentando los canales,

clasificadores, pacientes con mejor desempefio y el tiempo de computo empleado por

el algoritmo.



70

Tabla 14
Resumen de resultados Andlisis Lineal y No-Lineal
Andlisis Caso Pac. Exact Sens Espec AUR Canal Clasific.
Lineal A 1 99.9 99.8 99.9 0.99 4 Ensemb.
2 99.9 99.9 99.9 0.99 7 SVM
B 1 99.9 99.9 99.8 0.99 Todos Ensemb.
2 99.9 99.9 99.9 0.99 Todos Ensemb.
C Todos 99.8 99.7 99.8 0.99 7 Ensemb.
D Todos 99.9 99.8 99.9 0.99 Todos Ensemb.
No A 1 78.4 80 77 0.83 5 SVM
Lineal 2 68.8 68 70 0.74 9 Avrbol
B 1 97.1 95 99 0.97 Todos kNN
2 79.2 78 80 0.85 Todos SVM
C Todos 714 70 72 0.77 5 SVM
D Todos 86.1 84 89 0.94 Todos Ensemb.

Se puede verificar que el analisis lineal tiene un desempefio notablemente mejor
que el analisis no-lineal, con exactitud, sensibilidad, especificidad y AUR de 99.9%,
99.8%, 99.9% vy 0.99 respectivamente, para el primer caso, y exactitud, sensibilidad,
especificidad y AUR de 86.1%, 84%, 89% y 0.94 respectivamente, para el segundo

Caso.

Tomando en cuenta que el andlisis lineal emplea 675 predictores (9 sub-bandas
wavelet x 5 caracteristicas x 15 canales) y el analisis no-lineal solamente 15 predictores
(1 caracteristica x 15 canales), los resultados de este ultimo son bastante aceptables.
Recordar que los dos andlisis utilizan el mismo numero de observaciones (14388

observaciones).

De los dos analisis, los clasificadores con mejor desempefio son los siguientes:
KNN, arboles de decision, SVM y ensemble-bagged trees. De los cuatro el de menor
tiempo computacional es arboles de decision y el de mejor desempefio entregado es
ensemble-bagged trees. De tal forma que, el clasificador éptimo para el algoritmo de
prediccion de crisis epilépticas es ensemble-bagged trees, que combina la rapidez y
desempefio entregados por un conjunto de clasificadores base del tipo “arboles de

decision” con agregacion bootstrap.

En ambos analisis, el desempefio del algoritmo aumenta notablemente al utilizar la
informacion de todos los canales de grabacion EEG. El paciente con mejor desempefio

es el paciente 1. Para el analisis lineal, los canales con mejor desempefio entregado son
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los canales 4 y 7, mientras que, para el analisis no-lineal, los canales mejor
desempefiados son los canales 5 y 9. El uso de PCA (analisis de componentes
principales) reduce notablemente la dimension del vector de caracteristicas, pero

empeora el desempefio del algoritmo.

Respecto al tiempo de computo empleado, el andlisis lineal conlleva un tiempo total
de 2951 segundos (2781 en procesamiento y 170 en clasificacion), mientras que, el
analisis no-lineal emplea un tiempo de 680 segundos (625 en procesamiento y 55 en
clasificacion). Por otro lado, al implementar funciones del Parallel Computing
Toolbox, el tiempo de cémputo disminuye en gran porcentaje, obteniendo asi, 1100
segundos (930 en procesamiento y 170 en clasificacion) para el andlisis lineal y 215

segundos (160 en procesamiento y 55 en clasificacién) para el analisis no-lineal.

Se puede verificar que, el analisis 6ptimo para la implementacion del algoritmo de
prediccion de crisis epilépticas es el Analisis Lineal, empleando la funcién wavelet
db4 con 8 niveles de descomposicion wavelet, y las siguientes caracteristicas lineales:

tasa de cruces por cero, maximo, minimo, media y desviacién estandar.

4.3 Analisis en registros EEG de una hora de duracion

Una vez realizado el analisis en los Gltimos 10 minutos anteriores al inicio de una
crisis epiléptica (sin tomar en cuenta los cinco minutos de horizonte), es necesario
verificar el desempefio del algoritmo conforme el tiempo de analisis anterior al inicio
de la crisis va aumentando, con el fin de, comprobar como mientras mas alejado sea el
tiempo anterior al inicio de la crisis, el desempefio del algoritmo debe ir disminuyendo,
debido a que, al incrementar de manera significativa este tiempo, el estado preictal
tendria interferencia con el estado interictal, por su cada vez mas pequefia distancia en

tiempo de separacion entre estos dos estados.

Para esto, es necesario implementar el algoritmo en los segmentos EEG de 10
minutos, correspondientes a los Gltimos 60,50,40,30, 20 y 10 minutos anteriores al
inicio de la crisis (secuencias 1,2,3,4,5y 6), que se encuentran dentro de los clips EEG
preictales de una hora de duracion. Para los clips interictales de una hora se emplean

igualmente todas las secuencias de 10 minutos dentro de estos.
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Este analisis nos permite verificar el deterioro en el desempefio del algoritmo
(exactitud, sensibilidad, especificidad y AUR) conforme aumenta el tiempo anterior al
inicio de la crisis. EI desempefio general del algoritmo esta dado por el promedio de
los desempefios individuales obtenidos para cada segmento EEG de 10 minutos,
correspondiente a los ultimos 60,50,40,30, 20 y 10 minutos anteriores al inicio de la

Crisis.

Usando el numero de registros totales presentados en la tabla 15, los resultados son
mostrados en la tabla 16, y se obtuvieron empleando la informacion de todos los
canales y pacientes en conjunto, junto con el clasificador 6ptimo ensemble-bagged

trees, y el andlisis lineal (wavelet db4, 8 niveles y 5 features lineales).

Tabla 15
Numero de segmentos EEG de 10 minutos totales analizados
Secuencia Tlgmpo _antes de #Segmentos EEG #Interictal #Preictal
crisis (minutos)
1 60 6 3 3
2 50 6 3 3
3 40 6 3 3
4 30 6 3 3
5 20 6 3 3
6 10 6 3 3
TOTAL 1 hora 36 18 18
Tabla 16
Resultados totales para clips EEG de una hora
Tiempo
Secuencia arcltr?zige Exact Sens Espec AUR Clasificador
(minutos)
1 60 99 99 99.1 0.98 Bagged Trees
2 50 98.5 98 99 0.98 Bagged Trees
3 40 98.3 98.4 98.2 0.98 Bagged Trees
4 30 99.2 99.1 99.2 0.99 Bagged Trees
5 20 99.7 99.8 99.6 0.99 Bagged Trees
6 10 99.9 99.9 99.8 0.99 Bagged Trees
MEDIA 99.1 99 99.1 0.98

Se puede verificar en la tabla 16 como a medida que el tiempo anterior al inicio de
la crisis epiléptica (sin tomar en cuenta el horizonte de 5 minutos) va aumentando hasta
llegar a una hora, también va disminuyendo el desempefio del algoritmo, sin embargo,

su reduccidn no es significativa.



73

De la tabla 15 se obtiene un tiempo total de andlisis del algoritmo de 36 segmentos
EEG x 600 segundos = 21600 segundos, equivalente a 6 horas de registros EEG

analizados.

Respecto al tiempo de computo total, empleado al utilizar los registros EEG de una
hora, se tiene un tiempo total de 17706 segundos (2951 por segmento EEG de 10
minutos x 6 secuencias). Utilizando el Parallel Computing Toolbox, el tiempo de
computo disminuye a 6600 segundos (1100 por segmento EEG de 10 minutos x 6

secuencias).

Finalmente, el desemperio total del algoritmo utilizando los clips EEG de una hora
de duracion, tanto interictales como preictales, es del 99.1% de exactitud, 99% de
sensibilidad, 99.1% de especificidad y 0.98 de AUR. Comprobando de esta manera, la
posibilidad de predecir el inicio de una crisis epiléptica, por medio de la diferenciacion
entre el estado interictal y el estado preictal, usando registros EEG de una hora de

duracion.

4.4 Algoritmo empleado en una base de datos alternativa

Inicialmente, se implementd el algoritmo en una base de datos distinta y mas
extensa. Debido a que dicha base de datos ya no se encuentra disponible pablicamente,
presentando derechos de autor, entonces los analisis obtenidos en base a ella, no fueron
presentados en esta investigacion, sin embargo, es conveniente mencionar los
resultados mas importantes hallados con el uso de esta base de datos, con propoésito

Gnicamente comparativo.

Esta base de datos se encontraba en la plataforma Kaggle-Melbourne University
AES/MathWorks/NIH Seizure Prediction (Kaggle, 2016), y contaba con registros de
actividad cerebral de tres pacientes con epilepsia, registrados en forma de EEG
intracraneal (IEEG), con 16 electrodos (canales de grabacion EEG) por paciente, y una
frecuencia de muestreo de 400 Hz. De esta base de datos, se empled 150 segmentos

EEG de 10 minutos preictales y 150 segmentos EEG de 10 minutos interictales, para
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cada paciente, teniendo un total de 900 segmentos EEG de 10 minutos analizados (300

segmentos x 3 pacientes).

Los parametros de disefio que mejor desempefio entregaron al algoritmo fueron los
siguientes: porcentaje permitido de pérdidas del 1%; ventanas de 1 segundo de
duracion y 50% de solapamiento; funcién wavelet db4 con 5 niveles de
descomposicion; caracteristicas lineales (tasa de cruces por cero, maximo, minimo,
media y desviacion estandar); validacién holdout con 75% de entrenamiento y 25% de
prueba (debido al excesivo tiempo de computo no se utiliz6 validacién cruzada con 10

folds); y el clasificador ensemble-bagged trees.

Los resultados presentados a continuacion, fueron obtenidos analizando los clips
EEG de una hora anterior al inicio de la crisis epiléptica, por medio de los segmentos
EEG de 10 minutos (utilizando todas las muestras de datos de dichos segmentos),
correspondientes a los ultimos 10, 20, 30, 40, 50 y 60 minutos anteriores al inicio de

la crisis

Una vez realizado el pre-procesamiento se selecciond un total de 414 segmentos
EEG de 10 minutos, con un tiempo total de analisis del algoritmo de 248400 segundos
(414 segmentos EEG x 600 segundos), equivalente a 69 horas de registros EEG

analizados. Esto se detalla en la tabla 17.

Tabla 17
Numero de segmentos EEG analizados en base de datos alternativa
Secuencia Tlgr_npo antes de #Segmentos EEG #Interictal #Preictal
crisis (minutos)
1 60 42 21 21
2 50 72 36 36
3 40 66 33 33
4 30 78 39 39
5 20 84 42 42
6 10 72 36 36
TOTAL 1 hora 414 207 207

En la tabla 18 se muestran los resultados finales de desempefio al implementar el
algoritmo propuesto en la base de datos mencionada.
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Tabla 18
Resultados para clips EEG de una hora en base de datos alternativa
Tiempo
Secuencia antes de Exact Sens Espec AUR Clasificador
crisis(min.)
1 60 92.3 89 95 0.98 Bagged Trees
2 50 90.3 88 93 0.96 Bagged Trees
3 40 93 89 97 0.98 Bagged Trees
4 30 93.5 91 96 0.98 Bagged Trees
5 20 89 84 94 0.96 Bagged Trees
6 10 92.2 87 97 0.98 Bagged Trees
MEDIA 91.77 88 95.33 0.973

Finalmente, el desempefio obtenido por el algoritmo de crisis epilépticas propuesto
en esta investigacion, con esta nueva base de datos fue de exactitud 91.77%,
sensibilidad 88%, especificidad 95.33% y AUR 0.973.

Tomando en cuenta que la prediccion de crisis epilépticas a nivel mundial esta
todavia en etapa de investigacion, y en base a los resultados obtenidos empleando las
dos bases de datos anteriores, se puede verificar que el desempefio del algoritmo
propuesto, en la prediccion de crisis epilépticas, por medio de la diferenciacién, y por

ende, la clasificacion del estado interictal y el estado preictal, es bastante aceptable.
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CAPITULO V

5. CONCLUSIONES

5.1 Conclusiones

Se concluyd que, haciendo uso de pardmetros de disefio 6ptimos y técnicas de
procesamiento de sefiales EEG adecuadas, se puede identificar, y por tanto clasificar
los estados interictal y preictal, para llevar a cabo la prediccion de una crisis epiléptica,

por medio de la deteccion del estado preictal.

Se comprobd que el analisis lineal, por medio de la transformada wavelet discreta
y caracteristicas lineales (tasa de cruces por cero, maximo, minimo, media y
desviacion estandar), es el mas adecuado para la prediccion de crisis epilépticas, con
un desempefio obtenido de 99.1% de exactitud, 99% de sensibilidad, 99.1% de
especificidad y 0.98 de AUR. Por otro lado, el analisis no-lineal es una buena

alternativa a la hora de modelar el comportamiento no-estacionario de las sefiales EEG.

La transformada wavelet discreta (DWT), por medio del analisis multirresolucion,
es una herramienta realmente Util en el procesamiento de sefiales no-estacionarias,
como es el caso de las sefiales electroencefalograficas (EEG), gracias a la informacion
precisa de frecuencia a bajas frecuencias y de tiempo en altas frecuencias que esta
proporciona. Para procesamiento de sefiales EEG, el uso de la funcion wavelet
Daubechies 4 brinda mejor desempefio que la funcién wavelet Haar, ambas empleadas

comunmente en biomedicina.

El clasificador Optimo para prediccion de crisis epilépticas, por su rapidez y
desempefio, es Conjunto de clasificadores redundantes (ensemble) con agregacion de

bootstrap de arboles de decision (bagged trees).

La utilizacion de la informacion de todos los canales de grabacion EEG, de
determinado paciente, entrega un mejor desempefio al algoritmo de prediccion de crisis

epilépticas, que al utilizar la informacion de un solo canal de grabacion EEG.
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5.2 Recomendaciones

Investigar mas técnicas de pre-procesamiento, procesamiento y clasificacion de
sefiales electroencefalograficas (EEG), empleadas en la deteccion y/o prediccion de

crisis epilépticas.

Dar prioridad a la sensibilidad del algoritmo predictor, debido a que en un caso
hipotético de falla en la deteccion de registros preictales, el paciente con epilepsia no
tomaria las medidas adecuadas para evitar una convulsion inminente, pudiendo

resultar en consecuencias graves.

Se recomienda emplear el Parallel Computing Toolbox, con un ordenador de
caracteristicas mas potentes, tales como: mejor procesador, mas memoria RAM,
mayor espacio de almacenamiento de disco duro, uso de GPU, etc., para mejorar el

tiempo de computo empleado por el algoritmo predictor.

Para la optimizacion del cddigo de implementacion del algoritmo predictor en
Matlab, se recomienda el uso de funciones dptimas, clases, objetos, estructuras y tipos

de archivos de escritura rapida, tales como: csv, dat, mat, etc.

5.3 Trabajos Futuros

Posteriormente, se podria probar el desempefio y robustez del algoritmo de
prediccion de crisis epilépticas, utilizando una base de datos EEG con grabacién de
tipo superficial, es decir EEG de cuero cabelludo (SEEG), y comparar los resultados,
con los obtenidos en registros de EEG intracraneal (iIEEG), empleados en esta

investigacion.

Un analisis mucho mas amplio y complejo seria afiadir otras sefiales bioeléctricas
al estudio, tales como el Electrocardiograma (ECG), del cual existen indicios que su

morfologia cambia cuando se presenta una crisis epiléptica.

Se podria implementar el algoritmo predictor en lenguajes de programacion mas
potentes y rapidos, tales como: Python, R, etc., y comparar el tiempo de computo y

resultados obtenidos.
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Una idea realmente fascinante, y que esta en investigacion actualmente, seria llevar
a cabo la implementacion del algoritmo en un dispositivo de monitoreo de
convulsiones. En un futuro dispositivos como este, podrian ser utilizados para el
monitoreo y posterior tratamiento de pacientes con epilepsia, ya sea en ambientes

hospitalarios o caseros.
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