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RESUMEN

La generacion de datos a gran velocidad y en grandes cantidades provenientes de
repositorios, organizaciones, sistemas de monitoreo etc, deben ser tratados en tiempo
real para poder actuar de forma rapida y oportuna. Bajo este contexto el campus IASA |
de la Universidad de las Fuerzas Armadas ESPE cuenta con un invernadero para el
cultivo de rosas, en el que se encuentra ya implementada una WSN “Wireless Sensor
Network” que genera streams cada cierto tiempo y en el cual se necesita extraer
conocimiento, para ello se ha propuesto mediante esta presente investigacion aplicar
técnicas de mineria de datos stream utilizando herramientas de software libre. Este
proceso inicid con la identificacion y seleccién de las técnicas de DSM para detectar el
comportamiento de los factores abioticos, seguidamente se realizé una inferencia con el
experto del &rea. Para finalizar los resultados obtenidos fueron presentados a través de
dashboards interactivos que ayudan abstraer conocimiento y por ende aportan al

mejoramiento de cultivo de rosas bajo invernadero.

PALABRAS CLAVE:

e MINERIA DE DATOS
e FLUJOS DE DATOS
e ORANGE

e CLUSTERIZACION
e GRANDES DATOS

e FLORICULTURA
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ABSTRACT

The generation of data at high speed and in large quantities from repositories,
organizations, monitoring systems, etc., must be treated in real time in order to act
quickly and in a timely manner. In this context, the IASA | campus of the University of
the Armed Forces ESPE has a greenhouse for the cultivation of roses, in which a WSN
"Wireless Sensor Network" is already implemented, which generates streams from time
to time and in which It needs to extract knowledge, for it has been proposed by means
of this present investigation to apply stream mining techniques using free software tools.
This process began with the identification and selection of DSM techniques to detect the
behavior of abiotic factors, followed by an inference with the area expert. To finalize the
results obtained were presented through interactive dashboards that help to abstract
knowledge and therefore contribute to the improvement of greenhouse cultivation of

roses.

KEYWORDS:

e DATA MINING

o STREAMS

e ORANGE

e CLUSTERIZATION
o BIG DATA

e FLORICULTURE



CAPITULO 1

INTRODUCCION

1.1. Antecedentes

La mineria de datos también conocida como exploracién de los datos surgi6
desde los afos 60 en conjunto con los conceptos de “data fishing o data archeology”,
pero no fue hasta los afios 80 donde este término empezd a consolidarse con el Unico
y fundamental objetivo de ayudarnos a comprender el manejo de la informaciéon de
grandes voliumenes de datos que hoy en la actualidad nos resultan faciles de generar

o recopilar por medio de la tecnologia y el internet.

No obstante, que esta informacion en forma de streams de datos generada por
sensores, sistemas de vigilancia, transacciones bancarias, mercados de valores y
sistemas Groupware representan un activo muy valioso para cualquier organizacion;
“Un stream es una secuencia continua, potencialmente infinita, de datos que llegan en
determinados instantes de tiempo a un sistema para su almacenamiento o
procesamiento” (Nauman Chaudhry; Kevin Shaw; Mahdi Abdelguerfi, 2005), por ello
se invierten considerables recursos para poder encontrar patrones que nos ayuden a

interpretar fendmenos o0 sucesos que son imperceptibles a nuestros 0jos.

“Un patrén es un punto en el espacio de representacion de los patrones, espacio

de dimensionalidad determinada por el numero de variables consideradas”, por eso es
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razonable que los patrones de una misma clase estén cercanos, mientras que los de

clases diferentes deberian estar en otras regiones.

Dentro del proceso llamado Descubrimiento de Conocimiento en Base de Datos
(Knowledge Discovery in Databases — KDD) la mineria de datos puede considerarse
como el ndcleo de toda esta metodologia, debido a que mediante la aplicacién de
técnicas, buscamos comprender o encontrar patrones significativos que sean validos,
novedosos, potencialmente utiles y comprensibles para un usuario dentro de todo este
conjunto de datos en bruto, este proceso basicamente consiste en transformar

informacion de bajo nivel en conocimiento de alto nivel.

1.2. Planteamiento del problema

El Ecuador es un pais que se destaca por su produccion y exportacion de rosas
debido a las caracteristicas que éstas presentan, llegando a ser dnicas y muy
solicitadas a nivel mundial, sin embargo, los floricultores para conseguir este nivel de

calidad deben realizar fuertes inversiones en su cuidado y desarrollo.

El proceso apropiado del cultivo de rosas, radica en ciertas variables ambientales
tales como: temperatura ambiente, humedad relativa, humedad del suelo e intensidad
luminosa. El sector de la floricultura en el pais se encuentra principalmente en puntos
geograficos remotos y muchos de ellos tienen dificultades econdmicas para el acceso a
tecnologia de punta. Por tal razon, los agricultores que se dedican al area floricola

requieren de construir un invernadero para poder proteger el cultivo de las condiciones
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climaticas desfavorables que pueden aparecer. Los invernaderos generalmente suelen
ser pasivos y son estructuras basicas los cuales no estan provistos de ventiladores,

sistemas de calefaccién ni sistemas de riego.

Existen algunas soluciones tecnoldgicas que ayudan en el monitoreo de areas de
cultivo, sin embargo, implementar esas soluciones implican altos costos que repercuten
en el valor de produccién, herramientas como un fitGmetro que permite monitorear este
tipo de ambientes en tiempo real puede superar los 300 mil dolares. Por esta razén, el
sector floricola, puede ser beneficiado con el uso de otras tecnologias, especialmente

con soluciones de bajo costo que puedan ser adquiridas e implementadas.

La mineria de datos descriptiva descubre patrones en los datos disponibles vy
mediante la interpretacién de expertos en el dominio se puede llegar a contribuir a la

toma de decisiones tacticas y estratégicas para mejor el crecimiento de los cultivos.

Actualmente en el invernadero ESPE-IASA | sobre el cual se realizara la
investigacion, se encuentra ya implementada una red WSN (Wireless Sensor Network)
la cual genera datos de temperatura, luz, humedad ambiental y humedad del suelo,
mismos que son recibidos en una plataforma de manipulacién de datos en tiempo real
llamada Apache Kafka, pero, estos datos no son analizados por lo cual necesitan recibir
un tratamiento para obtener conocimiento y de esta manera prever riesgos y

aprovechar oportunidades.
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Dentro de los invernaderos los trabajadores son completamente responsables de

las plantas, por esta razon deben ser capacitados constantemente para que puedan
estar preparados para cualquier problema, esta capacitaciéon implica mayores costos de
produccion y la experiencia adquirida por los agricultores se la ha obtenido de forma

empirica.

Uno de los objetivos de los invernaderos es mantener a las plantas en las
condiciones Optimas para su desarrollo, por esta y los anteriores escenarios
mencionados es necesario implementar practicas para tener un analisis descriptivo en

tiempo real del ambiente

1.3. Justificacion

En base al gran crecimiento de los datos, el enfoque estandar con el que suele
manejarse ya no es suficiente para tratar con big data analytics en las condiciones que
actualmente se presentan, ya que el recoger, limpiar, modelar y realizar el despliegue
de la informacibn es un proceso considerado ya no muy adecuado ni por su
escalabilidad ni por su velocidad de respuesta, entonces, continuar con este
mecanismo puede considerarse como un equivalente a perder valor de los datos y, por
eso, la mineria de datos debe adaptarse a estos nuevos requisitos para poder sacar el

maximo provecho.

Dentro de la mineria de datos, es importante mencionar que existen dos grandes

categorias la mineria predictiva la cual predice el valor de un atributo en base un
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conjunto de datos y la mineria descriptiva sobre la cual este proyecto se enfocara la
misma que ayuda a descubrir patrones, tendencias, anomalias o correlaciones entre
variables de los datos disponibles, que luego mediante la interpretacién de expertos en
el dominio se puede llegar a contribuir a la toma de decisiones tacticas y estratégicas

para mejorar el cultivo de las rosas.

Por tal motivo la aplicacion de este tipo de técnicas de mineria sobre streams de
datos provenientes de cualquier medio pueden revelar el comportamiento de los
individuos inmersos en el ambiente compartido y producir conocimiento que antes no
era factible encontrar debido a la variedad y complejidad de la informacion, como por
ejemplo: estrategias de inteligencia de negocios, modelos de prediccibn avanzada y

propagacion de historias (Valbuena, Cardona y Fernandez, 2015).

Precisamente esta Ultima forma de analizar los datos estd ganando mucha
importancia, ya que vamos a ser capaces de mantener modelos en linea, incorporar
nuevos datos sobre la marcha y sobre todo, son efectivos a la hora de detectar cambios

ya que por su naturaleza pueden ajustarse a ellos inmediatamente.

Obviamente hay que tomar muy en cuenta que este tipo de mineria optimiza su
valor mucho mas cuando lo aplicamos a la busqueda de patrones de comportamiento
(modelo descriptivo), en este contexto y bajo nuestro caso practico se planea analizar
todos los datos provenientes de sensores instalados previamente como: temperatura,
luz, humedad ambiental y humedad del suelo, para de esta manera determinar si existe

interacciones entre estos factores abidticos que ayuden a mejorar el cultivo de rosas



1.4. Objetivos

a. Objetivo General

Identificar interacciones de factores abidticos mediante la aplicacion de
técnicas de mineria de datos streams para el cultivo de rosas en el invernadero

ESPE-IASA I.

b. Objetivos Especificos

I. Realizar el estudio y aplicacion de las principales técnicas no

supervisadas para manipulacion de datos streams.

ii. Deteccion de cambios de comportamiento en base a los datos streams
provenientes de los sensores para encontrar anomalias que impiden el

crecimiento normal del cultivo.

ii. Interpretar y evaluar los patrones descubiertos junto al floricultor para la

elaboracion de una propuesta de mejoramiento del invernadero.

iv. Establecer las condiciones éptimas para el cultivo de rosas mediante la

interpretacion de los patrones de comportamiento encontrados.

1.5. Alcance

El proceso de extraccion de conocimiento inicia con la obtencion de datos, para

este proyecto la primera fase ya se encuentra ejecutdndose actualmente sobre Apache
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Kafka, la cual recoge los datos y los presenta, mismos que son obtenidos por medio de

los sensores de temperatura, luz, humedad ambiental y humedad del suelo.

Nuestra propuesta dentro de los tiempos establecidos abarcara los siguientes

procesos de extraccion de conocimiento:

i. Preparacion de los datos e identificacion de variables que seran considerados
para la construccion del modelo de mineria y eliminacion de ruido e

inconsistencias.

ii.  Aplicar técnicas no supervisadas de mineria sobre stream de datos identificando

correlaciones, tendencias, grupos, trayectorias y anomalias.

iii.  Analizar la informacién para realizar un proceso de inferencia y luego mostrar los

resultados de los patrones obtenidos en la fase de mineria de datos descriptiva.

iv. Presentar dashboards interactivos identificando los patrones que se expresaron

en el andlisis del invernadero.

1.6. Hipotesis

H,: El descubrimiento de patrones ambientales presentaran aporte para mejorar

el cultivo de rosas.

H;: El descubrimiento de patrones ambientales no presentaran aporte para

mejorar el cultivo de rosas.



CAPITULO 2

PRODUCCION DE ROSAS

En sus inicios la rosa era considerada como un simbolo de belleza por

babilonios, sirios, egipcios, romanos y griegos.

Aproximadamente 200 especies botanicas de rosas son nativas del hemisferio
norte, aunque no se conoce la cantidad real debido a la existencia de poblaciones

hibridas en estado silvestre. (InfoAgro, 2012).

Las primeras rosas cultivadas eran de floracion estival, hasta que posteriores
trabajos de seleccibn y mejora realizados en oriente sobre algunas especies,
fundamentalmente Rosa gigantea y R. chinensis dieron como resultado la “rosa de té”;
de carécter refloreciente (variedad que florece). Esta rosa fue introducida en occidente
en el afio 1793 sirviendo de base a numerosos hibridos creados desde esta fecha.

(Infoagro, 2015).

2.1. Morfologia

Actualmente, las variedades comerciales de rosa son hibridos de especies de
rosa desaparecidas. Para flor cortada se utilizan los tipos de té hibrida y en menor
medida los de floribunda. Los primeros presentan largos tallos y atractivas flores
dispuestas individualmente o con algunos capullos laterales, de tamafio mediano o

grande y numerosos pétalos que forman un cono central visible. Los rosales floribunda
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presentan flores en racimos, de las cuales algunas pueden abrirse simultaneamente.

(InfoAgro, 2012).

Las flores se presentan en una amplia gama de colores: rojo, blanco, rosa,
amarillo, lavanda, etc., con diversos matices y sombras. Estas nacen en tallos

espinosos Yy verticales. (Infoagro, 2015).

2.2. Requerimientos Edafoclimaticos

Las flores mas vendidas en el mundo son, en primer lugar, las rosas seguidas
por los crisantemos, tercero los tulipanes, cuarto los claveles y en quinto lugar los lilium.
Ninguna flor ornamental ha sido y es tan estimada como la rosa. A partir de la década
de los 90 su liderazgo se ha consolidado debido principalmente a una mejora de las
variedades, ampliacion de la oferta durante todo el afio y a su creciente demanda.

(Infoagro, 2015).

Sus principales mercados de consumo son Europa, donde figura Alemania en

cabeza, Estados Unidos y Japon. (Infoagro, 2015).

Se trata de un cultivo muy especializado que ocupa 1.000 ha de invernadero en
Italia, 920 ha en Holanda, 540 ha en Francia, 250 en Espafia, 220 en Israel y 200 ha en

Alemania. (Infoagro, 2015).

Los paises Sudamericanos han incrementado en los ultimos afios su produccion,

destacando, México, Colombia (cerca de 1.000 ha) y Ecuador, la produccion se
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desarrolla igualmente en Africa del Este: Zimbabwe con 200 ha y Kenia con 175 ha.

(Infoagro, 2015).

En Japén, primer mercado de consumo en Asia, la superficie destinada al cultivo
de rosas va en aumento y en la India, se cultivan en la actualidad 100 ha. (Infoagro,

2015).
2.2.1. Temperatura

Para la mayoria de los cultivares de rosa, las temperaturas Optimas de
crecimiento son de 17°C a 25°C, con una minima de 15°C durante la noche y una
méaxima de 28°C durante el dia. Pueden mantenerse valores ligeramente inferiores o
superiores durante periodos relativamente cortos sin que se produzcan serios dafios,
pero una temperatura nocturna continuamente por debajo de 15°C retrasa el
crecimiento de la planta, produce flores con gran numero de pétalos y deformes, en el
caso de que abran. Temperaturas excesivamente elevadas también dafian la
produccion, apareciendo flores mas pequefias de lo normal, con escasos pétalos y de

color mas célido. (Infoagro, 2015).
2.2.2 lluminacion

El indice de crecimiento para la mayoria de los cultivares de rosa sigue la curva
total de luz a lo largo del afio. Asi, en los meses de verano, cuando prevalecen
elevadas intensidades luminosas y larga duracion del dia, la produccion de flores es

mas alta que durante los meses de invierno. (Infoagro, 2015).
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Una practica muy utilizada en Holanda consiste en una irradiacion durante 16
horas, con un nivel de iluminacion de hasta 3.000 lux (lamparas de vapor de sodio),
pues de este modo se mejora la produccion invernal en calidad y cantidad. (Infoagro,

2015).

No obstante, a pesar de tratarse de una planta de dia largo, es necesario el
sombreo u oscurecimiento durante el verano e incluso la primavera y el otofio,
dependiendo de la climatologia del lugar, ya que elevadas intensidades luminosas van
acompafiadas de un calor intenso. La primera aplicacién del oscurecimiento debera ser
ligera, de modo que el cambio de la intensidad luminosa sea progresivo. (Infoagro,

2015).

Se ha comprobado que en lugares con dias nublados y nevadas durante el
invierno, podria ser ventajosa la iluminacion artificial de las rosas, debido a un aumento
de la produccion, aunque siempre hay que estudiar los aspectos econdmicos para

determinar la rentabilidad. (Infoagro, 2015).

2.2.3 Ventilacion y enriquecimiento en CO2

En muchas zonas las temperaturas durante las primeras horas del dia son
demasiado bajas para ventilar y, sin embargo, los niveles de CO2 son limitantes para el
crecimiento de la planta, bajo condiciones de invierno en climas frios donde la
ventilacion diurna no es econémicamente rentable, es necesario aportar CO2 para el

crecimiento optimo de la planta, elevando los niveles a 1.000 ppm, asimismo, si el cierre
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de la ventilacibn se efectia antes del atardecer, a causa del descenso de la
temperatura, los niveles de diéxido de carbono siguen reduciéndose debido a la

actividad fotosintética de las plantas. (Infoagro, 2015).

Por otro lado, hay que tener en cuenta que las rosas requieren una humedad
ambiental relativamente elevada, que se regula mediante la ventilacion y la nebulizacion
o el humedecimiento de los pasillos durante las horas mas calidas del dia. (Infoagro,

2015).

La aireacion debe poder regularse, de forma manual o automética, abriendo los
laterales y las cumbreras, apoyandose en ocasiones con ventiladores interiores o
incluso con extractores (de presion o sobrepresion). Ya que asi se produce una bajada

del grado higrométrico y el control de ciertas enfermedades. (Infoagro, 2015).

2.3 Cultivo en Invernadero

Con el cultivo de rosa bajo invernadero se consigue producir flor en épocas y
lugares en los que de otra forma no seria posible, consiguiendo los mejores precios.
Para ello, estos invernaderos deben cumplir unas condiciones minimas: tener grandes
dimensiones (50 x 20 y mas), la transmision de luz debe ser adecuada, la altura tiene
gue ser considerable y la ventilacion en los meses calurosos debe ser buena. Ademas,
es recomendable la calefaccion durante el invierno, junto con la instalacion de mantas

térmicas para la conservacion del calor durante la noche. (Infoagro, 2015).
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2.3.1. Preparacion del suelo

Para el cultivo de rosas el suelo debe estar bien drenado y aireado para evitar
encharcamientos, por lo que los suelos que no cumplan estas condiciones deben
mejorarse en este sentido, pudiendo emplear diversos materiales organicos. (Infoagro,

2015).

Las rosas toleran un suelo acido, aunque el pH debe mantenerse en torno a 6.
No toleran elevados niveles de calcio, desarrolldndose rapidamente las clorosis debido
al exceso de este elemento. Tampoco soportan elevados niveles de sales solubles,

recomendando no superar el 0,15%. (Infoagro, 2015).

La desinfeccién del suelo puede llevarse a cabo con calor u otro tratamiento que
cubra las exigencias del cultivo. En caso de realizarse fertilizaciéon de fondo, es

necesario un andlisis de suelo previo. (Infoagro, 2015).

2.3.2. Plantacion

La época de plantacién va de noviembre a marzo. Esta se realizar4 lo antes
posible a fin de evitar el desecamiento de las plantas, que se recortan 20 cm; se daran
riegos abundantes (100 | de agua/m2), manteniendo el punto de injerto a 5 cm por

encima del suelo. (Infoagro, 2015).

En cuanto a la distancia de plantacion la tendencia actual es la plantacion en 4

filas (60 x 15 cm) o 2 filas (40 x 20 6 60 x 12,5 cm) con pasillos al menos de 1 m, es
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decir, una densidad de 6 a 8 plantas/m2 cubierto. De este modo se consigue un
mantenimiento mas sencillo y menores inversiones. (Orange, Data mining fruitful and

fun open source machine learning, 2016).

2.3.3. Humedad

La humedad ambiental es el segundo factor ambiental que influye en el
desarrollo y modifica el rendimiento de los cultivos. Es inversamente proporcional a la
temperatura, es decir si la temperatura se incrementa la humedad disminuye, al
aumentar la humedad ambiental los estomas permanecen abiertos y la fotorrespiracion
disminuye, obteniéndose mejores resultados en el desarrollo. Humedad 6ptima en

Rosa: 60-70%. (Infoagro, 2015).

Tabla 1

Humedad de invernaderos

Humedad Efecto Recomendaciones

Baja Aire se reseca, consumo de Foog System, aspersores aéreos,

reservas muy alto. Nuevos aspersores en camas, riego de duchas (a

tallos florales cortos, débilesy primera hora de la mafiana). Ductos para

con botones pequefios. cerrar los cenitales y evitar la reduccion de
HR<40% presencia de la HR. Pantallas de sombreo, malla
enfermedades: Acaros en sombreado, doble cubierta, etc.

zonas secas y con altas

temperaturas.

CONTINUA |:>
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Alta Punto de saturacién, punto de

rocio.

HR > 80%, presencia de
enfermedades:

Chancros en los tallos, botrytis
en los botones y tallos,
Peronospora en hojas, tallos y
botones. Reduce la
transpiracion, por lo tanto

tamano de hoja y produccion.

Movimiento de aire mediante
ventiladores. Plasticos con menor
transmitancia de infrarrojo. Doble
cubierta. Cubiertas plasticas antigoteo.
Pantallas térmicas (mejor

distribucion del calor). Riego por goteo (<
humedad ambiental). Mulch (reducen
humedad absoluta). Eliminar las hierbas
(también transpiran y aportan humedad al
ambiente). No regar después de las 10
AM, nunca en la

tarde.

Fuente: (Infoagro, 2015).



Tabla 2

Niveles de referencia de nutrientes en hojas

Macroelementos Niveles deseables (%)

Nitrégeno
Fosforo

Potasio

Calcio
Magnesio
Microelementos
Zinc
Manganeso
Hierro

Cobre

Boro

3,00-4,00

0,20-0,30

1,80-3,00

1,00-1,50

0,25-0,35

Niveles deseables (ppm)
15-50

30-250

50-150

5-15

30-60

Fuente: (Infoagro, 2015).

16

El pH puede regularse con la adicion de acido y teniendo en cuenta la naturaleza

de los fertilizantes. Asi, por ejemplo, las fuentes de nitrdgeno como el nitrato de amonio

y el sulfato de amonio, son altamente acidas, mientras que el nitrato célcico y el nitrato

potésico son abonos de reaccion alcalina. Si el pH del suelo tiende a aumentar, la

aplicacion de sulfato de hierro da buenos resultados. El potasio suele aplicarse como

nitrato de potasio, el fosforo como acido fosférico o fosfato monopotasico y el magnesio

como sulfato de magnesio. (Infoagro, 2015).
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2.3.4. Formacion de la plantay poda posterior

Los arbustos de dos afios ya tienen formada la estructura principal de las ramas
y su plantacién debe realizarse de forma que el injerto de yema quede a nivel del suelo
o enterrado cerca de la superficie. Las primeras floraciones tenderan a producirse sobre
brotes relativamente cortos y lo que se buscara sera la produccion de ramas y mas
follaje antes de que se establezca la floracién, para lo cual se separan las primeras
yemas florales tan pronto como son visibles. Las ramas principales se acortan cuatro o
seis yemas desde su base y se eliminan por completo los vastagos débiles. Puede
dejarse un vastago florecer para confirmar la autenticidad de la variedad. (Infoagro,

2015).

Hay que tener en cuenta que los botones puntiagudos produciran flores de tallo
corto y éstos se sitdan en la base de la hoja unifoliada, la de tres foliolos y la primera
hoja de cinco foliolos por debajo del botdn floral del tallo. En la mitad inferior del tallo las
yemas son bastante planas y son las que daran lugar a flores con tallo largo, por lo que
cuando un brote se despunta es necesario retirar toda la porcién superior hasta un

punto por debajo de la primera hoja de cinco foliolos. (Infoagro, 2015).

Posteriormente la poda se lleva a cabo cada vez que se cortan las flores,

teniendo en cuenta los principios antes mencionados. (Infoagro, 2015).

2.3.5. Cultivo sin suelo
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En los ultimos afios, el cultivo sin suelo se esta convirtiendo en una alternativa
muy aconsejable para el cultivo del rosal. Esta técnica se desarroll6 como consecuencia

de problemas patolégicos y agronémicos (fatiga del suelo). (Infoagro, 2015).

De las 4 técnicas posibles (lana de roca, canalones, contenedores planos y
contenedores), las dos primeras son actualmente las mas utilizadas. Los canalones
pueden recibir los siguientes sustratos: perlita, arena, cortezas y fibras vegetales.

(Infoagro, 2015).

El suelo del invernadero debe estar nivelado para permitir una irrigacion regular
(pendiente del 0,5%). Se puede recubrir totalmente de una tela sin suelo que evita
posibles contaminaciones a partir de la tierra. Los sacos de cultivo denominados
comunmente "salchichas" son enviados en médulos de 1 6 2 m de longitud y de 7,5-10
cm de espesor y de 15 a 20 cm de ancho. Algunos productores instalan las "salchichas"
sobre los caballones o los canales a 50-80 cm de altura para facilitar la recoleccion y los

tratamientos y mejorar las condiciones sanitarias. (Infoagro, 2015).

Debido al débil espesor del sustrato (7,5-10 cm), las plantas seran mas
pequefias que en el cultivo tradicional: miniesquejes y miniinjertos. Después de la
plantacion (normalmente en marzo) y durante 4 a 5 semanas, la planta crece
naturalmente, y dependiendo de los cultivares hay que intervenir para formar una
estructura arqueada que favorezca la formacion de maderas sobre las cuales se
suprimen los botones florales. Después de 1 6 2 pinzamientos, la recoleccién de las

primeras flores tiene lugar mes y medio mas tarde. (Infoagro, 2015).
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En el caso del cultivo en canalones sobre perlita, es diferente la eleccion de las
plantas que son parecidas a las utilizadas para el cultivo tradicional en tierra. (Infoagro,

2015).

En la multiplicacion se emplean 2 técnicas: el esquejado del cultivar (franco de
pie) y el semiinjerto. En el primer caso se realiza con esquejes de trozos de brotes con
hojas (con una hoja), dispuestos directamente en el contenedor de comercializacion,
por ejemplo cubo de lana de roca. En el segundo caso se realiza el injerto a la inglesa
simple realizada sobre un trozo de brote del mismo tipo que el utilizado para el
esquejado. El miniinjerto se aplica a ciertos cultivares que se multiplican dificilmente por

esquejado, como es el caso del cultivar Dallas. (Infoagro, 2015).

Ventajas del cultivo sin suelo:

e La productividad es superior en relacion con el cultivo tradicional
(incremento entre el 10-30%, segun cultivares).
e Lacalidad es comparable a la del cultivo continuo.

e El estado sanitario es excelente.

2.4. Recoleccion

Generalmente el corte de las flores se lleva a cabo en distintos estadios,
dependiendo de la época de recoleccion, asi, en condiciones de alta luminosidad

durante el verano, la mayor parte de las variedades se cortan cuando los sépalos del
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cdliz son reflejos y los pétalos alin no se han desplegado, y sin embargo, el corte de las
flores durante el invierno se realiza cuando estan mas abiertas, aunque con los dos
pétalos exteriores sin desplegarse, entonces si se cortan demasiado inmaduras, las
cabezas pueden marchitarse y la flor no se endurece, ya que los vasos conductores del

pedicelo aun no estén suficientemente lignificados. (Infoagro, 2015).

En todo caso, siempre se debe dejar después del corte, el tallo con 2-3 yemas
gue correspondan a hojas completas. Si cortamos demasiado pronto, pueden aparecer
problemas de cuello doblado, como consecuencia de una insuficiente lignificacion de

los tejidos vasculares del pedunculo floral. (Infoagro, 2015).

Las cualidades deseadas de las rosas para corte, segun los gustos y exigencias

del mercado en cada momento, son:

e Tallo largo y rigido: 50-70 cm, segun zonas de cultivo.

e Follaje verde brillante.

e Flores: apertura lenta, buena conservacion en florero.

e Buena floracion (igual a rendimiento por pie o por m2).

e Buena resistencia a las enfermedades.

e Posibilidad de ser cultivados a temperaturas méas bajas, en invierno.

e Aptitud para el cultivo sin suelo.
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CAPITULO 3

ESTADO DE CUESTION

Para desarrollar el presente trabajo de titulacion se revisara los principales
conceptos de mineria de datos streams, herramientas, definiciones y sus respectivas
técnicas para el tratamiento de datos continuos, por ende también es importante
realizar un analisis de las caracteristicas que nos ofrecen cada herramienta y

determinar cual de ellas tienen los métodos competentes para nuestro proyecto.

3.1 MINERIA DE DATOS

Es la etapa de analisis de Knowledge Discovery in Databases o KDD es un
campo de la estadistica y las ciencias de la computacion referente al proceso de
intentar descubrir patrones en grandes volumenes de conjuntos de datos, este se basa
en los métodos de la inteligencia artificial, aprendizaje automatico, estadistica y
sistemas de bases de datos, como objetivo general del proceso de mineria de datos
consiste en extraer informacién de un conjunto de datos y transformarla en una

estructura comprensible para su uso posterior. (Camejo, 2012).

3.1.1 Técnicas de mineria de datos

Las técnicas de mineria de datos se clasifican en dos grupos los que

permiten realizar predicciones y los de descubrimiento de conocimiento.
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e Algoritmos supervisados: Los algoritmos trabajan con datos “etiquetados”
(labeled data), intentado encontrar una funcion que, dadas las variables de
entrada (input data), les asigne la etiqueta de salida adecuada, El algoritmo
se entrena con un “histérico” de datos y asi “aprende” a asignar la etiqueta de
salida adecuada a un nuevo valor, es decir, predice el valor da salida. (Luca,
2017).

e Algoritmos no supervisados: El aprendizaje no supervisado tiene lugar
cuando no se dispone de datos “etiquetados” para el entrenamiento, sélo
conocemos los datos de entrada, pero no existen datos de salida que
correspondan a un determinado input, por tanto, s6lo podemos describir la
estructura de los datos, para intentar encontrar algun tipo de organizacién

que simplifique el andlisis, por ello, tienen un caracter exploratorio. (Luca,

2017).
Tabla 3
Clasificacion de técnicas de DM
SUPERVISADOS NO SUPERVISADOS
Arboles de decision Segmentacion
Red neuronal Agrupamiento (clustering)
Regresion Reglas de asociacion
Series temporales Patrones secuenciales

Fuente: (Santos, 2015).



23

a) Arboles de Decision

Es un modelo de prediccion utilizado en diversos ambitos que van desde la
inteligencia artificial hasta la Economia, dado un conjunto de datos se fabrican
diagramas de construcciones logicas, muy similares a los sistemas de prediccion
basados en reglas, que sirven para representar y categorizar una serie de condiciones
gue ocurren de forma sucesiva, para la resolucién de un problema, un area donde son
aplicados los arboles de decision es la teoria de juegos, esta utiliza modelos para
estudiar interacciones de estructuras formalizadas de incentivos, esta técnica es muy
utilizada en diversos campos: economia, politica, biologia, sociologia, psicologia,

filosofia y ciencias de la computacion entre otras. (Camejo, 2012).
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)
Figura 1. Arbol de decision para préstamo.
Fuente: (Xataka, 2014)
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b) Red Neuronal

Las redes neuronales se basan en una serie de pequefios nodos (neuronas
artificiales) que se encuentran conectados entre si conformando una serie de capas. Su
funcionamiento pretende simular el comportamiento de un cerebro humano a la hora de
resolver un problema. A medida que la sefial avanza, ésta ird tomando un camino u otro
en funcion a unos parametros establecidos previamente hasta ofrecer un resultado. Las
redes neuronales se han utilizado durante afios para realizar varias tareas como, por
ejemplo el reconocimiento de voz o la creacion de sistema expertos con conocimiento

incorporado, algo que marcé un cambio en el rumbo de la inteligencia artificial en los

anos 80. (Luca, 2017).

Entrada 1

Entrada 2

Entrada 3

Entradan

Capa de entrada

Capa Oculta

Capa de salida

_ Salida

Figura 2. Ejemplo de Red Neuronal
Fuente: (Xataka, 2014)
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c) Regresion Lineal

Permite determinar el grado de dependencia de las series de valores X e Y,
prediciendo el valor y estimado que se obtendria para un valor X que no esté en la

distribucion, existen dos tipos de regresion.

La regresion lineal simple se basa en estudiar los cambios en una variable, no
aleatoria, que afectan a una variable aleatoria, en el caso de existir una relacion
funcional entre ambas variables la cual puede ser establecida por una expresion lineal,
lo cual su representacion grafica es una linea recta, es decir, que estamos en presencia
de una regresion lineal simple cuando una variable independiente ejerce influencia

sobre otra variable dependiente.

La regresion lineal permite trabajar con una variable a nivel de intervalo o razon,
asi también se puede comprender la relacion de dos o mas variables y permitira
relacionar mediante ecuaciones, una variable en relacion a otras variables llamandose
Regresion multiple. O sea, la regresion lineal multiple es cuando dos o mas variables
independientes influyen sobre una variable dependiente, uno de los campos donde se
aplica la regresion lineal ha sido en la Medicina ya que las primeras evidencias son

estudios relacionados con la mortalidad y el fumar tabaco. (Lizarraga, 2015).
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Figura 3. Regresion Lineal
Fuente: (Weka, Practica machine learning tools and techniques, 2015).

d) Series Temporal

Una serie temporal o cronoldgica es una secuencia de datos, observaciones o
valores, medidos en determinados momentos y ordenados cronolégicamente, los datos
pueden estar espaciados a intervalos iguales (como la temperatura en un observatorio
meteoroldgico en dias sucesivos al mediodia) o desiguales (como el peso de una
persona en sucesivas mediciones en el consultorio médico, la farmacia, etc.), para el
analisis de las series temporales se usan métodos que ayudan a interpretarlas y que
permiten extraer informacion representativa sobre las relaciones subyacentes entre los
datos de la serie o de diversas series y que permiten en diferente medida y con distinta
confianza extrapolar o interpolar los datos y asi predecir el comportamiento de la serie

en momentos no observados, que pueden existir en el futuro (extrapolacion pronostica),
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en el pasado (extrapolacion retrograda) o en momentos intermedios (interpolacion).

(Martinez de Pinson Ascacibar, 2015).

Pasajeros (1000's)
100 200 300 400 500 600

T T T T T T
1950 1952 1954 1956 1958 1960

Time

Figura 4. Series Temporales
Fuente: (Xataka, 2014)

e) Segmentacion

Cuando se tiene informacidbn en una empresa, no es suficiente contar
solamente con ella, se requiere analizarla, explorarla y descubrir los patrones que
proporcionan la informacion, por tanto el objetivo es clasificar la informacién que se
desea evaluar y analizar, y asi determinar las variables continuas para segmentar o
clasificar en grupos y finalmente determinar que ocurre en una base de datos de gran
tamarnio, la deteccién de segmentos seria el objetivo principal de la mineria de datos.
La clasificacion es un modo de segmentar datos asignandolos a grupos que estan
previamente definidos, por tanto, clustering divide la base de datos en diferentes
grupos, su objetivo sera encontrar grupos que son diferentes entre si. (Conexionesan,

2014).
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Figura 5. Segmentacién
Fuente: (Xataka, 2014)

f) Agrupamiento (Clustering)

Un algoritmo de agrupamiento (en inglés, clustering) es un procedimiento de
agrupacion de una serie de vectores de acuerdo con un criterio, esos criterios son por
lo general distancia o similitud, lo cual la cercania se define en términos de una
determinada funcion de distancia, como la euclidea, aunque existen otras mas robustas
0 que permiten extenderla a variables discretas, la medida mas utilizada para medir la
similitud entre los casos es la matriz de correlacién entre los nxn casos. Sin embargo,
también existen muchos algoritmos que se basan en la maximizacién de una propiedad
estadistica llamada verosimilitud, generalmente, los vectores de un mismo grupo (o
clusters) comparten propiedades comunes, el conocimiento de los grupos puede
permitir una descripcion sintética de un conjunto de datos multidimensional complejo.

(Minitab, Interpretacion de los resultados clave, 2012).
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Figura 6. Ejemplo Clustering
Fuente: (Xataka, 2014)

g) Patrones Secuenciales

El campo de la mineria de datos y extracciébn de conocimiento, la mineria de
secuencias es un caso particular de la mineria de datos estructurados. Consiste en
encontrar patrones estadisticamente relevantes en colecciones de datos que estan
representados de forma secuencial, debido a la frecuencia con que aparecen este tipo
de datos en escenarios de aplicaciones reales, esta técnica constituye uno de los
métodos mas populares de descubrimiento de patrones, los patrones frecuentes
obtenidos durante el minado de secuencias, se usan en tareas de deteccion de
dependencias funcionales, prediccion de tendencias, interpretacion de fenbmenos y

como soporte de decisiones en estrategias de produccion. (Solsoft, 2014).
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Figura 7. Secuencia
Fuente: (Weka, Practica machine learning tools and techniques, 2015)

3.2 MINERIA DE DATOS STREAMS

La mineria de datos también conocida como exploracion de los datos surgi6
desde los anos 60 en conjunto con los conceptos de “data fishing o data archeology”,
pero no fue hasta los afios 80 donde este término empezd a consolidarse con el Unico y
fundamental objetivo de ayudarnos a comprender el manejo de la informacién de
grandes volumenes de datos que hoy en la actualidad nos resultan faciles de generar o

recopilar por medio de la tecnologia y el internet.

Esta evolucion ha hecho que se vaya relegando en un segundo plano la
tradicional forma de mineria de datos que se basaba en la creacion de modelos a través

del analisis de muestras de datos o registros histéricos.

Sin embargo, y pese a lo profundo de sus raices, la mineria de datos sigue
siendo tendencia y a través de distintas aplicaciones, entre las cuales destacan: Redes
neuronales (secuenciacion, clasificacion), Clustering (segmentacion), Clasificacion por
segmentacion (filtros spam y analisis sentimental de Twitter) y Mineria de Datos

Streams.
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Cabe mencionar que esta Ultima esta ganando importancia, debido a que es
necesario tomar acciones en tiempo real y, para eso, hace falta contar con un buen
conocimiento de la situacién, caracteristica fundamental que provee este tipo de

minerias.

3.3 STREAMS DE DATOS

En un contexto general se utiliza el término “stream” para representar el flujo
continuo de los datos, un caso muy comun de “streams” son las sefales de video o
audio en directo que pueden ser transmitidas por un sin niumero de aplicaciones
méviles disponibles, pero, en nuestro caso los “streams” son generados por la red WSN

(Wireless Sensor Network) ya implementada en un invernadero del campus IASA 1.

La problematica que se generan en estos escenarios es que existe paradigma
antiguo llamado store-then-process donde, como su nombre lo dice, primero se
almacenan los datos y luego se procesan. Por tal motivo y en consecuencia no es

posible satisfacer necesidades en procesamiento rapido”. (Callau Zori, 2012).

Entonces, para satisfacer y solucionar los problemas anteriores nacen los flujos
de datos (data stream) como un modelo o paradigma en donde se procesan los datos a
su llegada mediante algoritmos, los mismos que una vez procesados pueden ser

visualizados en el mismo instantes.

Los dos principales modelos para trabajar sobre streams de datos son el

evolutivo y el de ventana deslizante. El primero ellos considera todo el historico de los
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datos. El segundo, y mas utilizado, hace uso de ventanas deslizantes, que permite
considerar los datos mas recientes. Una ventana deslizante, se comporta de forma
similar a una cola (Primero en entrar primero en salir), almacenando y procesando
Unicamente el sub string definido por el tamafio de la ventana (Jaramillo, Cardona &

Fernandez, 2015).

Ademas, se debe tomar en cuenta que cuando se presentan flujos de datos a
éstos se los piensa como “transitorios”, y por tanto las fuentes de su procedencia puede

ser muy variada.

Por tal motivo al terminar de procesarse un elemento de un flujo de datos, éste
automéaticamente se descarta o archiva, generalmente no es facil de almacenar en
memoria debido a que su tamafio es pequefio en relacion al tamafio del flujo de datos.

(Babcock, Babu, Datar, Motwani, & Widom, 2002)

3.4 HERRAMIENTAS PARA BIG DATA

En la actualidad existe una gran variedad de herramientas para solventar las
complicaciones generadas por los “grandes volumenes de datos”. No obstante, cabe
mencionar que la diferencia entre una u otra es precisamente el modo en que realizan

el procesamiento de los datos.

Bajo la naturaleza de nuestro proyecto, las herramientas escogidas para un
analisis preliminar son aquellas enfocadas a procesamiento en streaming y de cédigo

abierto. Entre las cuales y hasta la fecha tenemos Weka, Spark Streaming, Apache
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Storm, Orange (la mas popular de las herramientas por su interfaz interactiva), Kafka
Streaming. A continuacién, se proveera de un breve resumen de las herramientas

encontradas.

3.4.1 Weka

Weka es una herramienta de tipo software para el aprendizaje automatico y
mineria de datos disefiado a base de Java y desarrollado en la universidad de Waikato
en Nueva Zelanda en el afio 1993, esta herramienta por su nombre en inglés (Waikato
Environment for Knowledge Analysis) es de distribucion de licencia GNU-GLP o

software libre. (Weka, Practica machine learning tools and techniques, 2015).

Esta contiene una colecciébn de algoritmos para realizar andlisis de datos
descriptivo como modelado predictivo, herramientas para la visualizacion de datos y
provee una interfaz grafica que unifica todas las herramientas para que estén a una

mejor disposicion. (Weka, Practica machine learning tools and techniques, 2015).

Weka esté diseflado como una herramienta orientada a la extensibilidad por lo
gue una de las propiedades mas interesantes de este software, es su facilidad para
afiadir extensiones, modificar métodos etc. (Weka, Practica machine learning tools and

techniques, 2015).

Ventajas

e Software de licencia publica GNU que acceso a cualquier usuario.
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e Contiene un sin numero de técnicas de procesamiento modelado y
procesamiento de datos.
¢ |Interfaz facil de usar.

¢ Multiplataforma ya que es una implementacién en java.
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Common Data

Database

. Mining Format
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. 2 ARFF
CSV and XML Files

O

Web Services

Figura 8. Arquitectura Weka
Fuente: (Weka, Weka 3 machine learning software in java, 2017)

3.4.2 Orange

Es un software informatico de codigo abierto para realizar mineria de datos o
analisis predictivo, provee todas las herramientas necesarias para machine learning y

visualizacion de datos, ideal para usuarios novatos como expertos en el area.

Esta herramienta posee un entorno gréfico llamado Orange Canvas, en el cual
los usuarios pueden colocar widgets sobre esta y luego conectarlos a un esquema,
cada widget realiza alguna funcion bésica, pero a diferencia de un sin nimero de

visualizaciones de datos y modelos incluye busqueda inteligente para una mejor
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visualizacion. (Orange, Data mining fruitful and fun open source machine learning,

2016).

Orange consta de muchas caracteristicas que pueden ser afiadidas para una
mejor solucién en base a tu proyecto, como puede ser el analisis con datos en flujo, por
ejemplo: Flux Vision, una solucion iniciada por Orange Labs, analiza los flujos de
poblacién en tiempo real utilizando los datos de la red movil de Orange. Convierte
millones de elementos de informacién técnica de la red movil en indicadores
estadisticos para analizar con qué frecuencia se visitan diferentes areas geogréficas y
como se mueven las personas. Ademas de los indicadores de ubicacion (como la
densidad, de dénde provienen y van los flujos de usuarios) proporcionados por la red
movil, este servicio también ofrece datos sociodemograficos andénimos adicionales
(como edad, género y categoria socio profesional), que brindan informacion local. Las
autoridades y las empresas tienen una mejor vision de los perfiles de sus clientes y
usuarios. Flux Vision utiliza un sistema innovador patentado para garantizar el
anonimato irreversible de los datos que respeta todos los requisitos de la vigilancia de
la privacidad de Francia, la Comision Nacional de Informética y Libertad (CNIL).

(Astellia, 2015).
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Figura 9. Flux Vision Real Time
Fuente: (Orange, Fluz vision real time statistics on mobility patterns, 2015)

Orange permite incorporar varios widget como Continuize el cual permite ver
transformaciones en tiempo real. Este widget esencialmente crea nuevos atributos a
partir de sus discretos. Si tiene, por ejemplo, un atributo con el color de ojos de las
personas, donde los valores pueden ser azul, marrén o verde, probablemente querria
tener tres atributos separados 'azul’, 'verde' y 'marrén' con 0 0 1 si una persona tiene
ese color de ojos Algunos alumnos se desempefian mucho mejor si los datos se
transforman de esa manera. También puede tener solo atributos en los que supondria
gue 0 es una condicién normal y solo le gustaria tener las desviaciones del estado
normal registrado (‘objetivo o primer valor como base') o el estado normal seria el valor
mas comun (‘la mayoria valor frecuente como base '). El widget Continuize le ofrece
mucho espacio para jugar. Lo mejor es seleccionar un pequefio conjunto de datos con

valores discretos, conectarlo a Continuize y luego a la Tabla de datos y cambiar los
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parametros. Asi es como puedes observar las transformaciones en tiempo real. Es Util

para proyectar puntos de datos discretos en Proyeccién Lineal. (Biolab, 2016).

L] al= T
File Continuize Linear Projection

Figura 10. Widget Continuize
Fuente: (Orange, Fluz vision real time statistics on mobility patterns, 2015)

3.4.3 Spark Streaming

Es un sistema de computacion distribuida en clusters de computadores. Spark

streaming tiene como base Apache Spark, y éste a su vez parte de los conceptos

basicos de Hadoop como MapReduce; es decir que Apache Spark tiene a su

disposicion a DAG (Direct Acyclic Graph) y RDD (Resilent Distributed Dataset). Con

estas dos funcionalidades a su disposicion, Spark Streaming mejora la tolerancia a

fallos de MapReduce y a la vez reduce costos de procesamientos al explotar al maximo

la memoria caché y no escribir en disco cada parte del proceso.

Spark Streaming tiene la caracteristica de poder recibir datos de otras fuentes

‘como Apache Kafka, Flume, Twitter, ZeroMQ, Kinesis o sockets TCP, los cuales
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pueden ser procesados utilizando complejos algoritmos a los que se accede mediante

funciones de alto nivel como map, reduce o join”. (Pérez Esteso, 2015).

Kafka

Flume C{\Z HDFS
HDFS/S3 SpQrK Databases
Kinesis Stfeaming Dashboards
Twitter

Figura 11. Spark streaming componentes
Fuente: (Hortonworks, 2015)

Una vez recibidos dichos datos el procesamiento se realiza por lotes (batchs), y
es cuando se puede configurar el tiempo de procesamiento en cada lote y de cuantos
datos constan cada uno. Debido a la naturaleza de procesamiento en lotes, siempre
suele existir un grado de latencia y esto puede representar una desventaja para Spark

Streaming.

3.4.4 Apache Storm

Esta herramienta es un sistema de computacion distribuida de cédigo abierto. Su
mayor ventaja es el funcionamiento en tiempo real y el hecho de que el sistema se basa
en construir topologias de Big data para transformar y analizar los datos que entran

constantemente en un proceso continuo.
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Una de las caracteristicas es que “Apache Storm garantiza el procesamiento de
un dato de entrada al menos una vez, lo que puede causar inconsistencia debido a que

un dato de entrada puede ser procesado dos veces” (Pérez Esteso, 2015)

Pero de todos modos es una herramienta fiable y sencilla que maneja eventos
complejos (Complex Event Processing, CEP) en un sistema de procesamiento. Lo ideal,
desde la visibn empresarial, es que Apache Storm permite responder de manera

inmediata a eventos repentinos, y por ende ayuda en la toma de decisiones.

3.4.5 Kafka Streaming

Es una libreria cliente para la construccion de aplicaciones y micro servicios,
donde los datos de entrada y salida se almacenan en los clusters de Kafka. Es decir
combina la simplicidad de escribir e implementar aplicaciones Java y Scala estandar en

el lado del cliente con los beneficios de la tecnologia cluster del lado del servidor Kafka.
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Figura 12. Infraestructura
Fuente: (Confluent, 2015)
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3.5 METODOLOGIAS DE MINERIA DE DATOS

Una metodologia ayuda hace referencia al conjunto de procedimientos
racionales utilizados para alcanzar el objetivo, por este motivo usar una metodologia en
el campo de mineria de datos como en cualquiera otro campo es muy relevante, son
diversos los modelos de proceso que han sido propuestos para el desarrollo de
proyectos de Data Mining tales como SEMMA, DMAMC, o CRISP-DM sin embargo uno
de los modelos principalmente utilizados en los ambientes académico e industrial es el
modelo CRISP-DM, esta es la guia de mas referencia utilizada en el desarrollo de
proyectos de Data Mining, como se puede observar en la Figura 13, la cual fue
publicada el afio 2007 por kdnuggets.com, el cual representa el resultado obtenido en

sucesivas encuestas efectuadas durante los ultimos afios. (Rodriguez, 2014).

2014 poll s 2007 poll
CRISP-DM (86) |_ 43%
| 42%
My own (55) I 57 5%
I 1 5%
SEMMA (17) I = 5%
— 13%
Other, not domain-specific (16) I 8%
. 4%
KDD Process (15) I 7 5%
 7.3%
My organizations' (7) W3s5%
. 5.3%
A domain-specific methodology (4) H2%
. 4.7%
None (0) 0%
. 4.7%

Figura 13. Comparacion de metodologias mas usadas
Fuente: (Weka, Practica machine learning tools and techniques, 2015)
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3.5.1 Metodologia Semma

El nombre SEMMA es el acronimo a las cinco fases:(Sample, Explore, Modify,
Model, Assess), esta es una metodologia es propuesta por SAS Institute Inc, y lo
definen como: proceso de seleccion, exploracibn y modelamiento de grandes
cantidades de datos para descubrir patrones de negocios desconocidos. (Wikipedia,

2015). En la Figura 14 se muestran sus fases.

Datos de entrada, Transformacién de variables, Evaluacion,
Muestreo, Filtrar valores extremos (anémalos), Puntuacién,
Particion de datos Agrupacién, Reporte

SOM / Kohonen
Explorar distribuciones,

Visualizar, Regresiones,
Entender, Arboles de Decision,
Asociar, Redes Neuronales,

Seleccidn de variables Induccidn de reglas

Figura 14. Fases de la metodologia
Fuente: (Weka, Weka 3 machine learning software in java, 2017)

e Muestreo (Sample): Extraccion de una muestra representativa, en la primera
fase de la metodologia, se realiza la extraccion de un conjunto de datos
(poblacion maestral) sobre la que se va a llevar a cabo el analisis, en esta
metodologia, para cada una de las muestras escogidas se debe asociar un
determinado nivel de confianza. (Lizarraga, 2015).

e Exploracion (Explore): En esta fase, se realiza un analisis de los datos
extraidos en la muestra, para lo cual se propone el uso de herramientas de

visualizacion o de diferentes técnicas estadisticas para la exploracion de la
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informacion seleccionada, que contribuyan a poner de manifiesto relaciones
entre variables. (Lizarraga, 2015).

e Modifica (Modify): Modificacion de los datos, en esta tercera fase de la
metodologia, involucra la transformacién de los datos que van a ser ingresados
al modelo para que tengan el formato adecuado, mejorando la definicion de los
mismos. (Lizarraga, 2015).

e Modela (Model): Se procede a modelar el conjunto de datos, permitiendo al
software realizar una busqueda completa de combinaciones de datos que
ayudaran a predecir los resultados esperados de manera confiable, el objetivo de
esta fase es establecer una relacion entre las variables objeto del estudio y las
variables explicativas, de manera tal que posibiliten inferir el valor de las mismas
con un nivel de confianza determinado. (Lizarraga, 2015).

e Evallia (Assess): Esta fase consiste en la valoracion de los resultados mediante
el analisis de bondad del modelo o modelos, contrastado con otros métodos
estadisticos o con nuevas poblaciones muéstrales y entregando un reporte de lo
gue pudo encontrar con los resultados obtenidos de todos los analisis que puedo

hacer. (Rodriguez Montequin & Alvarez Cabal, 2014).

3.5.2 Proceso de extraccion de conocimiento (KDD)

Es un proceso iterativo que exhaustivamente explora volimenes muy
grandes de datos para determinar relaciones, es un proceso que extrae informacion

de calidad que puede usarse para dibujar conclusiones basadas en relaciones o



modelos dentro de los datos. (Webmining, 2014). Se compone de cinco fases como

lo muestra la Figura 15.

Interpretacion
Transformacion Evaluacion Know\edge
Preprocesamiento Transformacion
y limpieza de datos
59'9“’0“ Datos Procesa | '@’ D|:|2
Objetivo

miento
de s Patrones
.&"

Figura 15. Fases del KDD
Fuente: (Weka, Weka 3 machine learning software in java, 2017)

1. Seleccidn de datos. En esta etapa se determinan las fuentes de datos y
el tipo de informacion a utilizar, es la etapa donde los datos relevantes
para el andlisis son extraidos desde la o las fuentes de datos.
(Webmining, 2014).

2. Pre procesamiento. Esta etapa consiste en la preparacion y limpieza de
los datos extraidos desde las distintas fuentes de datos en una forma
manejable, necesaria para las fases posteriores. (Webmining, 2014).

3. Transformacion. Consiste en el tratamiento preliminar de los datos,
transformacion y generacion de nuevas variables a partir de las ya
existentes con una estructura de datos adecuada, aqui se realizan
operaciones de agregacion o normalizacién, consolidando los datos de

una forma necesaria para la fase siguiente. (Webmining, 2014).

43
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4. Data Mining. Es la fase de modelamiento propiamente tal, en donde
métodos inteligentes son aplicados con el objetivo de extraer patrones
previamente desconocidos, validos, nuevos, potencialmente utiles y
comprensibles y que estdn contenidos u ocultos en los datos.
(Webmining, 2014).
5. Interpretacion y Evaluacion. Se identifican los patrones obtenidos y
gue son realmente interesantes, basandose en algunas medidas y se

realiza una evaluacion de los resultados obtenidos. (Webmining, 2014).

3.5.3 Metodologia CRISP-DM

Proporciona una descripcion normalizada del ciclo de vida de un proyecto
estandar de andlisis de datos, de forma analoga a como se hace en la ingenieria del
software, en este contexto tiene en cuenta la existencia de un cliente que no es parte
del equipo de desarrollo, asi como el hecho de que el proyecto no termina una vez se
halla el modelo idéneo (se requiere un despliegue y mantenimiento), sino que esta
relacionado con otros proyectos, y es preciso documentarlo de forma exhaustiva para
gue otros equipos de desarrollo utilicen el conocimiento adquirido y trabajen a partir de

éel. (Vilena Roman, 2016). Como se muestra en la Figura 16.



45

Business Data
Understanding Understanding
Data
Preparation
Dats m

e |

Figura 16. Metodologia CRISP-DM
Fuente: (Villena Roman, 2016)

A continuacion se describen los pasos de la metodologia el cual servird de referencia

para el desarrollo de este proyecto de titulacion.

a) Comprension del negocio.

La primera fase es la fase de comprension del negocio o problema, es
probablemente la mas importante y aglutina las tareas de comprension de los
objetivos y requisitos del proyecto desde una perspectiva empresarial, con el fin
de convertirlos en objetivos técnicos y en un plan de proyecto DM sin lograr
comprender dichos objetivos, ningun algoritmo por muy sofisticado que sea,

permitira obtener resultados fiables. (Oldemar, 2015).
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Figura 17. Fase Comprension del negocio
Fuente: (Rodriguez, 2014)

1. Determinar objetivos del negocio.

Esta es la primera tarea a desarrollar y tiene como metas, determinar cuél es
el problema que se desea resolver, por qué es necesario utilizar Data Mining y
especificar los criterios de éxito, los problemas pueden ser diversos como por
ejemplo, detectar fraude en el uso de tarjetas de crédito, deteccion de intentos de
ingreso indebido a un sistema, asegurar el éxito de una determinada campafna

publicitaria, etc. (Oldemar, 2015).
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2. Valoracién de la situacion.

En esta tarea se debe calificar el estado de la situacion antes de iniciar el
proceso de DM, considerando aspectos tales como ¢cual es el conocimiento
previo disponible acerca del problema?, ¢se cuenta con la cantidad de datos
requerida para resolver el problema?, ¢cudl es la relacién coste beneficio de la
aplicacion de DM?, entre otras cosas, esta fase define los requisitos del
problema, tanto en términos de negocio como en términos de Data Mining.

(Oldemar, 2015).

3. Determinar los objetivos de la mineria de datos.

Esta tarea tiene como objetivo representar los objetivos del negocio en
términos de las metas del proyecto de DM, como por ejemplo, si el objetivo del
negocio es el desarrollo de una campafia publicitaria para incrementar la
asignacion de créditos hipotecarios, la meta de DM sera por ejemplo, determinar
el perfil de los clientes respecto de su capacidad de endeudamiento. (Oldemar,

2015).

4. Realizar el plan del proyecto.

Finalmente esta Ultima tarea de la primera fase de CRISP-DM, tiene como
fin desarrollar un plan para el proyecto, que describa los pasos a seguir y las

técnicas que se emplearan en cada paso. (Oldemar, 2015).
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b) Comprension de los datos.

Esta fase de comprension de los datos, comprende la recoleccién inicial de
datos, con el objetivo de establecer un primer contacto con el problema,
familiarizandose con ellos, identificar su calidad y establecer las relaciones mas
evidentes que permitan definir las primeras hipétesis esta fase junto a las préximas
dos fases, son las que demandan el mayor esfuerzo y tiempo en un proyecto de DM,
por lo general si la organizacién cuenta con una base de datos corporativa, es
deseable crear una nueva base de datos ad-hoc al proyecto de DM, pues durante el
desarrollo del proyecto, es posible que se generen frecuentes y abundantes accesos
a la base de datos a objeto de realizar consultas y probablemente modificaciones, lo
cual podria generar muchos problemas. (Oldemar, 2015). La fase tiene cuatro tareas

gue se muestran en la Figura 18.
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Figura 18. Fase comprension de los datos

1. Recolectar los datos.

Fuente: (Rodriguez, 2014)
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La primera tarea en esta segunda fase del proceso de CRISP DM, es la

recoleccion de los datos iniciales y su adecuacion para el futuro procesamiento,

como se dice a continuacion, esta tarea tiene como objetivo, elaborar informes

con una lista de los datos adquiridos, su localizacidn, las técnicas utilizadas en su

recolecciéon y los problemas y soluciones inherentes a este proceso. (Oldemar,

2015).
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2. Descripcion de datos.

Después de adquiridos los datos iniciales, estos deben ser descritos, este
proceso involucra establecer volimenes de datos (nimero de registros y campos
por registro), su identificacién, el significado de cada campo y la descripcién del

formato inicial. (Oldemar, 2015).

3. Exploracion de datos.

A continuacién, se procede a su exploracion, cuyo fin es encontrar una
estructura general para los datos, esto involucra la aplicacién de pruebas
estadisticas béasicas, que revelen propiedades en los datos recién adquiridos, se
crean tablas de frecuencia y se construyen gréaficos de distribucion, la salida de

esta tarea es un informe de exploracion de los datos. (Oldemar, 2015).

4. Verificar la calidad de datos.

En esta tarea, se efectlan verificaciones sobre los datos, para determinar la
consistencia de los valores individuales de los campos, la cantidad y distribucién
de los valores nulos, y para encontrar valores fuera de rango, los cuales pueden
constituirse en ruido para el proceso. La idea en este punto, es asegurar la
completitud y correccién de los datos. (Oldemar, 2015).

c) Fase preparacion de datos

En esta fase y al finalizar la recoleccién inicial de datos, se procede a su

preparacion para adaptarlos a las técnicas de Data Mining que se utilicen
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posteriormente, tales como técnicas de visualizacion de datos, de busqueda de
relaciones entre variables u otras medidas para exploracion de los datos, la
preparacion de datos incluye las tareas generales de seleccion de datos a los que
se va a aplicar una determinada técnica de modelado, limpieza de datos, generaciéon
de variables adicionales, integracién de diferentes origenes de datos y cambios de
formato. (Oldemar, 2015). Las cinco tareas que contiene esta fase se muestran en la

Figura 19.
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En esta etapa, se selecciona un subconjunto de los datos adquiridos en la

fase anterior, apoyandose en criterios previamente establecidos en las fases

anteriores: calidad de los datos en cuanto a completitud y correccién de los datos
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y limitaciones en el volumen o en los tipos de datos que estan relacionadas con

las técnicas de DM seleccionadas. (Oldemar, 2015).

Limpiar los datos.

Esta complementa a la anterior, y es una de las que mas esfuerzo y tiempo
conlleva debido a que existe una gran diversidad de técnicas orientadas a
optimizar la calidad de los datos, tomando en cuenta que queden listos para la
fase posterior, entre las técnicas que encontramos podemos mencionar las
siguientes: descretizacién de los campos numéricos, normalizacion de los datos,
tratamiento de valores ausentes o faltantes, reduccion de la cantidad de los

datos, entre otros. (Oldemar, 2015).

Estructurar los datos.

Esta fase incluye operaciones de la fase anterior como: generacién de nuevos
atributos a partir de los ya existentes, integracién de los nuevos o transformacion

de valores para los existentes. (Oldemar, 2015).

Integrar los datos.

Esta tarea involucra las siguientes sub tareas: generacién de nuevos campos
a partir de otros existentes, creacién de nuevos registros, fusion de tablas campo
0 nuevas tablas, en las cuales se resumen caracteristicas de multiples campos o

registros en nuevas tablas resumen. (Oldemar, 2015).



54

5. Formatear de los datos.

El objetivo de esta tarea es la realizacion de transformaciones a nivel
sintactico de los datos tomando en cuenta que no se debe modificar su
significado, ya que debe permitir la aplicacion de cualquier técnica de mineria de
datos como: ajuste de valores (eliminar tabuladores, comas, caracteres
especiales, maximos y minimos para las cadenas de caracteres, reordenacion de

campos, etc.). (Oldemar, 2015).

d) Modelado

En esta fase de CRISP-DM, se seleccionan las técnicas de modelado mas
apropiadas para el proyecto de Data Mining especifico, las técnicas a utilizar en esta
fase se eligen en funcion de los siguientes criterios: ser apropiada al problema,
disponer de datos adecuados, cumplir los requisitos del problema, tiempo adecuado
para obtener un modelo, conocimiento de la técnica, previamente al modelado de
los datos, se debe determinar un método de evaluacion de los modelos que permita
establecer el grado de bondad de ellos. (Oldemar, 2015). Las cuatro tareas que

tiene esta fase son los presentados en la Figura 20.
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Figura 20. Fase modelado

Fuente: (Rodriguez, 2014)

1. Seleccidon de técnica de modelado.

Esta tarea consiste en la seleccion de la técnica de DM mas

apropiada al

tipo de problema a resolver, para esta seleccién, se debe considerar el objetivo

principal del proyecto y la relacion con las herramientas de DM existentes, por

ejemplo, si el problema es de clasificacion, se podra elegir de entre arboles de

decision, k-nearest neighbour o razonamiento basado en casos, si el problema

es de prediccion, analisis de regresion, redes neuronales; o si el problema es de

segmentacion,

(Oldemar, 2015).

redes neuronales,

técnicas de visualizacion, entre otras.
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2. Generacién el plan de prueba.

Una vez construido un modelo, se debe generar un procedimiento destinado
a probar la calidad y validez del mismo, por ejemplo, en una tarea supervisada
de DM como la clasificacion, es comun usar la razon de error como medida de la
calidad, entonces, tipicamente se separan los datos en dos conjuntos, uno de
entrenamiento y otro de prueba, para luego construir el modelo basado en el
conjunto de entrenamiento y medir la calidad del modelo generado con el

conjunto de prueba. (Oldemar, 2015).

3. Construir modelo.

Después de seleccionar la técnica, se ejecuta sobre los datos previamente
preparados para generar uno o mas modelos, todas las técnicas de modelado
tienen un conjunto de pardmetros que determinan las caracteristicas del modelo
a generar, la seleccién de los mejores parametros es un proceso iterativo y se
basa exclusivamente en los resultados generados, estos deben ser interpretados
y su rendimiento justificado. (Oldemar, 2015).

4. Evaluar modelo.

En esta tarea, los ingenieros de DM interpretan los modelos de acuerdo al
conocimiento preexistente del dominio y los criterios de éxito preestablecidos,
expertos en el dominio del problema juzgan los modelos dentro del contexto del
dominio y expertos en Data Mining aplican sus propios criterios (seguridad del

conjunto de prueba, pérdida o ganancia de tablas, entre otras). (Oldemar, 2015)..
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e) Evaluacién
En esta fase se va a evalla el modelo, teniendo en cuenta el cumplimiento de
los criterios de éxito establecidos, debe considerarse ademas, que la fiabilidad
calculada para el modelo se aplica solamente para los datos sobre los que se realizd
el andlisis, es preciso examinar el proceso, teniendo en cuenta los resultados
adquiridos, para poder repetir algin paso anterior, en el que se haya
eventualmente cometido algun error, considerar que se pueden utilizar multiples
herramientas para la definicién de los resultados. (Oldemar, 2015). Las tres tareas

con las que cuenta se muestran en la Figura 21.
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Figura 21. Fase Evaluacion
Fuente: (Rodriguez, 2014)

1. Evaluacion de resultados.
En los pasos de evaluacidn anteriores, se trataron factores tales como la

precision y generalizacion del modelo generado, esta tarea involucra la
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evaluacion del modelo en proporcién a los objetivos del negocio y se busca
determinar si hay alguna razén de negocio para la cual, el modelo sea deficiente,
0 si es aconsejable probar el modelo, en un problema real con datos reales si el
tiempo y restricciones lo permiten. (Oldemar, 2015).

Revision el proceso.
En esta parte del proceso de revision, se refiere a calificar al proceso entero
de DM, a objeto de identificar elementos que pudieran ser mejorados o pudieran

tener algun problema. (Oldemar, 2015).

Determinacion de proximos pasos.

Si se ha definitivo que las fases hasta este momento han generado resultados
satisfactorios, podria continuar a la fase siguiente, en caso contrario podria
decidirse por otra iteracién desde la fase de preparacién de datos o de
modelacién con otros parametros, podria ser incluso que en esta fase se

concluya partir desde cero con un nuevo proyecto de DM. (Oldemar, 2015).

Implantacion
El objetivo de esta tarea es la realizacion de transformaciones a nivel sintactico
de los datos tomando en cuenta que no se debe modificar su significado, ya que

debe permitir la aplicacion de cualquier técnica de mineria de datos como: ajuste
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de valores (eliminar tabuladores, comas, caracteres especiales, maximos y

minimos para las cadenas de caracteres, reordenacion de campos, etc.).

(Oldemar, 2015). Las tareas con la que cuenta esta fase se muestran en la

Figura 22.
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Figura 22. Fase Implantacion
Fuente: (Rodriguez, 2014)

1. Plan de laimplementacién.

En esta tarea se toma los resultados de la evaluacién realizada y se

procede a elaborar una estrategia para su implementacion en el caso de que se

haya planeado un modo general para crear el modelo, este debe ser
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documentado para su aplicacion y tomar las medidas para uso por terceros.
(Oldemar, 2015).

Planeacion de la supervision y mantenimiento.

En esta tarea es aconsejable preparar las diferentes estrategias de
monitorizacion y mantenimiento para su posterior aplicacion en los modelos en
este punto la retroalimentacion generada por esta tarea puede mostrar si dicho

modelo se lo esta utilizando adecuadamente. (Oldemar, 2015)..

Informe final y revisién de proyecto.

Estas son las ultimas tareas de esta metodologia, por ende dependiendo
del plan de implementacion elaborado y aplicado, este solo debe contener un
resumen de aquellos puntos importantes del proyecto, también se debe
considerar realizar una presentacion final que muestre toda la experiencia
lograda o indique los resultados logrados, finalmente, en la revision del proyecto
se lleva a cabo una evaluacién total para encontrar que fue lo correcto e
incorrecto que se realizé, y también determinar lo que se requiere mejorar.

(Oldemar, 2015).
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CAPITULO 4

DESARROLLO

4.1. Arquitectura de mineria de datos stream

1. Broker de
Mensajeria

) ) — 3. Procesamiento
2. Persistencia de Eventos

—

4. Visualizador

Figura 23. Arquitectura de mineria datos stream

Bréker de mensajeria: Utilizado para centralizar la recepcion de informacion sobre los

eventos que se produzcan, Ejemplo Apache Kafka.

Persistencia: Mantener los datos para un analisis histérico posterior después de

recibirlos y analizarlos en streams. Herramienta: PostgreSQL

Procesamiento de Eventos: Sistema de procesamiento de eventos en stream, capaz
de definir los “caminos” y “transformaciones” que sufren los eventos para poder extraer

datos de interés para la organizacién. Herramienta: Orange
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Visualizador: Se convierte en una herramienta poderosa para el Sistema de andlisis e
interpretacion de datos grandes y complejos, volviéndose un medio eficiente en la

transmision de conceptos en un formato universal. Herramienta: Orange.

El bréker de mensajeria captura los datos streams provenientes de los sensores y los
envia a una base de datos, el procesador de eventos captura los datos registrados en la
base de datos y los analiza cada 0.001 seg., con las técnicas de mineria de datos

seleccionados para luego ser presentados en dashboards interactivos.

En este proyecto los datos ya se encuentran almacenados en la base de datos y por

consiguiente se va a proceder a analizarlos en forma de streams.

Disefio del procesamiento de datos con Orange

B AE
% 5
8| DataTable 2 Line Chart
.E
2 .
& .
S| Yy 2 5 {
2 & % <5 1
SQLTable |& = TENTR £
L Table jo& 9 »F o e ScatterPlot_Cor
o ° SC_Var_Corr = SF DT_Kmeans
A @O
{ | +—
: | i o
@ © Correlations Data 3
- L XY «® W
2 - o B
Time Slice o B o'’ s o
) o S a 23
o x & Tm o5
o W 2 a8 k-Means £ 2 WSaatterPlot_Kmeans
EY Data Sampler g (%3 @B a E ~ =
I ; :] St £ %
& EY 5 8 S0
T SC_Var_Kmeans { % o > J
g ©
5 @ Select Rows
& =
s-v00 Preprocess 18
of
o u8
bi) va
O | Association Rules g
~ .7}
{ T/ ]
Edit Domain DataTablePreprocess

Figura 24. Diseio en Orange



63

& Time Slice

Time Slice

— a

A

[2018-03.08 02:39:15.520 +| - [2013-03-08 D2:39:15.520 |

Step / Play Through
Loop playback
Stepping overlaps by:

Sihouette Scores

3 0918
4 0.899
5 0.769
6 0751
7 0748
8 0740

all but one (= shift by one sider valug) -
Playback delay (msec): 1000 ]
= . =
® B - o

Fifter ...

1 -0.878 hurmidity, temperature
2 +0.827 temperature, uy_factor
3 -0801 brightness, temperature
4 0783 humnidity, uv_factor

5 +0781 brightness, humidity

6 0683 brightness, uv_factar

7 0213 air_quality, hurnidity

g +0147 air_quality, temperature
g +0.088 air_quality, brightness
10 +0.008 air_quality, uv_factor

I/ Line Chart

1y

1000

Thursday, Mar 8, 18:43:43
temperature: 16.40
humidity: 56.60

® brightness: 797 .00

® uv_factor: 1.00
air_quality: 46.00

03:00 06:00 09:00 12:00 15:00 18:00 21:00 9. Mar

il

Figura 25. Procesamiento de datos stream

4.2. Comprension del negocio

La comprension del negocio es la primera fase de la metodologia de mineria de

datos CRISP-DM, la cual se desarrolla realizando una serie de tareas esenciales para

definir el marco en que se elaborara la mineria estableciendo metas y objetivos que le

permitan a la empresa trascender, dichas tareas se describen a continuacion.

4.2.1. Objetivos de negocio

Desde el enfoque de la mineria de datos tenemos como criterio de éxito la

probabilidad de identificar patrones de comportamiento que ayuden a mejorar el cultivo
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de las rosas bajo invernadero, y como segundo criterio de éxito del negocio se tiene la

probabilidad de elaborar una propuesta de mejoramiento para dichas instalaciones.

4.2.2. Situacién Actual

Los recursos disponibles con los que se dispone para el desarrollo del proyecto

puede sub dividirse en los siguientes que se detallan a continuacion:

Personal: en este punto podemos decir que el proyecto es viable operativamente
debido a que se encuentra conformado por dos alumnos, los sefiores Jami Ferndndez
Jhonny Alonso y Machangara Quilca Kléver Geovany, mismos que presentan las

capacidades y destrezas necesarias para llevar a cabo esta investigacion.

Datos: EI Campus IASA | de la Universidad de las Fuerzas Armadas — ESPE y
en especifico el area de Floricultura a cargo de la Dra. Elizabeth Urbano dispone de un
invernadero que ya tiene implementada una red WSN (Wireless Sensor Network) la
cual genera datos streams de: temperatura, humedad relativa, luminosidad, factor UV,
calidad de aire, mismos que han sido almacenados en un archivo “datos_sensores.csv”
para su tratamiento y que son necesarios para poder cumplir con los objetivos

planteados de esta investigacion.

Recursos Hardware y Software: Este proyecto es viable técnicamente debido a
gue los recursos de Tl para el desarrollo de esta investigacion estan a disposicion del

grupo de proyecto, tal como se puede evidenciar en la siguiente Tabla 4:
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Tabla 4
Factibilidad Técnica
Herramienta Licencia
SOFTWARE ORANGE 3.18.0 GPL
PostgreSQL GPL
Apache Kafka GPL
HARDWARE Lenovo core i7 NA

Sony VAIO core i3 NA

VPCEA45FL

e Recursos, supuestos y restricciones
Requisitos
- Disponer de la autorizacion emitida por la Dra. Elizabeth Urbano
encargada del invernadero en el IASA I.
- Disponer de una amplia informacion para la aplicacion de este tipo
de mineria de datos.
- Contar con las tutorias de expertos en el area para llevar a cabo un

correcto tratamiento de la informacion.

Restricciones
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- Los datos para el desarrollo de esta investigacion se limitan a la

informacion registrada y almacenada dentro del invernadero por la
red WSN (Wireless Sensor Network).

4.2.3. Objetivos de la Mineria de Datos

Los objetivos en términos de mineria de datos son:

e Refinar, normalizar o discretizar los datos recopilados y prepararlos para
el andlisis.

¢ |dentificar la existencia de relaciones, correlaciones entre los factores
abidticos a investigar.

e Identificar mediante agrupamiento (clustering) las condiciones con las
gue el invernadero funcionaba.

¢ Presentar mediante dashboards los resultados obtenidos.

4.2.4. Generacion del proyecto

Ver Anexo 1: Cronograma del proyecto.

4.3. Comprensién de los datos

En esta fase el objetivo principal es recolectar los datos, identificar la calidad de los
mismos con los cuales se podran establecer las primeras hipotesis que seran validadas
posteriormente con el andlisis, cabe recalcar que esto nos ayudara a evitar problemas

en la fase de preparacion de los datos.

4.3.1. Recolectar los Datos
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Los datos han sido recolectados a través de una WSN (Wireless Sensor
Network) ya implementada dentro del invernadero por la Dra. Elizabeth Urbano
encargada de la floricultura en el IASA | e Ingeniero Paul Diaz Director del

Departamento de Ciencias de la Computacion.

1. La recoleccién de datos se realizé a través de Apache Kafka, mismos que
posteriormente fueron almacenados en una bases datos.

2. Toda esta informacion que se obtuvo fue exportada a un archivo de formato
CSV.

3. Este archivo csv contiene los datos capturados por el: Sensor Temperatura y
Humedad, Sensor de Luminosidad, Sensor de indice Ultravioleta, Sensor de
Calidad de Aire.

4. Los datos obtenidos pertenecen al periodo Febrero 2018 — Junio 2018.

4.3.2. Descripcién de los datos
En la Tabla 5 que se presenta a continuacion se detallan los atributos para la

tabla Datos_Sensores.
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Tabla 5

Variables de la tabla Datos_Sensores

TABLA DESCRIPCION N° REGISTROS
Datos Sensores Esta tabla contiene los 25962

CAMPO

Temperatura

Humedad

Luminosidad

Factor UV

Calidad Aire

datos capturados por los

sensores mencionados

anteriormente.

DESCRIPCION

Rango de medicion de temperatura: -40°C a 80 °C
Precision de medicion de temperatura: <+0.5 °C
Rango de medicién de humedad: De 0 a 100% RH
Precision de medicion de humedad: 2% RH

Rango de medicién de luminosidad: 0 “muy claro” a
1024 “muy obscuro”

Rango de medicién indice Factor UV: 0 a 10.
Deteccion de partes por millén: 10ppm~1000ppm.
Concentracion detectable: Amoniaco, sulfuro, benceno,

humo.

Nota: los datos capturados en los campos de luminosidad, Factor UV y calidad de aire

presentan valores muy generales, es decir, no son los mas adecuados o estan en las
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unidades de medida requeridas por el experto de la agrébnoma, pero que desde otro
contexto o perspectiva resultan ser muy Utiles para esta investigacion.

4.3.3. Exploracién de los Datos.
A continuacion se realizé el andlisis estadistico de los datos descritos en el
apartado anterior para revelar las caracteristicas tales como: fecha y periodos de

tiempo de captura de los datos, rangos maximos y minimos, etc.

January

December February

November March

September

August June

July

Figura 26. Porcentaje de datos por Mes

En la Figura se observa que los datos pertenecen al periodo Febrero 2018 —
Junio 2018, de los cuales el 0,82 % corresponden al mes de Febrero, el 37.29 % al mes
de Marzo, el 22,80 % al mes de Abril, el 23,09 % al mes de Mayo y el 15,20 % al mes

de Junio respectivamente.

4.3.4. Verificacion de los datos
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Para realizacion de esta tarea se utilizaron consultas SQL para verificar los
campos que toman parte en los analisis, mismos en los que no se encontraron datos
nulos o basura en los campos de temperatura, humedad relativa, luminosidad, factor

UV y calidad del aire.

4.4. Preparacioén de los datos

4.4.1. Selecciéon de los datos

En este punto y para cumplir con los objetivos propuestos con respecto al
descubrimiento de conocimiento en datos stream, se propuso seleccionar aquellos
registros completos de un dia, una semana y un mes por medio del campo datetime de

la base de datos.

4.4.2. Limpieza de los datos

La limpieza de datos no fue necesaria debido a que en el apartado “Verificacion
de los datos” se evidencio que no existen datos nulos o basura en los valores de cada

uno de los campos.

e Transformacion de Datos: Este método se utilizd para normalizar la
base de datos debido a que si las variables de aglomeracion estan en
escalas muy diferentes sera necesario estandarizar previamente estas o

trabajar con desviaciones con respecto a la media.
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Estructura de los datos e Integracion de los datos.

Para este caso no fue necesario que se aplique este tipo de medidas debido a que

Apache Kafka unificaba los datos generados por los sensores en un solo registro y los

almacenaba en una base de datos

4.5. Modelado

a)

b)

Escoqger la técnica de modelado

Se utilizé la herramienta Orange para generar los modelos de mineria de datos,
para lo cual se usaron las técnicas de mineria de datos no supervisados, que
ofrece esta herramienta, las cuales van acorde a los objetivos de la mineria de
datos, porque los datos que se tienen estan sin etiquetar ni ordenar de ninguna
manera y el objetivo de estas técnicas no es predecir nuevos datos sino describir

los existentes.

De las técnicas no supervisadas se utilizaron Clustering, Reglas de asociacion y
correlaciones porque son técnicas descriptivas que generan conocimiento a
partir de no conocer el resultado de las caracteristicas presentadas en los

registros.

Generar el plan de prueba

Para verificar si la descripcion presentada por parte de los métodos de mineria

no supervisados es la mas correcta para los datos analizados, se los realizara
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por medio de la aplicacién Orange la cual nos provee de varios valores para
seleccionar la solucion mas adecuada.

Validacion de reglas de asociacién
Para la generacion de Reglas de asociacion a continuacion se muestran todas
las medidas que se especifican en la generacion de este método junto con los
algoritmos que la calculan debido a que dependiendo del algoritmo que se utilice
para las reglas de asociacion, las medidas son distintas.

e Soporte: Calculada y presentada por el Algoritmo Apriori.

e Confianza: Calculada y presentada por el Algoritmo Apriori.

e Medida Predictiva: Calculada y presentada por el Algoritmo

PredictiveApriori.

e Mejora (Lift): Calculada y presentada por el Algoritmo Apriori.
En el procedimiento de seleccion de las Reglas de asociacion para este proyecto
no solo incluye las medidas mas relevantes de confianza de cada regla (como
son el soporte y la confianza) sino unos criterios que hacen que las reglas sean

de utilidad para analizar los resultados obtenidos.

Cada regla de asociacion fue revisada con el fin de no encontrar los siguientes
problemas:
e Reglas Redundantes: Son reglas que contienen 2 o mas atributos

antecedentes similares o que tienden a una deduccion légica simple. Por
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ejemplo una regla que tenga atributos antecedentes como: “Horas” y
“Minutos”.

e Reglas Innecesarias: Son las reglas que no cumplen el objetivo de este
proyecto ya que contienen consecuentes diferentes, por ejemplo dos
variables con correlacién negativa fuerte Temperatura Humedad.

e Medida de Mejora (lift): Si el resultado es mayor e igual a uno, la regla
sirve, de lo contrario la regla se descarta. Esta medida es exclusiva para el
algoritmo A priori.

e Reglas con una confianza baja: Son reglas que contienen la medida
probabilistica de confianza por debajo del 0.65.

Validacion de Clustering

Para validar el Clustering, existen algunos tipos de validacion. La validacién
externa y la validacién interna son las dos categorias mas importantes para la
validacion de clustering. La principal diferencia es si se usa o no informacion
externa para la validacion, es decir, informacion que no es producto de la técnica
de agrupacién utilizada, por ejemplo saber que se establecen dos condiciones
ambientales en las plantaciones, dia y noche.

A diferencia de técnicas de validacion externas, las de validacion interna miden
el clustering Unicamente basadas en informacion de los datos. Evalian que tan
buena es la estructura del clustering sin necesidad de informacién ajena al propio

algoritmo y su resultado.
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Como la validacion externa mide la calidad del agrupamiento conociendo
informacion externa de antemano, es principalmente usada para escoger un
algoritmo de clustering 6ptimo sobre un data set especifico.

e Las métricas de validacion interna pueden usarse para escoger el mejor
algoritmo de clustering, asi como el nimero de clister éptimo sin ningun
tipo de informacién adicional.

e En la practica, la informacion externa, como los labels de las clases, por
lo general no se encuentra disponible en muchos escenarios de
aplicacion.

Como el objetivo del clustering es agrupar objetos similares en el mismo cluster y
objetos diferentes ubicarlos en diferentes cluster, las métricas de validacién
interna estan basadas usualmente en los dos siguientes criterios:

e Cohesion: El miembro de cada cluster debe ser lo méas cercano posible a
los otros miembros del mismo claster.

e Separacidn: Los cluster deben estar ampliamente separados entre ellos.
Existen varios enfoques para medir esta distancia entre cluster: distancia
entre el miembro mas cercano, distancia entre los miembros mas
distantes o la distancia entre los centroides. (Ledn Guzman, 2015)

Validacion de correlaciones
Para validar las Correlaciones Pearson, se debe examinar la fuerza y la direccién

de la relacion lineal entre dos variables continuas.
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Fuerza
El valor del coeficiente de correlacion puede variar de -1 a +1. Mientras mayor
sea el valor absoluto del coeficiente, mas fuerte sera la relacion entre las

variables.

Para la correlacion de Pearson, un valor absoluto de 1 indica una relacion lineal
perfecta. Una correlacion cercana a 0 indica que no existe relacion lineal entre
las variables.

Direccion

El signo del coeficiente indica la direccion de la relacion. Si ambas variables
tienden a aumentar o disminuir a la vez, el coeficiente es positivo y la linea que
representa la correlacion forma una pendiente hacia arriba. Si una variable tiende
a incrementarse mientras la otra disminuye, el coeficiente es negativo y la linea
que representa la correlacion forma una pendiente hacia abajo. (Minitab,

Interpretacion de los resultados clave, 2012).

Las siguientes gréaficas muestran datos con valores especificos del coeficiente de
correlaciéon para ilustrar diferentes patrones en la fuerza y la direccion de las

relaciones entre las variables.
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Figura 27. Ninguna relacion: Pearsonr =0
Fuente: (Minitab, Interpretacion de resultados para correlacion, 2014)

Los puntos se ubican de forma aleatoria en la grafica, lo que significa que no

existe relacion lineal entre las variables.

Figura 28. Relacion positiva moderada: Pearson r = 0.476
Fuente: (Minitab, Interpretacion de resultados para correlacion, 2014)

Algunos puntos estan cerca de la linea, pero otros puntos estan lejos de ella, lo

gue indica que solo existe una relacion lineal moderada entre las variables.
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Figura 29. Relacion positiva grande: Pearson r = 0.93
Fuente: (Minitab, Interpretacion de resultados para correlacion, 2014)

Los puntos se ubican cerca de la linea, lo que indica que existe una relacién
lineal fuerte entre las variables. La relacién es positiva porque a medida que una
variable aumenta, la otra variable también aumenta. (Minitab, Interpretacion de

los resultados clave, 2012)..

Figura 30. Relacion negativa grande: Pearson r = —0.96
Fuente: (Minitab, Interpretacion de resultados para correlacion, 2014)

Los puntos se ubican cerca de la linea, lo que indica que existe una relacién
negativa fuerte entre las variables. La relacion es negativa porque a medida que

una variable aumenta, la otra variable disminuye.

Considere los siguientes puntos cuando interprete el coeficiente de correlacion:
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e Nunca se debe concluir que los cambios en una variable causan cambios
en otra basandose solamente en la correlacion. Solo los experimentos
controlados adecuadamente permiten determinar si una relacién es
causal.

e El coeficiente de correlacion de Pearson es muy sensible a valores de
datos extremos. Un solo valor que sea muy diferente de los otros valores
en un conjunto de datos puede cambiar considerablemente el valor del
coeficiente. Usted debe tratar de identificar la causa de cualquier valor
extremo. Corrija cualquier error de entrada de datos o de medicion.
Considere eliminar los valores de datos que estén asociados con eventos

anormales y Unicos (causas especiales). Luego, repita el andlisis.

e Un coeficiente de correlacion de Pearson bajo no significa que no exista
relacion entre las variables. Las variables pueden tener una relacién no
lineal. Para verificar graficamente relaciones no lineales, cree una Grafica
de dispersion o utilice Grafica de linea ajustada. (Minitab, Interpretacion de

los resultados clave, 2012).

c) Construir el modelo
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Disefio en Orange para evaluar Kmeans
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Figura 31. Disefio para evaluar Kmeans

Disefio en Orange para evaluar Correlaciones
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Disefio en Orange para evaluar Asociaciones
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Figura 33. Disefio para evaluar Asociaciones

d) Evaluar el modelo

Se procesa los datos para ser evaluados por las técnicas de mineria de datos

Datos evaluados por Kmeans en un dia.

Como se puede observar la herramienta Orange nos provee de calculos
estadisticos indicAndonos cual seria el mejor clister para asignar a K y observar
resultados relevantes, como se puede ver la siguiente figura, estos puntajes varian de -

1 a 1 donde un valor alto indica que la configuracion del agrupamiento es apropiada, la
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silueta (Silhouette Scorres) contrasta la distancia promedio a los elementos del mismo

con la distancia promedio a los elementos de otros grupos.

Silhouette Scores
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Datos evaluados por Kmeans en una semana

Se puede observar que el mejor valor de agrupamiento para la semana es 3

clister con un puntaje 0.618.

Silhouette Scores
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Datos evaluados por Kmeans en un mes

Se puede observar que el mejor valor de agrupamiento para el mes es 3 cluster

con un puntaje 0.576.

Silhouette Scores
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Figura 38. Kmeans por Mes
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Figura 39. Kmeans por Mes K=3
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Técnica de Correlacién.

Valores con correlacion.

A continuacion se puede observar los coeficientes de correlacion entre las
variables continuas humedad, temperatura, luminosidad, Factor UV, calidad de aire, de
los cuales se consider6 los coeficientes mas altos (> + o - 0.7) en relacion en base a lo

explicado en la seccion anterior.

Correlaciones de un dia.

Con respecto al andlisis correlacional efectuado para un dia se puede observar la
existencia de una relacion negativa fuerte entre Humedad y Temperatura con un
coeficiente Pearson r=-0.973, para Luminosidad y Humedad la relacién es positiva
fuerte con un coeficiente Pearson r=+0.809, para Temperatura y Factor UV la relacién
es positiva fuerte con un coeficiente Pearson r=+0.798, para Luminosidad y
Temperatura la relacién es negativa fuerte con un coeficiente Pearson r=-0.756 y del
mismo modo para las variables Humedad y Factor UV la relacién es negativa fuerte con

un coeficiente Pearson r=-0.744.
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1 0873 humidity, temperature
2 +0.809 brightness, humidity

3 +0798 temperature, uv_factor
4 0736 brightness, temperature
5 -0.74 humidity, uv_facter

g -0.380 brightness, uv_factor

7 +0310 air_guality, temperature
g -0.288 air_quality, humidity

g +0a58 air_quality, uv_factor

10 -0.098 air_guality, brightness

Figura 40. Correlacion de un dia

Correlaciones de un semana.

Con respecto al andlisis correlacional efectuado para una semana se puede
observar la existencia de una relacion negativa fuerte entre Humedad y Temperatura
con un coeficiente Pearson r=-0.967, para Luminosidad y Humedad la relacién es
positiva fuerte con un coeficiente Pearson r=+0.794, para Temperatura y Factor UV la
relacion es positiva fuerte con un coeficiente Pearson r=+0.779, para Luminosidad y
Temperatura la relacion es negativa fuerte con un coeficiente Pearson r=-0.766 y del
mismo modo para las variables Humedad y Factor UV la relacién es negativa fuerte con

un coeficiente Pearson r=-0.736.
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1 0987 humidity, termnperature
2 0754 brightness, humidity

3 +0.778 temnperature, uv_factor
4 -0.786 humidity, uv_factor

5 -0.736 brightness, ternperature
g -0.616 brightness, uv_factor

7 +0.348 air_guality, uv_factor

g +0.239 air_guality, termperature
g 0225 air_quality, humidity

1 0128 air_guality, brightness

Figura 41. Correlaciones de una semana

Correlaciones de un mes.

Con respecto al andlisis correlacional efectuado para un mes se puede observar
la existencia de una relaciébn negativa fuerte entre Humedad y Temperatura con un
coeficiente Pearson r=-0.942, para Luminosidad y Humedad la relacion es positiva
fuerte con un coeficiente Pearson r=+0.881, para Temperatura y Factor UV la relacion
es positiva fuerte con un coeficiente Pearson r=+0.825, para Luminosidad y
Temperatura la relacion es negativa fuerte con un coeficiente Pearson r=-0.756 y del
mismo modo para las variables Humedad y Factor UV la relacién es negativa fuerte con

un coeficiente Pearson r=-0.712.



1 0842 humidity, temperature
2 +0.88 temperature, uv_factor
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5 072 brightness, temperature
g -0.613 brightness, uv_factor

7 13'.‘3'33 air_quality, humidity
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9 1:"":'_"'3 air_guality, brightness
1p +0.070 air_quality, uv_factor
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Figura 42. Correlaciones de un mes

Humedad - Temperatura

© zj4afanig 16:27
© 3j4afen1a 16:37

) 314f2018 16:47

O 3/4/2018 16:57

3i4/2018 17:07
© 3j4/2018 17:17
O 34f2018 17:27
@ 3p4f2018 17:37
O 3j4fa018 9:47

3i4[2018 9:57

temperature
R

O other

% 36 @ 42 44 46 48 S0 52 54 S8 s 6 &2 64 6 &8 0 7z 74 76 76 & B 84 86 &8

humidiy

Figura 43. Humidad Temperatura Correlacion de un dia




38
° (]
3% )
o @] © 3/4/2018 5:26
# % ©3/4/20185:36
32 % ©) 3/4/2018 5:46
® g ©34/2018 556
R < ) | [ 3/4/2018 6:06
® y
28 ©3/4/2018 6:16
) 3}4{2018 6:26
= 5 ©3j4/20186:36
» °® [6) ! '
g = (6} ©3/4/2018 6:46
% % 3(7/2018 9:51
# ° [ ] © other
20 ]
18
16
14
12
10
8
30 a0 50 50 70 El %0
humidity
Figura 44. Humedad Temperatura Correlacién de una semana
42
40
5 © 3(15/2018 3:05
©3/15/2018 3:08
36
© 3{15(2018 3:11
3 Q@ © 3/15/2018 3:14
32 3/15/2018 3:117
- ©3/15/2018 3:20
©3j15/2018 3:23
28
@3/15/2018 3:26
% % ©3/15/2018 3:32
§ 2 3(31/2018 9:59
§
» © Other
20
18
16
14
12
10
8
6
20 30 40 50 &0 70 a0 90
humidity

Figura 45. Humedad Temperatura Correlacion de un mes



89

En las figuras 43, 44 y 45 se puede observar la correlacion negatica fuerte que

existe entre temperatura y humedad relativa (mide la cantidad de agua en el aire en
forma de vapor), lo que indica que estas variables son inversamente proporcionales es
decir a medida que aumenta la temperatura la humedad disminuye, por ende las
condiciones Optimas de temperatura que se dieron dentro del invernadero se ubican en
este horario: mafiana (9:30 a 12:00), tarde (16:40 a 18:30), noche y madrugada (18:30
a 8:30), con respecto a la Humedad Relativa las condiciones 6ptimas se encuentran por

la: mafiana (8:00 a 8.30) y tarde (17:00 a 18:30).

Con el andlisis realizado y en relacion a otras zonas floricolas se determind y
corrobor6 que estos 2 factores no siempre van a coincidir o van a ser los mas
adecuados en una determinada hora, lo cual influye en las decisiones que debe tomar

el técnico encargado del manejo del invernadero.

No obstante, también es importante mencionar que no existieron saltos térmicos
sobre los 10 °C, temperaturas mayores a 42 °C o menores a 4°C ya que derivarian en
problemas de produccion o calidad de las rosas, con respecto a la humedad relativa se
evidencié que en horas de la noche y madrugada esta sobrepasaba el 80% lo cual

repercute en la presencia de plagas y enfermedades como: botrytis, cinerea, etc.
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Figura 48. Luminosidad Humedad Correlacion de un mes

En las figuras 46, 47 y 48 se puede observar una correlacion positiva fuerte que
existe entre Luminosidad y Humedad relativa, dandonos a entender que a mayor
luminosidad en el invernadero la humedad relativa también aumenta, esto resulta
beneficioso ya que la fotosintesis puede alcanzar su punto maximo; caso contrario si

hay poca luminosidad pueden descender las necesidades de las otras variables.

Cabe mencionar que el rango de luminosidad con el que trabaja este sensor
varia de 0 (muy claro) en el dia a 1024 (muy oscuro) en la noche, los mismos que no
pueden alcanzar los puntos maximos ya que por ejemplo una baja intensidad luminica

puede producir abortos en su flor y un mayor nimero de brotes ciegos.
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En las figuras 49, 50 y 51 se puede evidenciar que existe una correlacion positiva
fuerte entre Temperatura y Factor UV, dandonos a entender que ha mayor radiacion UV
en el exterior la temperatura bajo invernadero aumenta, lo cual genera problemas de
produccion, incremento de botones ciegos y la aparicion de flores mas pequefas de lo

normal con colores mas célidos y escasos pétalos.

Con relacién a la radiacion solar si esta es excesiva, puede causar estrés a la
planta, afectar a su proceso fotosintético, generar mutaciones y presencia de plagas y
enfermedades. En rosas los dafios se pueden apreciar a simple vista, ennegrecimiento
de los botones en variedades rojas, pérdida de pigmentacion y quemaduras en los

margenes de los pétalos. (Clusterflor, 2017).
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Una medida correctiva para radiaciones mayores a 60 nm es la utilizacion de

materiales de cubierta fotoselectivos u otro tipo que ayude a evitar el paso directo de la

radiacion al interior del invernadero.

Luminosidad — Temperatura
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Figura 52. Luminosidad Temperatura Correlacion de un dia
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Figura 53. Luminosidad Temperatura Correlacion de una semana
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Figura 54. Luminosidad Temperatura Correlacion de un mes

En primer lugar se debe tener encuenta que el rango de luminosidad varia

de 0 (muy claro) a 1024 (muy oscuro), entonces en las figuras 52, 53 y 54 se
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puede observar la correlacion negativa fuerte que existe entre Luminosidad y
Temperatura, dandonos a entender que a mayor luz en el exterior la temperatura
bajo invernadero aumenta y esto a su vez va conforme al paso del dia,
ocasionando los problemas de temperatura mencionados en los apartados

anteriores.
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Figura 55. Humedad Factor UV Correlacion de un dia
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En las figuras 55, 56 y 57 se puede observar la correlacion negativa fuerte que

existe entre Humedad relativa y Factor UV, lo cual indica que ha mayor radiacion UV en
el exterior la temperatura bajo invernadero aumenta y por consecuente la humedad
relativa disminuye, desencadenando los problemas de HR mencionados en los

apartados anteriores.

Se debe tener en cuenta que la radiacion solar es un factor muy influyente en las

otras variables que no puede ser controlada.

Valores sin correlacion.
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Figura 58. Temperatura Calidad de aire Correlacion por un dia
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Figura 60. Temperatura Calidad de aire Correlacion por un mes

En las figuras 58 y 59 se puede observar que existe una correlacion moderada
entre temperatura y factor V, pero en la figura 60 también se puede apreciar que dicha
correlacion ya no existe porque el coeficiente de Pearson r=0.079 tiende a cero, de

igual forma esto sucede con las variables de humedad, luminosidad y factor UV
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dandonos a entender que no se pudo establecer un patron con este factor abidtico,
mismos que pueden ser corroborados con los resultados obtenidos en las figuras 40, 41

y 42.

Esta anomalia se detectd6 al momento de verificar los datos emitidos por el
sensor ya que la informacién que este generaba era en mili voltios (mV), muy diferente
a la unidad de medida dioxido de carbono (CO2) requerida por el especialista para

llevar a cabo este tipo de andlisis.

Técnica Reglas de asociacién.

Valores analizados por un dia.

En la figura 58 se identificaron las siguientes reglas de asociacion:

e Cuando hay obscuridad la temperatura fue O6ptima pero la humedad
relativa no, en el 49% de los casos y con un nivel de confianza del 98%;

e Cuando hay obscuridad la temperatura es éptima en el 49% de los casos
y con un nivel de confianza de 98%;

e Cuando hay humedad relativa inadecuda con obscuridad la temperatura

sera optima en el 49% de los casos y con un nivel de confianza de 98%.
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Supp
0.493
0.493
0.493
0.493
0.500
0.493
0.785
0,785
0.438
0.292
0.347
0.202

Conf
0.986
0.628
0.986
0.986
1.000
1.000
0.837
0.934
0.875
0.840
0.694
0.667

Cowr
0.300
0.785
0.300
0.500
0.500
0.493
0.938
0.840
0.500
0.347
0.500
0.438

Strg
1.569
0.637
1.681
1.681
1.875
1.901
0.896
1.116
1.875
2.700
1.681
1.921

Lewr Antecedent
0101
0.101

0.073

brightness=0
temperature=1, humidity=0
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0.031 brightness=0
0.031 temperature=1, brightness=0
-0.003 humidity=0
-0.003 termnperature=1
-0.031 brightness=1
-0.034 temperature=1, brightness=1
-0.073 brightness=1
-0.076 hurmidity=0, brightness=1

Consequent

temperature=1, humidity=0

brightness=0

temperature=1

temperature=1
humidity=0
humidity=0
temperature=1
humidity=0
hurmidity=0
humidity=0
temperature=1

temperature=1

Figura 61. Reglas de asociacion por Dia

Valores analizados por una semana

En la figura 59 se identificaron las siguientes reglas de asociacion:

e Cuando la temperatura y humedad relativa no son éptimas la luminosidad

fue adecuada en el 25% de los casos y con un nivel de confianza del 71%;

e Cuando hay obscuridad la temperatura fue Optima pero la humedad

relativa inadecuada en el 36% de los casos y con un nivel de confianza del

76%:

e Cuando hay obscuridad la temperatura es 6ptima en el 37% de los casos

y con un nivel de confianza de 77%;

e Cuando hay humedad relativa no 6ptima con obscuridad la temperatura es

optima en el 36% de los casos y con un nivel de confianza del 77%.
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0.259
0.430
0.221

0.958
0.618
0.950
0.947
0.927
0.904
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0.365
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0.473
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0.518
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4.6. Implementacién

Figura 62. Reglas de asociacion por Semana

Elaboracion y validacion de la propuesta con la Dra. Elizabeth Urbano
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Propuesta de mejora invernadero
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MATRIZ DE APLICACION DE LOS DATOS RECOLECTADOS A TRAVES DE UNA WSN Y MINERIA DE DATOS

Temperatura

Humedad

Relativa

Condicion

ideal

Dia Noche Madrugada
00:00-06:30

20— 10- 9-12°C

25 16°C

°C

70-75 % 82-87%

Mafana

06:30-

12:00

10-24

°C

45 -85

%

Condicion actual

Tarde

12:00-

18:30

16 -

35°C

35-78

%

Noche Promedio

18:30- Dia Noche 1.

00:00 2.

11-13 2041 11.86

°C °C °C

76 —87 58.93% 83.90%

% 1.
2.
3.

Propuesta de

mejoramiento del

invernadero

En horas de 12h00 a 06h30 y 18h30 a 00h00

Incorporar sistemas de calefaccion
Evaluar la diferencia en el ciclo de
cultivo cuando existe sistemas de
calefaccién que mantienen la T° ideal

vs a los que no disponen.

En horas de 12h00-18h30

Regar caminos

Incorporar sistema de nebulizacién
Evaluar diferencias en ciclo de
cultivo si se dispone de estos

equipos

CONTINUA mmms)
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Factor UV

Calidad de

aire

Luminosidad

40 A 60 nm

C0O2: 1000 -

2000 ppm.

60.000-

80.000 Lux

0-20nm 10 -60 10 - 0-20
nm 100 nm
nm

No se pudo definir por el tipo de sensor
implementado
Rango de medida del sensor 0 “muy claro”

a 1024 “muy obscuro”

En horas de 12h00-18h30
1. Existe exceso de radiacion UV lo

cual perjudica variedades de color
rojo por efecto de blackenig, por
tanto en esos casos adquirir
materiales de cubierta que filtren el
100 % de radiacion UV.

Implementar sensores gue nos permitan

medir este parametro.

Implementar sensores que nos permitan
medir este parametro en Lux para relacionar
con cantidad de fotosintesis realizada por la

planta.
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CAPITULO 5

4.1. Conclusiones

Al realizar esta investigacion se pudo constatar que ese tipo proyectos pueden ser
aplicados en otros campos como la piscicultura, avicultura, cunicultura etc. para el
descubrimiento de patrones de comportamiento o identificaciébn de interaccion de

factores abiéticos y bi6ticos que inciden en la produccion o crecimiento animal.

A pesar de lo novedoso del tema, puede afirmarse que el uso de técnicas de
mineria sobre streams de datos provenientes de este tipo de redes WSN beneficia el
entorno floricola en gran medida, debido a que es una importante herramienta para
obtener conocimiento. Por ende su uso hizo posible, entre otros objetivos, identificar
fortalezas y/o debilidades mediante el analisis de los datos para de esta manera tomar
acciones correctivas y contribuir a que se lleve a cabo un mejor manejo de los procesos

internos del invernadero.

Del andlisis realizado podemos concluir que los factores mas significativos son:
humedad y temperatura, en los cuales se determiné que nunca llegan a mantenerse en
las condiciones Optimas requeridas dentro del invernadero en el dia, caso contrario
sucede en la noche y madrugada donde estos mismos factores fluctian en los rangos
optimos (10 °C -16 °C y 70 — 75% respectivamente), por tal motivo en el dia el técnico

del invernadero debe tomar las medidas correctivas ya que la temperatura y humedad
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alcanzan puntos extremadamente altos o bajos que repercuten de alguna manera en la

produccion y la calidad de las rosas.

Cuando se desea aplicar mineria de datos se debe tener claro el objetivo a alcanzar
con respecto de los datos, ya que puede tratarse de un problema de clasificacion como
deteccion de correo basura o de un problema de clustering como recomendarle un libro
a un cliente, siempre hay que hacerse la pregunta ¢qué es lo que quiero hacer?,

aungue no se tengan datos con un objetivo definido.

4.2. Recomendaciones

En mineria de datos stream se recomienda primero evaluar los objetivos del
proyecto para determinar si existe la necesidad de realizar un analisis en tiempo real ya
gue este tipo de proyectos se enfocan en recibir y analizar un gran cantidad de datos de

diversos origenes y a diferentes tasas de arribo.

En relacion a los sensores se recomienda remplazar el sensor de Luminosidad por
un TSL2591 el cual permite calculos exactos en Lux, con respecto al sensor Factor UV
se debe adquirir un VEML6070 el cual posee un sensor real de luz en el espectro UV y
con relacién al sensor de Calidad de Aire se sugiere realizar una configuracion
adecuada para obtener los datos requeridos ya que este sensor detecta varios gases tal

como alcohol, benceno, humo, CO2, etc.

Cuando se realiza un proyecto de mineria de datos se debe aplicar la mineria

descriptiva y predictiva a la vez, ya que estas se relacionan mutuamente vy
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complementan entre si, ya que otorgan modelos confiables y efectos inesperados que

se transforma en un valor afiadido a la empresa.

Se recomienda que para establecer un patron de comportamiento a nivel
correlacional, los resultados obtenidos por este analisis deben ser similares por mas de
tres veces y con diferentes grupos de datos, ya que de lo contrario puede tomarse

COomo una coincidencia.

4.3. Lineas de trabajo futuro

Como trabajos futuros se propone la implementacion de un invernadero
automatizado y una arquitectura de mineria de datos en streaming similar a la usada en

este proyecto con la finalidad de incorporar alertas y predicciones.

Para una futura investigacion mas profunda se deberia incorporar sensores que
realicen el analisis de factores bidticos y combinarlos con los usados en esta

investigacion para descubrir nuevo conocimiento que ayude a mejorar el cultivo.
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