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- OBJETIVO

Crear algoritmos inteligentes basados en la teoría de Machine

Learning tradicional para la detección de eventos sísmicos en el

volcán Llaima

- ACTIVIDADES

Actividad 1. - Identificación de las propiedades y variables del

problema a tener en cuenta

Actividad 2. - Reunión de la base de datos representativa, con datos

provistos por el Observatorio Volcanológico de los Andes del Sur.

Actividad 3. - Creación de una estructura de datos (temporales,

espaciales, otros.) con un soporte común.

Actividad 4. - Identificación de la información a priori a incluir en los

algoritmos, y creación de algoritmos de Machine Learning tradicional

adaptados al problema.

Actividad 5. - Pruebas y evaluación del desempeño.

1. Introducción

Objetivos y Actividades
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2. Materiales y Métodos

Base de datos Volcán Llaima

Las base de datos provistas por el Observatorio Vulcanológico de los Andes Sur (OVDAS) se

compone de 3592 señales muestreadas a 100 Hz que se clasifican en:

• Long Period (LP) → 1310 señales

• Tremor (TR) → 490 señales

• Tectonic (TC) → 1488 señales

• Volcano – Tectonic (VT) → 304 señales

Fig. 1  LP
Fig. 2 TR
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Fig. 3 TC



2. Materiales y Métodos

Base de datos Volcán Llaima

Las base de datos provistas por el Observatorio Vulcanológico de los Andes Sur (OVDAS) se

compone de 3592 señales muestreadas a 100 Hz que se clasifican en:

• Long Period (LP) → 1310 señales

• Tremor (TR) → 490 señales

• Tectonic (TC) → 1488 señales

• Volcano – Tectonic (VT) → 304 señales
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Fig. 4 VT Fig. 5 Señal de Ruido



2. Materiales y Métodos - Preprocesamiento

Se realiza el proceso de filtrado debido a

que al realizar el análisis espectral de cada

uno de los microsismos se encuentra la

presencia de un pico permanente en 0.2 Hz

que de acuerdo con Kennett. (2001), está

relacionado con los choques del océano

con el continente.

Filtrado Normalización base de datos

1. De cada microsismo 𝑆𝑀 ,extraer

la media 𝜇𝑀 y dividir para la

desviación estándar 𝜎𝑀 .

Se obtiene un rango de amplitud

entre -1 y 1

𝑧𝑠𝑀 =
𝑠𝑀 − 𝜇𝑀

𝜎𝑀

2. Dividir la señal estandarizada

𝑧𝑠𝑀 , para su máximo absoluto

𝑧1𝑀 =
𝑧𝑠𝑀

𝑚𝑎𝑥 𝑧𝑠𝑀

Fig. 6 Pico de 0.2 Hz en evento LP, TC, TR y VT
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2. Materiales y Métodos - Preprocesamiento

Generación de Ruido

Dado que la base de datos contiene

únicamente microsismos de 60

segundos se crea una señal de ruido 𝜂
de 20 minutos con el objetivo de

combinar ambas señales y obtener

registros de 20 minutos.

Combinación 

Microsismo - Ruido

Con el fin de obtener registros de 20

minutos, se lleva a cabo el proceso de

combinar ambos tipos de señales

previamente obtenidas.

𝑌 = 𝑧1𝑀 + 𝜂

Fig. 7 Diagrama de bloques para la generación de 

señal de ruido
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donde 𝑌 es el registro de 20 minutos, 𝑧1𝑀 es el 

microsismo de 60 [s] normalizado y 𝜂 la señal de ruido 

de 20 minutos.



2. Materiales y Métodos - Procesamiento

Segmentación

Los registros se segmentan en ventanas de

15 segundos, esto debido al criterio

propuesto por (Lara-Cueva et al., 2016)

donde determino que la ventana de 15

segundos es la óptima.

Etiquetado

Se calcula la SNR de cada ventana de 15

segundos respecto a una señal de ruido de

la misma longitud.

SNR >= 3 dB  → Se etiqueta como +1  → Señal

SNR <  3 dB → Se etiqueta como -1 → Ruido

Balanceo de Datos
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Fig. 8 Diagrama de bloques para balanceo de datos



2. Materiales y Métodos – Feature Extraction

Partición de datos

Se emplea la partición de datos aleatoria

de validación cruzada del tipo Hold Out

Partición Entrenamiento % Validación 

%

1 80 20

2 70 30

3 50 50

4 20 80

Procesamiento de señales 

Base de datos en el dominio temporal

Corresponde al mismo conjunto de datos

entrenamiento y prueba en tiempo

Base de datos en el dominio frecuencial

Se obtiene al aplicar la técnica de la PSD Welch a

las ventanas de 15 segundos, lo cual implica

pasar del dominio temporal al dominio de la

frecuencia

Base de datos con la extracción de las 84

características

Por cada ventana de 15 segundos, se obtienen las

84 características mas relevantes entre tiempo,

frecuencia y escala

Dominio Total

Tiempo 13 características (media, kurtosis, 

desviación estándar, etc.)

Frecuencia 41 características (media, kurtosis, 

varianza, entropía, etc.)

Escala 30 características (D1-D6 Máx, pico en 

el dominio de la freq, A6 Freq de pico 

máx, etc.)
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2. Materiales y Métodos - Entrenamiento

Modelos de ML

Se emplean 3 modelos de ML para cada una de las bases de datos

Decision Tree Support Vector Machine
k Nearest Neighbors

El parámetro variable es el

tamaño mínimo de las

hojas de un árbol

(MineLifeSize)

El parámetro variable es

C(BoxConstraint), que

controla la penalización

de los errores en la

clasificación en el

entrenamiento.

Los parámetro variables son el

número de vecinos y la métrica

de distancia.
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Fig. 9 Decision Tree Fig. 10 Support Vector Machine Fig. 11 k Nearest Neighbors



2. Materiales y Métodos - Entrenamiento

Métricas de Desempeño

1413

Clasificación

Detección

TP TN
FN FPLa matriz de confusión es la herramienta

que nos ayuda a tener una visión de que

tan preciso es nuestro modelo.

TP

TNFP

FN

Fig. 12 Matriz de confusión

Fig. 13 Clasificación

Fig. 14 Detección



2. Materiales y Métodos - Entrenamiento

Métricas de Desempeño

A partir de ella se pueden calcular las

métricas de desempeño que son con las que

evaluaremos a nuestro modelo.

1514

La matriz de confusión es la herramienta

que nos ayuda a tener una visión de que

tan preciso es nuestro modelo.

Fig. 12 Matriz de confusión



Filtrado

3. Pruebas y Resultados Preprocesamiento

Se aplica un filtro pasa banda de tipo FIR de orden 256, con 𝑓𝑚𝑖𝑛 = 0.7 𝐻𝑧 y

𝑓𝑠𝑢𝑝 = 49,5 𝐻𝑧, a las 3592 señales sísmicas del volcán Llaima
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Fig. 15 Microsismos no filtrados Fig. 16 Microsismos filtrados



3. Pruebas y Resultados Preprocesamiento

Generación de Ruido Combinación Microsismo - Ruido
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Fig. 17 Señal de ruido generada Fig. 18 Combinación microsismo - ruido



Segmentación y Etiquetado

3. Pruebas y Resultados Procesamiento

Se obtiene un total de 4 etiquetas con “+1” que indican que esas ventanas contienen señal 

y 76 etiquetas con “-1” indicando que esas ventanas contienen Ruido. 

Se obtiene un total de: 

𝑉 = 𝑣1
𝑇 , 𝑣2

𝑇 , … , 𝑣3592
𝑇 𝑇

𝐿 = 𝑙1
𝑇 , 𝑙2

𝑇 , … , 𝑙3592
𝑇 𝑇
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Fig. 19 Etiquetado y segmentado de registro de 20 minutos



Balanceo de Datos

3. Pruebas y Resultados Procesamiento

1. Se encuentran 
𝐿𝑆
′ =

12423 etiquetas 
+1

2. Se encuentran 
𝐿𝑅
′ = 12423

etiquetas -1

3. Se tiene un 
total de 𝐿′ =

24846 etiquetas

4. Se tiene un 
total de 𝑉′ =

24846 ventanas 

4. Se mezcla la 
matriz de forma 

aleatoria

Partición de Datos
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Procesamiento de señal

3. Pruebas y Resultados Feature Extraction

Base de datos en el dominio temporal:

Base de datos en el dominio frecuencial

Por cada señal se obtendrán 257 puntos

Base de datos con la extracción de las 84 

características

Columna 14 - 54: Características en frecuencia

Columna 1 – 13 : Características en tiempo

Columna 55 - 84: Características de escala
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Normalización por el método de 

máximos y mínimos

3. Pruebas y Resultados Procesamiento

La característica 16, que corresponde a la

entropía en frecuencia, muestra una

amplitud considerablemente superior en

comparación con las otras 83

características.

Se normaliza la base de datos por

característica con el método de mínimos y

máximos

2120

𝑧𝑀 =
𝑐𝑀 −min(𝑐𝑀)

max 𝑐𝑀 −min(𝑐𝑀)

Fig. 20 Característica 16 – Entropía en Frecuencia

Fig. 21 Normalización de las 84 carcaterísticas



3. Pruebas y Resultados Validación

Partición 80 - 20

Tiempo

84 Características

Frecuencia 
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3. Pruebas y Resultados Validación

Partición 70 - 30

Tiempo

84 Características

Frecuencia 
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3. Pruebas y Resultados Validación

Partición 50 - 50

Tiempo

84 Características

Frecuencia 
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3. Pruebas y Resultados Validación

Partición 20 - 80

Tiempo

84 Características

Frecuencia 
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3. Pruebas y Resultados - Test

Test mejor modelo

El modelo DT en la partición 80 – 20 con la

base de datos con las 84 características

normalizadas con el método de mínimos y

máximos obtuvo en todas las métricas de

rendimiento el 100%, alcanzando así un

BER de 0 en los datos de Validación

La característica que toma es la número

8 que corresponde al valor RMS en

tiempo.

2625

Se comprueba mediante el diagrama de

cajas de la característica 8

Fig. 22 Árbol de decisión generado 

Fig. 23 Diagrama de cajas 



3. Pruebas y Resultados - Test

Test mejor modelo

El modelo DT en la partición 80 – 20 con la

base de datos con las 84 características

normalizadas con el método de mínimos y

máximos obtuvo en todas las métricas de

rendimiento el 100%, alcanzando así un

BER de 0 en los datos de Validación

Se prueba el modelo con un conjunto de 158

registros de 20 minutos de duración cada uno.

Estos registros abarcan un total de 806

microsismos aleatorios entre LP, VT, TC, TR. La

elección de este número de microsismos se

debe a que representa el 20% del total de

microsismos de la base de datos.

Clasificación
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Fig. 22 Árbol de decisión generado 

La característica que toma es la número

8 que corresponde al valor RMS en

tiempo.



3. Pruebas y Resultados

Detección con 1 microsismo

2827



3. Pruebas y Resultados - Test

Detección con múltiples microsismos aleatorios

2928

TP

TNFP

FN

Análisis de señales



3. Pruebas y Resultados - Test

Detección con múltiples microsismos aleatorios

3028

Detección



3. Pruebas y Resultados - Test

Detección con microsismos volcán Cotopaxi
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• Se ha logrado crear un algoritmo basado en la teoría de ML tradicional para

detectar eventos sísmicos del volcán Llaima. Este modelo no solo se ha

ajustado a las exigencias de rendimiento establecidas por instituciones

encargadas de la vigilancia volcánica, sino que ha superado dichos requisitos al

alcanzar un BER inferior a 0.01.

• La normalización de la base de datos de las 84 características fue una etapa

importante previo al entrenamiento de los modelos de ML, esto permite evitar

que el modelo se concentre solo en características específicas debido a sus

valores en amplitud significativamente altos o bajos, lo que impide que exista un

sobre entrenamiento y los resultados obtenidos sean generalizables a nuevos
datos

• En la fase de clasificación el modelo obtuvo en A (%) 97.41 y BER 0.038, sin

embargo, en la etapa de detección el modelo alcanza en A (%) 99.66 y BER un

0.006 respectivamente, donde a través del BER se indica que el modelo no

puede detectar 6 de cada 1000 microsismos.

4. Conclusiones
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• Se eligió 3dB como valor mínimo de SNR para etiquetar los registros

segmentados, debido a que este valor permitía una distinción adecuada entre

ventanas de ruido y microsismo. Para valores inferiores a 3dB ventanas de ruido

eran etiquetadas como señal.

• Es posible detectar hasta 8 microsismos como máximo en un registro de 20

minutos, al exceder esta cantidad, el algoritmo detecta 2 microsismos como si

fuera 1, hasta el punto en que todo el registro se identifica como una única señal

debido a la proximidad entre los microsismos.

• Debido a que el modelo se ha entrenado únicamente con microsismos del

volcán Llaima, esto lo convierte en un modelo exclusivo para este volcán, por

este motivo se evidencian deficiencias al intentar detectar microsismos

provenientes de otros volcanes, como el Cotopaxi. Aunque en ocasiones logra

detectar correctamente algunos registros que se componen de 1 o varios
microsismos, en otros casos confunde el ruido como si fuera una señal válida.

4. Conclusiones
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• Nuestro grupo de investigación plantea investigar como el ruido afecta a

nuestro detector cuando la SNR es distinta de 3dB.

• Se propone modificar parámetros adicionales a cada uno de los modelos

propuestos como “Maxnumsplit” en DT, nuevas funciones del kernel en SVM

o nuevas distancias en k -NN como minkowski, Manhattan entre otros, con el

objetivo de investigar la posibilidad de lograr mejoras en los resultados

obtenidos en la generalización del modelo a nuevos microsismos

provenientes de otros volcanes.

• El presente trabajo de titulación emplea las 84 características para entrenar

los modelos de ML, por lo cual se propone realizar un estudio que incorpore

técnicas de reducción de características, como la Eliminación Recursiva de

Características (RFE, por sus siglas en inglés Recursive Feature Elimination),

con el fin de mejorar las métricas en clasificación de los modelos de ML.

4. Trabajos Futuros
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