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Resumen 

Actualmente algoritmos para el reconocimiento de entidades en el español son escasos, 

aún más si se trata del ámbito médico, es por eso que en este trabajo se desarrolló un 

sistema con el objetivo de reconocer y normalizar entidades biomédicas en español 

utilizando un corpus de reconocimiento de entidades dirigidas al dominio médico, 

particularmente en el caso de textos médicos en español, aplicando técnicas de 

Procesamiento de Lenguaje Natural (PLN) y el paradigma de cross-lingual (Usando 

recursos en el idioma inglés para trasladarlos al idioma español). La normalización de las 

entidades consiste en asignar una identificación única a cada entidad reconocida, lo que 

permite la integración de información de diferentes fuentes y la realización de análisis 

posteriores. Estos nuevos métodos y algoritmos serán integrados a un sistema web donde 

permita reconocer e identificar entidades médicas para posteriormente se pueda realizar 

algoritmos de predicción de diagnósticos a pacientes, aplicando herramientas, métodos y 

buenas prácticas de ingeniería de software. En resumen, el sistema desarrollado en esta 

tesina contribuye a mejorar la eficiencia y precisión en el reconocimiento y normalización de 

entidades biomédicas en español, lo que resulta de gran utilidad para la investigación y la 

práctica médica. La utilización de técnicas de cross-lingual y la integración de recursos en 

diferentes idiomas permiten ampliar el alcance y la precisión del sistema 

Palabras clave: Procesamiento del lenguaje natural (PLN), Sistema web, entidades 

biomédicas  
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Abstract 

Currently algorithms for the recognition of entities in Spanish are cases, even more if it is in 

the medical field, that is why in this work a system is developed with the objective of 

recognizing and normalizing biomedical entities in Spanish using a recognition corpus of 

entities directed to the medical domain, particularly in the case of medical texts in Spanish, 

applying Natural Language Processing (NLP) techniques and the cross-lingual paradigm 

(Using resources in the English language to translate them into the Spanish language). The 

normalization of the entities consists of assigning a unique identification to each recognized 

entity, which allows the integration of information from different sources and the performance 

of subsequent analysis. These new methods and algorithms will be integrated into a web 

system where they will make it possible to recognize and identify medical entities so that 

diagnostic prediction algorithms can later be made to patients, applying tools, methods and 

good software engineering practices. In summary, the system developed in this thesis 

contributes to improving the efficiency and precision in the recognition and normalization of 

biomedical entities in Spanish, which is very useful for research and medical practice. The 

use of cross-lingual techniques and the integration of resources in different languages allow 

to extend the scope and precision of the system. 

Key words: Natural language processing (NLP), Web system, biomedical entities 
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Capítulo 1 

Planteamiento del problema 

En la actualidad las distintas técnicas de procesamiento de lenguaje natural y cross-

lingual se han convertido en un campo muy importante de la inteligencia artificial, siendo así 

una herramienta muy importante para el desarrollo de distintos proyectos. 

Existen algoritmos modernos utilizados para llevar a cabo procesos de predicción de 

diagnósticos y tratamientos de enfermedades, fundamentado en las notas médicas 

redactadas por el personal de salud durante una atención médica. 

Sin embargo, para realizar el proceso de entrenamiento de dichos modelos es 

necesario identificar entidades en el texto como síntomas, diagnósticos, medicamentos, 

dolencias, entre otras, o así mismo apoyarnos en recursos lingüísticos existentes en 

español como corpus etiquetados, corpus paralelos, modelos pre entrenados y demás. 

Los recursos lingüísticos en el dominio médico para identificar dichas entidades en el 

idioma español son pocos en comparación a otro idioma como el inglés, lo que limita la 

creación de nuevos modelos de aprendizaje automático en entornos médicos. Por esta 

razón proponemos realizar un sistema basado en la web para reconocer y normalizar 

entidades biomédicas, llevando a cabo técnicas de cross-lingual con el fin de incrementar 

los recursos biomédicos. 

Basándonos en la problemática se formula la siguiente pregunta: 

¿Cómo optimizar el reconocimiento y la normalización de entidades biomédicas 

mediante técnicas de cross-lingual? 
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Antecedentes 

Actualmente la cantidad de datos médicos van aumentando exponencialmente, de lo 

que se estima que una parte de los mismos no se encuentran estructurados. Un solo 

paciente genera datos en exceso (historial médico, características, datos de pruebas, entre 

otros), si únicamente se pudiera aprovechar una pequeña parte de todos estos datos, la 

información obtenida sería muy valiosa. (Quevedo-Marcos, 2020) 

El reconocimiento de entidades nombradas (Named Entity Recognition-NER) es una 

tarea importante en casi todas las áreas de aplicación del PLN como en la identificación y 

clasificación de información, para realizar dicha tarea existen algunas herramientas. No 

obstante, las herramientas más avanzadas tienen su aplicación en el reconocimiento de 

entidades como nombres, ciudades y fechas. (Castillo Molina et al., 2015)  

El reconocimiento de entidades nombradas (NER) de texto biomédico es una de las 

tareas fundamentales de la minería de texto biomédico y tiene como objetivo identificar 

características especificadas como enfermedades procedentes del conjunto de texto 

biomédico. Los resultados de NER son a menudo otro objeto de la minería de texto. El texto 

biológico NER es la base de la investigación en bioinformática. (Ju et al., 2011) 

La inteligencia artificial anexada al procesamiento de lenguaje natural (NLP), son los 

mejores procedimientos orientados a las mejoras en la atención médica (Jurafsky & Martin, 

2008), ayudando a la mejora de resultados y para aumentar la eficiencia de la prestación de 

los servicios de salud. Sin embargo, la disponibilidad de recursos e instrumentos lingüísticos 

para el tratamiento correcto de textos distintos del español es insuficiente. 

 

 

https://www.zotero.org/google-docs/?FAIJjw
https://www.zotero.org/google-docs/?EPmAZt
https://ieeexplore.ieee.org/document/7333447
https://www.zotero.org/google-docs/?rs4pPn
https://www.zotero.org/google-docs/?agLmUQ
https://www.zotero.org/google-docs/?agLmUQ
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Justificación e importancia 

El reconocimiento y la normalización de entidades biomédicas en notas clínicas, es 

un recurso fundamental para ayudar a los profesionales de la salud mediante encontrar 

rasgos en el texto a determinar unas posibles predicciones de diagnóstico y tratamientos 

médicos de un paciente. Existen varios enfoques y métodos para realizar este proceso de 

predicción, dependiendo de la naturaleza de los datos y de los recursos disponibles en el 

idioma en el que se redacten las notas médicas. (Quevedo-Marcos, 2020) 

La escasez de información estructurada en el campo de la medicina, especialmente 

en el español a lo largo de los años, imposibilita la aplicación en esta área de nuevas 

tecnologías de Inteligencia Artificial relacionadas con el análisis de datos. Nuevas 

aplicaciones de PLN han sido creadas con el objetivo de procesar textos médicos de 

manera automática y aumentar así la cantidad de datos estructurados. 

Para solventar las necesidades previamente descritas se decide realizar una 

investigación para desarrollar un sistema web para el reconocimiento y la normalización de 

entidades biomédicas mediante técnicas de cross-lingual. 

Objetivos 

Objetivo General 

Desarrollar un sistema web que permita el reconocimiento de entidades biomédicas 

mediante técnicas de cross-lingual utilizando modelos supervisados de inteligencia artificial. 

Objetivos Específicos 

● Explorar nuevos métodos para el reconocimiento y normalización de 

conceptos biomédicos. 

https://www.zotero.org/google-docs/?rwrOwG
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●  Desarrollar y aplicar nuevos métodos de reconocimiento de entidades 

biomédicas mediante el uso de técnicas de procesamiento del lenguaje 

natural con cross-lingual. 

● Aplicar buenas prácticas en el ciclo de desarrollo e implementar el sistema 

con frameworks y arquitecturas actuales. 

Variables de Investigación 

Variable Independiente 

Herramientas, modelos y métodos empleados en reconocimiento de entidades 

médicas. 

Variable Dependiente 

Desempeño del reconocimiento y normalización de entidades médicas. 

Hipótesis 

Si se construye el sistema de reconocimiento y normalización de entidades médicas 

que integre tantos modelos supervisados como etiquetadores automáticos, lograremos un 

desempeño similar o superior a los revisados en el estado del arte. 
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Capítulo 2 

Marco teórico 

En el presente capítulo se detallan definiciones, conceptos y la metodología que se 

seguirá para realizar el reconocimiento y normalización de entidades biomédicas. El mismo 

que se puede realizar mediante el uso de minería de datos que es una forma para poder 

identificar y analizar muchos tipos de entidades biomédicas (Habibi et al., 2017). 

Otra importante herramienta para el reconocimiento y normalización de entidades 

biomédicas, es el NLP (Procesamiento de Lenguaje Natural), el cual se denomina 

encargado de reconocer, catalogar y organizar entidades de una manera efectiva para 

optimizar tiempo y recursos (Boudjellal et al., 2021). En el presente capítulo, se detallan las 

características más importantes de NLP y minería de datos, para posteriormente conocer 

los métodos y técnicas de reconocimiento de entidades biomédicas nombradas y los 

modelos secuenciales para el reconocimiento de entidades biomédicas. 

Procesamiento de Lenguaje Natural (NLP) 

Para el análisis, reconocimiento y normalización de entidades biomédicas, se ocupa 

como herramienta sistemas de extracción de información NLP los cuales ayudan a extraer 

conocimiento de datos textuales y no estructurados (Boudjellal et al., 2021). 

El procesamiento de lenguaje natural es aquel que abarca distintas metodologías y 

conceptos, con el objetivo de poder ser un medio de comunicación efectivo entre personas y 

ordenadores, de tal manera que el ordenador tenga un lenguaje mediante el cual pueda 

entender las órdenes que recibe de un humano (Kang et al., 2020). El procesamiento de 

lenguaje natural se subdivide en dos ramas importantes que son Comprensión de Lenguaje 

Natural (NLU), que se encarga de interpretar los información para obtener los datos más 

importantes y la segunda rama es la Generación de Lenguaje Humano (NLG) que a partir 

https://www.zotero.org/google-docs/?q9HtBe
https://www.zotero.org/google-docs/?0P2q3j
https://www.zotero.org/google-docs/?laMTnk
https://www.zotero.org/google-docs/?ZqYTLz
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de ciertos datos estructurados como fotos, video, texto o audio puede elaborar textos 

basados en lenguajes naturales, para el análisis humano (Kang et al., 2020). 

Una tarea trascendental para que se utiliza NLP consiste en el reconocimiento de 

entidades con nombre (NER), que trata de delimitar y establecer tipos de categorías 

semantizadas (Tang et al., 2012). El proceso que ocuparemos de PNL consiste en 

tratamiento del texto, forma de representación del texto, preparación del modelo, validación 

del modelo (Kang et al., 2020). 

Figura 1 

Diagrama de flujo de NLP 

 

Nota. Como observamos en la Figura 1 se muestra los procesos que se llevan a cabo el 

procesamiento de lenguaje natural, partiendo del pre procesamiento de texto para depurarlo 

de aquellos símbolos o signos, comprobar las faltas ortográficas, el etiquetado mediante un 

https://www.zotero.org/google-docs/?Y2rimy
https://www.zotero.org/google-docs/?pQHfz4
https://www.zotero.org/google-docs/?hxAq14
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tokenización POS, aminorar palabras mediante stemming. De la misma forma se debe 

escoger un tipo de sintaxis para identificar la información, para las tareas que cumplen los 

ordenadores al transformar palabras en vectores o matrices (Kang et al., 2020). 

De manera que en los vectores de palabras se pueda aplicar algoritmos con el fin de 

tipificar, revisar sentimientos y obtener temas. Para posteriormente entrenar el modelo 

generado y entrar al proceso de evaluación de dicho modelo, para asegurar su calidad 

(Kang et al., 2020). 

Minería de texto 

Una manera más centrada para extraer conocimientos es la minería de textos, que 

nos ayuda al proceso de obtención de patrones importantes y descartables (Gaikwad et al., 

2014). Lo que puede ser de mucha utilidad para el reconocimiento y normalización de 

entidades biomédicas.  

La minería de textos tiene un proceso definido que arranca con un conjunto de 

documentos que vienen de múltiples fuentes, para procesarlos mediante un tipo de 

tratamiento poniendo énfasis en sus caracteres. Para proceder con el análisis del texto 

mediante el que se determina información de elevada precisión, es preciso nombrar que 

este proceso puede ser repetitivo dando como resultado una mejor calidad en la 

información. Con el resultante podemos generar conocimiento basado en la colección de 

documentos del incio (Gaikwad et al., 2014). 

Figura 2 

Diagrama de flujo de la Minería de Texto 

https://www.zotero.org/google-docs/?BX9TRo
https://www.zotero.org/google-docs/?fZyRsM
https://www.zotero.org/google-docs/?Wjr7b9
https://www.zotero.org/google-docs/?Wjr7b9
https://www.zotero.org/google-docs/?D1PocT
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Nota. La minería de textos se concentra en hallar patrones basándose en una base de 

datos extensa, con el fin de descubrir información importante y descartable basándose en 

textos que no tienen una estructura. Su proceso es ordenado como podemos observar en la 

Figura 2. 

Métodos y técnicas de reconocimiento de entidades médicas nombradas 

En este apartado abordaremos las técnicas y métodos más efectivos para el 

reconocimiento de entidades médicas, como lo son el uso de modelos con corpus 

etiquetados y con el uso de herramientas de etiquetado automático de entidades médicas. 

Es imprescindible recalcar que los modelos de machine learning que se entrenan 

basándose en conjuntos de datos etiquetados tienen capacidad de lograr mejores 

resultados en el ámbito de PNL clínico (Chen et al., 2015). 

Usando modelos supervisados con corpus etiquetados 

Los modelos supervisados con corpus etiquetados parten desde el corpus que se 

define como varios tipos de documentos en los que están embebidos anotaciones de uno o 

más clases de entidades. Las cuales son fundamentales para posteriormente servir de base 

para entrar un modelo basado en las anotaciones ante mencionadas (Campos et al., 2012). 

 

https://www.zotero.org/google-docs/?HPU9gq
https://www.zotero.org/google-docs/?lBtwXb
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Figura 3 

Proceso general de los pasos necesarios para desarrollar soluciones NER basadas en ML  

 

Nota. Para la organización del modelo supervisado con corpus etiquetados se  sigue una 

estructura jerárquica que se detalla en la Figura 3, que comienza con el preprocesamiento 

de datos, procesar los rasgos más significativos, aplicación del modelo haciendo uso de las 

características producidas, procesamiento en donde se refinan las anotaciones para la 

obtención de nombres conocidos y finalmente el resultado un corpus correctamente 

procesado con información obtenida en un modelo organizado (Campos et al., 2012). 

BIO Scheme 

Para poder etiquetar un corpus, tenemos una variedad de formatos, en este caso 

vamos a analizar el BIO Scheme, se trata de un tipo de representación en la que se clasifica 

a la información mediante sufijos que son "B-" e "I-", y una clase "O" (Wu et al., 2017). 

Utilizamos el prefijo "B-" cuando la palabra está en el inicio de la entidad con 

nombre, el prefijo "I-" significa que la palabra vigente se encuentra en la entidad con 

nombre, pero difiere de ser la primera palabra y por último "O" hace referencia a que la 

palabra no tiene ninguna relación con la entidad con nombre (Wu et al., 2017). 

https://www.zotero.org/google-docs/?ECN2G4
https://www.zotero.org/google-docs/?w6yGkg
https://www.zotero.org/google-docs/?h4vF1a
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Modelos basados en redes tipo Transformer  

BERT 

 A finales de 2018, los investigadores y trabajadores de Google diseñaron un nuevo 

modelo de PNL bautizado como BERT, sus siglas en el español significan: 

Representaciones de codificador bidireccional de transformadores. Es un modelo de 

lenguaje no supervisado profundamente bidireccional, siendo entrenado con anterioridad 

utilizando una enorme cantidad de un corpus de texto (Ayoub et al., 2021). Una de las 

desventajas que posee BERT es que es computacionalmente intensivo, lo que sería de gran 

complejidad la implementación del mismo sin recursos computacionales avanzados (Ayoub 

et al., 2021).  

 Aplicando un ejemplo para entender el contexto de BERT, se explica que el objetivo 

del PLN nos da una solución al predecir una palabra apoyándose en un entorno (Auquilla 

Vicuña & Mora Alvarez, 2022). De manera  tradicional, esta predicción se realiza analizando 

una secuencia de texto durante un entrenamiento que sigue un flujo en una sola dirección: 

izquierda a derecha o una combinación derecha a izquierda, es por eso que es un 

codificador bidireccional de transformadores. (Auquilla Vicuña & Mora Alvarez, 2022). De 

esta forma es muy probable obtener resultados satisfactorios para aplicaciones o sistemas 

que requieran completar una palabra al final de una cadena, por ejemplo en la creación de 

frases. 

 Una vez entendido lo anterior decimos que BERT es un modelo que se entrena de 

manera bidireccional con el propósito de extraer un sentido más recóndito de un  contexto 

(Auquilla Vicuña & Mora Alvarez, 2022). Para realizar lo anterior mencionado el modelo 

realiza un enmascaramiento de la palabra a predecir, extrayendo toda la información posible 

para determinar el contexto de la frase, tanto de izquierda a derecha como de derecha a 

izquierda, apoyándose en mecanismos que intervienen en el aprendizaje de las relaciones 

https://www.zotero.org/google-docs/?TIpntC
https://www.zotero.org/google-docs/?fpDPuz
https://www.zotero.org/google-docs/?fpDPuz
https://www.zotero.org/google-docs/?5AAkNC
https://www.zotero.org/google-docs/?5AAkNC
https://www.zotero.org/google-docs/?wJEp2O
https://www.zotero.org/google-docs/?UsPk4s
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entre palabras (Auquilla Vicuña & Mora Alvarez, 2022). Cabe destacar que previo al 

entrenamiento, el texto ingresado es convertido en una secuencia de tokens, a los que se 

les añaden ciertas etiquetas y metadatos (Auquilla Vicuña & Mora Alvarez, 2022).  

RoBERTa 

El modelo Transformer roBERTa es una variante del modelo Transformer original el 

mismo que fué entrenado en un corpus mucho más grande y con una serie de técnicas de 

optimización adicionales (Liu et al., 2019). El modelo roBERTa fue desarrollado por 

Facebook AI y se ha demostrado que supera a otros modelos de lenguaje populares en una 

serie de tareas de PLN (Liu et al., 2019). 

Considerando que roBERTa fue entrenado en un corpus mucho más grande que el 

utilizado en el modelo BERT, nos permite una mayor comprensión del lenguaje (Liu et al., 

2019). Además, se utilizaron técnicas de optimización complementarias, como la 

eliminación de las capas de atención para evitar el aprendizaje excesivo o en otras palabras 

el overfitting y el uso de una técnica de entrenamiento llamada "dynamic masking", para 

mejorar la capacidad del modelo para manejar palabras desconocidas. (Liu et al., 2019) 

En términos de rendimiento, roBERTa ha logrado un rendimiento sobresaliente en 

una serie de tareas de PLN, incluyendo tareas de clasificación de sentimientos, extracción 

de entidades y resolución de anáforas (Liu et al., 2019). Por lo mencionado anteriormente, 

se ha demostrado que roBERTa es uno de los modelos de lenguaje más precisos y 

avanzados disponibles en la actualidad (Liu et al., 2019). 

Usando herramientas de etiquetado automático de entidades médicas 

Como un punto de partida para el reconocimiento y normalización de entidades médicas, se 

pueden utilizar distintas técnicas que pueden dar un diferente grado de efectividad. Para el 

https://www.zotero.org/google-docs/?iqmpx6
https://www.zotero.org/google-docs/?BuIqKu
https://www.zotero.org/google-docs/?DAbQb9
https://www.zotero.org/google-docs/?kLLeRL
https://www.zotero.org/google-docs/?HQhkAW
https://www.zotero.org/google-docs/?HQhkAW
https://www.zotero.org/google-docs/?ehg6BO
https://www.zotero.org/google-docs/?urjl0e
https://www.zotero.org/google-docs/?4usncz
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reconocimiento de entidades médicas existen herramientas que automatizan este proceso 

como lo son Metamap, Google NLP. 

Que tienen aspectos que se relacionan, entre los cuales destacan que utilizan Unifed 

Medical Language System (UMLS), que hace referencia un diccionario biomédico completo 

y normalizado. El que utiliza metodologías de búsquedas en diccionarios y aprendizaje 

automatizado (Peng et al., 2020) 

Metamap 

Metamap es una herramienta de reconocimiento y extracción de información biomédica, fue 

desarrollada en 2001 por la Biblioteca Nacional de Medicina (Peng et al., 2020). Esta 

biblioteca de información biomédica nace como una necesidad de recuperar información, 

las fuentes que está herramienta utiliza es el sistema unificado de lenguaje médico (UMLS) 

(Aronson & Lang, 2010b). 

Figura 4 

Diagrama de procesos de la Herramienta Metamap. 

https://www.zotero.org/google-docs/?ytGRVz
https://www.zotero.org/google-docs/?NDGlMU
https://www.zotero.org/google-docs/?0vhdyH
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Nota. En la figura 4 se detalla el proceso que maneja la herramienta Metamap, partiendo en 

el análisis sintáctico del texto, haciendo un preprocesamiento de palabras, para procesarlas 

y construir mapas en base a UMLS. 

Google NLP 

El API de Cloud Healthcare de Google nos sirve para poder realizar el 

reconocimiento y extracción de información biomédica, mediante el uso de técnicas para 

poder guardar, trasladar, interrelacionar datos del ámbito médico (Descripción general de la 

API de Cloud Healthcare | API de Cloud Healthcare | Google Cloud, s. f.). Esta herramienta 

hace énfasis en el análisis de textos, para hacer una representación de estos datos de 

manera ordenada, sus usos pueden ser la codificación clínica, extracción de entidades 

médicas y anotación de prescripciones técnicas. 

https://www.zotero.org/google-docs/?TR2Pxu
https://www.zotero.org/google-docs/?TR2Pxu
https://www.zotero.org/google-docs/?TR2Pxu
https://www.zotero.org/google-docs/?TR2Pxu
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De esta manera podemos obtener diferentes tipos de entidades relacionadas con el ámbito 

médico, tales como medicinas, tratamientos, enfermedades, aparatos médicos.   

Figura 5 

Diagrama de procesos de la herramienta Google NPL 

 

Nota. En la Figura 5 se detalla el análisis que se hace desde recuperar datos desde la nube 

para posteriormente, analizarlos, organizarlos y obtener la información detallada en el último 

esquema de resultados de la figura 5. 
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Capítulo 3 

Implementación del Sistema 

En este capítulo se detallan todos los pasos que se efectuaron para desarrollar el 

sistema propuesto, el sistema web para el reconocimiento y la normalización de entidades 

biomédicas mediante técnicas de cross-lingual. El funcionamiento de dicho sistema recibirá 

como entrada un texto, el mismo que se va a referir a un contexto médico y como salida 

obtendrá la extracción de datos, en este caso entidades médicas. Con el objetivo de tener 

una perpectiva de cómo funciona el sistema de reconocimiento de entidades, se explica de 

forma breve el proceso realizado: i) El primer paso es mediante un proceso NER para 

reconocer una entidad, puede ser una palabra o un conjunto de palabras que están 

referidas a una misma categoría, ii) Después de extraer la entidad, el siguiente paso es 

categorizar la entidad detectada. Las categorías de una entidad pueden ser de cualquier 

asunto, en este caso vamos a tener 4 tipo de entidades (NORMALIZABLES, 

NO_NORMALIZABLES, PROTEINAS y UNCLEAR). 

Para el desarrollo del sistema, se utilizó una metodología de desarrollo de software ágil, 

que consiste en el trabajo en equipo, donde todos los miembros actúan juntos en entrega el 

proyecto en un tiempo y costo mínimo (Mahalakshmi & Sundararajan, 2013). La 

metodología utilizada para el desarrollo del sistema es Scrum, porque define el proceso de 

desarrollo del software como un conjunto de actividades flexibles que combinan 

herramientas y técnicas conocidas e implementables para que el equipo de desarrollo 

pueda implementar para construir el sistema. (Schwaber, 1997) 

El proceso de trabajo de Scrum consiste en una estrecha colaboración del equipo 

scrum y Master con el Product Owner sobre iteraciones continuas del software en evolución, 

es decir que en scrum el  proceso involucra un Scrum Master, el propietario del producto y 

https://www.zotero.org/google-docs/?aXClGT
https://www.zotero.org/google-docs/?iOjIew
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al equipo scrum, siendo el papel principal de los Scrum Masters el gestionar los procesos y 

eliminar los impedimentos que puedan afectar a la entrega del producto. (Srivastava et al., 

2017) El equipo de scrum es multifuncional, ya que es conformado por desarrolladores, 

equipo de pruebas y otros expertos en diversos campos requeridos en el desarrollo del 

producto final, todo esto con el objetivo de cumplir con la satisfacción del cliente. (Srivastava 

et al., 2017) 

Scrum proporciona una forma personalizada de trabajar, para manejar diferentes 

proyectos con distintos requisitos y tiene ventajas como la flexibilidad en la elección de los 

requisitos del sprint y la ausencia de procedimientos específicos a seguir. Para cumplir con 

los tiempos establecidos y evitar que distintos problemas perjudiquen al avance y desarrollo 

del producto se estableció dicha metodología mencionada en el texto, la cual trabaja con 

distintos términos que en la literatura (Srivastava et al., 2017),  se menciona, lo mismo que 

fueron aplicados en el progreso de este proyecto y se explican a continuación 

Sprint: es el periodo de tiempo más pequeño de scrum en el que el equipo trabaja para 

completar la tarea asignada, siendo la duración de cada uno de 1 a 3 semanas. El objetivo 

de cada sprint es entregar un producto potencialmente entregable. Al final de cada sprint 

hay una revisión del mismo que toma lugar con el propietario del producto para demostrar 

que el producto se puede enviar. 

Sprint backlog:  es una documentación, lista de tareas o requisitos identificados que 

se va a trabajar en el sprint actual. 

Product backlog: es una lista de requisitos determinados por el propietario del 

producto y se llaman a las historias de usuario, seguido de la planificación de sprints. 

https://www.zotero.org/google-docs/?36z95r
https://www.zotero.org/google-docs/?36z95r
https://www.zotero.org/google-docs/?fktq7x
https://www.zotero.org/google-docs/?fktq7x
https://www.zotero.org/google-docs/?WqtUJy
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Análisis y diseño del sistema 

Una vez comprendido los componentes que involucran la metodología Scrum para la 

especificación de requisitos utilizaremos Historias de Usuario, de tal forma que podremos 

identificar los roles que se designará a cada uno de los miembros del equipo, involucrados 

en el desarrollo del proyecto, los cuales son: el Product Owner, siendo el responsable de 

definir los requisitos del producto, el seguimiento del proceso de desarrollo del producto e 

indica las prioridades de la lista de tareas, el Development Team es el equipo de desarrollo 

que se encargará de la ejecución de las tareas asignadas por el  product owner y el Scrum 

Master que va a guiar y dirigir el desarrollo del producto aplicando la metodología. (Mariño & 

Alfonzo, 2014) 

La distribución de roles de cada uno de los participantes en el proyecto se visualiza en la 

Tabla 1. Los roles fueron asignados por el scrum master, donde se muestra el rol, el 

integrante del equipo y la descripción de la función que va a desempeñar cada uno en el 

proyecto. 

Tabla 1  

Team Scrum 

N° Rol Scrum Integrante Funciones 

1 Product Owner Msc. Álvaro Uyaguari  Responsable de definir 

los requisitos del 

sistema, del 

seguimiento del proceso 

de desarrollo del 

producto y de indicar las 

https://www.zotero.org/google-docs/?5fdWY2
https://www.zotero.org/google-docs/?5fdWY2
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N° Rol Scrum Integrante Funciones 

prioridades de la lista de 

tareas. 

2 Scrum Master Msc. Álvaro Uyaguari Líder del equipo que va 

a guiar y dirigir el 

desarrollo del producto. 

3 Development Team Adrian Alexander Salazar 

Rivera 

Brandon Eduardo Pallo 

Tasiguano 

Equipo de desarrollo  

que se encargará de la 

ejecución de las tareas 

asignadas para el 

desarrollo del sistema 

web para el 

reconocimiento y la 

normalización de 

entidades biomédicas. 

Nota. En esta tabla se muestra la distribución de roles (rol, integrante y función) que va a 

desempeñar cada uno para el desarrollo del sistema web de reconocimiento y la 

normalización de entidades biomédicas en base a la metodología Scrum, debemos 

mencionar que debido a que el proyecto está conformado por dos integrantes, uno de ellos 

va a tomar el papel de Scrum Master que encima de realizar el trabajo correspondiente a su 

rol, también intervendrá en las actividades que pertenece al Development Team. 
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 Una vez definido los roles y actividades para cada uno de los integrantes se lleva a 

cabo una reunión inicial liderado por el Scrum Master con el fin de adquirir la información 

necesaria para documentar las historias de usuario con ayuda del Product Owner y el 

Development Team. 

Historias de usuario 

Las historias de usuario se utilizan en metodologías ágiles para especificación de 

requisitos de forma rápida, sin tener que elaborar gran cantidad de documentos formales y 

sin requerir demasiado tiempo para administrarlos, además permiten responder 

rápidamente a los requisitos cambiantes. (Villamizar Suaza et al., 2015) 

La Tabla 2 muestra las historias de usuario, en donde se detalla el nombre, el rol , la 

característica y la razón de la especificación de los requisitos del proyecto. 

Tabla 2. 

Historias de usuario 

N° de 

historia 

de 

usuario 

Nombre Rol  Característica Razón 

1 H.U. 01  Como 

programador  

Como programador 

quiero utilizar 

herramientas como 

metamap  

Para el etiquetado 

automático de entidades 

médicas 

2 H.U. 02 Como Como programador Para el etiquetado 

https://www.zotero.org/google-docs/?L0Bskn
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N° de 

historia 

de 

usuario 

Nombre Rol  Característica Razón 

programador  quiero utilizar 

herramientas como 

Google 

automático de entidades 

médicas 

3 H.U. 03 Como 

programador  

Quiero crear un 

algoritmo que me 

permita tokenizar 

entidades. 

Para reconocer 

entidades biomédicas a 

partir de textos médicos 

extraídos del corpus 

4 H.U. 04 Como 

programador  

Quiero aplicar un 

modelo pre entrenado 

Para reconocer 

entidades biomédicas a 

partir de un texto 

ingresado 

5 H.U.06 Como 

programador 

Quiero unificar mi 

algoritmo a las 

herramientas de 

metamap y Google 

Para obtener un mejor 

reconocimiento de 

entidades biomédicas 

 Product Backlog del proyecto 

Cuando las Historias de Usuario estén definidas la ejecución del product backlog es el 

siguiente paso, el cual consiste en una lista de requisitos determinados por el propietario del 

producto cuya finalidad es entregar el producto correctamente (Srivastava et al., 2017).  

https://www.zotero.org/google-docs/?09Fnun
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En la Tabla 3 se muestra el Product Backlog, en el cual están las historias de usuario que 

se desarrollarán en el transcurso del proyecto, con una estimación de tiempo en días, fecha 

de inicio, fecha final y el número de sprint perteneciente a cada historia de usuario. 

Tabla 3. 

Product Backlog 

N° de 

historia de 

usuario 

Nombre Estimación 

(días) 

Fecha de 

inicio 

Fecha final N° de 

Sprint 

1 H.U. 01 10 24/10/2022 04/11/2022 1 

2 H.U. 02 10 07/11/2022 18/11/2022 2 

3 H.U. 03 15 21/11/2022 09/12/2022 3 

4 H.U. 04 5 12/12/2022 16/12/2022 4 

5 H.U. 05 20 19/12/2022 13/01/2023 6 

Metodología enfocada a la ciencia de datos 

Además, para el desarrollo del sistema se empleó de manera breve una metodología 

enfocada en la ciencia de datos, la cual indica una rutina para encontrar soluciones a un 

problema en específico. Es un proceso cíclico que sufre un comportamiento crítico que guía 

a los analistas de negocios y científicos de datos a actuar en consecuencia.(Leiva, 2022) 

Esquema del funcionamiento de la metodología enfocada a la ciencia de datos 

Figura 6. 

https://www.zotero.org/google-docs/?uXuZsv


39 
 
Metodología enfocada en la ciencia de datos 

 

Nota. En la Figura 6 se representa la metodología aplicada, la cual consta de 10 etapas que 

forman un proceso iterativo para el uso de datos.   

Comprensión del negocio: debemos tener la claridad de ¿cuál es el problema exacto 

que vamos a resolver?, en nuestro caso el reconocimiento de entidades en un contexto 

biomédico (Leiva, 2022). 

Comprensión analítica: se determinan las técnicas de aprendizaje automático más 

aptas para la solución deseada, en nuestro caso técnicas de cross-lingual (Leiva, 2022). 

Requisitos de datos:  según los métodos seleccionados se decide qué contenido y 

formato deben tener los datos, en nuestro caso de un Corpus (Leiva, 2022). 

Recopilación de datos: se reúnen los datos para estimar si son suficientes para 

solucionar el problema (Leiva, 2022). 

Comprensión de datos: se analiza su contenido para determinar si hacen falta más 

datos (Leiva, 2022). 

https://www.zotero.org/google-docs/?fYIe8g
https://www.zotero.org/google-docs/?eEYlDJ
https://www.zotero.org/google-docs/?6RtXPf
https://www.zotero.org/google-docs/?89zq2Q
https://www.zotero.org/google-docs/?ebXzP5
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Preparación de datos: se preparan los datos de diversas fuentes si es necesario para 

que sean de mejor utilidad (Leiva, 2022). 

Modelado: se usa la primera versión del grupo de datos para crear modelos predictivos 

o descriptivos, en nuestro caso para extraer entidades (Leiva, 2022). 

Evaluación: se aplicarán varias pruebas para diagnosticar la efectividad del resultado 

que el modelo identificó en un principio (Leiva, 2022). 

Implementación: al desarrollar y validar el modelo se implementa en nuestro sistema 

(Leiva, 2022). 

Retroalimentación: se obtiene el feedback sobre el rendimiento del modelo 

implementado. Los científicos de datos lo utilizan para mejorar la precisión y utilidad del 

modelo (Leiva, 2022). 

Diseño del sistema 

En esta sección se describe el diseño del sistema que se utiliza para el desarrollo 

del proyecto. 

Esquemas del sistema de reconocimiento y la normalización de entidades biomédicas  

A continuación, se presentan esquemas que representan el funcionamiento del 

sistema para el reconocimiento y la normalización de entidades biomédicas 

Figura 7. 

Esquema del funcionamiento del sistema para el reconocimiento y la normalización de 

entidades biomédicas 

https://www.zotero.org/google-docs/?cetWiW
https://www.zotero.org/google-docs/?MDHDNJ
https://www.zotero.org/google-docs/?2xE4j2
https://www.zotero.org/google-docs/?2gpqZn
https://www.zotero.org/google-docs/?t0QzAv
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Nota. En la Figura 7 muestra el funcionamiento del sistema primero, toma como entrada un 

texto en el idioma español, para posteriormente transformarlo en un conjunto de tokens, 

asignando a cada uno las características provenientes del corpus de donde se está 

extrayendo esta información. El siguiente paso es asignar a cada token una etiqueta de 

acuerdo a la entidad nombrada que le corresponde. Por último, se encarga de extraer las 

palabras que fueron etiquetadas como entidades nombradas y las muestra al usuario. 

Figura 8 

Diagrama para el reconocimiento y normalización de entidades biomédicas 
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Nota. El Sistema Web de Reconocimiento y normalización de entidades biomédicas utiliza 

el diagrama mostrado en la figura 8, en el cual se detalla la arquitectura usada, la cual 

contiene las herramientas de Metamap, Google NLP y el modelo PharmaCoNER. 

Figura 9 

Diagrama del sistema incorporando Metamap, Google NLP y el modelo entrenado sobre 

corpus. 
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Nota. El proceso esquematizado que seguirá el sistema planteado es el que se detalla en la 

Figura 9 en el cual abarcamos las herramientas descritas anteriormente en el marco teórico, 

de la misma forma el Corpus etiquetado de PharmaCoNER seleccionado para el 

reconocimiento de entidades biomédicas. 

Herramientas empleadas para el desarrollo del sistema 

Para el desarrollo del sistema, específicamente del modelo se eligieron diversas 

herramientas las cuales nos van a servir para llegar a nuestro objetivo, se explicarán 

posteriormente sin dejar de lado sus características, funcionamientos y otros componentes 

que se necesitan para su correcto funcionamiento. 

Tabla 4 

Herramientas utilizadas 

Nombre Descripción 

Python Lenguaje de programación utilizado para el desarrollo del sistema 

(Versión 3.8) 

Visual Studio Editor de código utilizado 

Paper Space Software que permite el uso de GPU en la nube 

PharmaCoNER Corpus de textos médicos especializados en farmacología y 

química farmacéutica 

PyTorch Biblioteca de aprendizaje profundo de código abierto muy popular 

y versátil que brinda a los desarrolladores una variedad de 

características y beneficios para desarrollar modelos sofisticados 
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Nombre Descripción 

de aprendizaje profundo 

Hugging Face Es una de las plataformas más importantes en el campo del 

procesamiento del lenguaje natural 

Nota. En la Tabla 4 se muestran las herramientas que utilizamos para el desarrollo del 

sistema. 

Selección de API para generar el modelo (Pytorch y Hugging Face) 

PyTorch es una potente y popular biblioteca de aprendizaje profundo de código abierto 

que ha experimentado un enorme crecimiento en popularidad en los últimos años. Permite a 

los desarrolladores crear rápida y fácilmente modelos complejos de aprendizaje profundo. 

PyTorch tiene varias características y beneficios que lo convierten en una opción popular 

para aplicaciones de aprendizaje profundo, tiene una interfaz fácil de usar que facilita el 

desarrollo de modelos, así como un fuerte soporte para GPU que permite tiempos de 

entrenamiento más rápidos (Min et al., 2021). Asimismo, PyTorch tiene una comunidad 

activa que brinda recursos y tutoriales útiles para ayudar a los desarrolladores a 

comprender y usar la biblioteca (Min et al., 2021). PyTorch tiene una amplia gama de 

herramientas y bibliotecas, lo que lo convierte en una excelente opción para proyectos 

complejos, convirtiéndose en una herramienta altamente extensible, lo que permite a los 

desarrolladores personalizarlo y ampliarlo para su caso de uso particular. (Min et al., 2021) 

En general, PyTorch es una biblioteca de aprendizaje profundo de código abierto muy 

popular y versátil que brinda a los desarrolladores una variedad de características y 

beneficios para desarrollar modelos sofisticados de aprendizaje profundo (Min et al., 2021).  

https://www.zotero.org/google-docs/?jbeBrT
https://www.zotero.org/google-docs/?fqx5d5
https://www.zotero.org/google-docs/?TOhDxe
https://www.zotero.org/google-docs/?0UFUdE
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La implementación de modelos de aprendizaje automático en producción puede ser un 

proceso desafiante, que requiere una cuidadosa consideración de una variedad de factores. 

Se destaca que la capacidad de iterar rápidamente en los experimentos es una gran ventaja 

de PyTorch y su flexibilidad para crear capas y arquitecturas personalizadas, sin embargo, 

esto puede crear desafíos en la producción, ya que la cantidad de modelos, parámetros y 

capas puede volverse difícil de administrar. (Argyriou et al., 2020) 

En conclusión, PyTorch es un marco de aprendizaje profundo potente y fácil de usar que 

permite un desarrollo de aprendizaje profundo eficiente y efectivo. Permite a los 

desarrolladores crear, implementar y personalizar rápidamente modelos de aprendizaje 

profundo con facilidad y flexibilidad. Además, sus capacidades de capacitación distribuida y 

la integración con otros marcos populares como TensorFlow lo convierten en una 

herramienta ideal para aplicaciones de aprendizaje profundo. Con una interfaz de 

programación amigable y una variedad de herramientas de biblioteca, PyTorch es ideal 

tanto para principiantes como para expertos en aprendizaje profundo. El marco simple e 

intuitivo de PyTorch permite una experimentación y un desarrollo rápidos y efectivos, lo que 

la convierte en la principal herramienta para todas las necesidades de aprendizaje profundo. 

La biblioteca Hugging Face es una de las plataformas más importantes en el campo del 

procesamiento del lenguaje natural (NLP, por sus siglas en inglés), desde el 2016, ha 

crecido rápidamente hasta convertirse en una de las bibliotecas de modelos de NLP más 

utilizadas y respetadas en la industria. (O’Neill, 2022) 

Uno de los factores clave detrás del éxito de Hugging Face es su enfoque en la facilidad 

de uso. La biblioteca ha sido diseñada para ser intuitiva y accesible para desarrolladores de 

todos los niveles de habilidad, desde principiantes hasta expertos (O’Neill, 2022). Además, 

el código de la biblioteca está disponible en GitHub, lo que significa que los usuarios pueden 

contribuir y mejorar la biblioteca de manera constante.  

https://www.zotero.org/google-docs/?GLufe1
https://www.zotero.org/google-docs/?eFz567
https://www.zotero.org/google-docs/?GgdkPt
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Otro aspecto importante es la cantidad y calidad de los modelos disponibles en la 

biblioteca. Hugging Face ofrece una amplia gama de modelos pre-entrenados en diversas 

tareas de NLP, incluyendo análisis de sentimiento, traducción automática, extracción de 

información y generación de texto. (O’Neill, 2022) Estos modelos son el resultado de años 

de investigación y desarrollo por parte de los mejores equipos de NLP en todo el mundo, y 

están disponibles para su uso inmediato en la biblioteca. 

Asimismo, la biblioteca también permite a los usuarios entrenar sus propios modelos 

basados en sus datos y configuraciones específicas. Esto es especialmente útil para las 

organizaciones que tienen datos confidenciales o que necesitan modelos altamente 

personalizados para sus aplicaciones. 

Otro factor importante es la escalabilidad de la biblioteca. Hugging Face es compatible 

con una amplia gama de plataformas y sistemas operativos, y puede ser integrado 

fácilmente en aplicaciones más grandes (O’Neill, 2022). Además, la biblioteca es compatible 

con GPUs, lo que significa que los usuarios pueden entrenar modelos de forma rápida y 

eficiente. 

En resumen, la biblioteca Hugging Face es una de las plataformas de NLP más 

importantes disponibles en la industria actual. Con su enfoque en la facilidad de uso, la 

calidad y cantidad de modelos disponibles, la posibilidad de entrenar modelos 

personalizados y la escalabilidad, Hugging Face se ha convertido en una herramienta 

esencial para cualquier persona o organización interesada en el procesamiento del lenguaje 

natural. 

https://www.zotero.org/google-docs/?XxTtgY
https://www.zotero.org/google-docs/?l85fZC
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Selección de corpus  

A continuación, detallaremos el corpus que nos será útil como recursos para hacer la 

validación del sistema. PharmaCoNER nos servirá para el proceso de identificación de 

entidades biomédicas. 

PharmaCoNER 

Un corpus lingüístico es un conjunto de documentos lingüísticos seleccionados y 

ordenados según criterios lingüísticos explícitos con el objetivo de ser usados como muestra 

del lenguaje («Corpus lingüístico», 2022). El corpus puede consistir en diferentes tipos de 

textos, como discursos, narrativas, diálogos, entrevistas, artículos, etc. Los textos del corpus 

pueden ser escritos o hablados, y se usan para estudiar el uso del lenguaje, las estructuras 

gramaticales, las relaciones entre palabras y frases, etc («Corpus lingüístico», 2022). Los 

corpus se pueden utilizar para diversos propósitos, como el análisis del lenguaje, la 

detección de patrones, el aprendizaje automático, la traducción automática, etc. («Corpus 

lingüístico», 2022) 

Para el desarrollo de nuestro proyecto seleccionamos “PharmaCoNER” el mismo es un 

corpus de textos médicos especializados en farmacología y química farmacéutica 

(Gonzalez-Agirre et al., 2019). Este corpus es una valiosa herramienta para la investigación 

en el campo de la farmacología y la química farmacéutica, ya que proporciona una gran 

cantidad de textos de alta calidad y especializados en el área, que pueden ser utilizados 

para entrenar y evaluar modelos de procesamiento de lenguaje natural. (Gonzalez-Agirre 

et al., 2019) 

El corpus PharmaCoNER es una colección de documentos que incluyen información 

sobre diferentes aspectos de la farmacología y la química farmacéutica, como la descripción 

de compuestos químicos, las interacciones farmacológicas y las propiedades 

https://www.zotero.org/google-docs/?g1dWIy
https://www.zotero.org/google-docs/?zI6eFl
https://www.zotero.org/google-docs/?FQux9J
https://www.zotero.org/google-docs/?FQux9J
https://www.zotero.org/google-docs/?OnLzc2
https://www.zotero.org/google-docs/?QP6eMx
https://www.zotero.org/google-docs/?QP6eMx
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farmacocinéticas y farmacodinámicas de los medicamentos. (Gonzalez-Agirre et al., 2019) 

Estos documentos provienen de una amplia gama de fuentes, incluyendo artículos de 

revistas científicas, patentes, registros de ensayos clínicos y bases de datos de 

medicamentos (Gonzalez-Agirre et al., 2019). 

El corpus PharmaCoNER es un recurso valioso para la investigación en farmacología y 

química farmacéutica debido a su gran cantidad de información especializada y su 

coherencia temática (Gonzalez-Agirre et al., 2019). Los investigadores pueden utilizar este 

corpus para entrenar modelos de procesamiento de lenguaje natural y desarrollar 

aplicaciones que extraigan información valiosa de textos médicos especializados (Gonzalez-

Agirre et al., 2019). Por ejemplo en nuestro caso vamos a reconocer entidades biomédicas. 

Además, el corpus PharmaCoNER es un recurso valioso para la formación de 

profesionales en el campo de la farmacología y la química farmacéutica, los estudiantes y 

profesionales pueden utilizar este corpus para familiarizarse con el lenguaje especializado 

utilizado en el área y mejorar su comprensión de los conceptos clave en farmacología y 

química farmacéutica. (Gonzalez-Agirre et al., 2019) 

En conclusión, el corpus PharmaCoNER es un recurso valioso para la investigación y la 

formación en el campo de la farmacología y la química farmacéutica. Proporciona una gran 

cantidad de información especializada y coherente sobre diferentes aspectos de estas 

áreas, lo que nos va a servir para el desarrollo de nuestro proyecto. 

Definición e implementación de modelos. 

La metodología aplicada para el desarrollo del sistema nos señala que la siguiente etapa 

para el desarrollo del sistema es la planificación para cada sprint, priorizando las tareas más 

importantes de una forma ordenada, aplicando el Sprint Backlog. Para lograr lo mencionado 

https://www.zotero.org/google-docs/?jGYneH
https://www.zotero.org/google-docs/?2x1GLW
https://www.zotero.org/google-docs/?6Rp45R
https://www.zotero.org/google-docs/?fNX4O7
https://www.zotero.org/google-docs/?fNX4O7
https://www.zotero.org/google-docs/?MkKvHT


49 
 
se llevaron a cabo reuniones presenciales y por videoconferencia en la plataforma Google 

Meet. 

Sprint 01: Utilizar herramienta de metamap para etiquetado automático de entidades 

médicas 

Para el proceso del Sprint 01, se tomó en consideración la Historia de Usuario 

(H.U.01), ubicada en la Tabla 2, en donde dice que se va a utilizar herramientas como 

metamap para el etiquetado automático de entidades médicas. 

Historia de Usuario Detallada 1 

Tabla 5 

Historia de Usuario para utilizar herramientas como metamap para el etiquetado automático 

de entidades médicas. 

Historia de Usuario 

Número:  H.U.01 Usuario: Administrador 

Nombre: Metamap para el etiquetado 

automático 

Número de Sprint: 1 

Prioridad: Alta Riesgo de desarrollo: Medio 

Duración: 10 días Interacción asignada: 1 

Responsables en el desarrollo: Adrian Salazar, Brandon Pallo 

Descripción: Como programador quiero utilizar herramientas como metamap para el 

etiquetado automático de entidades médicas. 
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Validación: 

- Se utilizó la herramienta de metamap para el etiquetado automático de 

entidades médicas. 

- Se realizaron pruebas del funcionamiento del algoritmo. 

Sprint Backlog 1 

En la tabla 6 se muestra el sprint Backlog 01, donde se especifican las tareas 

realizadas en el sprint 1, también se muestra las horas empleadas en la actividad, fechas de 

inicio y fin, el responsable y el estado. 

Tabla 6 

Sprint Backlog 01 

H.U. TAREA HORAS INICIO FIN RESPONSABLE ESTADO 

H.U.01 Selección y 

configuración 

de la 

herramienta 

8 24/10/20

22 

24/10/

2022 

Adrian Salazar, 

Brandon Pallo 

Finalizado 

H.U.01 Instalar la 

imagen de 

metamap en 

doker 

5 25/10/20

22 

26/10/

2022 

Adrian Salazar, 

Brandon Pallo 

Finalizado 

H.U.01 Aplicación y 

verificación 

27 27/10/20

22 

04/11/

2022 

Adrian salazar, 

Brandon Pallo 

Finalizado 
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de la 

funcionalidad 

de la 

herramienta 

Sprint 02:  Utilizar herramienta de Google para etiquetado automático de entidades 

médicas 

Para el proceso del Sprint 02, se tomó en consideración la Historia de Usuario 

(H.U.02), ubicada en la Tabla 2, en donde dice que se va a utilizar herramientas como 

Google para el etiquetado automático de entidades médicas. 

Historia de Usuario Detallada 2 

Tabla 7 

Historia de Usuario para utilizar herramientas como Google para el etiquetado automático 

de entidades médicas. 

Historia de Usuario 

Número:  H.U.02 Usuario: Administrador 

Nombre:  Google para el etiquetado 

automático 

Número de Sprint: 1 

Prioridad: Alta Riesgo de desarrollo: Medio 

Duración: 10 días Interacción asignada: 1 

Responsables en el desarrollo: Adrian Salazar, Brandon Pallo 
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Descripción: Como programador quiero utilizar herramientas como Google para el 

etiquetado automático de entidades médicas. 

Validación: 

- Se utilizó la herramienta de metamap para el etiquetado automático de 

entidades médicas. 

- Se realizaron pruebas del funcionamiento del algoritmo. 

Sprint Backlog 2 

En la tabla 8 se muestra el sprint Backlog 02, donde se especifican las tareas 

realizadas en el sprint 2, también se muestra las horas empleadas en la actividad, fechas de 

inicio y fin, el responsable y el estado. 

Tabla 8 

Sprint Backlog 02 

H.U. TAREA HORAS INICIO FIN RESPONSABLE ESTADO 

H.U.02 Selección y 

configuración 

de la 

herramienta 

10 07/11/2

022 

09/11/2

022 

Adrian Salazar, 

Brandon Pallo 

Finalizado 

H.U.02 Aplicación de 

la 

herramienta 

7 10/11/2

022 

11/11/2

022 

Adrian Salazar, 

Brandon Pallo 

Finalizado 

H.U.02 Verificación 23 14/11/2 18/11/2 Adrian Salazar, Finalizado 
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de la 

funcionalidad 

de la 

herramienta 

022 022 Brandon Pallo 

Sprint 03:  Crear un algoritmo que me permita tokenizar entidades para reconocer 

entidades biomédicas a partir de textos médicos extraídos del corpus 

Para el proceso del Sprint 03, se tomó en consideración la Historia de Usuario 

(H.U.03), ubicada en la Tabla 2, en donde dice que se va a crear un algoritmo que me 

permita tokenizar entidades para reconocer entidades biomédicas a partir de textos médicos 

extraídos del corpus. 

Historia de Usuario Detallada 3 

Tabla 9. 

Historia de Usuario para crear un algoritmo que me permita tokenizar entidades para 

reconocer entidades biomédicas a partir de textos médicos extraídos del corpus. 

Historia de Usuario 

Número:  H.U.03 Usuario: Administrador 

Nombre:  Desarrollo del algoritmo para la 

tokenización de entidades 

Número de Sprint: 1 

Prioridad: Alta Riesgo de desarrollo: Medio 

Duración: 15 días Interacción asignada: 1 
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Historia de Usuario 

Responsables en el desarrollo: Adrian Salazar, Brandon Pallo 

Descripción: Como programador quiero crear un algoritmo que me permita tokenizar 

entidades para reconocer entidades biomédicas a partir de textos médicos extraídos 

del corpus. 

Validación: 

- Se realizará el reconocimiento del corpus 

- Se realizará la construcción del algoritmo 

- Se realizará las pruebas del algoritmo 

Sprint Backlog 3 

En la tabla 10 se muestra el sprint Backlog 03, donde se especifican las tareas 

realizadas en el sprint 3, también se muestra las horas empleadas en la actividad, fechas de 

inicio y fin, el responsable y el estado. 

Tabla 10. 

Sprint Backlog 03 

H.U. TAREA HORAS INICIO FIN RESPONSABLE ESTADO 

H.U.03 Indagación y 

experimentaci

ón del corpus 

10 21/11/2

022 

23/11/2

022 

Adrián Salazar, 

Brandon Pallo 

Finalizado 

H.U.03 Construcción 

del algoritmo 

25 24/11/2

022 

02/12/2

022 

Adrián Salazar, 

Brandon Pallo 

Finalizado 
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H.U. TAREA HORAS INICIO FIN RESPONSABLE ESTADO 

H.U.03 Aplicación de 

pruebas al 

algoritmo 

25 05/12/2

022 

09/12/2

022 

Adrián Salazar, 

Brandon Pallo 

Finalizado 

Sprint 04: Aplicar un modelo pre entrenado para reconocer entidades biomédicas a 

partir de un texto ingresado 

Para el proceso del Sprint 04, se tomó en consideración la Historia de Usuario 

(H.U.04), ubicada en la Tabla 2, en donde dice que se va a aplicar un modelo pre entrenado 

para reconocer entidades biomédicas a partir de un texto ingresado. 

Historia de Usuario Detallada 4 

Tabla 11 

Historia de Usuario para aplicar un modelo pre entrenado para reconocer entidades 

biomédicas a partir de un texto ingresado. 

Historia de Usuario 

Número:  H.U.04 Usuario: Administrador 

Nombre:  Aplicación de modelo pre 

entrenado para reconocer entidades 

biomédicas 

Número de Sprint: 1 

Prioridad: Alta Riesgo de desarrollo: Medio 

Duración: 5 días Interacción asignada: 1 
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Historia de Usuario 

Responsables en el desarrollo: Adrián Salazar, Brandon Pallo 

Descripción: Quiero aplicar un modelo pre entrenado para reconocer entidades 

biomédicas a partir de un texto ingresado. 

Validación: 

- Se aplicará modelo pre entrenado proveniente de la página hugging face. 

- Se realizará pruebas del modelo en plataformas como “paperspace” donde nos 

permitan el uso de GPU para su mejor rendimiento. 

Sprint Backlog 4 

En la tabla 12 se muestra el sprint Backlog 04, donde se especifican las tareas 

realizadas en el sprint 4, también se muestra las horas empleadas en la actividad, fechas de 

inicio y fin, el responsable y el estado. 

Tabla 12. 

Sprint Backlog 04 

H.U. TAREA HORAS INICIO FIN RESPONSABLE ESTADO 

H.U.04 Aplicación del 

modelo en 

herramientas 

como 

paperspace 

donde nos 

8 12/12/2

022 

13/12/2

022 

Adrián Salazar, 

Brandon Pallo 

Finalizado 
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H.U. TAREA HORAS INICIO FIN RESPONSABLE ESTADO 

permitan el 

uso de GPU 

H.U.04 Entrenamient

o del modelo 

5 14/12/2

022 

14/12/2

022 

Adrián Salazar, 

Brandon Pallo 

Finalizado 

H.U.04 Aplicación de 

pruebas para 

verificar la 

funcionalidad 

del modelo 

7 15/12/2

022 

16/12/2

022 

Adrián Salazar, 

Brandon Pallo 

Finalizado 

Sprint 05: Unificar el algoritmo y el modelo pre entrenado para obtener un mejor 

reconocimiento de entidades biomédicas 

Para el proceso del Sprint 05, se tomó en consideración la Historia de Usuario (H.U.05), 

ubicada en la Tabla 2, en donde dice que se va a unificar el algoritmo y el modelo pre 

entrenado para obtener un mejor reconocimiento de entidades biomédicas. 

Historia de Usuario Detallada 5 

Tabla 13 

Historia de Usuario para unificar el algoritmo y el modelo pre entrenado para obtener un 

mejor reconocimiento de entidades biomédicas 
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Historia de Usuario 

Número:  H.U.06 Usuario: Administrador 

Nombre: Unión del algoritmo y el modelo 

pre entrenado 

Número de Sprint: 1 

Prioridad: Alta Riesgo de desarrollo: Medio 

Duración: 20 días Interacción asignada: 1 

Responsables en el desarrollo: Adrián Salazar, Brandon Pallo 

Descripción: Unificar el algoritmo y el modelo pre entrenado para obtener un mejor 

reconocimiento de entidades biomédicas 

Validación: 

- Se integrarán las herramientas de Google y Metamap. 

- Se desarrollará una interfaz aplicando un framework adecuado. 

- Se integrará el modelo pre entrenado al sistema.  

- Se realizará las pruebas correspondientes. 

 

Sprint Backlog 5 

En la tabla 14 se muestra el sprint Backlog 06, donde se especifican las tareas 

realizadas en el sprint 6, también se muestra las horas empleadas en la actividad, fechas de 

inicio y fin, el responsable y el estado. 

Tabla 14. 

Sprint Backlog 05 
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H.U. TAREA HORAS INICIO FIN RESPONSABLE ESTADO 

H.U.05 Desarrollo de 

una interfaz 

web 

apoyándonos 

en el 

framework 

Django 

15 19/12/2

022 

22/12/2

022 

Adrián Salazar, 

Brandon Pallo 

Finalizado 

H.U.05 Integración 

de las 

herramientas 

de metamap 

y google al 

sistema 

20 23/12/2

022 

29/12/2

022 

Adrián Salazar, 

Brandon Pallo 

Finalizado 

H.U.05 Integración 

del código al 

sistema 

10 30/12/2

022 

02/01/2

023 

Adrián Salazar, 

Brandon Pallo 

Finalizado 

H.U.05 Pruebas 

realizadas al 

sistema 

35 03/01/2

023 

13/01/2

023 

Adrián Salazar, 

Brandon Pallo 

Finalizado 
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Lenguaje de programación (Python), para realizar algoritmos y para la interfaz web 

Algoritmo para el etiquetado de entidades médicas 

Para el desarrollo de nuestro proyecto, utilizamos un algoritmo hecho a medida de los 

textos que vamos a clasificar, mediante el uso del lenguaje de programación Python. Como 

primer paso, clasificamos las posiciones que obtenemos de un archivo “.ann”, para 

posteriormente realizar el primer etiquetado de entidades del tipo (NORMALIZABLES, 

NO_NORMALIZABLES, PROTEINAS y UNCLEAR), con base en las posiciones antes 

obtenidas siguiendo las normas que se detallan en el BIO Scheme. 

Con lo cual obtendremos un dataset listo con cada tipo de entidad etiquetado 

dependiendo de su relevancia en el contexto. Para utilizarlo en un modelo de Machine 

Learning  

Figura 10 

Algoritmo para la lectura de texto y clasificación de posiciones de las entidades 



61 
 

 

Figura 11 

Algoritmo para el etiquetado de entidades siguiendo la norma BIO Scheme. 
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Algoritmo para la interfaz web 

Para la interfaz web ocupamos el framework de desarrollo Django que trabaja con una 

frontend basado en HTML, Css y javascript. Además de un backend el que estará 

desarrollado usando el lenguaje de programación Python. 

Figura 12 

Algoritmo para la interfaz web. 
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Reconocimiento de entidades con técnicas de cross lingual (Traduciendo del español 

al inglés y etiquetando con Metamap y Google Health) 

A Continuación, se muestra el reconocimiento de entidades con técnicas de cross lingual 

con las herramientas de Metamap y Google Health 

Figura 13 

Diagrama del reconocimiento de entidades con técnicas de cross lingual 

 

Nota. En la Figura 13 se muestra el funcionamiento del reconocimiento de entidades 

biomédicas aplicando técnicas de cross lingual. 

Usando modelos entrenados sobre corpus etiquetado. 

Se utilizó un Modelo de lenguaje biomédico y clínico para el español pre entrenado a 

partir del corpus de PharmaCoNER. Específicamente el modelo es: 

• bsc-bio-her-es: modelo entrenado en un corpus biomédico-clínico en español 

(PlanTL-GOB-ES/bsc-bio-ehr-es · Hugging Face, s. f.) . 

Para la tarea de reconocimiento de entidades nombradas (NER) se encuentra ajustado 

el modelo pre entrenado y se lo encuentra en HuggingFace. Es el siguiente: 

https://huggingface.co/PlanTL-GOB-ES/bsc-bio-ehr-es
https://www.zotero.org/google-docs/?oAdLbo
https://www.zotero.org/google-docs/?oAdLbo
https://www.zotero.org/google-docs/?oAdLbo


64 
 

● bsc-bio-her-es-pharmaconer: modelo NER para sustancias, compuestos y proteínas 

en casos clínicos (PlanTL-GOB-ES/bsc-bio-ehr-es-pharmaconer · Hugging Face, 

2022). 

 

 

 

 

 

 

 

 

 

 

 

 

 

https://huggingface.co/PlanTL-GOB-ES/bsc-bio-ehr-es-pharmaconer
https://www.zotero.org/google-docs/?jXLMj5
https://www.zotero.org/google-docs/?jXLMj5
https://www.zotero.org/google-docs/?jXLMj5
https://www.zotero.org/google-docs/?jXLMj5
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Capítulo 4 

Validación del Sistema 

Las entidades biomédicas son una parte esencial del texto médico, por lo que es 

importante contar con un reconocimiento casi preciso y automatizado de estas entidades. 

En este capítulo abordaremos las actividades realizadas durante el periodo de este proyecto 

para obtener un mejor resultado en el reconocimiento de entidades con respecto al anterior 

trabajo realizado. 

Para la validación del sistema recibirá como entrada un texto, el mismo que se va a 

referir a un contexto médico y como salida obtendrá la extracción de datos, en este caso 

entidades médicas. Con el fin de tener una visión sobre cómo funciona el sistema de 

reconocimiento de entidades, se explica de forma breve el proceso realizado: i) El primer 

paso es mediante un proceso NER detectar una entidad, puede ser una palabra o un 

conjunto de palabras que están referidas a una misma categoría, ii) Después de extraer la 

entidad, el siguiente paso es categorizar la entidad detectada. Las categorías de una 

entidad pueden ser de cualquier asunto, en este caso vamos a tener 4 tipo de entidades 

(NORMALIZABLES, NO_NORMALIZABLES, PROTEINAS y UNCLEAR). 

Selección de las herramientas y recursos para la validación del sistema 

Para la validación del sistema se eligieron diversas herramientas las cuales nos van 

a servir para llegar a nuestro objetivo, se explicarán posteriormente sin dejar de lado sus 

características, funcionamientos y otros componentes que se necesitan para su correcto 

funcionamiento. 
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Medline (Del Clef Gold Corpus) 

Medline es una fuente de información creada por la Librería Nacional de Medicina 

(NLM), correspondiente al Clef Gold Corpus, es una colección de varios temas entre ellos 

biomedicina, ciencias de la vida, salud, ciencias químicas y bioingeniería entre otros. 

Temáticas imprescindibles en el conocimiento de profesionales de salud, científicos en 

investigación de ciencias biomédicas. (Costas et al., 2008). 

EMEA (Del Clef Gold Corpus) 

EMEA es un corpus de información biomédica correspondiente al Clef Gold Corpus 

el cual fue creado por la Agencia Europea de Medicina (EMEA). En este corpus se anexa 

información de medicamentos específicamente traducidos a varios idiomas de toda la Unión 

Europea. (CORRALES et al., s. f.) 

Análisis de resultados 

El sistema web para el reconocimiento y la normalización de entidades biomédicas 

mediante técnicas de cross-lingual ha sido evaluado y se presentan a continuación los 

resultados del análisis de los datos obtenidos. 

Figura 14 

Interfaz de usuario del Etiquetador de conceptos biomédicos 

https://www.zotero.org/google-docs/?1ePW5z
https://www.zotero.org/google-docs/?DV4MvL
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Nota. En la figura 14 se observa el sistema de etiquetado de conceptos biomédicos en 

español, donde se integró las herramientas de Metamap, Google NLP y por último el Corpus 

etiquetado de PharmaCoNER, donde se puede evidenciar que gracias a la integración de 

los mismos podemos obtener una mayor cantidad de entidades. 

Efectividad de las herramientas de etiquetado 

Tabla 15 

Resultados de efectividad de las herramientas de etiquetado (Google NLP y Metamap) 
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Corpus Etiquetado con 

combinación de 

herramientas (Google 

NLP y Metamap) 

% de efectividad 

Medline 166/316 52,53% 

EMEA 237/430 55,11% 

Nota. En la Tabla 15 se evidencia los resultados obtenidos al evaluar las herramientas de 

Google NLP y Metamap en base a los corpus de Medline y EMEA, donde se evidencia que 

evaluando el corpus de Medline se obtiene un resultado del 52,53%, ya que dichas 

herramientas reconocieron 166 entidades de 316 que fue su total. Por otra parte, al 

experimentar con el corpus de EMEA se obtiene un valor del 55,11%, puesto que por la 

combinación de estas dos herramientas se reconocieron 237 entidades de 430. 

Tabla 16 

Reconocimiento de nuevas entidades con PharmaCoNER 

Corpus Etiquetado con 

combinación de 

herramientas  (Google 

NLP y Metamap) 

Nuevas entidades 

identificadas con 

PharmaCoNER 

Medline 166/323 7/323 

EMEA 237/449 17/449 

Nota. En la Tabla 16 se presenta el resultado de la integración de PharmaCoNER, el mismo 

que muestra que en el corpus de Medline reconoció 7 entidades nuevas y en el de EMEA 

17 entidades nuevas, cabe recalcar que estas nuevas entidades las dos herramientas 

anteriores no pudieron identificar. 
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Tabla 17 

Resultados de efectividad de las herramientas de etiquetado (Google NLP, Metamap y 

PharmaCoNER) 

Corpus Etiquetado con 

combinación de 

herramientas 

(Google NLP, 

Metamap y 

PharmaCoNER) 

% de efectividad % que incrementa 

al agregar 

PharmaCoNER con 

respecto a las 

anteriores dos 

herramientas 

Medline 173/323 53,56% 1,03% 

EMEA 254/449 56,57% 1,46% 

Nota. En la Tabla 17 se evidencia los resultados obtenidos al evaluar las herramientas de 

Google NLP, Metamap y PharmaCoNER en base a los corpus de Medline y EMEA, donde 

se evidencia que evaluando el corpus de Medline reconoce 173 entidades de un total de 

323, obteniendo un resultado del 53,56%. Cabe mencionar que gracias a la integración de 

esta última herramienta el porcentaje de efectividad aumentó en un 1,03%. Por otra parte en 

el corpus EMEA se reconocieron 254 entidades de 449, obteniendo un resultado de 

efectividad del 56,57%, destacando que la efectividad aumentó en un 1,46% en 

comparación a lo anterior. 

Estos resultados se obtuvieron por la integración de estas tres herramientas de 

etiquetadores automáticos (Google NLP, Metamap y PharmaCoNER) dando como resultado 

una mejor etiquetación de entidades biomédicas, ya que cada herramienta obtiene 

diferentes etiquetas, como podemos evidenciar a continuación. 

Tabla 18 



70 
 
Ejemplo de combinación de herramientas en el corpus Medline 

Frase Entidad Tipo Google 

NLP 

Metamap PharmaCoNER 

Modificaciones 

de los valores 

de K + en la 

inducción con 

pentotal y 

succinilcolina. 

K CHEM 0 0 1 

succinilcolina CHEM 1 1 0 

pentotal CHEM 0 0 0 

Nota. En la Tabla 18 presenta un ejemplo de cómo actúa la combinación de las 

herramientas donde el “1” representa que se encontró la entidad y “0” significa que no se 

encontró. Además, se evidencia a qué tipo semántico pertenece la entidad.    

Tabla 19 

Ejemplo de combinación de herramientas en el corpus EMEA 

Frase Entidad Tipo Google 

NLP 

Metamap PharmaCoNER 

Retacrit fue 

tan eficaz 

como EPREX/ 

ERYPO para 

corregir y 

mantener los 

recuentos de 

glóbulos 

rojos. 

EPREX CHEM 0 0 1 

recuentos de 

glóbulos rojos 

PHEN 0 1 0 

recuentos de 

glóbulos rojos 

PROC 1 1 0 

Retracrit CHEM 0 0 1 

ERYPO CHEM 0 0 1 
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Nota. En la Tabla 19 presenta un ejemplo de cómo actúa la combinación de las 

herramientas donde el “1” representa que se encontró la entidad y “0” significa que no se 

encontró. Además, se evidencia a qué tipo semántico pertenece la entidad.    

Herramienta web para la visualización de resultados 

Para la visualización de resultados optamos por el uso de “Django", ya que es un 

framework para el desarrollo web de código abierto basado en Python, el mismo fué 

desarrollado originalmente para la gestión de contenido de un sitio web y ha evolucionado 

hasta convertirse en una plataforma poderosa y versátil para la creación de aplicaciones 

web. (Vidal-Silva et al., 2021) 

Una de las principales características de Django es su enfoque en la reutilización de 

código, tiene una arquitectura modular que permite a los desarrolladores crear aplicaciones 

utilizando módulos y aplicaciones de terceros, esto significa que los desarrolladores pueden 

concentrarse en resolver problemas específicos y no tener que escribir todo el código desde 

cero. (Vidal-Silva et al., 2021) Además, Django ofrece una amplia gama de herramientas y 

paquetes para solucionar problemas comunes en la creación de aplicaciones web, como la 

gestión de formularios, la autenticación de usuarios y la generación de informes. (Vidal-Silva 

et al., 2021) 

Otro aspecto importante de Django es su enfoque en la seguridad, ya que incluye una 

serie de medidas de seguridad integradas que protegen las aplicaciones de posibles 

ataques, como la inyección de SQL y el robo de sesión (Vidal-Silva et al., 2021). 

Django también es conocido por su facilidad de uso, ofrece una interfaz administrativa 

intuitiva que permite a los desarrolladores y los usuarios administrar fácilmente la aplicación, 

utiliza un lenguaje de plantilla simple y eficiente que permite a los desarrolladores separar el 

https://www.zotero.org/google-docs/?72qLhE
https://www.zotero.org/google-docs/?OvUnLV
https://www.zotero.org/google-docs/?SAFYD1
https://www.zotero.org/google-docs/?SAFYD1
https://www.zotero.org/google-docs/?lFWciE
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código HTML del código Python, lo que hace que el desarrollo de aplicaciones sea más fácil 

y mantenible, es por eso que hemos optado por el uso de este framework. 
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Capítulo 5 

Conclusiones y Recomendaciones 

Conclusiones 

• El desarrollo del marco teórico permitió la obtención de conocimientos acerca de 

Procesamiento de Lenguaje Natural (NLP), Minería de texto, Métodos y técnicas de 

reconocimiento de entidades médicas nombradas, corpus etiquetados, BIO Scheme 

y las redes transformer  BERT y RoBERTa 

• El algoritmo implementado para etiquetar las entidades biomédicas basado en el 

corpus Pharmacomer, obtuvo un buen resultado, aumentando en 1,03% en la 

evaluación del corpus de Medline y un 1,46% en el corpus de EMEA como parte de 

la base del proceso de reconocimiento y normalización de entidades biomédicas. 

• El uso de herramientas como paperspace fue de gran ayuda en el desarrollo del 

trabajo, ya que la misma poseía GPU en la nube brindándonos de la misma manera 

un mejor rendimiento con respecto a la GPU de nuestras máquinas. 

• El modelo implementado ayudó al reconocimiento de nuevas entidades, en su 

mayoría del tipo CHEM (Chemicals & Drugs). 
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Recomendaciones 

• Es importante revisar la literatura existente sobre técnicas de reconocimiento y 

normalización de entidades biomédicas, así como también sobre técnicas de cross-

lingual. Esto permitirá identificar las técnicas más avanzadas y las limitaciones 

actuales. 

• Es fundamental definir claramente el problema que se desea abordar, en términos 

de los tipos de entidades biomédicas que se desean reconocer y normalizar, los 

idiomas involucrados y las limitaciones de los datos disponibles. 

• Es importante seleccionar conjuntos de datos adecuados para el entrenamiento y 

evaluación del sistema. Estos datos deben representar la diversidad de entidades 

biomédicas y de idiomas involucrados. 

• Se deben seleccionar las técnicas más adecuadas para el reconocimiento y la 

normalización de entidades biomédicas, considerando tanto técnicas de 

procesamiento de lenguaje natural como técnicas de cross-lingual. Es importante 

evaluar y comparar diferentes enfoques. 

• Se debe implementar un sistema web que permita el reconocimiento y la 

normalización de entidades biomédicas en diferentes idiomas. Este sistema debe ser 

fácil de usar y permitir la interacción con los usuarios. 

• Se debe realizar una evaluación exhaustiva del sistema, en términos de su precisión 

y cobertura. Es importante realizar comparaciones con otros sistemas existentes y 

establecer las limitaciones y áreas de mejora. 

• Se deben analizar los resultados obtenidos y sacar conclusiones sobre la efectividad 

del sistema. Se deben discutir las limitaciones del sistema y las posibles áreas de 

mejora para futuras investigaciones. 
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