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RESUMEN

Vivimos en un mundo continuamente cambiante, donde se genera una variedad de fenémenos fisicos
naturales. Muchos de estos fendmenos fisicos han sido monitorizados constantemente por el peligro
latente que generan. Los volcanes son un claro ejemplo de un fenédmeno natural que puede traer
consecuencias catastréficas si entra en etapa eruptiva. En este contexto, el Ecuador posee uno de los
volcanes mas activos del mundo, lo que genera la necesidad de monitorizar y recopilar informacion por
expertos en geofisica, los cuales estan interesados en entender el comportamiento de dicho fenémeno,
por estas razones generan la necesidad de estudiar métodos que permitan identificar posibles erupciones
mediante la monitorizacién y deteccidn de la actividad microsismica de un volcan, con el fin de
salvaguardar vidas y pérdidas materiales. En este proyecto se desarrollé un sistema de reconocimiento
automatico de microterremotos en tiempo real del volcan Cotopaxi al aplicar técnicas de aprendizaje
supervisado. El modelo de reconocimiento es obtenido aplicando modelos de aprendizaje supervisado k-
Vecinos Cercanos (kNN), Maquina de Vectores Soporte (SVM) y Arboles de Decisién (DT) a caracteristicas
de tiempo, frecuencia y escala, aplicados a los datos proporcionados por el Instituto Geofisico de la
Escuela Politécnica Nacional con la actividad sismica presentada del volcan Cotopaxi en los afios 2012,
2013y 2014. El sistema de reconocimiento estd constituido por una etapa de deteccidn y clasificacion,
para lo cual se realizan procesos de segmentacién de la sefial en ventanas, etiquetamiento, extraccion de
caracteristicas, seleccion de caracteristicas y obtenciéon de modelos unificados en un sistema de votacion.
Para las etapas de deteccion y clasificacién de microterremotos presentaron resultados en términos de
exactitud, precision, sensibilidad, especificidad y tasa de error de balanceo (BER, del inglés Balanced Error
Rate), para la deteccién el algoritmo kNN alcanzé porcentajes del 98.15 %, 95.20 % y 0.017 para la
exactitud, precision y BER, respectivamente, mientras que en la clasificacion el algoritmo SVM alcanzé

porcentajes del 94.49 %, 60.42 % y 0.16 para la exactitud, precisién y BER respectivamente.
PALABRAS CLAVES:

e  ACTIVIDAD MICROSISMICA

e  MONITORIZACION VOLCANICA

e EXTRACCION DE CARACTERISTICAS
e  APRENDIZAJE SUPERVISADO

e  SELECCION DE CARACTERISTICAS
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ABSTRACT

We live in a continuously changing world, where a variety of natural physical phenomena are generated.
Many of these physical phenomena have been constantly monitored for the latent danger they generate.
Volcanoes are a clear example of a natural phenomenon that can have catastrophic consequences if it
erupt. In this context, Ecuador has one of the most active volcanoes in the world, which generates the
need to monitor and collect information by experts in geophysics, who are interested in understanding
the behavior of this phenomenon, for these reasons generate the need to study methods to identify
possible eruptions by monitoring and detecting the microseismic activity of a volcano, in order to
safeguard lives and material losses. In this project, an automatic real-time micro-earthquake recognition
system for the Cotopaxi volcano was developed by applying supervised learning techniques. The
recognition model is obtained by applying supervised learning models k-Nearest Neighbors (kNN),
Support Vector Machine (SVM) and Decision Trees (DT) to time, frequency and scale features, applied to
the data provided by the Instituto Geofisico de la Escuela Politécnica Nacional with the seismic activity
presented Cotopaxi volcano in the years 2012, 2013 and 2014. The recognition system is constituted by a
detection and classification stage, for which signal segmentation processes are performed in windows,
labeling, feature extraction, feature selection and obtaining unified models in a voting system. For the
stages of detection and classification of micro-earthquakes presented results in terms of accuracy,
precision, sensitivity, specificity and Balanced Error Rate (BER), for detection the kNN algorithm reached
percentages of 98.15 %, 95.20 % and 0.017 for accuracy, precision and BER, respectively, while in
classification the SVM algorithm reached percentages of 94.49 %, 60.42 % and 0.16 for accuracy, precision

and BER respectively.
KEYWORDS:

MICROSEISMIC ACTIVITY

VOLCANIC MONITORING

FEATURE EXTRACTION

SUPERVISED LEARNING

FEATURE SELECTION
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Capitulo |

Introduccion

Antecedentes
El anillo de Fuego del Pacifico es una zona geografica con una intensa actividad sismica y
volcdnica que comprende un area de 40000 km, en este territorio estan ubicados 452 volcanes y
concentra el 75% de los volcanes mas peligrosos del mundo los cuales han generado el 90% de
las actividades simicas registradas (Leire, 2014). Los volcanes Cotopaxi, Ojo del Salado y Cerro
Azul ubicados en esta zona geografica son considerados los mas activos y peligrosos del mundo

(Molina, 2018).

El Ecuador es considerado uno de los paises que posee los volcanes mas activos del
mundo, esto se debe a varios factores como su ubicacién geografica al estar situado en el
Cinturdn de Fuego del Pacifico donde existe una alta frecuencia en la actividad volcanica y
sismica. Los volcanes Cotopaxi, Tungurahua y Sangay son considerados los volcanes actualmente

activos y mas peligrosos del Ecuador (IGEPN, 2020).

En este contexto, el volcan Cotopaxi es un estratovolcan nevado con una frecuente
actividad sismica y volcanica, el cual se encuentra ubicado sobre la Cordillera Oriental a una
distancia de 35 km al Noreste de Latacunga y de 45 km al Sureste de Quito, con una altura de
5897 m sobre el nivel del mar. Los registros de la actividad eruptiva del volcan Cotopaxi se han
recopilado desde inicios de la conquista espafiola, se encuentran documentados cinco grandes
episodios eruptivos en los siguientes afios: 1532-1534, 1742-1744, 1766-1768, 1853-1854 y
1877-1880. Las consecuencias que se han registrado con cada periodo eruptivo han sido
pérdidas socio-econdmicas en el Ecuador. El verdadero peligro que radica en cada episodio

eruptivo es dar lugar a formaciones de lahares que pueden afectar actualmente a un estimado
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de 300.000 personas de poblaciones aledafias al volcan Cotopaxi, como Latacunga y una parte

del Valle de los Chillos (IGEPN, 2017).

La frecuente actividad sismica que presenta el volcan Cotopaxi ha llevado a la necesidad
de mantenerlo permanentemente monitorizado. El Instituto Geofisico de la Escuela Politécnica
Nacional (IGEPN) se encarga de realizar la monitorizacion de las actividades sismicas y volcanicas
en el Ecuador. La monitorizacidn de volcan Cotopaxi se realiza a través de una red de 59
estaciones compuestas por detectores de lahares, deformaciones por movimiento de magma,
medidores de emisidn de gases, detectores de sismos, pluvidmetros, cdmaras y termocupla
(IGEPN, 2019). Los datos recopilados por las estaciones son almacenados y posteriormente
analizados para determinar si el volcan Cotopaxi entra en un proceso eruptivo que puede causar

dano al equilibrio del ecosistema del Ecuador.

Algunas de las consecuencias que se pueden presentar si el volcadn Cotopaxi entra en un
proceso eruptivo son: expulsion de gases volcanicos como SO, y CO,, que en altas cantidades
pueden ser mortales para los seres vivos; flujos pirocldsticos formados por gases, fragmentos de
rocas y ceniza que son expulsados por el cono del volcan; lluvia de ceniza que se puede extender
por grandes areas afectando a las poblaciones, vegetacion y fauna aledafia; lahares que son
desplazamientos de lodo y escombros que llegan a alcanzar una velocidad de hasta 100 km/h y
finalmente presenta microterremotos los cuales son de muy baja magnitud que no son

percibidos por las poblaciones aledanas (Hall, Andrade, Mothes, Troncoso, & ...Yepes, 2005).

El IGEPN realiza una monitorizacién permanente las 24 horas del dia y 365 dias del afio
para la recopilacién de las distintas alteraciones que presenta el volcan Cotopaxi. Disponen de
un Sistema Informatico para el Procesamiento y Andlisis de Sefiales Sismicas de los volcanes del

Ecuador (SIPASS), el cual fue implementado en el 2011 y permite identificar el tipo de
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microterremoto que se produce mediante el calculo de la transformada rapida de Fourier (FFT,
del inglés Fast Fourier Transform) para obtener el espectro de la sefial y verificar el rango de
frecuencia en la se encuentra, posteriormente los expertos del IGEPN lo etiquetan de forma
visual y almacenan la informacion recopilada en una base de datos (Viracucha & De la Batida,
2014). El proceso de etiquetaciéon de los microterremotos al ser de forma visual requiere una
gran cantidad de tiempo, lo cual puede causar represidn de la informacidn si existe una elevada

actividad sismica en el volcan Cotopaxi.

La frecuencia de los distintos tipos de microterremotos que presenta un volcan puede
dar aviso si el mismo se encuentra en una etapa eruptiva, de ahi la importancia para realizar el
reconocimiento de los microterremotos en el menor tiempo posible asi se puede generar una
alerta temprana que ayude a salvaguardar a las poblaciones aledafias y prevenir tragedias frente

a una posible erupcion (IGEPN, 2015).

En la seccién 1.5 se presenta de forma detallada los trabajos relacionados con el

reconocimiento de microterremotos con distintos métodos de analisis.

Justificacion e Importancia
Los volcanes son uno de los peligros naturales permanentemente latentes que

amenazan con el equilibrio de un ecosistema, los cuales son monitorizados para detectar
caracteristicas relacionadas con deformacién del suelo, flujo de gas, sismicidad y otros factores.
La sismologia es una herramienta importante y efectiva para monitorizar volcanes, la sismicidad
es el método mas rapido y usado para detectar cambios en los volcanes. Los analistas pueden
interpretar la firma sismoldgica para identificar los diferentes tipos de microterremotos, los que
se presentan mas frecuentemente son eventos de Largo Periodo (LP), terremotos Volcano

Tectodnicos (VT), Temblores (TRE, del inglés Tremor ) e hibridos (HYB, del inglés Hybrids ) (Lara,
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Benitez, Carrera, Ruiz, & Rojo Alvarez, 2016). La frecuencia de estos eventos puede dar aviso del

incremento en la actividad sismica de un volcan.

El volcan Cotopaxi posee una monitorizacion constante por el IGEPN (24 h /7 dias a la
semana) (Ortiz Herazo, 2013). La actividad sismica del volcan Cotopaxi, genera mas de 100 MB
de datos por dia, lo que significa un promedio de 17 y 21 eventos por dia en periodos de
actividad normal (Lara, Benitez, Carrera, Ruiz, & Rojo Alvarez, 2016). Existen 16 estaciones
sismoldgicas desplegadas en el volcan Cotopaxi, por lo tanto, los cientificos expertos deben
analizar visualmente para etiquetar y clasificar las sefiales volcdnicas. Cuando el volcan entra en
estado eruptivo se pueden presentar un promedio de 130 eventos por dia, como la registrada
en el afio 2015; por lo tanto, la evaluacion de los datos puede convertirse en un proceso
extremadamente lento, que puede también causar represion de la informacién y evitar dar una

alerta oportuna frente a una erupcién.

Alcance del Proyecto
Esta investigacion busca crear un sistema de reconcomiendo automatico de
microterremotos en tiempo real, que sea una herramienta de apoyo para los expertos en el
tema de sismologia en el Ecuador. Para la obtencidn de este sistema se abarcan temas
referentes a bases de datos, procesamiento digital de sefiales (PDS), extraccion de
caracteristicas (tiempo, frecuencia y escala), seleccion de caracteristicas, aprendizaje

supervisado (kNN, DT y SVM) e implementacion de un sistema en tiempo real.

Para la etapa de entrenamiento se dispone de dos bases de datos de microterremotos
del volcan Cotopaxi etiquetadas por el IGEPN. Las bases de datos recopiladas en los afios 2010 y
2012 se usaran para obtener modelos de entrenamiento aplicando técnicas de aprendizaje

supervisado mediante el software matematico MATLAB® para la deteccion y clasificacidn de
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microterremotos respectivamente. Posteriormente se realizan pruebas para comparar las
etiquetas del IGEPN con las obtenidas en los modelos de entrenamiento evaluado mediante
medidas de desempefio, que son: exactitud, precisién, especificidad, sensibilidad y tasa de error

de balanceo (BER, del inglés Balanced Error Rate).

Finalmente se incorporan todos los modelos de deteccidn y clasificacién en una interfaz
grafica en el software matematico MATLAB® para facilitar el uso del sistema de reconocimiento
de microterremotos por los expertos de IGEPN. La presente investigacion busca generar una
herramienta de apoyo para los expertos del IGEPN en la deteccion y clasificacién de eventos
sismicos del volcan Cotopaxi en tiempo real, facilitando el reconocimiento de los distintos tipos

de microterremotos que pueden dar aviso si el volcan Cotopaxi entra en una etapa eruptiva.

Objetivos

General
Implementar un sistema que permita reconocer microterremotos en tiempo real del

volcan Cotopaxi aplicando aprendizaje supervisado.

Especificos

e Adquirir informacién mediante un estudio previo sobre el estado del arte de
reconocimiento de microterremotos.

e Implementar un modelo de reconocimiento de microterremotos en tiempo, frecuencia y
escala.

e Implementar los algoritmos de aprendizaje supervisado para clasificacion de

microterremotos en tiempo real.
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e Evaluar el desempefio del sistema en funcién de la precisién, sensibilidad y especificidad
del sistema de reconocimiento de microterremotos con caracteristicas de tiempo,
frecuencia y escala.

e Evaluar el sistema de reconocimiento de microterremotos con los expertos del Instituto

Geofisico de la Escuela Politécnica Nacional.

Trabajos Relacionados
Los centros de investigacion de vulcanologia en el mundo utilizan métodos sismicos para

la monitorizacion y prondstico de erupciones (Roman & Cashman, 2018) (Zobin, 2017). Estos
métodos son utilizados como una herramienta para la deteccidn y clasificacion correcta de los
eventos sismicos que se generan en un volcan (Havskov & Ottemoller, 2010) (Bean, y otros,
2014) (Cusano, Palo, & West, 2015). Los enfoques seguidos para el reconocimiento automatico
de microterremotos plantean distintos tipos de metodologias. Para la deteccién se han seguido
enfoques en el procesamiento de una sefial en dominios de tiempo, frecuencia y escala
(Gutiérrez, Ramrez, Ibafiez, & Bentez, 2011) (Lara-Cueva R., Benitez, Paillacho, Villalva, & Rojo-
Alvarez, 2017) . Por otro lado, para la clasificacion se calculan ciertas caracteristicas en el
dominio de tiempo, frecuencia o escala relacionadas a la sefial e implementar algoritmos de
aprendizaje automatico (Jaramillo, 2015) (Cortés, Benitez, Garca, & Alvarez, 2015). Solo para la
deteccion de eventos microsismicos se han aplicado distinto métodos que son: algoritmo
promedio a corto plazo / promedio a largo plazo (STA/LTA, del inglés short-term average/long-
term average) como los presentados (Vaezi & Van der Baan, 2015); deteccién basada en
actividad de voz (Lara-Cueva, Moreno, Larco, & Benitez, 2016); deteccion aplicando técnicas
espectrales (Aguinaga, 2018); deteccién mediante algoritmos de descomposicién variacional
(VMD, del inglés Variational Mode Decomposition) (Dragomiretskiy & Zosso, 2014). Solo para la

clasificacidén de eventos microsismicos se han aplicado distinto métodos que son : clasificacion
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basados en aprendizaje automatico aplicando redes neuronales (ANN, del inglés, artificial neural
network) (Orozco, Garcia, Duin, & Castelanos, 2006); clasificacion mediante modelos de Markov
(HMM del inglés, hidden Markov models) (Benitez, 2007); clasificacién mediante un enfoque
semi-supervisado (Brusil, Grijalva, Lara-Cueva, & Ruiz, 2019); clasificacién mediante un
descriptor basado en imagenes (Pérez, Venegas, Benitez, Lara-Cueva, & Ruiz, 2020). Estas son
algunas de las técnicas que han sido empleadas por los centros de investigacién para el
reconocimiento y estudio de la actividad sismica que se presenta en un volcan.

Este trabajo de investigacion esta enfocado en reconocimiento de microterremotos
aplicando técnicas de aprendizaje supervisado como los observados; en el articulo de (Lara,
Paillacho, & Villalva, 2016) habla sobre la deteccion de eventos del volcan Cotopaxi empleando
una clasificacion supervisada, su metodologia radica en un algoritmo empleado para realizar una
deteccion de manera automatica de las sefiales extraidas siendo estas sismo-volcanicas y no
volcdnicas, estas sefiales contienen caracteristicas tales que permiten realizar su extraccion por
medio de la transformada de Fourier y Wavelet para interpretar rapidamente una actividad
sismica del volcan Cotopaxi y anunciar una posible erupcidn, este método empleado para la
deteccion presenta una precision alrededor de 98%. Otro método usado para la deteccidén de los
eventos sismicos del volcan Cotopaxi en tiempo real es el algoritmo de VAD (Rodriguez, 2018)
(Rosero, 2019) este es un detector basado en la actividad de voz y en puntos extremos que al
adaptarlo al sistema la precisidon de obtener resultados validos en tiempo real es de un 96% vy de

100% para cada investigacidn respectivamente.

La deteccidn ESV (Eventos Sismo Volcanicos) del volcan Cotopaxi se realiza también
mediante un proceso para caracterizar las sefiales sismicas presentado por (Jaramillo, 2015),
este otro método utiliza estimadores espectrales para analizar la frecuencia de dicha sefial y

conocer el tipo de sismo, su aplicacidn presenta una precisidon de un 79.8% vy la sensibilidad para



28

detectar el evento es de un 93.8%. Existe un detector y clasificador automatico de los eventos
sismicos del volcan Cotopaxi en tiempo real propuesto por (Lara-Cueva R., Benitez, Carrera,
Ruiz, & Rojo, 2016), para la segmentacion de las sefiales se utilizé ventanas de tiempo
deslizantes no superpuestas que ayuda para la deteccidn de los eventos sismicos que se puedan
presenciar de forma automatica. El mejor resultado se obtuvo utilizando el clasificador Maquina
de Vectores Soporte (SVM, del inglés Support Vector Machines), en este analisis se obtuvo una
precisidon de hasta el 99% en la etapa de deteccion, y del 97% en la precisién y sensibilidad en la

etapa de clasificacion.

Organizacion
El presente trabajo de investigacion esta constituido de cinco capitulos que fueron
organizados de manera que facilite su lectura. El primer capitulo describe una breve
introduccion de la investigacion, justificacion e importancia, también se detalle el alcance del
proyecto, objetivos y los trabajos previamente realizados que estdn relacionados con el tema de

investigacion.

En el segundo capitulo se detalla el marco tedrico de la investigacién, abarcando los
temas principales que deben ser conocidos para entender el proceso que se va a implementar.
Se profundiza las técnicas implementadas, dando el trasfondo necesario para la compresion del

siguiente capitulo.

En el tercer capitulo se explica la metodologia utilizada para el desarrollo propuesto en
la investigacion y cumplimiento de los objetivos propuestos. Se describe de forma detallada
cada proceso realizado y técnicas implementadas, para la obtencién de los modelos de

deteccion y clasificacion de microterremotos.
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En el cuarto capitulo se describen los resultados obtenidos del sistema de deteccién y
clasificacién con las bases de datos disponibles. Los sistemas son evaluados mediante las

métricas de rendimiento.

Finalmente, en el quinto capitulo se realiza una discusidn de los resultados obtenidos en
este trabajo de investigacidn, se detallan las conclusiones y recomendaciones obtenidas y se

proponen trabajos futuros que complementen este trabajo de investigacion.
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Capitulo I

Marco Tedrico

Vulcanologia

La vulcanologia es una ciencia que estudia los fendmenos eruptivos, como es el
transporte y la erupcién del magma; a nivel mundial existen alrededor de 1555 volcanes
registrado por el GVP-SI (Programa Global de Vulcanismo-Institucién Smithsonian) (Telel3,
2015) de los cuales mas de 1300 han entrado en un proceso eruptivo en los Ultimos 10000 afios,
durante este periodo los volcanes han provocado desastres que han afectado a mas de 300000
personas por lo que se tuvo la necesidad de instalar observatorios vulcanoldgicos que registran
constantemente la actividad volcanica para alertar a la poblacién. Anualmente unos 50 volcanes
entran en un estado eruptivo, y se estima que el 10% de la poblacién vive cerca o incluso sobre
volcanes considerados potencialmente peligrosos, esto se debe a que esta actividad volcdnica
proporciona terrenos fértiles que dan sustento a la civilizacién humana, por el contrario, al igual
gue es un beneficio para la parte geoldgica trae peligros a la vida misma cuando comienza a

presenciar actividad en el volcan llevando a una posible erupcion (Tilling & Punongbayan, 1993).

Cada uno de los volcanes presenta su propio estilo y caracteristicas eruptivas que se
mencionan en la Tabla 1, la Organizacion Mundial de Observatorios Vulcanolégicos desarrollan
multiples mapas ubicando las zonas de mayor peligrosidad de un volcan, los paises con mayor
indice de volcanes son los que presenten su ubicacién geografica sobre el Cinturdn de Fuego del

Pacifico o el Cinturdn Alpino ya que se consideran zonas volcanicas.
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Registro de tipos de volcanes, su lava predominante, estilo y caracteristicas eruptivas

Tipo de

Volcan

Escudo-

Volcan

Estrato-

Volcan

Lava Predominante

Viscosidad
Composicion
Relativa
Basaltica Fluidal
Andesitica Menos fluidal
Dacitica a Viscosa a muy
Riolitica viscosa

Estilo Eruptivo

Generalmente no
explosivo o débilmente

explosivo.

Generalmente
explosivo, pero a veces

no explosivo.

Tipicamente muy
explosivo, pero puede
ser no explosivo,
especialmente después
de una explosion

grande.

Nota. Recuperado de: (Tilling & Punongbayan, 1993)

Caracteristicas

Eruptivas

Fuentes de lava, flujos
de lava (extensos),
lagos y pozas de lava.
Fluidos de lava
(medianos), productos
balisticos explosivos,
caidas de tefra, flujos
y oleadas de
piroclasticos.
Productos balisticos
explosivos, caidas de
tefra, flujos y oleadas
de piroclasticos, flujos
de lava cortos y

domos de lava.

El volcdn Cerro Azul ubicado en la Isla Isabela en Galapagos es considerado un escudo

volcan por los flujos de lava balsaltica que se genera en el interior del volcan y una suave

pendiente, en la Figura 1 se observa el volcdn Cerro Azul.
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Figura 1

Volcdn Cerro Azul de la Isla Isabela en Galdpagos

Nota. Recuperado de IGEPN.

El volcan Tungurahua es considerado un estrato volcan compuesto, llamado asi por
generar fluidos de lava andesitica razén por la que su cono tiene una forma compuesta como se

observa en la Figura 2.

Figura 2

El Volcdn Tungurahua

Nota. Recuperado de IGEPN.
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En la Figura 3 se presenta al volcan Sangay el cual es considerado un estrato volcan por
su frecuente actividad volcanica y la viscosidad de su lava que impide que recorra extensas areas

formando domos de lava a su alrededor (IGEPN, 2017).

Figura 3

El Volcén Sangay

Nota. Recuperado de IGEPN.

El Ecuador es uno de los paises ubicado en el Cinturén de Fuego del Pacifico que se
divide en cuatro regiones: el Oriente o Amazonia Ecuatoriana, Sierra o Region Interandina, Costa
o Regidn Litoral y la Region Insular conformado por las Islas Galapagos; este pais abarca a 68
volcanes de estos Unicamente 33 estan considerados potencialmente activos (Corominas &
Marti, 2011), desde el afio 1532 se ha presenciado erupciones de 7 volcanes continentalesy 7

volcanes ubicados en las Islas Galapagos cuyos nombres se enlista en la Tabla 2 (IGEPN, 2019).
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Tabla 2

Volcanes En estado eruptivo desde el afio 1532

Volcanes
Continentales Islas Galapagos
Cayambe Marchena
Reventador Cerro Azul
Guagua Pichincha Fernandina
Cotopaxi Santo Tomas
Tungurahua Alcedo
Sangay Darwin

La monitorizacidn de los volcanes en el Ecuador lo realiza el IGEPN al emplear una
monitorizacién para geoquimica, deformacién, cambios fisicos y vigilancia sismica y volcdnica;
para el analisis del comportamiento de un volcan concentran informacion de los microsismos
vulcanoldgicos, estos eventos son un alto nimero de sismos que se generan en el interior del
volcan y por medio de sus respectivos analisis se clasifican al obtener datos que pueden ayudar
evidenciar una posible erupcién volcanica y realizar planes de contingencia para salvaguardar la
vida de las personas de poblaciones aledafias. El IGEPN ha prestado mayor vigilancia a los
volcanes que presentan un gran riesgo a los pobladores, flora y fauna de la zona, entre ellos se
encuentra el volcan Cotopaxi considerado de alto riesgo y activo, su ultima erupcién fue en el
afio 1877 cuyos glaciares se derritieron creando lahares que llegaron hasta el Océano Pacifico

destruyendo todo a su paso (Brusil C. , 2020).
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El Volcan Cotopaxi

Sismicidad

En el territorio del Ecuador se encuentra uno de los volcanes mas peligrosos del mundo;
el volcan Cotopaxi, considerado asi por su intensa actividad volcdnica y sismica, se encuentra
ubicado a 35 km al noreste de Latacungay a 45 km al sureste de Quito sobre la Cordillera
Oriental con una altura de 5897 m sobre el nivel del mar, se encuentra cubierto por una densa
capa glaciar como se puede observar en la Figura 4. Su historial eruptivo demanda una gran
vigilancia ya que amenaza a una parte muy significativa de poblacidon por la formacion de
enormes lahares y la caida de ceniza que afectaria a gran parte de la sierra y costa ecuatoriana

(IGEPN, 2020).

Figura 4

Volcdn Cotopaxi (2015)

Nota. Recuperado de IGEPN.
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Este volcan es una gran amenaza por lo que es el mas vigilado de todo el Ecuador, se
han registrado cinco episodios eruptivos que se encuentra redactado en la Tabla 3. Estos
episodios han presentado una alta actividad sismica y varios fenédmenos volcanicos peligrosos
para todo ser vivo que se encuentre en zonas cercanas al volcdn, el IGEPN ha monitorizado el
volcan Cotopaxi desde el afio 1976. En este mismo periodo se colocé la primera estacion
permanente para la vigilancia de los eventos sismicos en el Cotopaxi, se instalaron 4 estaciones
para la monitorizacién mediante un sismémetro y sensores inaldmbricos. Esta red de

monitorizacion ha registrado varios eventos sismicos durante todo este tiempo.

Tabla 3

Registro de los cinco grandes periodos eruptivos del volcdn Cotopaxi

Periodos Eruptivos del Volcan

Cotopaxi
Inicio Fin
1532 1534
1742 1744
1766 1768
1853 1854
1877 1880

Monitorizacién
El volcan Cotopaxi dispone de un sistema de monitorizacidn constante (24 h/ 7 dias a la
semana) al afo (Ortiz Herazo, 2013). Esta red de monitorizacion que se puede observar en la

Figura 5 ha registrado varios eventos sismicos durante todo este tiempo.



Figura 5

Red de Monitorizacion del Volcdn Cotopaxi
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Nota. Recuperado de: (IGEPN, 2020)

Las ondas microsismicas captadas por la red de sensores del IGEPN estan compuestas

por varias subondas, las cuales ocurren simultdneamente al existir actividad sismica, estas
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subondas se dividen en dos grupos que son: las ondas de cuerpo que viajan desde el interior del
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planeta y ondas superficiales que viajan por la superficie terrestre. En la Figura 6 se pueden

observar las subondas que ocurren al producirse un microterremoto.

Figura 6

Ondas de un evento microsismico

Ei_u__:io . ﬂ, W[ ‘ h | H|1 "

Onda S

Nota. Recuperado de: (Universidad de Costa Rica, 2011)

Los componentes que conforman un evento microsismico son: pre-evento; onda P;
Onda S; Onda L; Coda. Estos componentes proporcionan informacidn importante con respecto
al evento microsismico. El pre-evento esta constituido por el ruido ambiente (agitaciones del

suelo por factores naturales ejemplo: viento, lluvia, etc.).

Las ondas P son las ondas primarias que se generan después del pre-evento, son las
primeras en captar el sensor, tiene una velocidad promedio de propagacion del doble de las
ondas S, su propagacion se puede realizar por medio de cualquier tipo de material por ello son
mas rapidas y mientras se traslade va comprimiendo y dilatando el suelo, su forma de

propagacion se muestra en la Figura 7.
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Figura 7

Forma de propagacion de las ondas P

Nota. Recuperado de: (Universidad de Costa Rica, 2011)

Las ondas S o secundarias son ondas transversales caracterizadas por tener la mayor
amplitud en el evento, estas ondas tienen una menor velocidad con respecto a las ondas P ya
que no pueden propagarse por medios liquidos y su amplitud hace que corte el medio por el

cual se propaga, su forma de propagacion se observa en la Figura 8.

Figura 8

Forma de propagacion de las ondas S

Nota. Recuperado de: (Universidad de Costa Rica, 2011)

Las ondas L son ondas caracterizadas por tener una amplitud similar a las ondas S con

una variacion, que su periodo es mucho mas largo. La velocidad es menor que lasondas Sy se la
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considera la mas catastroéfica ya que se trasladan por capas muy cercanas a la superficie de la
tierra, la forma de propagacion de estas ondas se observa en la Figura 9 en la cual se muestra su

oscilacion de forma horizontal.

Figura 9

Forma de propagacion de las ondas L

Direccion

Nota. Recuperado de: (Universidad de Costa Rica, 2011)

Al final posee una Coda, que es un segmento donde el sismdégrafo decae hasta obtener

una forma similar al pre-evento (Universidad de Costa Rica, 2011).

Tipos de eventos sismicos
La monitorizacion realizada por el IGEPN recopila distintos microterremotos cuya

ocurrencia es comun en una posible erupcién volcanica, los cuales son:

a. Eventos de Largo Periodo.
Los eventos de Largo Periodo (LP) son sismos caracterizados por ser de baja frecuencia,
originados por movimientos de duracidn corta producidos en la parte interna del volcdn. La
frecuencia en el cual se produce este tipo de microterremoto esta en un rango de 0.5 Hza 5 Hz

(Ibdfez & Carmona, 1997).
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La forma de onda de una sefal del tipo LP se caracteriza por tener un comienzo
emergente en la cual no se puede identificar la onda P y S, el tiempo de duracién de este tipo de
microterremoto no sobrepasa el minuto. La frecuencia de eventos LP suele presentarse cuando
el volcan esta entrando a una etapa eruptiva (Chouet, 1996). En la Figura 10 se puede observar

un ejemplo de un microterremoto del tipo LP y su espectro de frecuencia.

Figura 10

Ejemplo de evento LP y su espectro en frecuencia
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b. Eventos Volcano Tectonicos.
Los microterremotos Volcano Tectdnicos (VT) se caracterizan por ser eventos de alta
frecuencia, las ondas generadas en los eventos del tipo VT superan la frecuencia de 10 Hz. En
este tipo de sefales se puede distinguir las ondas S y P, seguidas por la onda del tipo L y su coda

(Barquero, Lesage, Metaxaian, Creusot, & Fernandez).

Este tipo de eventos esta asociado con aperturas de grietas, rupturas de fallas locales,
rompimiento de rocas entre otras. En la Figura 11 se puede observar un ejemplo de un

microterremoto del tipo VT y su espectro de frecuencia.

Figura 11

Ejemplo evento VT y su espectro en frecuencia

Amplitud

-1 I I I I I

0 10 20 30 40 50 60
tiempo [s]
PSD
D. Da [ T T T T T T T T T l
0.025 | 1
||
g ooz | | 1
20015+ ‘ 1
3 |
0.01 L || | |
0.005 | V | |1 1
D i IJ ’\thdrq h |-.|F:l Jl w’wﬁ i i i i i i
o 5 10 15 20 25 30 35 40 45 50

Frecuencia (Hz)



43

c. Tremores volcanicos.

Los eventos TRE son vibraciones que generalmente son de baja amplitud y baja
frecuencia que se mantienen constantes, estos eventos sismicos tienen una duraciéon de algunos
segundos que se pueden prolongar varios dias (Mora & Alvarado, 2001). Estos eventos sismicos
generalmente aparecen cuando existe un movimiento de fluidos volcanicos. En la Figura 12 se

puede observar un ejemplo de un microterremoto del tipo TRE y su espectro de frecuencia.

Los eventos TRE se subdividen en tres grupos debido a su espectro. Estos eventos de
altas frecuencias, que pueden alcanzar una frecuencia alrededor de 25 Hz, se producen durante
una explosidn y se caracterizan por tener una duracién prolongada. Las vibraciones de los
eventos TRE de frecuencias intermedias duran minutos y las de frecuencias bajas tienen una

duracion de varios segundos (Aguinaga, 2018).
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Figura 12

Ejemplo evento TRE de frecuencia intermedia y su espectro
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d. Eventos Hibridos.

Los tipos de eventos Hibridos (HYB) se producen cuando existe movimiento de fluido o
fracturas internas, este tipo de evento tiene la caracteristica de estar compuesto por eventos LP
y VT. Posee un espectro muy similar al de los eventos del tipo VT, es decir, frecuencias
superiores de 10 Hz y presenta frecuencias similares a los eventos del tipo LP, es decir, por

debajo de 5 Hz. La formacion de un evento HYB comienza de un evento del tipo VT seguido de

un evento LP.

Se puede identificar las partes de los eventos VT y LP por medio de su espectro en

frecuencias, con esto se puede notar claramente las ondas Py S de cada tipo de evento (Ibafez
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& Carmona, 1997). En la Figura 13 se puede observar un ejemplo de un microterremoto del tipo

Hibrido y su espectro de frecuencia.

Figura 13

Ejemplo evento HYB y su espectro en frecuencia
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Conceptos Basicos
En esta seccidon se presentan los conceptos bdsicos y técnicas implementadas para el
desarrollo del presente trabajo. Se especifican los métodos utilizados para el pre-procesamiento
y procesamiento de cada evento. Se explica los calculos de caracteristicas en Tiempo, Frecuencia
y Escala. Se explican las técnicas de aprendizaje supervisado a implementar para obtener los
modelos para la deteccidn y la clasificacién. Se optimizan estos modelos al realizar una seleccion

de caracteristicas (del inglés, Feature Selection) al aplicar métodos de Filtros (del inglés, Filters),
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métodos Embebidos (del inglés, Embedded) y métodos de envoltura (del inglés, Wrapper), para

determinar las caracteristicas mas importantes.

Pre-procesamiento y Procesamiento.

Los microterremotos son sefiales analdgicas que se consideran estocasticas y
estacionarias, para poder trabajar con estas sefales se necesitan realizar ciertos pasos previos
antes de su andlisis como: Filtrado, normalizacidn, segmentacion y etiquetamiento. Se detalla

cada uno de los pasos a seguir.

a. Filtrado.

Las sefiales sismicas que se generan cuando existe un evento volcanico estan en un
rango de 0.5 Hz a 50 Hz, independiente del tipo de evento (Ibafiez & Carmona, 1997). Este rango
de frecuencia es de interés para la presente informacién, si existen frecuencias fuera de este
rango se consideran como alteraciones o ruido presente en la sefial. Es necesario realizar un

filtrado a cada sefial para eliminar el ruido presente en la sefial.

En este trabajo no se realiza un filtrado previo, las bases de datos entregados por el

IGEPN ya poseen este parametro previamente calculado.

b. Normalizacion.

Los eventos recopilados en cada base de datos provienen de distintas estaciones
sismoldgicas ubicadas en puntos estratégicos en el volcan Cotopanxi. Estas estaciones que
almacenan los datos no trabajan con la misma escala en amplitud y frecuencia, es necesario
llevarlo a una misma escala y frecuencia. En este trabajo se realiza una normalizacién de

amplitud.

Se normalizan los datos retirando la media y dividiendo para el mdximo absoluto. Siendo

1; la sefial sismica a ser analizada como se observa en la ecuacién (1) y en la ecuacion (2).
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T (1)

donde 7; es la sefial de microterremoto normalizada, p; y o; son media y desviacion estandar

respectivamente.

-~

n (2)
Xi= 1=
max|7|

donde x; es la sefial estandarizada en un rango de [-1,1].

c. Segmentacion.

La base de datos entregada por el IGEPN dispone de eventos sismicos con una duracion
de 20 minutos, es necesario realizar segmentaciones en ventanas de tiempo. En este trabajo se
realiza una segmentacién en ventanas de 15 segundos como las realizadas en el trabajo de
investigacion (Lara, Benitez, Carrera, Ruiz, & Rojo Alvarez, 2016), donde se obtuvieron los

mejores resultados en la deteccion de microterremotos con distintas ventanas de tiempo.

Al realizar una segmentacién de 15 segundos se obtienen 80 segmentos de cada
microterremoto. Estos segmentos son almacenados en un vector s; como se observa en la
ecuacion (3), y finalmente se agrega cada sefial segmentada a una matriz como se observa en la

ecuacion (4).

R T, 0

i,1

[T T T T (4)
S =18, ,Sy 1S3 5 unn Sy |

donde S, es un vector de cada sefial segmentada y M es el nimero de sefales que se

encuentran en la base de datos .
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d. Etiquetamiento.

Posteriormente de realizar la segmentacion y almacenamiento, se proceden a etiquetar
los segmentos que contienen las sefiales sismicas al colocar un +1 y los segmentos que no
contienen sefial con un -1. Esta informacion se encuentra incluida en la base de datos entregada
por IGEPN, este proceso se realiza para cada sefial y se almacena en un vector como se observa

en la ecuacion (5) y ecuacion (6).

T]T | (5)

[T T ., T T]T, (6)

donde Y), es un vector de cada sefal etiquetada y M es el nimero de sefiales que se

encuentran en la base de datos .

Extraccién de caracteristicas.

Es necesario realizar un proceso para extraer las caracteristicas de las sefiales sismicas
gue son filtradas para el andlisis de los microterremotos, esta caracterizacidon permite
transformar tales muestras a vectores de caracteristicas que trabajan por medio de algoritmos
gue se representan en modelos estadisticos, esta transformacion permite clasificar cada una de

las sefiales sismicas registradas y obtener sus caracteristicas especificas (Pérez A. , 2018).

Las caracteristicas extraidas de cada segmento de la sefial x; se las considera como cada
uno de los eventos por separado de esta forma permite realizar la clasificacion; tales
caracteristicas se basan en tres dominios que son: tiempo, frecuencia y escala. Se consideran los

tres dominios para el cdlculo de caracteristicas de la sefial por medio de descriptores
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estadisticos, entre otros (Pérez, y otros, 2019); cada una tiene sus componentes que lo distingue
y su enfoque especifico a una determinada funcién, por tal motivo al utilizar caracteristicas en
tiempo, frecuencia y escala permite acelerar el proceso, detallar un estudio mas relevante, tener

un mejor andlisis de las caracteristicas, y un buen entendimiento que mejora los resultados.

En la Tabla 4 se anexa a detalle todas las 84 caracteristicas que se calcula de cada
segmento de la sefal x; en los tres dominios analizados: tiempo, frecuencia y escala, al aplicar

las férmulas relacionadas con el trabajo de investigacion de (Pérez, y otros, 2019).

Tabla 4

Caracteristicas de cada segmento de la sefial x;

Dominio del Tiempo Dominio de Frecuencia Dominio de Escala
ID  Caracteristicas ID  Caracteristicas ID Caracteristicas
f1 Media f29  Potencia RMS f57  Porcentaje de energia
para D1
f2 Desviacion Estandar f30 Densidad de picos en f58 Porcentaje de energia
RMS. para D2
f3 Varianza f31 2doPicoconvalormas f59 Porcentaje de energia
alto para D3
fa Entropia f32  Frec. de 2do pico mas f60  Porcentaje de energia
alto para D4
f5 Kurasis f33  3er Pico con valor mas f61  Porcentaje de energia
alto para D5
f6 Entropia Multiescala f34  Frec. de 3er pico mas f62  Porcentaje de energia
(MSE). alto para D6
f7 Tiempo hasta maximo L. f63 A6 RMS en tiempo-
) Dominio de Escala .
pico dominio
f8 Valor RMS f35 A6 Max. pico en frec- f64 D1 RMS en tiempo-
dominio dominio
fo  Valor pico a pico. f36 D1 Max. pico en frec- f65 D2 RMS en tiempo-
dominio dominio
f10  Pico a RMS porcidn f37 D2 Max. pico en frec- f66 D3 RMS en tiempo-
dominio dominio
f11 Energia f38 D3 Max. pico en frec- f67 D4 RMS en tiempo-

dominio dominio



f12 Ratio del cero

f13  Density de picos above
RMS

Dominio de Frecuencia

fl4  Frecuencia de maximo
pico.

f15 Bandawidth de 90%
energia

fl6 Entropia

f17 Media

f18 Desviacion Estandar

f19 Varianza

f20 Energia

f21  Kurtosis

f22  Entropia Multiescala

f23  Mdximo pico en 10-20
Hz banda

f24  Frec. de max. Pico en
10-20 Hz banda

f25 Maéximo pico en 20-30
Hz banda

f26  Frec. de max. Pico en
20-30 Hz banda

f27  Valor RMS

f28  Pico a RMS porcion

39

fa0

f41

f42

f43

fa4

f45

f46

f47

fa8

f49

50

f51

52

53

f54

55

56

D4 Max. pico en frec-
dominio
D5 Max. pico en frec-
dominio
D6 Max. pico en frec-
dominio
A6 Frec. de max. pico

D2 Frec. de max. pico

D3 Frec. de max. pico

D4 Frec. de max. pico

D5 Frec. de max. pico

D6 Frec. de max. pico

A6 Media en frec.-
dominio

D1 Media en frec.-
dominio

D2 Media en frec.-
dominio

D3 Media en frec.-
dominio

D4 Media en frec.-
dominio

D5 Media en frec.-
dominio

D6 Media en frec.-
dominio

Media energia de
componentes
Porcentaje de energia
para A6

f68

f69

70

f71

72

73

74

75

76

77

78

79

F80

f81

82

f83

f84

50

D5 RMS en tiempo-
dominio

D6 RMS en tiempo-
dominio

A6 Pico a pico en
tiempo-dominio

D1 Pico a pico en
tiempo-dominio

D2 Pico a pico en
tiempo-dominio

D3 Pico a pico en
tiempo-dominio

D4 Pico a pico en
tiempo-dominio

D5 Pico a pico en
tiempo-dominio

D6 Pico a pico en
tiempo-dominio

A6 Pico a RMS porcién
en tiempo-dominio
D1 Pico a RMS porcién
en tiempo-dominio
D2 Pico a RMS porcién
en tiempo-dominio

D3 Pico a RMS porcidn
en tiempo-dominio
D4 Pico a RMS porcidn
en tiempo-dominio
D5 Pico a RMS porcion
en tiempo-dominio
D6 Pico a RMS porcion
en tiempo-dominio
Media energia de
wavelet coeficientes

Nota. Recuperado de: (Vasconez, 2020)
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Las 84 caracteristicas de cada segmento son almacenadas en un vector ¢; ; como se
observa en la ecuacion (7) y posteriormente se almacena en una matriz como se observa en la

ecuacion (8).

T T ad (7)
i’l , i’j ’ lllllllll i’go] ,

Ci=[c

T AT ~T T]T’ (8)

donde Cy; es un vector donde se almacena las caracteristicas de cada sefial y M es el

numero de sefales que se encuentran en la base de datos .

Densidad Espectral

Los microterremotos son sefiales que se consideran parte de un proceso estocastico
estacionario, para poder realizar un analisis a este tipo de sefiales se debe aplicar distintas
técnicas, en este caso se desea obtener un analisis espectral. Para poder realizar este analisis se
implementa el uso de densidad espectral de potencia (PSD, del inglés Power Spectral Density)
con el método de Welch. Se implementa el método de Welch puesto que, en el trabajo de (Lara-
Cueva, y otros, 2020) se realiza un sistema de reconocimiento de microsismos del volcan
Cotopaxi al aplicar métodos de densidad espectral como: Yule-Walker; Burg; y Welch, donde se
obtuvo que el método de Welch alcanza una exactitud del 90% y un BER de 0.05. Este método

tiene las mejores métricas de rendimiento en comparacidn del método de Yule-Walker y Burg.

PSD con método de Welch.
El método de Welch consiste en dividir a la sefial en segmentos en el dominio del

tiempo, donde a cada segmento se calcula el periodograma en ventanas y, finalmente, se
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promedian los periodogramas para obtener la estimacién de PSD. Este proceso de la creacion
de ventanas tiene como objetivo minimizar el sesgo y la varianza en el calculo de la PSD (Alesio,
2015). En cada ventana se pueden determinar los puntos de resolucion. En esta investigacién se
coloca una venta de Kaiser con una resolucion de 512 puntos, lo cual entrega un andlisis de PSD
con 257 caracteristicas en frecuencia. Esta ventana de 512 puntos se usa puesto que es una
resolucidn media para la extraccidn de caracteristicas en frecuencia, al aumentar esta ventana
en funcién 2™ se obtiene una mejor resolucién con mayor nimero de caracteristicas, pero
aumenta el costo computacional al momento de obtener los modelos de aprendizaje

supervisado, por este motivo se usa una ventana con resolucion media de 512 puntos.

Se realiza el calcula de la PSD con el método de Welch a cada segmento S; ; , y se

almacena en un vector como se observa en la ecuacién (9) y (10).

T
B T T T ()
Wi = Wi Wi s e, Wigo ]

donde w; ; son las 257 caracteristica obtenidas mediante la PSD de cada segmento s; ;.

T (10)
_ T T T T
W=|w, ,w, , Wy ,o..,wy, |,

donde wy, es la PSD de cada seiial extraida y M es el niUmero de sefiales que se encuentran en

la base de datos.

Aprendizaje de Maquina.
Es una rama de la inteligencia artificial, también conocida como aprendizaje automatico,
que tiene la finalidad de que las maquinas puedan aprender sin la necesidad de ser

programadas. El aprendizaje de una maquina estd ligado al comportamiento de la informacion,
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gue permite detectar patrones entre los datos para determinar el comportamiento de la

magquina (Otero, 2008).

El aprendizaje de maquina se subdivide en distintos modelos de aprendizaje como se

muestra en la Tabla 5.

Tabla 5

Tipos de aprendizaje de Mdquina

Tipos de aprendizaje de maquina

Tipo de aprendizaje Caracteristicas

Tiene una relacién directa la entrada del sistema con la salida. Para
realizar este tipo de entrenamiento se necesita ejemplos o datos

etiquetados, para que la maquina sea capaz de etiquetar nuevos
datos.

Supervisado

Solo se conocen los datos de entrada, no se conoce la etiqueta de
No supervisado estos datos, la maquina debe reconocer patrones y lograr dar una
etiqueta a estos datos.

Este tipo de aprendizaje es una mezcla de aprendizaje supervisado

Semi-supervisado .
y no supervisado.

Realiza pruebas de ensayo-error, donde los resultados
Por esfuerzo retroalimenta a la entrada de la maquina para poder aprender el
comportamiento de los datos.

Nota. Recuperado de: (Otero, 2008).

Este trabajo se enfoca en el uso de técnicas de aprendizaje supervisado, puesto que
disponemos el etiquetamiento de los microterremotos en las bases de datos dispuestas por el

IGEPN.

Las técnicas de aprendizaje supervisado que se implementan para la obtencidn de los

modelos de deteccidn y clasificacion en esta investigacion son: k-Vecinos Cercanos (kNN, del
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inglés k Nearest Neighbors), Maquina de Vectores Soporte (SVM, del inglés Support Vector
Machines) y Arboles de Decisién (DT, del inglés Descision Tree). Estas técnicas de aprendizaje
supervisado son usadas por los métodos de seleccidn de caracteristicas que se implementan. Se
aplica tres métodos de seleccion de caracteristicas que son: método de filtro que estd ligado a la
dependencia lineal entre los datos similar a los algoritmos kNN; método de envoltura que
depende de los coeficientes de entrenamiento del modelo de aprendizaje supervisado ligados a
los coeficientes de SVM y método embebido que para la seleccién de caracteristicas depende de
su propio modelo de entrenamiento ligado a los niveles de poda del método de DT. A

continuacion, se detalla cada una de estos algoritmos.

k Nearest Neighbors (kNN).

El algoritmo kNN es un algoritmo de clasificacidn, caracterizado por su simplicidad, alta
precisidn e insensible a los valores atipicos. Este algoritmo es usado mas frecuentemente en
extraccion de datos, reconocimiento de patrones y deteccion de intrusos (Gonzales, AprendelA,
2018). El funcionamiento de este algoritmo consiste en colocar en un espacio las caracteristicas
de entrenamiento y los datos a ser evaluados. Una vez colado estos elementos, el algoritmo
clasifica a que caracteristica pertenece los datos ingresados, dependiendo de una distancia

denominada k.

En la Figura 14 se explica el funcionamiento del algoritmo kNN, para realizar la
clasificacidon de a qué clase pertenece un nuevo objeto caracterizado por una estrella, siendo las

opciones a clasificarse en la clase Ay la clase B.
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Figura 14

Ejemplo de clasificacion con algoritmo kNN

&
CLASE A

Nota. Recuperado de: (edureka!, 2020).

Para determinar a qué clase pertenece el objeto, primero se asigna un valor entero
positivo a k, posteriormente se calcula la distancia Euclidiana como se observa en la ecuacién
(11) entre el dato a ser clasificado y los k elementos mas cercanos. Finalmente, el algoritmo
determina los k elementos con la distancia euclidiana mas corta y realiza un sistema de votacion

entre ellos para determinar a qué clase pertenece el evento.

_ , 2 (11)
Distanciagyciigiana = \/(xZ - xl)z + (yz - yl) )

Arboles de Decision.
DT es un algoritmo de clasificacidon de aprendizaje supervisado, caracterizado por dividir
a los datos de entrenamiento en dos o mas conjuntos homogéneos basados en los valores mas

significativos de los datos de entrada. Este algoritmo es uno de los mds usados por sus diversas
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ventajas que son: facil entendimiento, estabilidad, menor alteracién con valores atipicos de la

data, no tiene una restriccién con el tipo de datos entre otras (Gonzales, AprendalA, 2018).

El algoritmo DT posee una estructura muy similar a un arbol invertido compuesto por
nodos y ramas. Los nodos son los espacios de decisidn y las ramas son segmentos que conectan
a los nodos como se puede observar en la Figura 15. Los nodos estan organizados desde los mas

significativos y cada nodo posee dos condiciones si cumple o no el condicional.

Figura 15

Estructura de algoritmo Arboles de Decisién

4

Condicion 1

Condicion Condicion

Condicion Condicion Condicion Condicion

Condicion Condicion Condicion Condicion

Nota. Recuperado de: (Gonzales, AprendalA, 2018).

Para la construccion de un drbol de decisién se debe considerar algunos aspectos.
Dividir los datos de entrenamiento en regiones denominados espacios predictores, donde se
encuentran los valores posibles que pueden tomar los datos de entrenamiento. Los datos
X1,%2,..,Xp, son los datos de entrenamiento o de entrada, estos datos se dividen en j regiones

distintas Ry, Ry, ..,.., R;. Esto se puede observar en la Figura 16.
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Figura 16

Ejemplo de regiones que se dividen una base de datos
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Nota. Recuperado de: (Gonzales, AprendelA, 2019).

El algoritmo Arboles de decision se puede representar de manera matematica, como se

observa en la ecuacion (12).

J (12)
fx) = z wid(x ;v;),
j=1
donde w; es la respuesta media de la region particular (Rj), v; representa como se divide cada

variable (Gonzales, AprendelA, 2019).

Cada una de las regiones que se construyen con los resultados obtenidos con el modelo
de clasificacidn, tienen el objetivo de minimizar la tasa de error de clasificacion (Acuafia, 2000).

El calculo de la tasa de error de clasificacion es usado para calcular el crecimiento del arbol de

decision como se observa en la siguiente ecuacién (13).

Eclasificacién =1- (PRk) ’ (13)
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donde Pgy, es la cantidad de datos en la regidn de entrenamiento de la clase k.

Para complementar el calculo del crecimiento del arbol se usa el indice de Gini, que es la
medida de la varianza total en cada clase k y se considera una medida de pureza del nodo, como
se observa en la ecuacidn (14). Donde se calcula si P, esta cerca de cero o uno, para
determinar si el nodo contiene la observacién o condicion. Esto permite que el arbol incremente

sus niveles de poda con respecto a su modelo de clasificacidn.

Rk (14)
G= Z PRri1-Pg,) »
k=1

Mdagquina de Vector de Soporte (SVYM)

SVM es un algoritmo de clasificacion de aprendizaje supervisado, basado en teoria
estadistica. Este algoritmo se caracteriza por generar un hiperplano de separacién donde se
colocan los datos de entrenamiento como se puede observar en la Figura 17. La formulacidn
matematica del hiperplano se puede observar en la ecuacidn (15) (Mathworks, 2020). Este
hiperplano solo puede dividirse en dos partes, esto quiere decir que solo puede clasificar en dos

opciones.

Fx)=xB+b=0, (15)

donde 8 y b son nimeros reales positivos.
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Figura 17

Ejemplo de Hiperplano SVM
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Nota. Recuperado de: (Kailash, 2017).

Para mejorar el funcionamiento del algoritmo SVM, se han implementado algunos
métodos que permiten que el hiperplano se acople a cualquier tipo de conjunto de datos como
por ejemplo el método de Kernel. Este método estd enfocado en transformar la entrada
dimensional baja a un alta, es decir, separa los datos de entrenamiento al agregar mas
dimensiones para evitar los problemas de separacion entre los datos. Las ventajas de
implementar este método en SVM permiten mejorar la precision, el rendimiento y la

flexibilidad.

El método de Kernel tiene algunas variantes, pero en esta investigacion se usa el
método de Kernel Polinomial. Este método se caracteriza por ser mas generalizado que el lineal
y distingue las separaciones de entrada curva o lineal. La representacidn matemdtica de esta

ecuacion se puede ver en la ecuacién (16).

KX, X)=1+Y (X x X)¢, (16)

donde d es el grado del polinomio.
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Al agregar este método, se puede obtener un hiperplano con mejor adaptacién a los

datos de entrenamiento como se observa en la Figura 18.

Figura 18

Ejemplo de Hiperplano con método de Kernel

Nota. Recuperado de: (Mathworks, 2020).

Seleccidn de Caracteristicas.

La seleccidon de caracteristicas es una técnica implementada para reducir la cantidad de
datos de un conjunto original, con la finalidad de seleccionar los atributos con la mayor
relevancia. Esta técnica es fundamental aplicar en algoritmos de aprendizaje supervisado como
los vistos en la seccién 2.3.4, esto permite que el aprendizaje sea mas rapido con una mejor
respuesta en comparacion de trabajar con el conjunto de datos originales (Sposova, 2017).

Algunas de las ventajas de aplicar esta técnica son:

e Mejor velocidad de respuesta.
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e Menor costo computacional.
e Reduce el sobreajuste.
e Modelos de entrenamiento mas simples.

e Mejores resultados de los algoritmos de aprendizaje supervisado.

En este trabajo se aplican tres técnicas para la seleccién de caracteristicas (Feature
Selection) al aplicar métodos de Filtros (Filters), método de Embebidos (Embedded) y método de

envoltura (Wrapper). A continuacién, se detallan cada uno de los métodos aplicados.

Filtros.

La seleccidon de caracteristicas mediante métodos de filtros son independientes del
modelo de entrenamiento de aprendizaje supervisado que se usa, los filtros son un
preprocesamiento de datos segun los porcentajes estadisticos que tienen los datos de
entrenamiento, este porcentaje estadistico puede ser medido por la correlacidn que se usa para
encontrar una combinacién lineal entre los datos de entrenamiento y sus etiquetas (aprendelA,
2019). Para el célculo de la correlacion se consideran los datos de entrada xy,x5,..,..,X; €s
decir, las caracteristicas de entrenamiento con sus respectivas etiquetas. Para cada dato se
calcula una correlacién, que permite dar un orden a las caracteristicas que tengan la mejor

correlacion. El calculo de la correlacidn se puede observar en la siguiente ecuacion (17).

> X-X)x(Y-Y) (17)

Jz K—%2x 3 (V-7

Txy =

donde X son todas las caracteristicas, Y son las etiquetas de cada caracteristica.
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Envoltura (Wrapper).

Este es un método de eliminacion de caracteristicas que esta relacionado directamente
con el algoritmo de clasificacidon que se emplea en el entrenamiento, que busca las
caracteristicas mas adecuadas para la mejora de su rendimiento (aprendelA, 2019). Este método
usa los coeficientes obtenidos en el entrenamiento para realizar un proceso de eliminacion de
caracteristicas con menor relevancia. Mediante la eliminacidn de caracteristicas recursivas (RFE,
del inglés Recursive Feature Elimination), se seleccionan las mejores caracteristicas para obtener
el modelo de aprendizaje supervisado. El método de envoltura es principalmente usado para
reducir el nimero de caracteristicas al aplicar el algoritmo SVM (Huang, Hung, Lee, Li, & Jiang,

2014).

La formulacidon matematica que explica el método RFE se puede observar en la ecuacion
(18), que es muy similar al método de la correlacion.

z (18)

RFE = Z (047 XYkXXk ,
k

donde X}, son todas las caracteristicas, Y son las etiquetas de cada caracteristica y a son los
coeficientes del modelo de entrenamiento SVM (Huang, Hung, Lee, Li, & Jiang, 2014). Con esta

formulacidn se permite obtener el orden de las caracteristicas mas importantes.

Embebidos

Este método de seleccion de caracteristicas es una combinacién entre los métodos de
filtros y de envoltura que se implementa mediante algoritmos de aprendizaje supervisado que
tiene sus propios métodos de seleccidn de caracteristicas incorporados y se relacionan con el
clasificador, un claro ejemplo es el algoritmo de arboles de decisién. Para la seleccion de

caracteristicas mediante este método se utiliza el indice de Gini visto en la ecuacién (14) que
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determina los niveles de poda con las mejores caracteristicas obtenidas al realizar el proceso de

entrenamiento.

Métricas de desempefio

Para calcular el desempefio de los sistemas de aprendizaje supervisado se usa de apoyo
la matriz de confusidn, que contiene la informacion de la prediccion realizada por los modelos
de clasificacion. En esta matriz se coloca el nimero de predicciones como se puede observar en
la Tabla 6. En esta matriz se calculan los verdaderos positivos (VP), verdaderos negativos (VN),

falsos positivos (FP) y los falsos negativos (FN).

Tabla 6

Matriz de confusion

Prediccion

Positivos Negativos

Positivos Verdadero Positivo (VP) Falso Negativo (FN)

Observaciones -
Verdadero Negativo

Negativo Falso Positivo (FP) (VN)

Los valores que se calculan en esta matriz permiten obtener métricas de rendimiento
como la exactitud (A, del inglés Accuracy), precision (P, del inglés Precision), sensibilidad o
recuperacion (R, del inglés Sensitivity o Recall), especificidad (S, del inglés Specificity) y |la tasa de
error de balanceo (BER, del inglés Balanced Error Rate), (Lara, Benitez, Carrera, Ruiz, & Rojo

Alvarez, 2016).
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a. Exactitud.
Es la relacion entre las predicciones correctas con el total de predicciones. La

formulaciéon matematica para esta métrica se define en la ecuacién (19).

VP +VN (19)
VP+VN+ FP + FN

A(%) =

b. Precision.
Es la relacion entre las predicciones verdaderas positivas con el total de las predicciones

falsos positivas. La formulacién matematica para esta métrica se define en la ecuacién (20).

20
POO) = Vb 1 Fp 0

c. Sensibilidad
Es la relacion entre las predicciones verdaderas positivas con las predicciones falsas

negativas. La formulacidon matematica para esta métrica se define en la ecuacién (21).

VP (21)

ROO = o FN

d. Especificidad
Es la relacion entre las predicciones verdaderas negativas con las predicciones falsas

positivas. La formulacién matematica para esta métrica se define en la ecuacién (22).

22
SO =N TFp )



e. Tasade errorde balanceo
Es la relacion presente entre la Sensibilidad y la Especificidad. La formulacién

matematica para esta métrica se define en la ecuacion (23).

R+S
BER=1—-———
200

(23)

65
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Capitulo 1l

Materiales y Métodos
En este trabajo de investigacion se utiliza el software Matematico MATLAB® version
R2020a el cual estd instalado en un ordenador I5 con procesador de 2.4 GHz. Este programa
permite manipular las bases de datos para obtener los modelos de entrenamiento del sistema
de reconocimiento de microterremotos, adicionalmente permite incorporar todos los modelos

obtenidos en una interfaz grafica que es la presentacidn final del sistema de reconocimiento.

La metodologia aplicada en este trabajo es experimental, donde el sistema consta de
dos procesos generales como se observa en la Figura 19. En la Figura 20 se muestra un mejor

detalle de cada una de las etapas que constituyen esta metodologia.

Figura 19

Diagrama de bloques general del sistema de reconocimiento

——» DETECTOR —» CLASIFICADOR —» sALIDA

Base de Datos

El sistema de reconocimiento consta de dos procesos generales, uno para deteccion y
otro de clasificaciéon. Cada uno de estos procesos son secuencias de etapas de
preprocesamiento, procesamiento, extraccion de caracteristicas, seleccion de caracteristicas,
aplicacidn de algoritmos de aprendizaje supervisado y obtencidon de modelos tanto para
deteccion y clasificacidn respectivamente. En la etapa del procesamiento existe algunas
variaciones en el caso de aplicarse para deteccidn y clasificacidn, se presenta una breve

descripcién de cada etapa y mas adelante en este capitulo se detalla la diferencia en la etapa de
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procesamiento (Figura 20). A continuacion, se presenta una breve descripcion de las etapas que

constituyen el sistema de reconocimiento de microterremotos.

Figura 20

Diagrama de Bloques de la Investigacion

Nuevos Datos —» A
A

—| Preprocesamiento =  Procesamiento Entrenamiento J
Base de
Datos 1

— ™ SALIDA

~—» Preprocesamiento = Procesamiento Entrenamiento J
Base de
Datos 2

En la primera etapa se realiza el preprocesamiento de los microterremotos almacenados
en la base de datos, donde se realiza un proceso de normalizacion de la sefial para facilitar el
analisis de la misma. Como segunda etapa se encuentra el procesamiento, donde se realiza la
segmentacion, etiquetamiento, extraccion de caracteristicas y estimacién espectral con el
método de Welch. Posteriormente, en la tercera etapa se realiza el entrenamiento al efectuar

un proceso repetitivo, a las caracteristicas extraidas se aplican algoritmos de aprendizaje
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supervisado k-NN, SVM y DT para obtener un modelo de deteccidn. Se realiza la seleccion de las
mejores caracteristicas al usar métodos de filtros, embebidos y envoltura, donde nuevamente se
emplean algoritmos de aprendizaje supervisado para obtener un nuevo modelo de deteccidn.
Finalmente se obtienen las métricas de rendimiento en cada proceso repetitivo realizado para

comparar los resultados que se presentan en el capitulo IV de esta investigacién.

Detector

Base de Datos.

La base de datos usada en este trabajo de investigacion fue proporcionada por el IGEPN,
el cual es el encargado de la monitorizacidn de la actividad sismica y volcanica en el Ecuador.
Esta base de datos fue recopilada en el afio 2012, donde se almacend cada evento producido.
Estos eventos fueron detectados por varias estaciones simultaneamente, lo que permitié
verificar que se constataba de microterremotos, estas estaciones se encuentran ubicadas en las
faldas del volcan Cotopaxi, entre las cuales se encuentran 5 estaciones de corto periodo que
trabajan en un rango de frecuencia de 1 a 50 Hz y 12 estaciones de banda ancha que trabajan a
una frecuencia de 0,1 a 50 Hz (IGEPN, 2017). En este trabajo de investigacién se utiliza la base de
datos recogida de la estacion VC1 (Volcan Cotopaxi 1), la cual trabaja a una frecuencia de

muestreo de digitalizacion de 100 Hz.

La base de datos consta de 350 sefiales de microterremotos etiquetados por los
expertos del IGEPN, en las cuales poseen 282 eventos del tipo LP, 50 eventos del tipo VT, 15
eventos tipo TRE y 3 eventos HYB, estas sefiales estan ordenadas por mes y tipo de
microterremoto como se muestra en la Figura 21. A continuacidn, se realiza una descripcién de

la informacidn que constituye cada base de datos entregada por IGEPN.
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En la Figura 21 se muestra la estructura de la informacién proporcionada por la base de
datos utilizada para la presente investigacion. Se utiliza el software matemético MATLAB®
R2020a para visualizar la tabla de datos. Esta base estd constituida por 10 columnas; la primera
columna hace referencia al mes en el cual fue recopilado el microterremoto; en la segunda
columna denominada “Signal” posee los microterremotos recopilados en cada mes
respectivamente, cada sefial tiene un total de 120000 muestras y una duracién de 20 minutos;
en la tercera y cuarta columna denominadas “InicioEvento” y “FinEvento”, se halla el punto de
inicio y fin de cada microterremoto que se encuentra en la columna “Signal”; en la quinta
columna denominada “SoloEvento” se encuentra la extraccidn de solo el evento sismico, que
tiene una duracidn variable dependiendo del tipo de microterremoto; en la sexta columna
denominada “Etiqueta” se encuentra la identificacidn del tipo de microterremoto, donde los
expertos del IGEPN colocaron las siguientes etiquetas para cada microterremoto: 0 para
microterremotos del tipo LP, 1 para microterremotos del tipo VT, 2 para microterremotos del
tipo TRE y 3 para microterremotos del tipo HYB; finalmente en la séptima, octava, novena y

décima columna se encuentran los microterremotos divididos por su tipo.

Figura 21

Base de datos 1
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Preprocesamiento

Las sefales entregadas por el IGEPN son sefiales ya filtradas en un rango de 1 a 50 Hz,
previamente han sido eliminados los picos de baja amplitud que se encuentran en frecuencias
de 0.1 a 0.3 Hz, debido principalmente a movimientos de placas ocednicas. Las sefiales
recopiladas por la estacidon VC1 son sefiales que tienen distintas amplitudes que dependen de la
intensidad de cada microterremoto, no tiene una escala definida por lo cual a todas las sefiales
de la base de datos se deben normalizar. Para realizar la normalizacion se debe remover la
media y llevar a cada sefial a una escala de [-1 a 1] centrada en cero, para esto se aplica las

ecuaciones (1) y (2). En la Figura 22 se puede observar la comparacion de una sefial original con

otra normalizada.

Figura 22

Comparacion de sefial VT original y normalizada
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Procesamiento
En esta etapa se realiza el proceso de la segmentacién, etiquetamiento y obtencion de
caracteristicas de las sefiales normalizadas. A continuacion, se explica cada uno de los procesos

gue se realiza a cada sefial.

a) Segmentacion
Para aplicar este proceso se toma la sefial normalizada con una duracién de 1200
segundos o 20 minutos y se divide en segmentos de 15 segundos como se observa en la Figura
23. Al realizar esto se obtiene de cada sefial 80 segmentos que se almacenan en un vector como
se observa en la ecuacidn (3), como existe un total de 350 sefiales se obtiene un total de 28000

segmentos que son almacenados en una matriz como se observa en la ecuacion (4).

Figura 23

Sefial segmentada en ventanas de 15 sequndos.
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Cada sefial al tener un total de 120000 muestras al segmentarlas en ventanas de 15
segundos se toma un total de 1500 muestras, esto se debe a que cada sefial esta
digitalizada con una frecuencia de muestreo de 100 Hz. En la Figura 24 se muestra el
primer segmento de la sefial de la Figura 23. En este trabajo se realiza una ventana de
segmentacion (w), con w=15 s como las realizadas en el trabajo de investigacién (Lara,
Benitez, Carrera, Ruiz, & Rojo Alvarez, 2016), donde se obtuvieron los mejores

resultados en la deteccién de microterremotos con distintas ventanas de tiempo.

Figura 24

Primer segmento de 15 segundos sefial de tipo VT.
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b) Etiquetamiento

El etiquetamiento se realiza a cada ventana de segmentacion (w), con w=15 s, donde se
coloca una etiqueta de un +1 cuando el segmento contenga la sefal y un -1 en el caso de no
contener el evento sismico como se observa en la Figura 25. Se obtiene un total de 80 etiquetas
de cada sefial que se almacena en un vector como se observa en la ecuacién (5), este proceso se
realiza para cada sefial que se almacena en una matriz como se observa en la ecuacién (6). La
informacién para determinar los segmentos que contienen el evento sismico se encuentra en la
base de datos en la columna denominada “InicioEvento” y " FinEvento”. Se considera que un
segmento contiene la sefial cuando los puntos de inicio y fin se encuentran dentro de un

determinado segmento.

Figura 25

Etiquetamiento de segmentos sefial del tipo VT
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¢) Extraccién de caracteristicas
En esta etapa se trabaja con cada ventana de w=15 s y se obtienen caracteristicas en
tiempo, frecuencia y escala. Se calculan un total de 84 caracteristicas las cuales se especifican en
la Tabla 4. Las caracteristicas estan divididas en: 13 en tiempo, 21 en frecuencia y 50 en escala.
Estas caracteristicas mas adelante son usadas para el entrenamiento, en la Figura 26 se puede
observar algunas caracteristicas obtenidas. Estas caracteristicas son almacenadas en un vector
¢;.j como se observa en la ecuacion (7), y finalmente se agregan las caracteristicas de la sefial

segmentada a una matriz como se observa en la ecuacion (8).

Figura 26

Obtencion de 84 Caracteristicas segmentos de 15 segundos.

Caractensticas Caractersticas{1, 1}

Caracteristicas{1, 1}

1 2 3 4 5 ] 7
t_mean t_std tovar t_entropy t_kurtosis t_multiscaleEntropy t_time2peak
1 00239 5.6953e-04 5.9262 28188 21927 4.6800
2 T.B3E3e-05 00214 4.5828e-04 42189 27175 2.2265 4.5900
3 -2.3267e-04 00211 4.4515e-04 41,6883 2.7644 2.2049 74700
4 1.9214e-04 00210 4.4226e-04 4,6550 2.9009 219493 6.8400
5 0.0046 00246  6.0528e-04 6.2465 28719 2.2272 4.6500

d) Estimacion espectral
En esta etapa se trabaja con cada ventana w=15 s y se calcula la PSD con el método de
Welch, se almacena en un vector como se observa en la ecuacién (9). La PSD se calcula con una
ventana de 512 puntos y entrega una resolucion de 257 puntos, lo cual es una resolucion media
para el analisis espectral de la sefial, estos puntos de resolucién son considerados como
caracteristicas en frecuencia. Estas caracteristicas mas adelante son usadas para el
entrenamiento, en la Figura 27 se pueden observar algunas caracteristicas obtenidas. La PSD de

la sefial segmentada se almacena en una matriz como se observa en la ecuacién (10).
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Figura 27

Obtencion PSD con una resolucion de 257 puntos para cada segmento de 15 segundos.

Wi, 1}
1
1|7
211
3 | 1x257 double
4 1x257 double
5 1x257 double
6 | 1x257 double
7 | 1x257 double
8 | 1x257 double
9 | 1x257 double

Entrenamiento

Esta etapa es la mas importante del sistema de deteccidn, es un proceso repetitivo
como se muestra en la Figura 28, donde entran las caracteristicas y se obtienen los modelos
para la deteccién de microterremotos. Primero se realiza un balance entre los segmentos que
contiene y no contiene el evento sismico, posteriormente se realiza la seleccidn de
caracteristicas que se ingresan a los algoritmos de aprendizaje supervisado para la obtencion de
modelos de clasificacidn, y finalmente se calculan las métricas de rendimiento para la
comparacion de cada modificacién en esta etapa. A continuacion, se realiza una descripcién de

los procesos en la etapa de entrenamiento.
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Figura 28

Proceso de entrenamiento deteccion de microterremotos.

Entrenamiento

" L. Algoritmos de
Caracteristicas Balanceo —p  Ocleccion Extracciénde | ,jcendizaje s  Rendimiento
caracteristicas caracteristicas supervisado

Las caracteristicas que ingresan al sistema de entrenamiento son las calculadas en la

seccion 3 de este documento.

a) Balance
Para realizar el entrenamiento los algoritmos de aprendizaje supervisado necesitan
partir de un equilibrio de datos, es decir, los datos de entrenamiento deben estar constituidos
de segmentos que contengan el evento sismico y el mismo numero de segmentos que no

contengan el evento (Roman V., 2019).

La base de datos usada para obtener los modelos de deteccidn contiene un total de 350
eventos sismicos, de los cuales se toma el 50% de todos los tipos de microterremotos
almacenados en esta base de datos, es decir, se toma 175 sefiales para el entrenamiento y la
otra mitad de datos para las pruebas. Cada seial tiene 80 segmentos que estan etiquetados con

un +1 cuando contiene el evento sismico y con -1 cuando no contiene el evento.

El balance de los datos es una parte fundamental en esta investigaciéon, como se puede
observar en la Figura 25, existe una mayor cantidad de segmentos que no contienen el evento
sismico. Cada sefial en promedio solo tiene un 4% de segmentos que contienen el evento

sismico, es decir, entre [2 a 4] segmentos de los totales que depende del microterremoto que se
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analiza. Bajo este contexto se propone aumentar los segmentos que no contienen el evento
sismico, puesto que existe mayor informacion sobre tales segmentos. Esto permite que exista

una mayor tendencia a calcular los segmentos que no contienen la sefial.

Para realizar el balance de datos primero se contabilizan los segmentos que contienen la
sefial sismica de los datos usados para el entrenamiento, se selecciona el mismo niimero de
segmentos que no contengan el evento. Posteriormente se incrementan la cantidad de
segmentos que no contienen sefial para observar cual es la mejor proporcién de datos a
utilizarse. Se contabilizan un total de 361 segmentos que contienen el evento sismico de las
sefiales de entrenamiento, con este valor equilibran los datos con la misma cantidad de
segmentos sin sefal y posteriormente se aumentan en proporciones del mismo nimero. Se
realizan pruebas con cada proporcién, donde se aplican los algoritmos de aprendizaje
supervisado para determinar la mejor proporcién mediante las métricas de rendimiento.
Adicionalmente se realiza este proceso con los datos originales y posteriormente se remueve los
componentes DC, es decir ¢ = 0 y ¢ = 1 alas caracteristicas del mismo tipo como se observa

en la ecuacion (1).

En la Figura 35 se pueden observar los 3 modelos de aprendizaje supervisado obtenidos
y ver como varia el BER a medida que aumentan las proporciones de segmentos que no
contienen el evento sismico. Los resultados de este proceso se pueden observar en el capitulo 4

de la presente investigacion.

b) Seleccion de Caracteristicas y Aprendizaje Supervisado
En este proceso se seleccionan las caracteristicas con mayor relevancia para obtener los
modelos de aprendizaje supervisado, para esto se siguen los siguientes pasos: primero, se

obtienen los algoritmos de aprendizaje supervisado con todas las caracteristicas, es decir, las 84
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caracteristicas en tres dominios distintos y las 257 caracteristicas obtenidas de la PSD; segundo,
se aplican los métodos de seleccién de caracteristicas mencionados en la secciéon 2.3.5, donde
se determina con cada método las mejores caracteristicas; posteriormente, se obtienen nuevos
algoritmos de aprendizaje supervisado con las caracteristicas con mayor relevancia; finalmente
se determinan las mejores caracteristicas con los tres métodos distintos observando las métricas
de rendimiento que se obtuvieron en cada prueba. A continuacién, se observan la seleccién de
caracteristicas con cada método. En la seccién IV de este trabajo de investigacion se detalla la
seleccion de caracteristicas para el sistema de deteccion.
Clasificacion

Base de Datos

La base de datos usada para obtener los modelos de clasificacién de microterremotos
fue proporcionada por el IGEPN, estos datos son recopilados a lo largo del afio 2012, enero 2013
y enero 2014. Los eventos son detectados por las estaciones ubicadas en el volcan Cotopaxi que
se muestra en la Figura 5. Los eventos son recopilados por las estaciones (VC1, BREF y BVC2) que
trabajan en un rango de frecuencias de respuesta de 0.1 a 50 Hz. Cada estacidn digitaliza la sefial
con una tasa de muestreo, las estaciones BREF y BVC2 digitalizan a una frecuencia de muestreo
de 50 Hz y la estacion VC1 digitaliza a una frecuencia de muestreo de 100 Hz. Esta base de datos
consta con un total de 1187 microterremotos con distintas variaciones de tiempo, esta base estd
compuesta de 1044 eventos del tipo LP, 101 eventos VT, 27 eventos Regionales, 8 eventos del
tipo HYB y 7 eventos de rompimiento de glaciares (ICQ, del inglés Icequake). En la Figura 29 se

observa la informacioén que proporciona la base de datos.
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Figura 29

Base de datos 2

MicSigh1
EEH 118711 table
1 2 3 4 5 6 7 8 9 10 "

MNetwork Station SampleRate Component Year Menth Type Duration StartPoint EndPoint Data
1 'EC VCT 100'SHZ' 2012 1 VT 23 1001 33 14307 dou..
2 'EC Ve 100 'SHZ' 2012 1 'LP' 47 1001 5701 /
3 'EC VCT 100 'SHZ' 2012 1 'LP' 56 1001 6601
4 EC VCT 100 'SHZ' 2012 1 VT 49 100 5901
5 ['EC’ VCT' 100 'SHZ' 2012 1 VT 3 1001 40
6 |'EC’ VCT 100 'SHZ' 2012 1 ‘LP' 29 1001 3901
7 'EC VCT 100 'SHZ' 2012 1 'LP' 33 1001 4301 1x5307 dou..
8§ 'EC VCT 100'SHZ' 2012 1 'LP' 42 1001 5201 1x6207 dou..
9 'EC Ve 100 'SHZ' 2012 1 'L 24 1001 3308 14398 dou...
10 'EC' Ve 100 'SHZ' 2012 1 'LP' 30 1001 4001 15007 dou...
1 EC vt 100/'SHZ' 202 1 ‘LR 36 1001 4587 1x5597 dou...

La base de datos esta constituida por 11 columnas las cuales contienen toda la
informacién de cada evento sismico; la primera columna hace referencia a la red de
monitorizacidn donde se recopilaron los datos; la segunda columna proporciona la
informacion sobre la estacion que recopil6 el microterremoto; la tercera columna informa la
frecuencia de muestreo de cada estacion; la quinta y sexta columna contienen el afio y mes
en que se produjo el microterremoto; la séptima columna es el etiquetamiento realizado por
los expertos del IGEPN del tipo de microterremoto registrado; la octava columna es la
duracién en segundos de cada evento sismico; la novena y décima columna es la
informacion del punto de inicio y fin del evento sismico de cada microterremoto que se

muestra en la onceava columna, donde se encuentra la sefial de cada evento.

Preprocesamiento

Las sefales entregadas por el IGEPN son sefiales ya filtradas en un rango de 1 a 50 Hz. Las
sefiales al provenir de distintas estaciones de monitorizacién tienen distintas frecuencias de
muestreo, se deben remuestrear a todas a una frecuencia de muestreo de 100 Hz. En la base de

datos existen sefales muestreadas a una frecuencia de 50 Hz y para llevarlas a 100 Hz se debe
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remuestrear los datos. Para poder remuestrear (resample) la sefial aplica una funcion en el
software MATLAB. Posteriormente a las sefiales muestreadas a una frecuencia se realiza la
normalizacidn, para ello se debe remover la media y llevar a cada sefial a una escala de [-1 a 1]
centrada en cero, para esto se aplican las ecuaciones (1) y (2). En la Figura 30 se puede observar

la comparacién de una sefial original con otra normalizada y remuestreada a 100 Hz.

Figura 30

Comparacion entre la sefial VT original a 50 Hz y normalizada a 100 Hz.
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Procesamiento

La etapa de procesamiento en el sistema de clasificacion tiene variaciones con el sistema
de deteccion. La principal variacion es que en la etapa de clasificacion se obtiene el
etiquetamiento y la extraccion de caracteristicas de las sefiales normalizadas, donde solo se
consideran el tiempo de inicio y fin de la base de datos. A continuacion, se explica cada uno de

los procesos que se realiza a cada sefal.
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a) Etiquetamiento
Para el etiquetamiento de las sefiales solo se consideran los 1044 eventos del tipo LP y
los 101 eventos del tipo VT. Solo estos dos tipos de eventos se van a usar para obtener los
modelos de entrenamiento para la clasificacién de microterremotos; para los eventos del tipo LP

se coloca una etiqueta de -1 y para los eventos del tipo VT se coloca una etiqueta de +1.

b) Extraccion de caracteristicas
En esta etapa se toma la sefial normalizada desde los puntos de inicio y fin que
corresponde a cada microterremoto, y se obtienen caracteristicas en tiempo, frecuencia 'y
escala. Se calculan un total de 84 caracteristicas las cuales se especifican en la Tabla 4. Este
proceso se realiza a los 1187 eventos almacenados en la base de datos de la Figura 29.En la

Figura 31 se puede observar algunas caracteristicas obtenidas.

Figura 31

Obtencion de las 84 caracteristicas de las sefiales normalizadas

1 2 3 4 5 6 7 ] 9
t_mean t_std t_var t_entropy t_kurtosis t_multiscaleEntropy t_timeZpeak t_rms t_peak2peak
1 -8.0519e-05 0.1593 0.0254 125.5754 8.3045 1.6596 1.4900 0.1592 1.7357
2 | -3.9743e-05 0.1978 0.0391 393.8532 5.2904 2.0046 10.0600 0.1978 1.8378
3 -1.5126e-05 0.1909 0.0365 396.6835 6.6663 1.7445 14.8700 0.1909 1.9341
4 -1.4593e-05 0.3631 01318 £20.9504 3.5809 1.6144 11.9300 0.3630 1.8073
5 -4.0935e-05 0.2178 0.0474 2331077 6.6473 1.5676 3.7600 0.2178 1.7310

c) Estimacion espectral
En esta etapa se toma cada sefial y se calcula la PSD con el método de Welch, se
almacenan en un vector como se observa en la ecuacion (9). La PSD se calcula con una ventana
de 512 puntos y entrega una resolucion de 257 puntos, estos puntos de resolucion son
considerados como caracteristicas en frecuencia. Estas caracteristicas mas adelante son usadas
para el entrenamiento, en la Figura 32 se puede observar algunas caracteristicas obtenidas. La

PSD de la sefial segmentada se almacena en una matriz como se observa en la ecuacién (10).



Figura 32

Obtencion PSD con una resolucion de 257 puntos para cada sefial normalizada

Entrenamiento

Esta etapa es un proceso repetitivo como se muestra en la Figura 33, donde entran las

caracteristicas y se obtienen los modelos para la clasificacién de microterremotos. Primero se

[
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realiza un balance entre los datos a usarse para obtener los modelos de clasificacion,

posteriormente se realiza la seleccidn de caracteristicas que se ingresan a los algoritmos de

aprendizaje supervisado para la obtencién de los modelos de clasificacidn, y finalmente se
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calculan las métricas de rendimiento para la comparacién de cada modificacidon en esta etapa. A

continuacion, se realiza una descripcién de los procesos que se realizan en la etapa de

entrenamiento.

Figura 33

Proceso de entrenamiento clasificacion de microterremotos
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Las caracteristicas que ingresan al sistema de entrenamiento son las calculadas en la

seccion 3 de este documento.

c) Balance
La base de datos usada para obtener los modelos de deteccién contiene un total de

1187 eventos sismicos, de los cuales son 1044 eventos del tipo LP y 101 eventos del tipo VT. Se
seleccionan el 50% de los eventos del tipo LP para el entrenamiento, es decir, 522 eventos; de
los 522 eventos del tipo LP usados para entrenamiento se divide estos datos en KFold, particion
aleatoria no estratificada para la validacion cruzada para datos, de donde, se eligen 101 eventos
para nivelar a la cantidad de datos que tiene los eventos del tipo VT, de los 101 eventos del tipo
LP y VT se eligen el 60% de los eventos sismicos para entrenamiento y el 40% son para las
pruebas, este porcentaje de eventos sismicos se usan puesto que en el trabajo (Lara-Cueva, y
otros, 2020) se obtuvieron las mejores métricas de rendimiento al usar ese porcentaje de datos
para el entrenamiento. Para las pruebas se utilizan el resto de los eventos del tipo LP, es decir,

los 522 eventos del tipo LP que no se usaron para el entrenamiento.

d) Seleccion de Caracteristicas y Aprendizaje Supervisado
En este proceso se seleccionan las caracteristicas con mayor relevancia para obtener los

modelos de aprendizaje supervisado, para esto se siguen los siguientes pasos: Primero, se
obtienen los algoritmos de aprendizaje supervisado con todas las caracteristicas, es decir, las 84
caracteristicas en tres dominios distintos y las 257 caracteristicas obtenidas de la PSD; segundo,
se aplican los métodos de seleccidn de caracteristicas mencionados en la seccién 2.3.5, donde
se determinan con cada método las mejores caracteristicas; posteriormente, se realiza una
comparacion de cdmo evoluciona el BER en los tres métodos de seleccidn de caracteristicas para
determinar las que usaran en los modelos finales. En la seccién IV de este trabajo de

investigacion se detalla la seleccidn de caracteristicas para el sistema de clasificacion.
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Sistema de reconocimiento

El sistema de reconocimiento consiste en unir el sistema de deteccidn y clasificacion en
una sola interfaz grafica, para esto se usa la herramienta appdesigner donde se incorporan los
modelos obtenidos en los procesos de entrenamiento. La interfaz grafica proporciona la
siguiente informacion de cada sefial ingresada al sistema de recogimiento: porcentaje de analisis
del sistema de reconocimiento, tiempo de procesamiento, grafica del evento sismico que va a
ser analizado, segmentos donde se encuentra el evento sismico, extraccion del evento sismico,
PSD del evento sismico, punto de inicio y fin de cada microterremoto, y la etiqueta del tipo de
evento que estd siendo analizado. Finalmente se determina el desempefio del sistema de

reconocimiento que se presenta en el capitulo IV de esta investigacion.
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Capitulo IV

Resultados

En esta seccién se detallan las medidas de rendimiento obtenidas en cada proceso
planteado en la seccién lll. Las medidas de rendimiento que se obtienen son para la etapa de

deteccién y clasificacién del sistema de reconocimiento de microterremotos.

Deteccion
Para el entrenamiento y obtencion de modelos se realizé el proceso de balance de
datos, extraccion de caracteristicas, seleccion de caracteristicas y obtencion de modelos finales.

A continuaciodn, se detallan los resultados obtenidos en cada proceso realizado.

Balance

Se plantea la realizacién de un balance de datos, se efectuaron variaciones con respecto
a las proporciones de segmentos sin sefial para observar la variacién de las medidas de
rendimiento. Este proceso se realiza con las caracteristicas originales y las caracteristicas donde

se remueve los componentes DC, esdecir uy =0y o =1.

Se obtienen las métricas de rendimiento de los algoritmos de aprendizaje supervisado

para los modelos obtenidos con las 84 caracteristicas y las 257 caracteristicas PSD.

e 84 Caracteristicas

Como se observa en la Tabla 7, se obtienen las medidas de rendimiento con las
caracteristicas originales con un modelo kNN con k=20, el modelo DT con una validacién cruzada
de 10 y el modelo SVM con unv = 0.5, se puede notar que las mejores métricas de
rendimiento se obtienen en una proporcién de datos de 1 a 6, esta es la maxima proporcién que

se presenta, puesto que al aumentar esta proporcidn existe un sobre entrenamiento y los
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proporcién maximiza las medidas de rendimiento en los algoritmos de clasificacion empleados.

Tabla 7

Meétricas de rendimiento para balance de datos 84 Caracteristicas.

Proporcion A(%) P(%) R(%) S(%) BER
Algoritmos de deteccién con kNN
11 89,77 63,59 98,49 87,90 0,070
1:2 92,24 72,65 98,52 90,75 0,060
1:3 92,85 74,45 97,85 91,60 0,055
1:4 93,48 76,67 97,87 92,36 0,048
1:5 93,84 78,09 97,88 92,83 0,046
1:6 94,38 80,00 97,88 93,25 0,043
Algoritmos de deteccién con DT
11 71,76 22,45 98,31 69,37 0,160
1:2 77,44 33,51 97,61 75,81 0,140
1:3 79,35 39,42 96,50 76,65 0,134
1:4 80,49 39,87 97,63 77,93 0,122
1:5 81,32 42,80 95,52 79,00 0,127
1:6 82,88 47,29 94,24 80,81 0,120
Algoritmos de deteccién con SVM
11 84,29 48,67 99,22 81,68 0,100
1:2 87,58 57,20 98,44 85,42 0,080
1:3 88,45 59,91 98,48 86,38 0,075
1:4 90,40 67,00 96,45 89,00 0,072
1:5 90,70 67,50 97,12 89,22 0,068
1:6 91,07 69,19 96,47 89,78 0,069

En la Tabla 8, se obtienen las métricas de rendimiento con las caracteristicas al remover

los componentes DC, es decir u =0y o =1, con un modelo kNN con k=20, el modelo DT con

una validacion cruzada de 10 y el modelo SVM con unv = 0.5, se puede notar que las mejores



métricas de rendimiento se obtienen en una proporcién de datos de 1 a 6, esta es la maxima
proporcion que se presenta, puesto que al aumentar esta proporcién existe un sobre
entrenamiento y los modelos clasificacion consideran como segmentos sin sefial a todos los
segmentos que evaluan. Esta proporcidn maximiza las medidas de rendimiento en los

algoritmos de clasificacién empleados.

Tabla 8

Meétricas de rendimiento para balance de datos al remover los componentes DC 84

Caracteristicas.
Proporcion A(%) P(%) R(%) S(%) BER

Algoritmos de deteccién con kNN
11 91,84 70,58 97,77 90,45 0,059
1:2 93,16 75,00 97,77 92,04 0,050
1:3 93,75 77,27 97,84 92,71 0,047
1:4 93,85 77,71 97,84 92,84 0,046
1:5 93,30 75,95 97,88 92,14 0,049
1:6 94,00 78,16 97,84 93,00 0,042

Algoritmos de deteccién con DT
1:1 86,90 57,91 95,86 84,97 0,096
1:2 90,47 69,65 93,96 89,60 0,082
1:3 89,17 65,87 93,29 88,15 0,093
1:4 89,85 68,65 92,00 89,34 0,093
1:5 90,00 70,51 92,17 89,40 0,092
1:6 93,62 82,51 92,07 94,10 0,069

Algoritmos de deteccién con SVM
1:1 89,98 64,85 97,76 88,26 0,070
1:2 91,70 71,50 95,68 90,73 0,067
1:3 92,71 75,00 95,74 91,95 0,061
1:4 92,75 75,27 95,80 91,96 0,061
1:5 92,75 75,13 95,77 92,00 0,061

1:6 93,15 77,77 94,60 92,76 0,063
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Al comparar los resultados, se usa la proporcion de datos de 1 a 6 al remover los
componentes DC, es deciryy = 0 y o = 1 para los procesos de seleccion de caracteristicas y
obtencién de modelos finales. El proceso de estandarizacion y remocién de la media se lleva a
cabo para mejorar los rangos de valores de caracteristicas del mismo tipo con las que se
obtienen los algoritmos de aprendizaje supervisado, donde se puede observar que las métricas

de rendimiento son mejores al realizar este proceso.

e 257 Caracteristicas PSD

Como se observa en la Tabla 9, se obtienen las métricas de rendimiento con las
caracteristicas donde se aplica un modelo kNN con k=30, el modelo DT con una validacién
cruzada de 10 y el modelo SVM con unv = 0.5, se puede notar que las mejores métricas de
rendimiento se obtienen en una proporcién de datos de 1 a 6, esta es la maxima proporcién que
se presenta, puesto que al aumentar esta proporcion existe un sobre entrenamiento y los

modelos clasificacion consideran como segmentos sin sefial a todos los segmentos que evaltan.

Tabla9

Meétricas de rendimiento para balance de datos 257 Caracteristicas PSD.

Proporcion A(%) P(%) R(%) S(%) BER
Algoritmos de deteccion con kNN
1:1 77,29 35,01 96,52 74,55 0,145
1:2 95,12 85,02 96,60 94,67 0,044
1:3 96,95 91,50 96,55 97,09 0,032
1:4 98,47 97,36 96,73 99,08 0,021
1:5 98,64 98,03 96,77 99,31 0,020

1:6 98,98 99,34 97,79 99,75 0,017



Meétricas de rendimiento para balance de datos 257 Caracteristicas PSD.

Algoritmos de deteccién con DT

1:1 69,10 17,97 92,00 67,30 0,203
1:2 71,43 22,23 95,83 69,18 0,170
1:3 79,72 41,98 94,30 77,16 0,143
1:4 76,08 35,48 89,15 74,00 0,184
1:5 84,28 55,10 91,01 82,72 0,132
1:6 69,10 17,97 92,00 67,30 0,204
Algoritmos de deteccién con SVM
1:1 68,02 17,85 88,48 66,32 0,220
1:2 76,31 35,77 89,94 74,12 0,180
1:3 79,06 42,97 90,50 76,85 0,163
1:4 96,05 93,66 89,86 98,04 0,061
1:5 95,93 93,87 89,61 98,05 0,061
1:6 95,72 93,54 89,50 97,86 0,063

En la Tabla 10, se obtienen las medidas de rendimiento con las caracteristicas al
remover los componentes DC y obtener el un modelo kNN con k=30, el modelo DT con una
validacion cruzada de 10 y el modelo SVM con un v = 0.5, se puede notar que las mejores
métricas de rendimiento se obtienen en una proporcién de datos de 1 a 6. Esta es la maxima
proporcion que se presenta, puesto que al aumentar esta proporcién existe un sobre
entrenamiento y los modelos clasificacién consideran como segmentos sin sefial a todos los

segmentos que evaluan.



Tabla 10

90

Meétricas de rendimiento para balance de datos al remover componentes DC 257 Caracteristicas

PSD.

Proporcion A(%) P(%) R(%) S(%) BER
Algoritmos de deteccion con kNN
11 79,92 44,85 97,57 76,45 0,130
1:2 99,00 98,81 97,66 99,54 0,014
1:3 98,99 98,81 97,66 99,53 0,014
1:4 99,15 99,40 97,66 99,76 0,013
1:5 99,15 99,40 97,66 99,76 0,013
1:6 99,15 99,40 97,66 99,76 0,013
Algoritmos de deteccién con DT
11 69,93 22,74 94,63 67,43 0,190
1:2 72,00 28,01 90,85 69,53 0,200
1:3 78,77 41,87 89,95 76,68 0,167
1:4 76,59 36,72 90,64 74,28 0,175
1:5 79,04 41,68 91,33 76,81 0,160
1:6 84,05 56,98 87,36 83,21 0,147
Algoritmos de deteccién con SVM
11 85,11 61,68 86,56 84,71 0,144
1:2 91,51 82,91 85,93 93,55 0,100
1:3 91,64 83,33 85,93 93,73 0,100
1:4 93,10 88,77 86,01 95,82 0,090
1:5 92,71 87,76 85,50 95,46 0,095
1:6 93,23 89,24 86,01 96,01 0,089

Se puede notar tanto en la Tabla 8 y Tabla 10, la importancia de balancear y remover los

componentes DC de los datos para obtener los modelos de entrenamiento, donde se observa

gue las métricas de rendimiento aumentan al realizar este proceso.
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Figura 34

Evolucion del BER al balancear y retirar los componentes DC a las proporciones de segmentos

con sefnal y sin sefial.
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Seleccidn de caracteristicas

Se presentan las métricas de rendimiento de las pruebas realizadas a 14000 segmentos
de las 175 sefales no usadas para el entrenamiento. Los métodos usados para la seleccidn de
caracteristicas son: filtro, embebido y envoltura. Este proceso se realizé con las 84

caracteristicas y las 257 caracteristicas PSD.
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e Filtro

Este método permite dar un orden a las caracteristicas que tiene una mejor correlacion.

Este proceso se lo realiza tanto con las 84 caracteristicas y 257 caracteristicas PSD.

Para las 84 caracteristicas se obtienen el siguiente orden: ‘f33’, ‘f31°, ‘74, ‘f67', ‘f39',
‘f68’, f75’, ‘f9’, ‘f2’, '18’, ‘f4’, ‘fA0’, ‘f55’, ‘184, ‘f3’, ‘f20°, ‘f11’, ‘f60’, ‘f29’, ‘f13’, ‘f15’, f73’, ‘f66’,
‘f52’, ‘f38’, ‘f12’, ‘f57’, ‘{53, ‘f61’, ‘f30’, ‘f51’, ‘f5’, ‘f58'’, ‘f6’, ‘f69’, ‘f76’, ‘fA8’, ‘f77’, ‘f54’, ‘fAl’,
707, ‘180, ‘f28’, ‘fA4’, 'f34’, ‘f81’, ‘f32’, ‘f23’, ‘83, ‘f72’, “f10’, ‘f14’, ‘f50’, ‘182’, ‘f24’, ‘f7’, ‘f63’,
‘f37’, ‘f65’, ‘f79’, ‘f35’, ‘f46’, ‘fA7’, ‘f42’, 'f43’, f71’, f59’, ‘f25', ‘{78, ‘fAS’, ‘f26’, ‘f64’, ‘f56’, ‘f62’,
f36’, ‘f1’, ‘f16’, ‘f17’, ‘f18’, 'f19’, ‘f21’, ‘f22’, ‘f27’, “f49’; con el orden ya establecido se aplica un
modelo kNN con k=20, el modelo DT con una validacién cruzada de 10 y el modelo SVM con un
v = 0.5, donde se aumentan el nimero de caracteristicas. Para determinar cudles son las
mejores caracteristicas se evallan las métricas de rendimiento del sistema de votacién. Este
proceso se puede observar en la Figura 35, donde se determinan que las mejores caracteristicas
son: ‘f33’, 31/, ‘f74°, ‘f67', ‘f39', ‘f6&’, ‘f75’, ‘f9’, ‘f2’, ‘f8’, ‘f4’, ‘fA0’, ‘f55’, ‘f84’, ‘f3’, ‘f20’, f11’,
f60’, ‘29, ‘f13’, ‘f15’, 'f73’, ‘f66’, ‘f52’, ‘f38’, ‘f12’, f57’, ‘f53’, ‘f61’, ‘f30’; las cuales
corresponden a las 30 primeras caracteristicas obtenidas por el método de filtro de las cuales 8
son en tiempo, 6 en frecuencia y 16 en escala. En la Figura 36 se observa como disminuye el

BER a medida que se aumenta las caracteristicas.



Figura 35

Meétricas de rendimiento para la seleccion de caracteristicas usando método de filtro.
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Como se observa en la Tabla 11, se obtienen las métricas de rendimiento con las 30
primeras caracteristicas al remover los componentes DC, donde se obtienen los algoritmos de
clasificacién con las mismas caracteristicas en cada modelo y un sistema de votacién entre los

tres métodos mencionados.

Tabla 11

Meétricas de rendimiento de algoritmos kNN, DT, SVM y un sistema de votacion con 30

Caracteristicas.
Algoritmo A(%) P(%) R(%) S(%) BER
Métricas de Rendimiento 30 Caracteristicas
kNN 97,74 93,70 98,53 97,44 0,020
oT 96,22 89,03 98,57 95,32 0,031
SVM 98,24 95,23 98,56 97,98 0,017
Votacion 97,94 94,44 98,55 97,71 0,018

Para las 257 caracteristicas PSD se obtiene el siguiente orden: ‘f18’, ‘f19’, ‘f22’, ‘f23’,
20°, ‘R24’, ‘f25’, ‘f16’, ‘f17’, ‘f21, f15’, 'f26’, ‘129, ‘R27’, ‘f30°, ‘f32’, 'f28’, ‘f31’, ‘f14’, ‘f13’, 'f12’,
‘33, 'f36’, ‘f34’, ‘f35’, ‘f37’, ‘f39’, ‘f38’, ‘f11’, ‘f40’, ‘f41’, ‘f42’, ‘f10', 'f4e6’, ‘f47’, ‘fAd’, ‘fA8’, 'f45’,
49, 'f43’, ‘f9 ' /f50’, ‘f51’, ‘f53’, 18, t52’, ‘f55’, ‘f54’, ‘{56, ‘157, ‘f7’, ‘f58’, ‘f59’, ‘f60’, 74,
‘f61’, ‘f73’, t75’, ‘f62’, ‘f63’, ‘f68’, ‘t77’, ..., f252’; con el orden ya establecido se aplica un
modelo kNN con k=30, el modelo DT con una validacion cruzada de 10 y el modelo SVM con un
v = 0.5, donde se aumentan el nimero de caracteristicas. Para determinar cudles son las
mejores caracteristicas se evallan las métricas de rendimiento del sistema de votacién. Este
proceso se observar en la Figura 37, donde se determinan que las mejores caracteristicas son:
18’, ‘f19’, ‘©22’, ‘'f23’, ‘R20’, ‘f24’, ‘f25’, ‘f16’, ‘f17’, ‘f21, 'f15’, ‘f26’, ‘f29’, ‘€27°, ‘f30’, {32,

f28’, ‘31, ‘f14’, ‘f13’, 'f12’, ‘f33’, ‘f36’, ‘f34’, ‘35", ‘f37’, ‘f39’, ‘{38, ‘f11’, ‘f40’, ‘f41’, ‘f42’, ‘f10’,
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f46’, ‘f47’, ‘fA4’, ‘f48’, 'f45’, 'f49’, ‘f43’, ‘f9 /,'f50’, ‘f51’°, ‘f53’, ‘f8’, ‘f52’, ‘f55’, ‘f54’, ‘f56’, ‘f57’,
7', 'f58’, ‘f59’, ‘fe0’, ‘f74’, ‘f61’, ‘f73’, ‘f75’, ‘f62’, ‘f63’, ‘f68’, ‘f77’; las cuales corresponden a las
100 primeras caracteristicas obtenidas por el método de filtro. En la Figura 38 se observa como

disminuye el BER a medida que se aumenta las caracteristicas.

Figura 37

(a) Métricas de rendimiento para la seleccion de caracteristicas PSD usando método de filtro, (b)

Frecuencias de interés seleccion de caracteristicas método de filtro.
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Figura 38

Andlisis del BER para la seleccién de caracteristicas PSD usando método de filtro.
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Como se observa en la Tabla 12, se obtienen las métricas de rendimiento con las 100
primeras caracteristicas con el método de filtro de las 257 caracteristicas PSD al remover los

componentes DC, donde se obtienen los algoritmos de clasificacion, y un sistema de votacién

entre los tres métodos mencionados.

Tabla 12
Meétricas de rendimiento de algoritmos kNN, DT, SVM y un sistema de votacion con 100

Caracteristicas PSD.

Algoritmo A(%) P(%) R(%) S(%) BER
Métricas de Rendimiento 100 Caracteristicas PSD
kNN 98,27 96,49 98,80 98,00 0,016
DT 79,51 49,52 98,72 74,68 0,133
SVM 94,25 85,18 98,78 95,30 0,030

Votacién 95,45 88,52 98,78 93,85 0,033
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e Embebido

Este método se aplica para obtener los niveles del arbol de decisién, donde se obtienen
las caracteristicas con mayor relevancia. Este proceso se la realiza tanto con las 84

caracteristicas y 257 caracteristicas PSD.

Para las 84 caracteristicas el software MATLAB" al generar el algoritmo de aprendizaje
supervisado DT selecciona las caracteristicas con mayor relevancia y genera un arbol de decision
como se observa en la Figura 39. Este método indica que las mejores caracteristicas son: ‘f33’,

‘f52’, ‘fe1’, ‘t49’, ‘f40’, ‘f12’, ‘f7’, de las cuales 2 son en tiempo, 1 en frecuencia y 4 en escala.

Figura 39

Representacion de arbol de decisidén considerando 84 caracteristicas.

x33 >=0.384357

2 >=-0.0017482

x33 >=0.29

Como se observa en la Tabla 13, se obtienen las métricas de rendimiento con las 7
primeras caracteristicas obtenidas con los niveles de poda del método embebido de las 84

caracteristicas al remover los componentes DC, se obtiene un modelo kNN con k=20, el modelo
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DT con una validacion cruzada de 10 y el modelo SVYM con un v = 0.5, y un sistema de votacion

entre los tres métodos mencionados.

Tabla 13

Meétricas de rendimiento de algoritmos kNN, DT, SVM y un sistema de votacion con 7

Caracteristicas.
Algoritmo A(%) P(%) R(%) S(%) BER
Métricas de Rendimiento 7 Caracteristicas
kNN 97,79 94,23 98,66 97,42 0,019
oT 95,00 85,45 98,60 93,63 0,038
SVM 97,38 92,76 98,60 96,90 0,022
Votacion 98,17 95,33 98,62 98,00 0,017

Para las 257 caracteristicas PSD, se genera el modelo de arbol de decisién como se
observa en la Figura 40. Este método indica que las mejores caracteristicas son: ‘f19’, ‘f16’, ‘f23’,
47, 'f20’, ‘f25’, ‘f21’, ‘f90’, ‘t73’, ‘f10’. Las frecuencias de interés que representa cada
caracteristica son: ‘10’ (corresponde a la frecuencia de 1,95 Hz), ‘f16’ (corresponde a la
frecuencia de 3,12 Hz), ‘f19’ (corresponde a la frecuencia de 3,70 Hz), ‘f20’ (corresponde a la
frecuencia de 3,90 Hz), ‘f21’ (corresponde a la frecuencia de 4,10 Hz), ‘f23’ (corresponde a la
frecuencia de 4,50 Hz), ‘f47’ (corresponde a la frecuencia de 9,15 Hz), ‘f73’ (corresponde a la

frecuencia de 14,20 Hz) y ‘f90’ (corresponde a la frecuencia de 17,50 Hz).
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Figura 40

(a) Representacion de drbol de decision considerando 257 caracteristicas PSD,(b) Frecuencias de

interés seleccion de caracteristicas método embebido.
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Como se observa en la Tabla 12, se obtienen las métricas de rendimiento con las 10
primeras caracteristicas obtenidas con los niveles de poda del método embebido de las 257
caracteristicas PSD al remover los componentes DC, se obtiene un modelo kNN con k=30, el
modelo DT con una validacién cruzada de 10 y el modelo SVM con un v = 0.5, y un sistema de

votacion entre los tres métodos mencionados.

Tabla 14
Meétricas de rendimiento de algoritmos kNN, DT, SVM y un sistema de votacion con 10

Caracteristicas PSD.

Algoritmo A(%) P(%) R(%) S(%) BER
Métricas de Rendimiento 10 Caracteristicas PSD
kNN 93,88 84,28 98,77 91,66 0,048
oT 80,59 52,33 98,74 75,68 0,128
SVM 97,38 92,76 98,60 96,90 0,022
Votacion 88,60 70,67 98,75 84,86 0,082

e Envoltura

Al obtenerlos modelos de SVM con las 84 caracteristicas y 257 caracteristicas PSD, se
pueden obtener las mejores caracteristicas respectivamente. Cada modelo que se ha
conseguido por medio del software MATLAB® proporciona un @, que permite dar orden a las

caracteristicas con mayor relevancia como se observa en la ecuacion (18).

Para las 84 caracteristicas se obtiene el siguiente orden: ‘f57’, ‘f15’, ‘f40’, ‘f39’, ‘f60’,
‘f33’, 31, ‘f30’, ‘f12’, ‘{52, ‘f68’, ‘fy’, f8’, 'f38’, ‘f84’, ‘f3’, ‘f11’, ‘f20’, ‘f51’, ‘f61’, ‘f29’, ‘f13’,
41, ‘f54°, ‘f6’, ‘f34’, ‘f69’, ‘f76’, ‘fA4’, f55’, ‘f58’, ‘f2’, ‘f5’, 'f32’, ‘f28’, ‘f80’, ‘f75’, ‘181, ‘f53’,
f83’, 82, ‘f73’, ‘f63’, ‘fA7’, ‘f&’, 'fA2’, 'f712’, ‘f24’, ‘f6€’, 'f25', ‘f77’, ‘fA6’, ‘f79’, ‘f14’, ‘f37’, ‘f10,

‘f59’, ‘f43’, ‘fes’, ‘f7’, ‘f35’, 'f78', ‘156, ‘f74’, ‘f50’, ‘f26’, ‘f45’, ‘f70°, ‘f23’, ‘f48’, ‘f64’, ‘f67’, ‘f1’,
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f62’, ‘f71’, ‘136, ‘f16’, ‘f17’, ‘f18’, ‘f19’, ‘f21’, ‘f22’, ‘t27’, 'f49’; con el orden ya establecido se
aplican algoritmos de clasificacion indicados, donde se aumentan el niUmero de caracteristicas.
Para determinar cudles son las mejores caracteristicas se evaltian las métricas de rendimiento
del sistema de votacidn. Este proceso se puede observar en la Figura 41, donde se determina
gue las mejores caracteristicas son: ‘f57’, ‘f15’, ‘fA0’, ‘f39’, ‘f60Q’, ‘f33’, ‘f31’, ‘f30’, ‘f12’, ‘f52’,
‘fe8’, ‘f9’, ‘t8’, ‘f38’, ‘t84’, f3’, ‘f11’, ‘120, ‘f51’, f61’, ‘f29’; las cuales corresponden a las 21
primeras caracteristicas obtenidas por el método de envoltura de las cuales 5 son en tiempo, 5

en frecuencia y 11 en escala. En la Figura 42 se observa como disminuye el BER a medida que se

aumentan las caracteristicas.

Figura 41

Meétricas de rendimiento para la seleccion de caracteristicas PSD usando método de envoltura.
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Figura 42

Andlisis del BER para la seleccidon de caracteristicas PSD usando método de envoltura.
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Como se observa en la Tabla 15, se obtienen las métricas de rendimiento con las 21
primeras caracteristicas del orden obtenido con el método de envoltura de las 84 caracteristicas
al remover los componentes DC, se obtiene un modelo kNN con k=20, DT con una validaciéon

cruzada de 10 y SVM con unv = 0.5, y un sistema de votacion entre los tres métodos

mencionados.



Tabla 15

Meétricas de rendimiento de algoritmos kNN, DT, SVM y un sistema de votacion con 21

Caracteristicas.
Algoritmo A(%) P(%) R(%) S(%) BER
Métricas de Rendimiento 21 Caracteristicas
kNN 98,15 95,23 98,59 97,97 0,017
DT 98,10 95,17 98,57 97,91 0,018
SVM 97,75 93,79 98,55 97,43 0,020
Votacion 98,15 95,20 98,58 97,98 0,017

Para las 257 caracteristicas PSD se obtiene el siguiente orden ‘f22’, ‘f15’, ‘f25’, ‘f19’,
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f32’, 'f29’, ‘f28’, ‘f30°, 33, ‘f13’, ‘f12’, ‘f17’, f35’, ‘f34’, ‘f11’, 'f3&’, ‘f41’, ‘f42’, ‘f27’, ‘fA4’, ‘f1€’,

9, ‘f47’, 149, ‘f10, ‘f8’, ‘f51’, ‘f26’, ‘f48’, 'f14’, ‘f54’, ‘f53’, ‘f57’, ‘f58', '56’, ‘f74’, ‘159, ‘137,

f73’, ‘f61’, ‘f75’, ‘f77°, 'f43’, ‘f62’, ‘f39’, ‘f76’, 'f50’, ‘f68’, ‘f18’, 'f70’, ‘f6’, ‘f64’, 'f82’, ‘f65’, ‘f69,

71, ‘f60’, ‘f36’, ‘f24’, 'f46’, ‘f31’, ‘f109’, ‘f4’, 'f81’, ‘f110’, 'f96’, ‘f55’, ‘f23’, f102’, f67’, ‘f78’,

‘fee’, ‘f7’, 'f84’, ‘f115’, 'f108’, 'f52’, ‘f40°, ‘f5’, 'f103’, ‘f88’, ‘f101’, 'f93’, ‘f142’, ‘f135’, ‘f97’, ‘f85’,

f119’, f120°, ‘f20’, ‘f128’, ‘f147’, ‘fo0’, ‘f181’, ‘f130’, f251’, ‘f99’, f72’, ‘f2’, ‘f116’, ‘f79’, ‘f114’,

f80°, ‘f107’, ‘f134’, ‘f121’, ‘f136’, ‘f92’, ‘f232’, ‘f86’, ‘f122’, ‘f91’, ‘f105’, ‘f151’, ‘f118’, ‘fo4’, ‘f98’,

‘f45’, ‘f111’, ‘f237’, 'f139’, ‘f183’, ‘f159’, ..., ‘f164’; con el orden ya establecido se aplican los
algoritmos de clasificacién indicados, donde se aumentan el nimero de caracteristicas. Para
determinar cudles son las mejores caracteristicas se evalla las métricas de rendimiento del

sistema de votacion. Este proceso se observar en la Figura 43 donde se determinan que las

mejores caracteristicas son: ‘f22’, ‘f15’, ‘f25’, ‘f19’, ‘f32’, ‘f29’, ‘f28’, ‘f30’, ‘f33’, ‘f13’, ‘f12’, ‘f17’,

‘f35’, ‘34, ‘f11’, ‘f38’, 'f41’, ‘fA2’, ‘f27’, ‘fA4’, 'f16’, ‘f9’, ‘f47’, ‘f49’, ‘f10’, 'f8’, ‘f51’, ‘f26’, ‘fA8’,

‘f14’, ‘154, ‘f53’, ‘f57’, 'f58’, ‘f56’, ‘f74’, 't59’, ‘37, ‘f73’, ‘f61’, 'f75’, ‘77, ‘f43’, ‘f62’, ‘39", ‘f7€’,
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‘f50°, ‘f68’, ‘f18’, ‘f70°, ‘f6’, ‘f64’, ‘f82’, ‘f65’, ‘f69’, ‘f71’, ‘f60’, ‘f36’, ‘f24’, ‘f46’, 'f31’, ‘f109’, ‘4,
‘f81’, ‘f110’, ‘f9¢’, ‘f55’, ‘f23’, ‘f102’, ‘f67’, ‘f78’, ‘f66’, ‘f7’, ‘f84’, ‘f115’, ‘f108’, ‘f52’, ‘f40’, ‘f5’,
‘f103’, ‘f88’, ‘f101’, ‘f93’, ‘f142’, ‘f135’, ‘f97’, ‘f85’, ‘f119’, ‘f120’, ‘f20’, ‘f128’, ‘f147’, ‘fo0’, ‘f181’,
‘f130’, ‘f251°, f99’, €72’, 'f2’, 'f116’, ‘f79’, ‘f114’, ‘f80’, ‘f107’, ‘f134’, ‘f121’, ‘f136’, ‘f92’, ‘f232’,
‘f86’, ‘f122’, 'f91’, ‘f105’, ‘f151’, ‘f118’, ‘f94’, ‘f98’, ‘fA5’, f111’, ‘f237’, ‘f139’, ‘f183’, ‘f159’; las
cuales corresponden a las 100 primeras caracteristicas obtenidas por el método de envoltura. En

la Figura 44 se observa como disminuye el BER a medida que se aumentan las caracteristicas.

Figura 43

(a) Métricas de rendimiento para la seleccion de caracteristicas PSD usando método de

envoltura,(b) Frecuencias de interés seleccion de caracteristicas método de envoltura.
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Figura 44

Andlisis del BER para la seleccidon de caracteristicas PSD usando método de envoltura.

Como se observa en la Tabla 16, al obtener las medidas de rendimiento con las 100
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primeras caracteristicas del orden obtenido con el método de envoltura de las 257

caracteristicas PSD al remover los componentes DC, se obtiene un modelo kNN con k=30, el

105

modelo DT con una validacidn cruzada de 10 y el modelo SVM con un v = 0.5, y un sistema de

votacion entre los tres métodos mencionados.

Tabla 16

Meétricas de rendimiento de algoritmos kNN, DT, SVM y un sistema de votacion con 100

Caracteristicas PSD.

Algoritmo A(%) P(%) R(%) S(%) BER
Métricas de Rendimiento 100 Caracteristicas PSD
kNN 97,68 94,82 98,80 97,07 0,020
oT 80,48 52,17 98,73 75,55 0,128
SVM 93,90 84,21 98,77 91,73 0,047
Votacion 95,08 87,50 98,78 93,35 0,039
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¢ Mejores caracteristicas

Se realiza una comparacion de las caracteristicas obtenidas en cada método, donde se
toman las caracteristicas que se repiten para determinar cuales se usaran en los modelos finales

del sistema de deteccidon de microterremotos.

Para las 84 caracteristicas se determina que las mejores son: ‘f11’, ‘f33’, ‘f31’, ‘f52’,
f40’, ‘f61’, ‘f12’, ‘f68’, ‘f9’, ‘f8’, ‘f60’, ‘f57’, ‘f39’. Se obtienen un total de 13 caracteristicas de las
cuales 4 son en tiempo, con 2 en frecuencia y 7 en escalas, con las cuales se obtiene un modelo
kNN con k=20, el modelo DT con una validacion cruzada de 10 y el modelo SYM conun v =
0.5, y se calcula las métricas de rendimiento como se observa en la Tabla 17. Estos son los

modelos finales para la deteccién de microterremotos.

Tabla 17
Meétricas de rendimiento de algoritmos kNN, DT, SVM y un sistema de votacion con las 13

mejores Caracteristicas.

Algoritmo A(%) P(%) R(%) S(%) BER
Métricas de Rendimiento 13 Caracteristicas
kNN 98,15 95,20 98,59 98,00 0,017
oT 94,11 82,63 98,57 92,50 0,044
SVM 97,95 94,56 98,58 97,71 0,018
Votacion 98,15 95,23 98,59 98,00 0,017

Para las 257 caracteristicas PSD se determinan que las mejores son: ‘f22’, ‘f15’, ‘f25’,
f19’, 32, ‘f29’, ‘f28’, ‘130, ‘f33’, ‘f13’, ‘f12’, ‘f17’, f35’, ‘f34’, ‘f11’, ‘f38’, ‘f41’, ‘f42’, ‘f27’, ‘fA4’,
f16’, 'f9’, f47’, ‘fA9’, ‘f10°, ‘f8’, ‘f51’, ‘f26’, ‘f48’, ‘f14’, ‘f54’, ‘t53’, ‘f57’, ‘f58’, ‘f56’, ‘f74’, ‘{59,
‘f37’, 'f73’, ‘fel’, f75’, 'f77°, ‘fA3’, ‘f62’, ‘f39’, 'f76’, ‘f50’, ‘f68’, ‘f18', ‘70, ‘f6’, ‘f64’, ‘f82’, ‘f65,

f69’, f71°, ‘f60’, ‘f36’, ‘f24’, ‘f46’, ‘f31’, ‘f109’, ‘f4’, ‘f81’, ‘f110’, ‘f96’, ‘f55’, ‘f23’, 'f102’, ‘f67,
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‘f78', ‘f66’, ‘f7’, ‘f84’, ‘f115’, ‘f108’, ‘f52’, ‘fAQ’, ‘f5’, f103’, ‘f88’, ‘f101’, ‘f93’, ‘f142’, ‘f135’, ‘f97’,
‘f85’, ‘f119’, ‘f120’, ‘f20°, ‘f128’, ‘f147’, ‘fo0’, ‘f181’, ‘f130’, ‘f251’, ‘f99’, ‘f72’, 2, ‘f116’, f79’,
‘f114’, ‘f80°, ‘f107’, ‘f134’, ‘f121’, ‘f136’, f92’, ‘f232’, ‘f86’, ‘f122’, ‘f91’, ‘f105’, ‘f151’, ‘f118’, ‘foa’,
‘f98’, ‘f45’, ‘f111’, ‘f237’, ‘f139’, ‘f183’, ‘f159’. Se obtienen un total de 100 caracteristicas
obtenidas con el método embebido como se observa en la Figura 43, con las cuales obtiene un
modelo kNN con k=30, el modelo DT con una validacién cruzada de 10 y el modelo SVM con un
v = 0.5, y se calculan las métricas de rendimiento como se observa en la Tabla 18. Estos son los

modelos finales para la deteccién de microterremotos.

Tabla 18
Meétricas de rendimiento de algoritmos kNN, DT, SVM y un sistema de votacion con 100 mejores

Caracteristicas PSD.

Algoritmo A(%) P(%) R(%) S(%) BER
Meétricas de Rendimiento 100 Caracteristicas PSD
kNN 98,27 96,49 98,80 98,00 0,016
DT 79,51 49,52 98,72 74,68 0,133
SVM 94,25 85,18 98,78 95,30 0,030
Votacion 95,45 88,52 98,78 93,85 0,033

Se unifica los modelos obtenidos con los dos distintos tipos de caracteristicas para
obtener un sistema de votacidn. Primero, se obtiene un sistema de votacion con 5 modelos;
posteriormente un sistema con 3 modelos que tienen las mejores métricas de desempenio; y
finalmente se elige un sistema de votacidn que sera unificados en la interfaz grafica para el
sistema de reconocimiento. Se obtienen 6 modelos para la detecciéon de microterremotos como

se observa en la Figura 45.
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Figura 45

Modelos finales sistema de deteccidn de microterremotos

13 Caracteristicas 100 Caracteristicas PSD
KNN DT SVM KNN DT SVM
Sistema Sistema
Votacién Votacién
Salida Salida

e Modelos de deteccion unificados

Se seleccionan 5y 3 modelos de deteccidon de microterremotos obtenidos entre las 84
caracteristicas y 257 caracteristicas PSD. Se implementa un sistema de votacién como se
observa en la Figura 46 y Figura 47. Finalmente se obtienen las métricas de rendimiento del

sistema de votacion.

Figura 46

Sistema de votacion con 5 modelos sistema de deteccion de microterremotos

13 Caracteristicas 100 Caracteristicas PSD
KNN AD SVM KNN SVM
Sistema
Votacion

Salida
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Figura 47

Sistema de votacion con 3 modelos sistema de deteccion de microterremotos

13 Caracteristicas 100 Caracteristicas PSD
KMNN KNN SVM
Sistema
Votacién
Salida

Como se observa en la Figura 46, se seleccionan los modelos con las mejores métricas
de rendimiento unificando los 5 modelos para obtener un sistema de votacion entre todos.
Posteriormente como se observa en la Figura 47, se realiza otra seleccion de 3 modelos para
obtener las métricas de rendimiento. Finalmente se selecciona el sistema de votacidn unificado

con los mejores resultados.

Tabla 19

Meétricas de rendimiento sistema de votacion con 5 y 3 modelos sistema de deteccion de

microterremotos.
A(%) P(%) R(%) S(%) BER
Métricas de rendimiento sistema de votacién 5 modelos
98,55 96,62 98,62 98,42 0,014

Métricas de rendimiento sistema de votacién 3 modelos

98,74 97,60 98,78 98,71 0,012
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En la Tabla 19, se puede observar que el sistema de votacidn unificado con 3 modelos
alcanza una exactitud del 98,74 % y un BER de 0,012. Este sistema de votacidn sera unificado en

la interfaz grafica.

Clasificacién
Para el entrenamiento y obtencion de modelos se realizé primero la obtencidon de las
métricas de rendimiento con todas las caracteristicas, posteriormente se seleccionan las
caracteristicas y se obtienen los modelos finales para la clasificacion de microterremotos. A

continuacion, se detallan los resultados obtenidos en cada proceso realizado.

Modelos de clasificacidn con todas las caracteristicas

Se obtiene las medidas de rendimiento con las 84 caracteristicas y 257 caracteristicas
PSD. Primero se realiza la clasificacién de 82 eventos y finalmente con 563 eventos entre LP y

VT.

e 84 caracteristicas

Como se observa en la Figura 48 y Figura 49, se muestra la matriz de confusion de la
clasificacién con un modelo kNN con k=35, el modelo DT por defecto de MATLAB® con nivel
maximo de podamiento de 10y el modelo SVM con un v = 0.5, en los distintos escenarios. Las
predicciones positivas (+1) son los eventos VT clasificados correctamente y las negativas (-1) son

los eventos LP clasificados correctamente.
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Figura 48

Matriz de confusion clasificacion 82 microterremotos con 84 caracteristicas.

Prediccién
Positivos Negativos Total
Eventos
Positivos 33 8 41VT
Observacion
Negativos 1 40 41 LP

Figura 49

Matriz de confusion clasificacion 563 microterremotos con 84 caracteristicas.

Prediccién
Positivos Negativos Total
Eventos
Positivos 33 8 41VT
Observacion
Negativos 29 493 522 LP

Como se observa en la Tabla 20, se presentan las métricas de rendimiento de las dos
pruebas del sistema de clasificacidon con todas las caracteristicas. En la clasificacion de 82
microterremotos se obtiene una exactitud del 89,00 % y una precision del 97,02 %, en el caso de
la clasificacion de 563 eventos la exactitud aumenta al 93,43 % y una precision disminuye al
52,22 %. La disminucidn en la precision se debe a que los eventos LP y VT no estan en equilibrio

existiendo mas eventos del tipo LP que se clasifica como se observa en la Figura 49.
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Tabla 20
Meétricas de rendimiento sistema de votacion para la clasificacion de 82 y 563 microterremotos

con 84 caracteristicas.

Algoritmo A(%) P(%) R(%) S(%) BER

Métricas de Rendimiento clasificacion de 82 eventos

Votacion 89,00 97,01 80,50 97,60 0,110

Métricas de Rendimiento clasificacion de 563 eventos

Votacion 93,42 52,22 80,48 94,40 0,120

e 257 caracteristicas PSD

Como se observa en la Figura 50 y Figura 51, se muestra la matriz de confusion de la
clasificacién de eventos con un modelo kNN con k=30, el modelo DT por defecto de MATLAB®
con nivel maximo de podamiento de 10 y el modelo SVM con un v = 0.5, en los distintos
escenarios. Las predicciones positivas (+1) son los eventos VT clasificados correctamente y las

negativas (-1) son los eventos LP clasificados correctamente.

Figura 50

Matriz de confusion clasificacion 82 microterremotos con 257 caracteristicas PSD.

Prediccion
Positivos Negativos Total
Eventos
Positivos 28 13 41VT

Observacion
Negativos 1 40 41 LP
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Figura 51

Matriz de confusion clasificacion 563 microterremotos con 257 caracteristicas PSD.

Prediccién
Positivos Negativos Total
Eventos
Positivos 28 13 41VT
Observacion
Negativos 25 497 522 LP

Como se observa en la Tabla 21, se presentan las medidas de rendimiento de las dos
pruebas del sistema de clasificacion con todas las 257 caracteristicas PSD. En la clasificacidn de
82 microterremotos se obtiene una exactitud del 82,92 % y una precision del 96,55 %, en el caso
de la clasificacidn de 563 eventos la exactitud aumenta al 93,25 % y una precision disminuye al

52,83 %.

Tabla 21
Meétricas de rendimiento sistema de votacion para la clasificacion de 82 y 563 microterremotos

con 257 caracteristicas PSD.

Algoritmo A(%) P(%) R(%) S(%) BER

Métricas de Rendimiento clasificacion de 82 eventos

Votacién 82,92 96,55 68,30 97,56 0,170

Métricas de Rendimiento clasificacion de 563 eventos

Votacidn 93,25 52,83 68,30 95,21 0,180

Seleccidn de caracteristicas
Se presentan las métricas de rendimiento de la seleccidn de caracteristicas con la

clasificacidon de 82 y 563 microterremotos. Los métodos usados para la seleccidn de
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caracteristicas son: filtro, embebido y envoltura. Este proceso se realizd con las 84

caracteristicas y las 257 caracteristicas PSD.

e Filtro

Este método permite dar un orden a las caracteristicas que tienen mejor correlacién de
cada segmento. Este proceso se lo realiza tanto con las 84 caracteristicas y 257 caracteristicas

PSD.

Para las 84 caracteristicas se obtiene el siguiente orden: ‘f72’, ‘f30’, ‘f23’, ‘f37’, ‘f65’,
f58’, ‘f60’, ‘f61’, ‘f75', ‘f68’, ‘f25’, ‘79, ‘fA0’, ‘f28', ‘f15’, ‘f7’, ‘f31’, f59’, ‘f6e’, ‘f74’, ‘f39’, ‘f33’,
f14’, f71°, ‘f50°, ‘f32’, ‘f41’, ‘f73’, ‘f34’, 'f82’, 'f78’, ‘fA4’, ‘f4’, ‘f67’, ‘f69’, ‘f26', 'f38’, ‘f76’, ‘f22’,
f12’, 'f45’, ‘f36’, ‘f51’, 19, ‘f24’, ‘f62’, ‘f13’, ‘f21’, f17’, 'f81’, ‘t83’, ‘f64’, ‘f27’, ‘{57, ‘f16’, ‘f55,
“f11’, ‘20, ‘f70°, ‘f42’, 'f49’, ‘f35’, ‘f63’, ‘f6’, ‘f46’, ‘fA7’, ‘5, ‘f52', ‘f29’, ‘f10°, ‘f3’, ‘f48’, 'f19’,
‘f84’, ‘f56’, ‘t18’, ‘f43’, ‘f77’, 'f2’, ‘f8’, ‘f80’, ‘t53’, ‘f1’, ‘f54’; con el orden ya establecido se aplica
un modelo kNN con k=35, el modelo DT por defecto de MATLAB" con nivel méaximo de
podamiento de 10 y el modelo SVM con un v = 0.5, donde se aumenta el nimero de
caracteristicas. Para determinar cuales son las mejores caracteristicas se evalian las métricas de
rendimiento del sistema de votacidn. Este proceso se puede observar en la Figura 52, donde se
determina que las mejores caracteristicas son: ‘f72’, ‘f30’, ‘f23’, ‘f37’, ‘f65’, ‘f58’, ‘f60’, ‘f61’,
f75’, ‘f68’, ‘f25’, ‘f79’, ‘f40°, ‘f28’, ‘f15’, ‘f7’, ‘f31’, f59’, ‘f66’, ‘f74’, ‘f39’, ‘f33’, ‘f14’, ‘f71’, ‘f50’,
‘f32’, ‘fA1’, t73’, ‘f34’, ‘f81’, ‘f78’, ‘f44’, ‘f4’, ‘t67’, 'f69’, ‘f26’, ‘f38’; las cuales corresponden a las
39 primeras caracteristicas obtenidas por el método de filtro de las cuales 2 son en tiempo, 15
en frecuencia y 22 en escala. En la Figura 53 se observa como disminuye el BER a medida que se

aumentan las caracteristicas.
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Meétricas de rendimiento para la seleccion de caracteristicas del sistema de clasificacion usando

el método de filtro

Figura 53
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Como se observa en la Tabla 22, se obtienen las métricas de rendimiento con las 39
primeras caracteristicas del orden obtenido con el método de filtro de las 84 caracteristicas al
remover los componentes DC, se obtienen los algoritmos de clasificacidon mencionados y un
sistema de votacion entre los tres métodos. Se obtiene la matriz de confusién de cada sistema

de votacion como se observa en la Figura 54 y Figura 55.

Tabla 22

Meétricas de rendimiento de algoritmos kNN, DT, SVM y un sistema de votacion con 39

Caracteristicas.
Algoritmo A(%) P(%) R(%) S(%) BER
Clasificacion 82 eventos con 39 caracteristicas
kNN 91,46 100,00 82,93 100,00 0,085
DT 82,93 90,90 73,17 92,68 0,170
SVM 84,14 96,67 70,73 97,67 0,158
Votacion 90,24 100,00 80,49 100,00 0,097
Clasificacion 563 eventos con 39 caracteristicas
kNN 90,48 41,98 82,93 91,00 0,130
oT 91,12 43,47 73,17 92,53 0,170
SVM 94,49 60,42 70,73 96,36 0,160
Votacion 95,20 63,46 80,49 96,36 0,115
Figura 54

Matriz de confusion clasificacion 82 microterremotos con 39 caracteristicas.

Prediccién
Positivos Negativos Total
Eventos
Positivos 33 8 41VT

Observacion
Negativos 0 11 41 LP
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Figura 55

Matriz de confusion clasificacion 563 microterremotos con 39 caracteristicas.

Prediccion
T
Positivos | Negativos otal
Eventos
Positivos 33 8 41VT
Observacion
Negativos 19 503 522 LP

Para las 257 caracteristicas PSD se obtiene el siguiente orden: ‘f17’, ‘f19’, ‘f16’, ‘f18’,
207, ‘f21’, ‘f15’, f22°, ‘f14’, ‘f13’, ‘f12°, ‘f23’, 'f24’, 'f49’, ‘f45’, ‘f80’, ‘30, ‘f50’, ‘fA4’, ‘fA6’, ‘f86’,
‘f39’, ‘f38’, ‘f81’, ‘f79’, 'f43’, ‘f11’, ‘f85’, ‘f76’, ‘f51’, ‘f72', €73', 'fA1’, ‘fA8’, €75, €77', ‘f14’, ‘187,
f42', ‘fA7’, ‘f84’, 'f82’, ‘'f68’, ‘f78’, ‘f35’, ‘f31’, ‘f27°, f71’, ‘f36’, ‘f40’, ‘f56’, ‘f52’, ‘f26’, ‘f55’, ‘83,
“f34’, ‘f10’, ‘f57’, ‘f54°, ‘{53, ‘f28’, ‘f67’, ‘f91’, ‘f25’, ‘f32’, ‘fe5’, ‘f88’, ‘f92’, ‘f9’, ‘f58’, ‘f37’, ‘f93’,
f70°, ‘f96’, ‘f29’, ‘f66’, ‘f33’, ‘f113’, ‘f95’, ‘f103’, ‘f62’, ‘fed’, ‘f94’, ‘f60’, ‘f69’, ‘f61’, f59’, ‘f63’,
‘f108’, ‘f111’, f102’, ‘f117’, ‘f90’, ‘f107’, ‘f116’, ‘f98’, ‘f104’, ‘f110’, ‘f89’, ‘f109’, ‘f106’, ‘f105’,
f97’, ‘f115’, ‘f8’, ‘f112’, ‘f99’, ‘f101’, ‘f114’, ‘f118’, ‘f100’, ‘f119’, ‘f120’, ‘f7’, ‘f124’,..., 'f257’; con
el orden ya establecido se aplica un modelo kNN con k=30, el modelo DT por defecto de
MATLAB® con nivel maximo de podamiento de 10y el modelo SVM con un v = 0.5, a medida
gue aumentan el nimero de caracteristicas. Para determinar cudles son las mejores
caracteristicas se evaldan las métricas de rendimiento del sistema de votacion. Este proceso se
observar en la Figura 56 donde se determinan las mejores caracteristicas que son: f17’, ‘f19’,
f16’, ‘f18’, ‘f20°, ‘f21’, ‘f15’, ‘f22’, ‘f14’, ‘f13’, 'f12’, ‘f23’, ‘f24’, ‘fA9’, ‘f45’, 'f80’, ‘f30’, ‘f50’, ‘f44’,
‘fae’, ‘186, ‘f39’, ‘f38’, 'f81’, ‘f79’, ‘f43’, ‘f11’, ‘f85’, ‘f76’, ‘f51’, 'f72’, ‘f73’, ‘f41’, ‘fA8’, ‘f75’, f77’,
“f74', '€87’, ‘fA2’, ‘f47’, 'f84’, 'f82’, ‘f68’, ‘f78’, ‘f35’, ‘f31’, ‘f27’, ‘f71’, ‘f36’, ‘f40’; las cuales
corresponden a las 50 primeras caracteristicas obtenidas por el método de filtro. En la Figura 57

se observa como disminuye el BER a medida que se aumentan las caracteristicas.
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(a) Métricas de rendimiento para la seleccion de caracteristicas PSD sistema de clasificacion

usando método de correlacion, (b) Frecuencias de interés seleccion de caracteristicas método de

filtro.
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Figura 57

Andlisis del BER para la seleccion de caracteristicas PSD sistema de clasificacion usando método

de correlacion
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Caracteristicas
Como se observa en la Tabla 23, al obtener las medidas de rendimiento con las 50
primeras caracteristicas del orden obtenido con el método de filtro de las 257 caracteristicas
PSD al remover los componentes DC, se obtienen los algoritmos de clasificacion mencionados y
un sistema de votacioén entre los tres métodos. Se obtiene la matriz de confusién de cada

sistema de votacién como se observa en la Figura 58 y Figura 59.

Tabla 23

Meétricas de rendimiento de algoritmos kNN, DT, SVM y un sistema de votacion con 50

Caracteristicas PSD.

Algoritmo A(%) P(%) R(%) S(%) BER
Clasificacion 82 eventos con 50 caracteristicas PSD

kNN 87,81 80,39 100,00 75,60 0,120

DT 69,51 83,33 48,78 90,24 0,300

SVM 91,43 97,22 85,36 97,56 0,080
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Meétricas de rendimiento de algoritmos kNN, DT, SVM y un sistema de votacidn con 50

Caracteristicas PSD.

Votacion 91,46 94,73 87,80 95,12 0,080
Clasificacion 563 eventos con 50 caracteristicas PSD
kNN 56,12 14,23 100,00 52,68 0,230
DT 85,61 25,00 48,78 88,50 0,310
SVM 92,36 48,61 85,36 92,11 0,108
Votacion 87,92 36,36 87,80 87,93 0,120
Figura 58

Matriz de confusion clasificacion 82 microterremotos con 50 caracteristicas PSD.

Prediccion
Positivos Negativos Total
Eventos
Positivos 36 5 41VT
Observacion
Negativos 2 39 41 LP

Figura 59

Matriz de confusion clasificacion 563 microterremotos con 50 caracteristicas PSD.

Prediccion
B ] Total
Positivos | Negativos Eventos
Positivos 36 5 4Vt

Observacion
Negativos 63 459 522 LP
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e Embebido

Para las 84 caracteristicas el software MATLAB" al obtener el algoritmo de aprendizaje
supervisado DT seleccionan las caracteristicas con mayor relevancia y genera un arbol de
decisién como se observa en la Figura 60. Este método indica que las mejores caracteristicas
son: ‘30’ en el dominio de la frecuencia (Densidad de pico RMS) y ‘f67’ (D4 RMS en el dominio

del tiempo), €72’ (D2 Pico a pico en el dominio del tiempo) en escala.

Figura 60

Representacidn de arbol de decision considerando 84 caracteristicas sistema de clasificacion.

x72 >=0.828619

X67 >=-1 >=-0.266728

Como se observa en la Tabla 24, se obtienen las métricas de rendimiento con las 3
primeras caracteristicas obtenidas con los niveles de poda del método embebido de las 84
caracteristicas al remover los componentes DC, se aplica un modelo kNN con k=35, el modelo
DT por defecto de MATLAB® con nivel méaximo de podamiento de 10 y el modelo SVM con un
v = 0.5, y un sistema de votacion entre los tres métodos mencionados. Se obtiene la matriz de

confusion de cada sistema de votacién como se observa en la Figura 61 y Figura 62.
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Tabla 24

Meétricas de rendimiento de algoritmos kNN, DT, SVM y un sistema de votacion con 3

Caracteristicas.
Algoritmo A(%) P(%) R(%) S(%) BER
Clasificacion 82 eventos con 3 caracteristicas
kNN 90,25 100,00 80,49 100,00 0,098
DT 82,93 90,91 73,17 92,68 0,171
SVM 90,25 100,00 80,49 100,00 0,098
Votacion 90,25 100,00 80,49 100,00 0,098
Clasificacion 563 eventos con 3 caracteristicas
KNN 92,90 50,76 80,49 93,87 0,129
DT 91,12 43,44 73,17 92,53 0,171
SVM 93,96 55,93 80,49 95,02 0,122
Votacion 93,96 55,93 80,49 95,02 0,122
Figura 61

Matriz de confusion clasificacion 82 microterremotos con 3 caracteristicas.

Prediccion
Positivos Negativos Total
Eventos
Positivos 33 8 41VT

Observacioén
Negativos 0 41 41 LP
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Figura 62

Matriz de confusion clasificacion 563 microterremotos con 3 caracteristicas.

Prediccién
Positivos Negativos Total
Eventos
Positivos 33 8 41VT
Observacion
Negativos 26 496 522 LP

Para las 257 caracteristicas PSD, se obtiene el modelo de arbol de decisiéon como se
observa en la Figura 63. Este método indica que las mejores caracteristicas son: ‘f77’, ‘f56’, ‘f6’,
‘f54’, ‘f6Q’, ‘f30’. Las frecuencias de interés que representa cada caracteristica son: ‘f6’
(corresponde a la frecuencia de 1,16 Hz), ‘f30’ (corresponde a la frecuencia de 5,84 Hz), ‘f54’
(corresponde a la frecuencia de 10,50 Hz), ‘f56’ (corresponde a la frecuencia de 10,90 Hz), ‘f60’

(corresponde a la frecuencia de 11,67 Hz) y ‘77’ (corresponde a la frecuencia de 15,00 Hz).

Como se observa en la Tabla 25, se obtienen las métricas de rendimiento con las 6
primeras caracteristicas obtenidas con los niveles de poda del método embebido de las 257
caracteristicas PSD al remover los componentes DC, se aplica un modelo kNN con k=30, el
modelo DT por defecto de MATLAB® con nivel maximo de podamiento de 10 y el modelo SVM
conun v = 0.5, y un sistema de votacién entre los tres métodos mencionados. Se obtiene la

matriz de confusion de cada sistema de votacién como se observa en la Figura 64 y Figura 65.
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Figura 63

(a) Representacion de drbol de decision considerando 257 caracteristicas PSD sistema de

clasificacion, (b) Frecuencias de interés seleccion de caracteristicas método embebido.
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Tabla 25
Meétricas de rendimiento de algoritmos kNN, DT, SVM y un sistema de votacion con 6

Caracteristicas PSD.

Algoritmo A(%) P(%) R(%) S(%) BER
Clasificacion 82 eventos con 6 caracteristicas PSD

kNN 80,50 96,30 63,41 97,57 0,195

oT 84,15 93,75 73,17 95,12 0,158

SVM 82,93 88,57 75,61 90,24 0,170

Votacion 84,14 96,67 70,73 97,56 0,158
Clasificacion 563 eventos con 6 caracteristicas PSD

kNN 90,41 40,00 63,42 92,52 0,220

oT 83,66 27,03 73,17 84,48 0,212

SVM 80,28 23,48 75,61 80,65 0,218

Votacion 87,74 33,72 70,73 89,08 0,200

Figura 64

Matriz de confusion clasificacion 82 microterremotos con 6 caracteristicas PSD.

Prediccion
Positivos Negativos Total
Eventos
Positivos 29 12 41VT

Observacioén
Negativos 1 40 41 LP
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Figura 65

Matriz de confusion clasificacion 563 microterremotos con 6 caracteristicas PSD.

Prediccién
Positivos Negativos Total
Eventos
Positivos 29 12 41VT
Observacion
Negativos 57 465 522LP

e Envoltura

Para las 84 caracteristicas se obtiene el siguiente orden: 22’, ‘72, ‘f30’, ‘f60’, ‘f41’,
‘f65’, ‘f75’, ‘f61’, ‘f28’, ‘f58’, ‘137’, ‘f73’, ‘f25’, ‘f12°, ‘t74’, ‘17, €71’, 'f27’, ‘f15’, ‘fA4’, ‘f24’, 'f36’,
fA0’, ‘f23’, ‘f31’, ‘f66’, 'f49’, ‘f26’, ‘f50°, ‘f13’, ‘f64’, ‘f14’, ‘f34’, 'f68’, ‘f32’, ‘f33’, ‘f45’, ‘f39’, ‘f82’,
‘f1e’, f9’, ‘f18', ‘59, ‘f67’, 'f79’, ‘f19’, ‘fA6’, ‘f21’, ‘f81’, ‘f69’, ‘f57’, ‘f51’, ‘f6’, ‘f76’, ‘f42’, ‘f4’,
‘f35’, f78’, ‘f5', ‘f29’, ‘f10’, ‘f43’, 183, ‘{3, ‘f77’, ‘f84’, 'f55’, ‘f11’, ‘f200, 2, ‘f8’, ‘f38’, ‘f54’, ‘fA7’,
f63’, ‘f62’, ‘t70°, ‘f52’, ‘f80’, ‘f56’, ‘f48’, ‘f53’, ‘f1’, ‘f7’; con el orden ya establecido se aplica un
modelo kNN con k=35, el modelo DT por defecto de MATLAB" con nivel maximo de podamiento
de 10 y el modelo SVM con un v = 0.5, a medida que aumentan el nimero de caracteristicas.
Para determinar cudles son las mejores caracteristicas se evaltian las métricas de rendimiento
del sistema de votacidn. Este proceso se puede observar en la Figura 66, donde se determinan
gue las mejores caracteristicas son: ‘f2’ (Pico maximo 10-20 Hz RMS), ‘f30’ (Densidad de pico
RMS) en el dominio de la frecuencia; y ‘f41’ (D6 maximo pico en frecuencia), ‘f60’ (Porcentaje de
energia para D4), ‘f65’ (D2 RMS en el dominio del tiempo), ‘72’ (D2 Pico a pico en el dominio del
tiempo) en escala. Las cuales corresponden a las 6 primeras caracteristicas obtenidas por el
método de envoltura, 2 en el dominio de la frecuencia y 4 en escala. En la Figura 67 se observa

como disminuye el BER a medida que se aumentan las caracteristicas.



Figura 66
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Meétricas de rendimiento para la seleccion de caracteristicas PSD sistema de clasificacion usando

el método de envoltura
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Andlisis del BER para la seleccion de caracteristicas PSD sistema de clasificacion usando el
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Como se observa en la Tabla 26, se obtienen las métricas de rendimiento con las 6
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primeras caracteristicas del orden obtenido con el método de envoltura de las 84 caracteristicas

al remover los componentes DC, se obtiene los algoritmos de clasificacién mencionados y un

sistema de votacion entre los tres métodos. Se obtiene la matriz de confusion de cada sistema

de votacién como se observa en la Figura 68 y Figura 69.

Tabla 26

Meétricas de rendimiento de algoritmos kNN, DT, SVM y un sistema de votacion con 6

Caracteristicas.
Algoritmo A(%) P(%) R(%) S(%) BER
Clasificacion 82 eventos con 6 caracteristicas
kNN 56,09 100,00 12,19 100,00 0,439
DT 91,46 92,50 90,24 92,68 0,085
SVM 91,46 97,22 85,36 97,56 0,085
Votacion 92,68 100,00 85,36 100,00 0,073
Clasificacion 563 eventos con 6 caracteristicas
kNN 93,60 100,00 12,19 100,00 0,439
bT 83,30 29,13 90,24 82,75 0,135
SVM 92,54 49,30 85,37 93,10 0,108
Votacion 93,60 53,85 85,36 94,25 0,102
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Figura 68

Matriz de confusion clasificacion 82 microterremotos con 6 caracteristicas.

Prediccién
Positivos Negativos Total
Eventos
Positivos 35 6 41VT
Observacion
Negativos 0 41 41 LP

Figura 69

Matriz de confusion clasificacion 563 microterremotos con 6 caracteristicas.

Prediccién
Positivos Negativos Total
Eventos
Positivos 35 6 41VT
Observacion
Negativos 30 492 522 LP

Para las 257 caracteristicas PSD se obtiene el siguiente orden: ‘f83’, ‘f82’, ‘f73’, ‘f18’,
‘f78’, ‘f17’, ‘f56’, ‘f58'’, ‘f80°, ‘f57’, ‘€79’, ‘t74’, 'f77°, ‘f62’, ‘f2’, ‘f81’, ‘f59’, ‘f63’, ‘f54’, ‘f16’, ‘f1’,
‘f3’, f75’, ‘f61’, ‘f53’, ‘f55’, ‘f72’, 'f85’, ‘f66’, ‘f84’, ‘f51’, ‘{50, ‘f15’, ‘f88’, ‘f64’, ‘f60’, ‘f19’, ‘fA5’,
‘f104’, ‘f76’, 'f100’, 'f52’, ‘f20’, ‘f89’, ‘f14’, ‘f101’, ‘f108’, ‘f109’, ‘f107’, ‘f98’, ‘f10’, ‘f46’, 'f86’,
f49’, ‘f105’, ‘f106’, ‘f43’, ‘f90’, ‘f114’, ‘f11’, ‘87, 'f99’, ‘f21’, ‘f12’, ‘fA8’, ‘f13’, 'f70’, ‘f103’, ‘f112’,
‘faa’, ‘f97°, ‘f67’, ‘f69’, ‘f102’, ‘t4’, ‘f71’, f9’, ‘f22’, ‘f42’, 'f116’, ‘f91’, ‘f8’, ‘f119’, ‘f118’, ‘f65’, ‘f94’,
f92’, ‘f115’, ‘f113’, f95’, 7, ‘f117’, ‘f93’, f5’, ‘f110’, ‘f9¢’, ‘f47’, ‘f6’, ‘f121’, ‘f39’, ‘f38’, ‘f1171,
f41’, ‘f120°, ‘f135’, ‘f68’, ‘f134’, ‘f122’, ‘f123’, ‘f136’, ‘f148’, ‘f124’, 'f133’, 'f125’, ‘f24’, ‘f40’, ‘f23,
‘f137’, ‘f36’, 'f149’, ‘f147’, ‘f144’, ‘f150’, ‘f35’, ‘f189’, ‘f201’, ‘f184’, ‘f141’, ‘f30’, ‘f126’, ‘f146,

‘f140’, f139’,..f6’; con el orden ya establecido se aplica un modelo kNN con k=30, el modelo DT
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por defecto de MATLAB” con nivel mdximo de podamiento de 10y el modelo SVM conun v =
0.5, a medida que aumentan el nimero de caracteristicas. Para determinar cuales son las
mejores caracteristicas se evallan las métricas de rendimiento del sistema de votacion. Este
proceso se observar en la Figura 70, donde se determina que las mejores caracteristicas son:
‘f83’, 82, ‘f73’, ‘f18’, f78’, ‘f17’, ‘f56’, ‘f58’, ‘f80’, ‘f57', €79’, ‘f74', ‘f77’, ‘f62’, ‘f2’, ‘f81’, ‘f59,
‘f63’, ‘f54’, ‘f16’, ‘f1’, ‘f3’, ‘f75’, ‘f6l’, ‘f53’, ‘{55, 72, ‘f8Y’, ‘f66’, ‘f84’, ‘f51’, ‘f50’, ‘f15’, ‘f88’,
‘fed’, ‘fe0’, ‘f19’, ‘f45’, ‘f104’, ‘f76', ‘f100’, ‘f52’, ‘f20’, ‘f89’, ‘f14’, ‘f101’, ‘f108’, ‘f109’, ‘f107’,
‘fog’, ‘f10’, ‘f46’, ‘f86’, ‘f49’, ‘f105’, ‘f106’, ‘f43’, ‘fo0’, ‘f114’, ‘f11’, ‘f87’, ‘f99’, ‘f21’, ‘f12’, ‘f48'.
Las cuales corresponden a las 65 primeras caracteristicas obtenidas por el método de
correlacion. En la Figura 71 se observa como disminuye el BER a medida que se aumentan las

caracteristicas.
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Figura 70

(a) Métricas de rendimiento para la seleccion de caracteristicas PSD sistema de clasificacion

usando el método de envoltura, (b) Frecuencias de interés seleccion de caracteristicas método de

envoltura.
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Figura 71
Andlisis del BER para la seleccion de caracteristicas PSD sistema de clasificacién usando el

método de envoltura
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Como se observa en la Tabla 25, al obtener las métricas de rendimiento con las 65
primeras caracteristicas del orden obtenido con el método de envoltura de las 257
caracteristicas PSD al remover los componentes DC, se obtienen los algoritmos de clasificacién
mencionados y un sistema de votacidn entre los tres métodos. Se obtiene la matriz de confusién

de cada sistema de votacidon como se observa en la Figura 72 y Figura 73.
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Tabla 27
Meétricas de rendimiento de algoritmos kNN, DT, SVM y un sistema de votacion con 65

Caracteristicas PSD.

Algoritmo A(%) P(%) R(%) S(%) BER
Clasificacion 82 eventos con 65 caracteristicas PSD

kNN 81,70 100,00 63,41 100,00 0,183

oT 82,93 96,55 68,30 97,56 0,171

SVM 81,70 84,21 78,05 85,37 0,183

Votacion 85,36 100,00 70,73 100,00 0,146
Clasificacion 563 eventos con 65 caracteristicas PSD

kNN 93,42 54,16 63,41 95,78 0,204

OT 87,21 32,19 68,20 88,70 0,215

SVM 87,39 34,04 78,05 88,12 0,169

Votacion 91,83 46,03 70,73 93,50 0,178

Figura 72

Matriz de confusion clasificacion 82 microterremotos con 65 caracteristicas PSD.

Prediccion
Positivos Negativos Total
Eventos
Positivos 29 12 41VT

Observacioén
Negativos 0 41 41 LP




Figura 73

Matriz de confusion clasificacion 563 microterremotos con 65 caracteristicas PSD.

Prediccién
Positivos Negativos Total Eventos
Positivos 29 12 41VT
Observacion
Negativos 34 488 522 LP

e Mejores caracteristicas

Para las 84 caracteristicas se determina que las mejores son: ‘t72’, ‘f30’, ‘f23’, ‘f37’,
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‘fes’, ‘58, ‘fe0’, ‘fel’, ‘f75’, ‘f68’, ‘f25’, ‘f79’, ‘f40’, ‘f28', ‘f15’, ‘f7’, ‘f31’, 'f59’, ‘fe6’, ‘f74’, ‘39,

‘f33’, ‘114, ‘f71’, ‘f50°, 'f32°, ‘fA1’, ‘f73’, 'f34’, ‘f81’, ‘f78’, ‘f44’, ‘14, ‘f67’, 'f69’, ‘f26’, ‘f38’. Se

obtienen un total de 39 caracteristicas como se observa en la Figura 52 de las cuales 2 son en

tiempo, 15 en frecuencia y 22 en escala, se calculan los algoritmos de aprendizaje supervisado

para obtener los modelos finales para la clasificacién de microterremotos y se calculan las

meticas de rendimiento que se observa en la Tabla 26. Se obtiene la matriz de confusién como

se observa en la Figura 74 y Figura 75, se aplica un modelo kNN con un k=35, el modelo DT por

defecto de MATLAB® con nivel maximo de podamiento de 10 y el modelo SVM con un v = 0.5,

y un sistema de votacion entre los tres métodos mencionados. Estos modelos son los finales

usados para la clasificacién de microterremotos.



Tabla 28

Meétricas de rendimiento sistema de votacion con 39 Caracteristicas
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Algoritmo A(%) P(%) R(%) S(%) BER
Clasificacion 82 eventos con 39 caracteristicas
Votacion 90,24 100,00 80,49 100,00 0,097
Clasificacion 563 eventos con 39 caracteristicas
Votacion 95,20 63,46 80,49 96,36 0,115
Figura 74

Matriz de confusion clasificacion 82 microterremotos con 39 caracteristicas.

Prediccién
Total
Positivos Negativos ota
Eventos
Positivos 33 8 41VT
Observacion
Negativos 0 11 41 LP

Figura 75

Matriz de confusion clasificacion 563 microterremotos con 39 caracteristicas.

Prediccion
- . Total
Positivos Negativos
Eventos
Positivos 33 8 41VT
Observacion
Negativos 19 503 522 LP

Para las 257 caracteristicas PSD se determina que las mejores son: ‘f17’, ‘f19’, ‘f16’,

f18’, ‘f20°, ‘f21’, ‘f15’, 'f22°, ‘f14’, ‘f13’, 'f12’, 23, ‘f24’, ‘f49’, 'f45’, ‘f80’, ‘f30’, ‘f50’, ‘fA4’, ‘fA6’,

‘f86’, f39’, ‘f38’, ‘f81’, 'f79’, ‘f43’, ‘f11’, ‘185, ‘f76’, ‘f51’, €72, 'f73', ‘fA1’, ‘f48’, ‘f75', ‘f77°, ‘f14,
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‘f87’, ‘fA2’, ‘fA7’, ‘f84’, 'f82’, ‘f68’, ‘f78’, ‘f35’, ‘f31’, ‘f27’, ‘f71’, ‘f36’, ‘fA0’. Se obtiene un total de
50 caracteristicas que se observa en la Figura 56, con las cuales se calculan los algoritmos de
aprendizaje supervisado, donde se calculan las métricas de rendimiento que se pueden observar
en la Tabla 29 y se obtiene la matriz de confusién como se observa en la Figura 76 y Figura 77, se
aplica un modelo kNN con un k=30, el modelo DT por defecto de MATLAB® con nivel maximo de
podamiento de 10 y el modelo SVM con un v = 0.5, y un sistema de votacién entre los tres
métodos mencionados. Estos modelos son los finales usados para la clasificaciéon de

microterremotos.

Tabla 29

Meétricas de rendimiento sistema de votacion con 50 Caracteristicas PSD.

Algoritmo A(%) P(%) R(%) S(%) BER
Clasificacion 82 eventos con 50 caracteristicas PSD
Votacion 91,46 94,73 87,80 95,12 0,080
Clasificacion 563 eventos con 50 caracteristicas PSD
Votacion 87,92 36,36 87,80 87,93 0,120
Figura 76

Matriz de confusion clasificacion 82 microterremotos con 50 caracteristicas PSD.

Prediccion
- . Total
Positivos Negativos
Eventos
Positivos 36 5 41VT

Observacion
Negativos 2 39 41 LP




Figura 77

Matriz de confusion clasificacion 563 microterremotos con 50 caracteristicas PSD.

Prediccién
Positivos Negativos Total
Eventos
Positivos 36 5 41VT
Observacion
Negativos 63 459 522 LP
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Se obtienen 6 modelos para la clasificacidn de microterremotos como se observa en la

Figura 78. Se unifican los modelos obtenidos con los dos distintos tipos de caracteristicas para

obtener un sistema de votacidn. Primero, se obtiene un sistema de votacion con 5 modelos;
posteriormente un sistema con 3 modelos que tienen las mejores métricas de desempefio; y

finalmente se elige un sistema de votacion que sera unificadas en la interfaz grafica para el

sistema de reconocimiento.

Figura 78
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e Modelos de clasificacion unificados

Se seleccionan 5 y 3 modelos de deteccidon de microterremotos obtenidos entre las 84
caracteristicas y 257 caracteristicas PSD. Se implementa un sistema de votacion con se observa
en la Figura 79 y Figura 80. Finalmente se obtienen las métricas de rendimiento del sistema de

votacion.

Figura 79

Sistema de votacion con 5 modelos sistema de clasificacion de microterremotos

39 caracteristicas 50 caracteristicas PSD
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Figura 80

Sistema de votacion con 3 modelos sistema de clasificacion de microterremotos
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Como se observa en la Figura 79, se seleccionan los modelos con las mejores métricas
de rendimiento al unificar los 5 modelos para obtener un sistema de votacidn entre todos.
Posteriormente como se observa en la figura 80, se realiza otra seleccién de 3 modelos para
obtener las métricas de rendimiento. Finalmente se selecciona el sistema de votacion unificado

con los mejores resultados.

Se obtienen las métricas de rendimiento del sistema de votacidn como se observa en la
Tabla 30, y la matriz de confusidn correspondiente para la prueba realizada como se observa en

la Figura 81, Figura 82, Figura 83 y Figura 84.

Tabla 30

Meétricas de rendimiento sistema de votacion con 5 y 3 modelos sistema de clasificacion de

microterremotos.
Eventos A(%) P(%) R(%) S(%) BER
Sistema de clasificacion con 5 modelos
82 eventos 90,24 100,00 80,49 100,00 0,097

563 eventos 92,71 50,00 80,49 93,67 0,143

Sistema de clasificacion con 3 modelos
82 eventos 90,24 100,00 80,49 100,00 0,097

e e A 63,46 80,49 96,36 0,115
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Figura 81

Matriz de confusion clasificacion 82 microterremotos 5 modelos de clasificacion.

Prediccién
Positivos Negativos Total
Eventos
Positivos 33 8 41VT
Observacion
Negativos 0 41 41 LP

Figura 82

Matriz de confusion clasificacion 563 microterremotos 5 modelos de clasificacion.

Prediccion
Positivos Negativos Total
Eventos
Positivos 33 8 41VT
Observacion
Negativos 33 489 522 LP

Figura 83

Matriz de confusion clasificacion 82 microterremotos 3 modelos de clasificacion.

Prediccion
Positivos Negativos Total
Eventos
Positivos 33 8 41VT

Observacion
Negativos 0 41 41 LP




Figura 84

Matriz de confusion clasificacion 563 microterremotos 3 modelos de clasificacion.

Prediccién
Positivos Negativos Total
Eventos
Positivos 33 8 41VT
Observacion
Negativos 19 503 522 LP
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En la Tabla 30, se puede observar que el sistema de votacién unificado con 3 modelos

alcanza una exactitud del 95,20 % y un BER de 0,115. Este sistema de votacion serd unificado en

la interfaz grafica.

Sistema de Reconocimiento en tiempo real.
Este sistema es la unificacion de los modelos obtenidos tanto para la deteccion y

clasificacién respectivamente. La interfaz grafica disefiada en appdesigner es la presentacion

final de la herramienta que realiza el reconocimiento de microterremotos en tiempo real y se

puede observar en la Figura 85. El sistema de reconocimiento de microterremotos

implementado en este trabajo de investigacién tarda en la deteccion y clasificacidon de una sefial

de 20 minutos un promedio de 33 segundos.
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Figura 85

Interfaz grdfica sistema de reconocimiento de microterremotos del volcdn Cotopaxi
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Evaluacion del sistema de reconocimiento de microterremotos en tiempo real con los

expertos del IGEPN.

Se realiza una comparacién en el reconocimiento de microterremotos del volcan
Cotopaxi obtenido por los expertos del IGEPN de la estacion de referencia (BREF) y el sistema de
reconocimiento implementado en este trabajo de investigacién. El reconocimiento se realiza en
las fechas 21 y 22 de diciembre del 2020, donde el IGEPN realiza tanto la deteccion y la
clasificacién de los eventos registrados y proporcionan los resultados obtenidos de su

monitorizacion para la comparacion con los resultados del sistema de reconocimiento obtenido

en este trabajo de investigacion.

En la fecha del 21 de diciembre los expertos del IGEPN detectaron 8 eventos
microsismicos, donde 3 son eventos del tipo LP, 3 eventos del tipo VT, 1 evento del tipo ICQy 1
evento HYB. En la fecha del 22 de diciembre los expertos del IGEPN detectaron 60 eventos

microsismicos, donde 25 son eventos del tipo LP, 32 eventos del tipo VT y 3 evento HYB.
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Al procesar las bases de datos de las fechas indicadas el sistema de reconocimiento en la
fecha 21 de diciembre se detectaron un total de 108 eventos microsismicos, donde 56 son
eventos del tipo LP y 52 eventos del tipo VT. En la fecha del 22 de diciembre se detectaron un

total de 122 eventos microsismicos, donde 58 son eventos del tipo LP y 64 eventos del tipo VT.

Comparacion

Se realiza la comparacion del reconocimiento realizado por los expertos del IGEPN vy el
sistema de reconocimiento en las fechas previamente mencionadas. La comparacion se realiza
solo en una estacién, pero la recomendacion de los expertos del IGEPN es que, la comparacién
para determinar si un microterremoto es efectivamente un evento microsismico se lo debe
realizar con tres estaciones o mas. Se obtienen las métricas de rendimiento con ayuda de una

matriz de confusién para el reconocimiento de los microterremotos en las determinadas fechas.

En la fecha del 21 de diciembre el sistema de reconocimiento detecté 108 eventos,
donde estdn incluidos todos los eventos microsismicos detectados por los expertos de IGEPN. Se
obtienen la matriz de confusiéon tanto para deteccidn y clasificacién como se observa en la

Figura 86, Figura 87 y Figura 88 respectivamente y se presenta en la Tabla 31.

Figura 86

Matriz de confusion deteccidon todos los microterremotos 21 de diciembre 2020.

Prediccién
Total
Positivos Negativos ota
Eventos
Positivos 3 49 52 VT

Observacion
Negativos 53 3 56 LP
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Figura 87

Matriz de confusion deteccion 8 eventos recopilados 21 de diciembre 2020.

Prediccion
Total
ositivos egativos Eventos
Positivos 8 0 8EV
Observacién
Negativos 0 0 OEv

Figura 88

Matriz de confusion Clasificacion de microterremotos 21 de diciembre 2020.

Prediccion
Positivos Negativos Total
Eventos
Positivos 2 1 3VT
Observacion
Negativos 0 3 3LP

Tabla 31

Meétricas de rendimiento deteccion y clasificacion de microterremotos 21 de diciembre.

A(%) P(%) R(%) S(%) BER

Sistema de deteccion 108 eventos

5,55 5,36 5,77 5,36 0,94

Sistema de deteccion 8 eventos

100 100 100 100 0

Sistema de clasificacion

83,33 100 66,67 100 0,16
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En la fecha del 22 de diciembre el sistema de reconocimiento detecto 122 eventos,
donde estdn incluidos 42 eventos de los 60 eventos microsismicos detectados por los expertos
de IGEPN. Se obtienen la matriz de confusion tanto para deteccidn y clasificacion como se

observa en la Figura 89, Figura 90 y Figura 91 respectivamente y se presenta en la Tabla 32.

Figura 89

Matriz de confusion deteccion de microterremotos 22 de diciembre 2020.

Prediccion
N ] Total
Positivos | Negativos Eventos
Positivos 18 46 64 VT
Observacion
Negativos 42 16 8 LP

Figura 90

Matriz de confusion deteccion 60 eventos recopilados 21 de diciembre 2020.

Prediccion
Positivos Negativos Total
Eventos
Positivos 42 10 52 EV
Observacion
Negativos 8 0 8 EV

Figura 91

Matriz de confusion Clasificacion de microterremotos 22 de diciembre 2020.

Prediccién
Positivos | Negativos Total
Eventos
Positivos 18 4 22VT

Observacion
Negativos 4 16 20 LP
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Tabla 32

Meétricas de rendimiento deteccion y clasificacion de microterremotos 22 de diciembre .

A(%) P(%) R(%) S(%) BER

Sistema de deteccion 122 eventos

27,87 30,00 28,12 27,58 0,72

Sistema de deteccion 60 eventos

70,00 84,00 80,77 0,00 0,59

Sistema de clasificacion

80,95 81,82 81,82 80 0,19

Se puede observar en la Tabla 31 y Tabla 32, que las métricas de rendimiento con
respecto a la deteccién y clasificaciéon son extremadamente bajas, esto se debe que el sistema
de reconocimiento detecta mas eventos microsismicos que los encontrados expertos del IGEPN
en las fechas determinadas. Adicionalmente se debe considerar que el reconocimiento de

microterremotos esta realizado en una sola estacion.

Comparacion con trabajos relacionados
El presenta trabajo de investigacion es comparado con el sistema desarrollado en (Lara
Cueva, 2015) denominado Monitorizacidn Volcanica en Tiempo Real Usando Redes de Sensores
Inaldambricas en el volcdn Cotopaxi, el mismo que realiza el reconocimiento de microterremotos
en tiempo real. Al igual que el sistema de reconocimiento desarrollado en este trabajo, se
realiza la extraccidn de caracteristicas, seleccién de caracteristicas en el dominio del tiempo,

frecuencia y escala, donde se aplican algoritmos de aprendizaje supervisado kNN con un k=20,
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DT con una validacion cruzada de 10 y SYM con un v = 0.5, para la deteccion y algoritmos kNN
con un k=30, DT con nivel maximo de categoria de 10 y SVM con un v = (.5, para la
clasificacién. En el caso de la deteccidn el sistema de Monitorizacion Volcanica obtuvo las
siguientes métricas de rendimiento, en la etapa de deteccidn se obtiene una precisién del 99% y

en la etapa de clasificacion entre eventos LP y VT una precisién del 97%.

El sistema de Monitorizacidn Volcanica en Tiempo Real Usando Redes de Sensores
Inalambricas realiza una extraccion de 81 caracteristicas y posteriormente una seleccion de
caracteristicas, donde al aplicar el método de envoltura para la seleccién de caracteristicas, en la
clasificacién se determina que 15 caracteristicas son las de mayor relevancia como se observa

en la Tabla 33.

Tabla 33

Caracteristicas de interés (Lara Cueva, 2015)

Caracteristicas de interés

Caracteristica Descripcion
Tiempo
f12 Zy
Frecuencia
f14 Vr
f21 MSEf
f22 Uio-20
f27 RMS;

RMS
29 E;



148

Caracteristicas de interés trabajo (Lara Cueva, 2015)

Escala
f40 A%
f42 uss
54 181
f57 EZS,
f60 EQ2,
f69 P2Pj?
f79 P2PS?
80 P2P 4?; 2,RMS
f81 pP2pSt

En el caso de la seleccidn de caracteristicas realizadas en este trabajo se obtuvieron 39
caracteristicas ('f72’, ‘f30’, ‘f23’, ‘f37’, ‘f65’, ‘f58’, ‘f60’, ‘f61’, ‘f75’, ‘f68’, ‘f25’, ‘f79’, ‘f40’, ‘f28’,
f15’, 7', 'f31’, ‘59, ‘fee’, ‘f74’, ‘f39’, 33, ‘f14’, €71’, ‘{50, ‘f32’, ‘fA1’, ‘f73’, 'f34’, ‘f81’, ‘{78,
f44’, 'f4’, ‘f67’, ‘f69’, ‘f26’, ‘f38’), de las cuales las seis de las caracteristicas seleccionadas se
encuentran en comun en las dos trabajos investigaciones (‘f14’, ‘f40’, ‘f60’, ‘f69’, f78’,'f81’)

los cuales son: una en frecuencia (1f) y cinco en el dominio de la escala (uss, P2P%S,

PZPf,Z, P2P£2’RMS, PZPf,1 ), por este motivos los resultados en la etapa de clasificacién son
similares. Adicionalmente el analisis espectral realizado en el trabajo de (Lara Cueva, 2015),
donde la seleccién de caracteristicas con método embebido DT reflejan que 3 frecuencias son
caracteristicas claves de interés ‘f16’ > -0,42 (correspondiente a 3 Hz), ‘f21’ >-0,58
(correspondiente a 4 Hz), y ‘36’ 20,47 (correspondiente a 6,8 Hz), para la clasificacién de

eventos LP y VT, en el presente trabajo las frecuencias de interés que se observan en la Figura
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63, donde 6 son caracteristicas claves de interés ‘f77’ > -0,544 (correspondiente a 15 Hz), ‘f56’ >
0,367 (correspondiente a 10,8 Hz), ‘f6’ > -0,063 (correspondiente a 1,2 Hz), ‘f54’ > 1,131
(correspondiente a 10,5 Hz), /60’ > -0,151 (correspondiente a 11,7 Hz), y ‘30’ > 4,404
(correspondiente a 5,8 Hz), se observa que en el trabajo de (Lara Cueva, 2015) las frecuencia de
interés estan por debajo de 7 Hz mientras que las obtenidas en este trabajo de investigacion

abarcan ciertas frecuencias desde 1,2 Hz hasta 15 Hz.

Adicionalmente se compara la deteccidn de microsismos obtenida en el trabajo de
(Rosero, 2019), donde se aplica una deteccidn basada en algoritmos de Actividad de Voz en
sefiales sismicas del volcan Cotopaxi con duracién de 20 minutos. Las métricas de rendimiento
alcanzan una exactitud del 96,38%, precision del 100% y un BER de 0,011. Estos resultados son
similares a los obtenidos en este trabajo de investigacion, donde se llega a obtener una
exactitud del 97,60 %, precision del 98,72% y un BER de 0,012, con estos resultados se observa
gue los dos detectores aplicando distintos tipos de metodologias cumplen con los

requerimientos del IGEPN y podria ser implementados como una herramienta de ayuda.
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Capitulo V

Conclusiones y Recomendaciones

En esta investigacién se ha enfocado a la obtencion de modelos de aprendizaje
supervisado para la deteccidn y clasificacién de microterremotos. Para la obtencién de los
modelos se han utilizado distintas técnicas para el clculo de caracteristicas con las cuales se
define una metodologia clara de procesamiento de un evento microsismico. Las caracteristicas
calculadas son una mezcla entre andlisis en el dominio del tiempo, frecuencia, escala y otro tipo
de caracterizacién al aplicar técnicas espectrales, lo que ha permitido obtener mayor variedad
de modelos de aprendizaje supervisado que se implementaron en este trabajo de investigacion.
En cuanto a la deteccién de microterremotos, se obtuvo una exactitud del 97,60 %, precisidn del
98,72% y un BER de 0,012 al aplicar un sistema de votacion entre modelos de caracteristicas y
estimacién espectral, se debe considerar que este sistema es capaz de detectar eventos del tipo
LP, VT, TRE y HYB. En el caso de la clasificacién de 563 eventos se obtuvo una exactitud del
95,20 %, precisién del 63,46% y un BER de 0,115 donde se debe considerar que este sistema es
capaz de clasificar eventos del tipo LP y VT. Finalmente, estos dos sistemas son unificados en
una interfaz gréafica para realizar el proceso de reconocimiento de microterremotos en tiempo

real.

La interfaz grafica implementada servird como una herramienta de apoyo para los
expertos del IGEPN en la deteccidn y clasificacion de microterremotos del Volcan Cotopaxi en
tiempo real, por el grupo de investigacién SRASI de la Universidad de las Fuerzas Armadas —
ESPE. Los principales aportes de este trabajo de investigacidn son las métricas de rendimiento

gue se ajustan con los requerimientos del IGEPN, la facilidad de uso y procesamiento en tiempo
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real. El sistema de reconocimiento tarda en promedio 33 segundos en realizar el proceso de

deteccion y clasificacién de microterremotos en sefales de 20 minutos.

Al comparar el reconocimiento realizado por los expertos del IGEPN y el sistema de
reconocimiento de microterremotos obtenido en esta investigacién se puede observar, que el
21 de diciembre el sistema de reconocimiento obtiene una exactitud 100 % y una precisién de
100 % en la deteccidn, y una exactitud 83,33 % y una precisidén de 100 % en la clasificacidn. El 22
de diciembre el sistema de reconocimiento obtiene una exactitud 70 % y una precisién de 100 %
en la deteccidn, y una exactitud 80,95 % y una precision de 81,82 % en la clasificacion. Estos
resultados se deben a que el sistema de reconocimiento detecta un mayor nimero de evento
sismicos que los reconocidos por los expertos del IGEPN y se estd referenciado a una solo
estacion, se debe analizar los eventos detectados para verificar si la deteccidn realizada por el
sistema de reconcomiendo realizo el proceso manera correcta. Adicionalmente se pudo
constatar al existir un evento sismico de un periodo de duracion largo el sistema de

reconocimiento divide al evento y lo procesa por segmentos separados.

Conclusiones
El estudio del estado del arte realizado permitio recopilar distintos criterios aplicados en
investigaciones previas para el analisis de microterremotos como extraccidn de caracteristicas,
seleccion de caracteristicas, algoritmos de aprendizaje supervisado, métricas de rendimiento y

evitd escoger técnicas que disminuyan las métricas de rendimiento esperadas.

La extraccioén de caracteristicas de un microterremoto en el dominio de tiempo,
frecuencia y escala facilitaron la implementacion de técnicas de aprendizaje supervisado y

obtencién de modelos para el reconocimiento de microterremotos.
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Las técnicas de aprendizaje supervisado kNN, DT y SVM, implementadas en esta
investigacion funcionaron correctamente al realizar el proceso de deteccién y clasificacién de
sefiales microsismicas del volcan Cotopaxi, donde se obtuvieron 6 modelos para la detecciéony 6

modelos para la clasificacidn de microterremotos en tiempo real.

Las métricas de rendimiento obtenidas en el sistema de reconocimiento arrojan
resultados aceptables en la etapa de deteccidn, que se ajustan con los requerimientos del
IGEPN. En el caso del detector el IGEPN requiere un BER de 0.010, donde el sistema obtenido
arroja un BER de 0.012 y alcanza el requemamiento deseado. En el caso del clasificador el
sistema arroja un BER de 0.115 que estd por encima del requerimiento del IGEPN, pero se debe
considerar que las pruebas realizadas son en escenarios desproporcionados de nimeros de

eventos sismicas LP y VT no iguales.

El desarrollo e implementacién de un sistema de reconocimiento de microterremotos
en tiempo real es una herramienta que facilita el proceso de reconocimiento de distintos tipos
de eventos sismicos que se producen en el volcdn Cotopaxi, que puede ser usado por los
expertos del IGEPN para la prevencién y alerta temprana hacia una posible erupcion,

salvaguardando vidas y recursos de las poblaciones aledafias al Volcan Cotopaxi.

Se logré implementar el sistema de reconocimiento de microterremotos del Volcan
Cotopaxi en tiempo real en el IGEPN, donde se utiliza el sistema como una herramienta de

ayuda para los expertos de IGEPN.
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Trabajos Futuros
El presente trabajo de investigacion permite clasificar microterremotos LP y VT, se
propone desarrollar un sistema de reconocimiento de microterremotos que permita clasificar

eventos tipo LP, VT, TR y HYB.

Nuestro grupo de investigacién esta interesado en verificar las caracteristicas que se
repiten en los modelos de deteccidn y clasificacidn, para obtener nuevos modelos de

aprendizaje supervisado y observar como varian las métricas de rendimiento.

Implementar el sistema de reconocimiento de microterremotos en tres o mas

estaciones que se encuentran a lo largo del volcadn Cotopaxi.

Verificar el reconocimiento del sistema desarrollado en este trabajo de investigacion por
los expertos del IGEPN, para comprobar si los eventos microsismicos detectados son eventos

correctamente detectados.

Modificar el sistema de reconocimiento obtenido en este trabajo de investigacion para

procesar microterremotos que tienen una duracién extendida.

Desarrollar un sistema de reconocimiento de microterremotos al unificar técnicas de

Machine Learning tradicional y Deep Learning.
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