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Resumen 

En este trabajo de investigación se desarrolla un clasificador de eventos sismo volcánicos con 

la capacidad de detectar tres clases de eventos, como son de largo período (LP), volcano 

tectónico (VT) u Otros, esta última contiene los eventos regionales (RG), híbridos (HB) y 

deslizamiento de glaciares (IC).  La investigación emplea técnicas de aprendizaje supervisado 

como k-Vecino más cercano (k-NN, por sus siglas en inglés k-Nearest Neighbors) y Árbol de 

decisiones (DT, por sus siglas en inglés Decision Tree),  además emplea técnicas de 

aprendizaje no supervisado como el Autoencoder, los cuales han sido entrenados con señales 

proporcionadas del IGEPN (Instituto Geofísico de la Escuela Politécnica Nacional) 

correspondientes al volcán Cotopaxi, de las cuales se extrajeron once características 

espectrales representadas en las escalas psicoacústicas Mel, Bark y ERB, además de la escala 

lineal. a las que se les aplicó un análisis de componentes principales (PCA, por sus siglas en 

inglés Principal Component Analysis) cuyos resultados indicaron que las características con 

mayor representatividad de las señales son Disminución, Planitud y Atenuación Espectral, 

además se validaron los modelos de clasificación con la base de datos del volcán Llaima de 

Chile proporcionado por OVDAS (Observatorio Vulcanológico de los Andes del Sur). El modelo 

k-NN y el Autoencoder alcanzaron una exactitud del 98.413% con un Ber del 0.018, mientras 

que el modelo DT presentó una exactitud del 96.296% con un Ber del 0.042. 

Palabras clave: Aprendizaje supervisado, aprendizaje no supervisado, características 

espectrales, escalas psicoacústicas. 
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Abstract 

In this research work, a volcanic seismic event classifier is developed with the ability to detect 

three classes of events, such as long-period (LP), volcano tectonic (VT) or Other, the latter 

containing regional (RG), hybrid (HB) and glacial sliding (IC) events.  The research employs 

supervised learning techniques such as k-Nearest Neighbors (k-NN) and Decision Tree (DT), as 

well as unsupervised learning techniques such as Autoencoder, which have been trained with 

signals provided by the IGEPN (Geophysical Institute of the National Polytechnic School) 

corresponding to the Cotopaxi volcano, from which eleven spectral characteristics represented 

in the Mel, Bark and ERB psychoacoustic scales were extracted, in addition to the linear scale. 

A Principal Component Analysis (PCA) was applied to them, the results of which indicated that 

the most representative characteristics of the signals are Decrease, Flatness and Spectral 

Rolloff, and the classification models were validated with the database of the Llaima volcano in 

Chile provided by OVDAS (Observatorio Vulcanológico de los Andes del Sur). The k-NN model 

and the Autoencoder reached an accuracy of 98.413% with a Ber of 0.018, while the DT model 

presented an accuracy of 96.296% with a Ber of 0.042. 

Key words: Supervised learning, unsupervised learning, spectral features, 

psychoacoustic scales. 
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Capítulo I 

Definición del Proyecto 

Introducción 

Ecuador está ubicado al noroccidente de América del Sur, posee una superficie de 

283.560 km2, forma parte del Cinturón de Fuego del Pacífico, correspondiente a una región 

más susceptible de experimentar terremotos y erupciones volcánicas, está formado por 98 

volcanes, de los cuales 27 están activos, ubicándolo entre los 11 países con más volcanes en 

el planeta (Venzke, 2022). Los Andes del Ecuador se dividen en dos cadenas montañosas 

paralelas, en la cordillera occidental se ubica el punto más alto del país donde se encuentra el 

volcán Chimborazo con 6268 m; en la Cordillera Oriental se ubica el volcán activo más alto del 

mundo y uno de los más peligrosos el estratovolcán Cotopaxi con una elevación de 5897 m y 

cubierto de glaciares (Comercio, 2015).  

Durante 2002 y 2003 el volcán Cotopaxi aumento la sismicidad incluyendo una gran 

cantidad de eventos volcano tectónicos (VT) relacionados con fracturas ubicados entre 1 y 15 

km por debajo de la cumbre acompañados de actividad fumarólica (emanación pasiva o intensa 

de gases a temperatura relativamente elevada, superior a 100°C) y columnas de vapor 

ocasionales, sin emisiones de cenizas, los eventos sísmicos totales estaban en el rango de 10 

a 25 por día. En el 2005 el número de terremotos VT aumentó significativamente con una 

magnitud máxima de 4.4 grados en la escala de Richter y variaron de 3 a 10 km por debajo de 

la cumbre, de acuerdo con el IGEPN esta actividad sísmica estuvo caracterizada por 

terremotos de período largo (LP) e híbridos (HB), relacionados con la movilización de fluidos 

magmáticos.  

La erupción más reciente del volcán comenzó el 14 de agosto de 2015, un enjambre de 

terremotos fue captado por el sismógrafo de la estación BREF del IGEPN, causando hasta 

3.000 eventos sísmicos mensualmente, se produjo un flujo piroclástico enviando columnas de 

cenizas hasta una distancia de 48 km, las emisiones de dióxido de azufre SO2 también 
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aumentaron de aproximadamente 500 a 2500-3000 toneladas por día (Venzke & Elizabeth 

Crafford, 2016). 

La primera estación sísmica permanente dedicada a vigilar un volcán en Sudamérica 

fue instalada en el volcán Cotopaxi en 1976, la red de monitoreo de este volcán se ha ido 

actualizando constantemente para asegurar la vigilia de este peligroso volcán, llegando a ser 

monitorizado por 59 estaciones con la capacidad de detectar lahares, deformaciones por 

movimiento de magma, además posee equipos medidores de emisión de gases, detectores de 

sismos, acelerógrafos, pluviómetros, termocuplas, cámara de video y cámaras térmicas 

(IGEPN, 2019). 

Su constante monitorización ha permitido a investigadores diseñar algoritmos 

matemáticos-estadísticos que permitan evaluar y clasificar sus eventos, las técnicas aplicadas 

en el dominio frecuencial han alcanzado una precisión del 98%, otros trabajos han logrado una 

precisión en la clasificación y sensibilidad de la detección del 99%, estos porcentajes son 

presentados como resultados de investigaciones para la clasificación de los eventos sismo 

volcánicos.  

Surge la propuesta de emplear algoritmos de procesamiento para señales de voz y 

audio, los cuales comprenden el análisis de la señal, la extracción de sus propiedades, la 

predicción de su comportamiento, el reconocimiento de si existe algún patrón en la señal y la 

correlación de una señal concreta con otra similar, la rama que se encarga del estudio de la 

percepción subjetiva de las cualidades del sonido es la psicoacústica, las características 

principales son la frecuencia y la amplitud, las cuales son estudiadas a través del análisis de los 

fonemas sonoros mediante modelos físicos y matemáticos. 

El enfoque de la psicoacústica permite estudiar funciones de nivel superior al sistema 

auditivo, como las mediciones de un sistema físico muy complejo que es intrínsecamente no 

lineal, que varía en el tiempo con efectos a corto y largo plazo, que además muestra 

variaciones menores o mayores debido a innumerables factores, lo cual permite incorporar la 
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metodología de la psicoacústica, donde se utilizaron estos modelos para saber su efectividad 

en la caracterización de los fenómenos sismo volcánicos.  

Antecedentes 

La clasificación de los eventos sismo volcánicos es un tema de interés en los últimos 

años, se han realizado varias investigaciones que han empleado diferentes técnicas, procesos 

y métodos para contribuir al sistema de monitoreo del IGEPN. 

En el estudio realizado por (Gabarda & Cristóbal, 2010)  presentan un método de 

detección de eventos basados en un análisis de tiempo frecuencia a través de la distribución de 

Wigner, el método consiste en definir una medida entrópica a través de una distribución tiempo-

frecuencia, actuando como función de distribución de probabilidad (PDF, por sus siglas en 

inglés Probability Density Function), el método se ha probado con señales sísmicas naturales y 

sintéticas, sus resultados presentan propiedades interesantes, como su nitidez y alta robustez 

frente al ruido. 

(Jaramillo, León, Lara, Benítez, & Ruiz, 2014) proponen caracterizar los eventos 

sísmicos volcánicos de interés detectados en el dominio del tiempo mediante una estructura de 

detección robusta secuencial obtenida de un análisis espectral autorregresivo utilizando el 

estimador clásico, periodograma, y el estimador paramétrico de máxima entropía de Burg, con 

el objetivo de encontrar características únicas de los eventos sismo volcánicos, observando 

que los eventos de largo periodo se desarrollan en frecuencias inferiores a 10 Hz, mientras que 

los eventos volcano tectónicos se concentran entre 0 Hz y 20 Hz, otros eventos causados por 

diferentes fuentes se concentran entre 15 Hz y 35 Hz. Este método permite detectar casi en 

tiempo real los lugares en los que se producen determinados eventos volcánicos, maximizando 

la presencia de un evento de interés y minimizando la ausencia del mismo, el desempeño del 

detector diseñado presenta una sensibilidad del 93.8%.  

 (Rosero, 2019) en su trabajo de investigación propone la adaptación de un algoritmo 

adaptativo de detección de actividad de voz que consta con la extracción de los Coeficientes 
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Cepstrales en las Frecuencia de Mel (MFCC, del inglés Mel Frecuency Cepstral Coefficients), la 

sustracción espectral y el modelo de entrenamiento que utiliza una mezcla de modelos 

Gaussianos, como herramienta para la detección de los eventos sismo volcánicos, además 

realiza un estudio comparativo del rendimiento del algoritmo implementando con trabajos 

anteriores, donde los resultados demuestran un pleno funcionamiento del detector diseñado 

operando con una precisión del 100% y exactitud de 99.1039%. 

Entre los proyectos desarrollados sobre los sistemas de reconocimiento automático de 

micro terremotos del volcán Cotopaxi, el trabajo de (Altamirano, 2021) realiza procesos de 

segmentación de las señales en ventanas, etiquetamiento, extracción, selección de 

características y obtención de modelos unificados en un sistema de votación, posteriormente 

aplica modelos de aprendizaje supervisado k-Vecinos Cercanos (k-NN, de inglés k- Nearest 

Neighbor), Máquinas de Vectores de Soporte (SVM, del inglés Support Vector Machine ) y 

árboles de decisión (DT, del inglés Decision Tree) para el sistema de reconocimiento. La 

detección del algoritmo k-NN alcanzó una exactitud del 98,15%, mientras que el algoritmo SVM 

un porcentaje del 94,49%. 

En la investigación realizada por (Prasad, Reddy, & Nirjogi, 2014) analizan señales 

sísmicas mediante la transformada Wavelet de Haar para evaluar parámetros como la energía, 

la frecuencia y la magnitud de la señal. Los resultados obtenidos se toman como conjuntos de 

datos y se prueban utilizando algoritmos de clasificación como J48, Random Forest, REP tree, 

LMT, Naive Bayesiano y el modelo de redes neuronales Back Propagation para evaluar las 

medidas de rendimiento como exactitud y precisión, entre todos los algoritmos, las medidas de 

rendimiento obtenidas por Random forest fue del 100%. 

En el artículo elaborado por (Lara, Lara-Cueva, Larco, Carrera, & León, 2020) describen 

un sistema de reconocimiento automático de micro-terremotos volcánicos basado en un 

enfoque de aprendizaje profundo, las etapas de detección y clasificación se realizaron con 

Redes Neuronales Convolucionales mediante el uso de espectrogramas, generados a partir de 
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periodogramas con diferentes tipos de ventanas, el entrenamiento de las redes neuronales 

utilizó el proceso Transfer Learning. El sistema diseñado es capaz de procesar registros de 20 

minutos, con un tiempo de respuesta de reconocimiento aproximadamente de un minuto, 

obtuvieron una precisión del 99% en la etapa de detección y una precisión del 97% en la etapa 

de clasificación. 

Entre las investigaciones realizadas sobre los sistemas de alerta temprana de volcanes  

se presenta el trabajo de (Lara, Lara-Cueva, Larco, Carrera, & León, 2020) un sistema de 

reconocimiento automático de los microterremotos de los volcanes, utilizando redes neuronales 

convolucionales (CNN, por sus siglas en inglés Convolutional, Neural Networks) empleando 

espectrogramas generados a partir de periodogramas con diferentes tipos de ventanas, el 

sistema diseñado tiene la capacidad de procesar registros de hasta 20 minutos, con un tiempo 

de respuesta aproximadamente de un minuto, el mejor resultado se obtuvo con ventanas de 

segmentación de 15 segundos, dando una precisión y sensibilidad del 99% en la detección de 

eventos sismo volcánicos y en la clasificación  una precisión del 97%. 

 El estudio realizado por (Paillacho, 2021) realiza una comparación entre las diferentes 

distribuciones tiempo-frecuencia (DTF),  empleando una señal sintética chirp cuadrática para 

discriminar las DFTs, posteriormente analizó y simuló los eventos sismo volcánicos LP y VT, 

con el propósito de identificar las frecuencias claves en sus espectros, en los eventos LP el 

contenido espectral está por debajo de los 7 Hz, los eventos VT poseen mayor concentración 

de energía arriba de los 10 Hz.  

El procesamiento de señales de audio se centra en las técnicas de extracción de 

características en el dominio temporal, el dominio de la frecuencia, el dominio cepstral, el 

dominio de wavelets y el dominio del tiempo-frecuencia, como se observa en la investigación 

de (Sharma, Umapathy, & Krishnan, 2019) donde relacionan las características de audio y sus 

algoritmos de extracción, adecuados para el aprendizaje automático del habla, la música y el 

audio ambiental, algunas características de audio han demostrado ser más discriminatorias y 
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adecuadas para el aprendizaje automático, en el estudio realizado la función de retardo de 

grupo (GDF), frecuencia fundamental, pendiente espectral, asimetría, curtosis, Mel Frecuency 

Cepstral Coefficients (MFCC),  Linear Predictive Coding Coefficients (LPCC), Relative spectral 

– Preceptual linear prediction (RASTA-PLP) y frecuencia de pico fueron las características en 

las que se encontraron mayor información. 

Justificación e Importancia 

Los eventos sismo volcánicos se origina con el aumento de presión generada por los 

fluidos magmáticos que tienden a salir a la superficie por el movimiento o vibraciones que 

causan estos fluidos al moverse entre las rocas, la profundidad característica de estos sismos 

se considera superficial y va generalmente de 1 a 10 km, la magnitud puede ser variable entre 

1 y 4.5 grados en la escala de Richter, la magnitud siempre es proporcional a la energía que se 

libera; cada volcán produce en períodos cortos de tiempo una serie de eventos sísmicos, la 

información que da la sismicidad es una parte del proceso de control, en el monitoreo se 

aplican numerosas técnicas que en conjunto permiten tener una visión global de los que ocurre 

en el volcán (Rivadeneira, Segovia, & Alvarado, 2007). 

En Ecuador los eventos sismo volcánicos es un fenómeno presente, uno de sus 

mayores representantes es el volcán Cotopaxi, el cual es monitorizado constantemente en el 

país y en todo el continente, una posible erupción tendría un efecto devastador en un área en la 

que viven 325.000 personas, afectando instalaciones estratégicas, como el oleoducto, o 

sectores como la agricultura y la ganadería. 

El Instituto Geofísico de la Escuela Politécnica Nacional mantiene un monitoreo 

constante las 24 horas del día los 7 días de la semana a través de 59 estaciones de 

monitorización con instrumentos y sensores sísmicos de banda ancha, alta ganancia y periodos 

cortos con tasas de muestreo igual a 50 o 100 muestras por segundo. La gestión que permite 

prevenir catástrofes son los sistemas de alerta temprana comprendido en cuatro elementos 

fundamentales, el conocimiento del riesgo; el seguimiento de cerca o monitoreo, el análisis y el 
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pronóstico de amenazas; la comunicación o la difusión de las alertas y los avisos; y las 

capacidades locales para responder frente a la alerta recibida (UNISDR, 2009), por esta razón 

es necesario que la población reciba información actualizada y permanente sobre las áreas de 

mayor riesgo por explosiones volcánicas y las probabilidades de erupción.  

En esta investigación se consolida información sobre procesos e investigaciones 

relacionadas con el análisis de señales sísmicas, con el propósito de resumir las experiencias 

de investigadores, además se analiza señales sísmicas empleando características espectrales, 

por ejemplo: Centroide Espectral, Dispersión Espectral, Asimetría Espectral (Sesgo), Curtosis 

Espectral, etc., con el objetivo de reforzar investigaciones predecesoras en la clasificación de 

señales sismo volcánicas  

La investigación define un sistema inteligente con la capacidad de clasificar eventos 

sismo volcánicos a través de la extracción de sus características como: exactitud, precisión, 

sensibilidad, especificidad y Ber (del inglés Balanced error rate), para realizar una gestión más 

eficaz de este riesgo, identificando precursores de erupciones volcánicas y facilitando la toma 

de decisiones críticas como la necesidad de evacuación de la población, estas son las razones 

que motivan a las estaciones de observación incorporar sistemas que actúen con una 

clasificación automática y formule una predicción de los eventos sismo volcánicos 

Alcance 

La investigación presentada a continuación busca contribuir a la sociedad con un 

clasificador de eventos sismo volcánicos, empleando señales recopilados por el IGEPN durante 

los años 2012 y 2019 de las diferentes estaciones distribuidas en el volcán Cotopaxi. El sistema 

se desarrolló en el software matemático MATLAB®, donde las señales sismo volcánicas 

pasaron por un proceso de extracción de características espectrales representadas en las 

escalas psicoacústicas Mel (de la palabra en inglés Melody, para indicar que se basa en la 

percepción humana de los tonos), Bark (también conocida como tasa de banda crítica, su 

nombre se debe a Heinrich Barkhausen por proponer la primera medida subjetiva de la 
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intensidad del sonido) y ERB (del inglés Equivalent Rectangular Bandwidth) (Lerch, 2012); así 

como también en la escala lineal. Se emplea un análisis de componentes principales con el 

propósito de definir cuáles son las características que presentan mayor información para 

posteriormente enviarlas a los modelos de clasificación supervisados (k-NN y DT) y no 

supervisado (Autoencoder).   

Los resultados de los modelos de clasificación se observan en matrices de confusión, 

de donde se extrae información para evaluar cada modelo con las métricas de desempeño, las 

cuales son: exactitud, precisión, sensibilidad, especificidad y Ber.  

La investigación permite identificar si un evento sismo volcánicos es de largo período 

(LP), volcano tectónico (VT) o pertenece a la agrupación de los fenómenos formados por los 

eventos regionales (RG), híbridos (HB) o deslizamiento de glaciares (IC); para facilitar a los 

especialistas del IGEPN en la toma de decisiones referentes a una posible actividad del volcán 

Cotopaxi.   

Objetivos 

Objetivo General 

Clasificar eventos sismo volcánicos usando características psicoacústicas mediante 

técnicas de aprendizaje automático supervisado y no supervisado. 

Objetivos Específicos 

• Analizar el estado del arte de la metodología empleada para la clasificación de eventos 

sismo volcánicos. 

• Extraer características espectrales como: centroide, dispersión, curtosis, entre otras, de 

las señales sismo volcánicas mediante escalas psicoacústicas. 

• Caracterizar las señales sismo volcánicas en tiempo y frecuencia empleando escalas 

lineales y logarítmicas (Mel, Bark y ERB). 
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• Identificar los parámetros de exactitud, precisión, sensibilidad, especificidad y Ber de los 

clasificadores utilizados en comparación con los trabajos anteriores. 
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Capítulo II 

Marco Teórico 

Volcán Cotopaxi 

El volcán Cotopaxi es un gran estratovolcán, llamado así por su altura correspondiente 

a 5897 msnm, de forma cónica, con un cráter central de forma casi circular con un diámetro 

aproximado de 800 m y una profundidad superior a los 100 metros, como se observa en la 

Figura 1, al interior del cráter se presentan continuas emanaciones fumarólicas, se caracteriza 

por erupciones de tipo explosiva causada por la viscosidad de su magma, su estructura 

volcánica está compuesta por capas de depósitos de lava, fragmento de roca intercaladas, 

cubierto con un área de aproximadamente 14 millones de m2 de casquete glaciar que alimenta 

sistemas fluviales importantes: Río Pita (Norte), Río Cutuchi (Sur), Río Tambo y Tamboyacu 

(Este), además el volcán tiene un volumen aproximado de 700 millones de m3 (Andrade, y 

otros, 2015). 

Figura 1 

Cráter del volcán Cotopaxi. 

 

Nota. La figura muestra el diámetro del cráter del volcán Cotopaxi. Tomado de Los peligros 

volcánicos asociados con el Cotopaxi, 2015. Obtenido de: 

https://www.igepn.edu.ec/publicaciones-para-la-comunidad/39-los-peligros-volcanicos-

asociados-con-el-cotopaxi/file  
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Se ubica en la Cordilla de los Andes del Ecuador a 60 km al sureste de Quito y a 45 km 

al norte de Latacunga, tiene una base de 16x19 km y un relieve aproximado de 2000 a 3000 m 

desde la base hasta la cima (Andrade, y otros, 2015). 

Actividad sísmica del volcán Cotopaxi 

Se han evidenciado cinco grandes procesos eruptivos que van desde los años 1532-

1534, 1742-1744, 1766-1768, 1853-1854 y 1877-1880. Como resultado de las erupciones se 

han presentado varios fenómenos que afectaron severamente a las zonas aledañas del volcán 

como se observa en la Tabla 1, que a pesar del tiempo aún son visibles, como los restos de 

lahares que arrojó el volcán. Este tipo de evidencias ha permitido elaborar mapas de peligro, 

donde se establecen las zonas y límites referenciales hacia donde podrían llegar los materiales 

que expulse el volcán (Andrade, y otros, 2015). 

Tabla 1 

Fenómenos volcánicos 

Fenómenos 

volcánicos 
Características 

Gases volcánicos 

Presentes antes, durante y después de una erupción volcánica, 

son de origen magmático, su mayor composición es de vapor de agua e 

inclusive puede tener gases peligrosos que en grandes concentraciones 

pueden ser letales como Dióxido de azufre (SO2), Ácido clorhídrico (HCI), 

Dióxido de carbono (CO2), Monóxido de carbono (CO), ácido fluorhídrico 

(HF) y el azufre (S2), los cuales se unen a la ceniza produciendo 

contaminación del suelo, agua y pueden provocar lluvias ácidas  

Flujos de lava 

La lava es roca fundida a temperaturas superiores a 900°C, 

derramada desde el cráter o fisura de un volcán durante las fases 

eruptivas poco explosivas, cuando el magma tiene un bajo contenido de 
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Fenómenos 

volcánicos 
Características 

gases. Para que pueda fluir es necesario que su viscosidad sea baja, fluye 

con mucha dificultad, el interior de un flujo de lava puede permanecer 

caliente por varios meses a una temperatura entre 200-300°C. 

Flujos 

piroclásticos  

Son el resultado de la mezcla de gases, ceniza y fragmentos de 

roca, a temperaturas mayores a los 500 °C, durante fases eruptivas, 

fuertes y explosivas descienden desde el cráter en forma de avalancha 

por los flancos del volcán a velocidades aproximadas de 200 km/h. 

Flujos de lodo y 

escombros 

(lahares) 

Los lahares son la mezcla de materiales volcánicos como rocas, 

piedra pómez y arena, con agua proveniente de la fusión de un casquete 

glaciar, de la ruptura de un lago ubicado en un cráter o de fuertes lluvias, 

alcanzan velocidades de 100 km/h y viajan por los drenajes que los 

conducen. 

Sismicidad 

La actividad sísmica en los volcanes es uno de los fenómenos con 

más presencia, inclusive se manifiestan cuando los volcanes se 

encuentren en períodos de calma o inactivos. Cuando un volcán entra a 

una etapa de erupción normalmente ocurre un aumento en el número y 

tipo de sismos localizados en las cercanías o bajo el cono del volcán, su 

origen puede estar asociado a diversos fenómenos físicos o mecanismos 

de fuente como movimiento de fluidos magmáticos y ruptura de rocas en 

conductos.  

Nota. La tabla describe los tipos de fenómenos volcánicos ocurridos en el volcán Cotopaxi. 

Tomado de Los peligros volcánicos asociados con el Cotopaxi, 2015. Obtenido de: 

https://www.igepn.edu.ec/publicaciones-para-la-comunidad/39-los-peligros-volcanicos-

asociados-con-el-cotopaxi/file  
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 Monitoreo 

Actualmente en el Cotopaxi se encuentran instalados 58 instrumentos de monitoreo, de 

los cuales 4 corresponden a los sensores sísmicos de banda ancha e infrasonido, 7 sensores 

sísmicos de banda ancha y 5 sensores sísmicos de alta sensibilidad con un período 

característico de 5 segundos, todas las señales generadas en las estaciones de monitoreo que 

se observan en Figura 2, se transmiten por diferentes medios, como: red satelital, transmisión 

analógica UHF, red microondas, etc., para garantizar confiabilidad y redundancia de la 

información, se reciben en tiempo real en la base del IGEPN en Quito, las 24 horas del día, los 

365 días del año (IG-EPN, 2016). 

Figura 2 

 Red de monitoreo del volcán Cotopaxi 

 

Nota. La figura muestra la posición de las estaciones de monitoreo desplegadas en el volcán 

Cotopaxi. Tomado de Crónicas de la erupción del volcán Cotopaxi 2015, 2016. Obtenido de: 

https://igepn.edu.ec/servicios/noticias/1376-cronicas-de-la-erupcion-del-volcan-cotopaxi-2015 
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Estos instrumentos han permitido dar un seguimiento constante a la actividad sísmica 

del Cotopaxi en los últimos 30 años, estos eventos sísmicos son de pequeña magnitud 

normalmente menores a 3 grados en la escala de Richter. 

Eventos sísmo volcánicos  

Con base en el análisis de la forma y las frecuencias de las señales sísmicas, además 

de su posible origen, los eventos se han clasificado principalmente en las siguientes categorías: 

Eventos volcanotectónicos (VT) 

Los eventos VT están asociados a ruptura de material rígido debido a algún incremento 

de presión en el medio por el ingreso o salida de fluidos magmáticos y por lo tanto son eventos 

discretos (cortos en el tiempo) que empiezan generalmente de manera impulsiva, poseen altas 

frecuencias, en las trazas se pueden diferenciar las fases de onda primaria (P) y la secundaria 

(S), generalmente se presentan en enjambres como se observa en la Figura 3. El foco puede 

localizarse desde 1 a 20 km de profundidades y son localizados a distancias muy cercas del 

cráter activo. Son sismos asociados a rompimientos de rocas y aperturas de glaciares. 

Figura 3 

 Evento sísmico VT 
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Eventos de largo periodo (LP) 

 El origen de los eventos LP se manifiesta cerca de la superficie, a profundidades 

menores a 1 km, sus magnitudes suelen ser muy pequeñas, su contenido espectral es muy 

limitado a unas bandas de frecuencia relativamente estrecha entre 0.5 < f < 5 Hz. 

En ocasiones pueden presentar frecuencias mayores, pero menos energéticos, están 

asociados a movimientos de magma al interior del volcán, gases, sin ruptura de material y se 

originan por resonancia o expansión y relajación elástica de grietas, cámaras o conductos 

dentro del volcán y por esto poseen bajas frecuencias. En la Figura 4 se observa una señal 

sismo volcánica de un evento de largo período. 

Figura 4 

Evento sismo volcánico LP 

 

Eventos de tipo tremor (TR) 

 Los eventos tipo tremor o temblor en español, son sostenidos en el tiempo y su origen 

puede ser de diferentes fuentes como explosiones, resonancia de otros eventos, secuencia 

acelerada de eventos discretos cada vez más cercanos en el tiempo, etc. 
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Además de poder presentar múltiples frecuencias, se caracteriza por mantener la 

amplitud constante durante un periodo de tiempo que puede oscilar entre varios minutos y 

horas, se pueden dividir los eventos de tipo tremor de acuerdo a su frecuencia: 

• Tremor de alta frecuencia: poseen frecuencias mayores a 6 Hz, asociado a 

eventos superficiales como avalanchas, caída de rocas, desgasificaciones en los 

cráteres, a veces surgen después de explosiones y pueden durar horas. 

• Tremor armónico: se caracterizan por tener frecuencias intermedias en un rango 

de 1-6 Hz, estos eventos pueden ser vibraciones de diversa duración entre 

minutos a varias horas. 

• Tremor de baja frecuencia: alrededor de 0.5 Hz, se relaciona con las 

oscilaciones de la cámara magmática (Viracucha, 2014). 

Existen otros tipos de eventos que pueden aparecer en registros sísmicos de volcanes y 

que pueden estar o no estar relacionados a la actividad volcánica.  

Eventos Híbridos (HB) 

Los eventos híbridos comparten características de los eventos tipo VT y LP, su origen 

presenta altas frecuencias con una amplia banda espectral hasta más allá de los 10 Hz, 

generando fenómenos de fractura y movimiento de fluidos simultáneos o consecutivos. En la 

Figura 5 se presenta una señal sismo volcánica del evento híbrido. 



36 
 

Figura 5 

Evento sismo volcánico HB 

 

Rupturas de glaciar (IC)  

Las rupturas de glaciar se presentan en volcanes con glaciares, eventos de muy largo 

período (VLP) que son similares a los eventos LP, pero con frecuencias características 

inferiores, en la Figura 6 se presenta una señal de este evento sismo volcánico. 

Figura 6 

 Evento sísmico IC 
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Eventos regionales (RG) 

Los eventos regionales son los sismos o terremotos no volcánicos alejados del volcán, 

pero suficientemente grandes para detectarse, están relacionados con las explosiones y las 

señales sísmicas y acústicas, en la Figura 7 se presenta una señal de este evento sismo 

volcánico. (Anzieta, 2016). 

Figura 7 

 Evento sísmico RG 

 

Características en el dominio espectral 

Las características espectrales están formadas por parámetros en frecuencia 

denominados como descriptores que varían en el tiempo y se calculan utilizando la 

transformada de Fourier de corta duración (STFT, por sus siglas en inglés Short-Time Fourier 

Transform) y los coeficientes discretos de la transformada de Fourier (DFT, por sus siglas en 

inglés Discrete Fourier Transform). A continuación, se denotan las variables principales que 

forman parte de la definición matemática de las características espectrales: frecuencia de 

segmentos individuales (bin) como 𝑓𝑘 en Hz, 𝑠𝑘 representa el valor espectral donde  𝑘 ∈ 𝑁+, 𝑏1 

y 𝑏2 son los bordes de la banda. 
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Centroide Espectral  

Representa el centro de gravedad del espectro de la señal. El valor del centroide 

espectral 𝜇1, de la i-ésima trama de las señales se define como la suma ponderada en 

frecuencia del espectro de potencia normalizada por su suma no ponderada como se 

representa en la ecuación (1), los valores bajos indican componentes de baja frecuencia 

significativos y componentes de alta frecuencia insignificantes (Lerch, 2012).  

 

𝜇1 =
∑ 𝑓𝑘 .  𝑠𝑘

𝑏2
𝑘=𝑏1

∑ 𝑠𝑘
𝑏2
𝑘=𝑏1

 

(1) 

 

Dispersión Espectral  

La dispersión espectral es la desviación estándar alrededor del centroide espectral 

(Giannakopoulos & Pikrakis, 2014). Representa el ancho de banda instantáneo del espectro, la 

dispersión espectral es el segundo momento central del espectro, para su cálculo se toma la 

desviación del espectro con respecto al centroide espectral 𝜇1, según como se representa la 

ecuación (2), los valores bajos indican la concentración de la energía espectral en una región 

de frecuencia específica. 

𝜇2 = √
∑ (𝑓𝑘 − 𝜇1)2  𝑠𝑘

𝑏2
𝑘=𝑏1

∑ 𝑠𝑘
𝑏2
𝑘=𝑏1

 

 

(2) 

 

Asimetría Espectral  

La asimetría espectral mide la simetría de la distribución de las magnitudes espectrales 

en torno a su media aritmética, se calcula con la ecuación (3) como el momento de tercer orden 

de la distribución espectral. 

𝜇3 =
∑ (𝑓𝑘 − 𝜇1)3  𝑠𝑘

𝑏2
𝑘=𝑏1

(𝜇2)3 ∑ 𝑠𝑘
𝑏2
𝑘=𝑏1

 

(3) 
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Si 𝜇3 = 0 indica una distribución simétrica, si 𝜇3 < 0 indica que hay más energía en las 

frecuencias con valor medio, y 𝜇3 > 0 indica que existe más energía en las frecuencias más 

altas. 

Curtosis Espectral  

La curtosis espectral mide la planitud o la no gaussianidad del espectro en torno a su 

centroide, también se utiliza para indicar los picos (todos los bin tienen magnitud cero excepto 

uno) de un espectro (Alías, Socoró, & Sevillano, 2016).  

La curtosis espectral se calcula a partir del momento de cuarto orden como se observa 

en la ecuación (4). 

𝜇4 =
∑ (𝑓𝑘 − 𝜇1)4  𝑠𝑘

𝑏2
𝑘=𝑏1

(𝜇2)4 ∑ 𝑠𝑘
𝑏2
𝑘=𝑏1

 

(4) 

 

Si 𝜇4 = 0 indica una distribución gaussiana, si 𝜇4 < 0 indica una distribución más plana 

y si 𝜇4 > 0 indica una distribución con picos.  

Entropía Espectral  

La entropía espectral es una medida de desorden y mide la intensidad de los picos del 

espectro.  

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 =
− ∑ 𝑠𝑘 log2 𝑠𝑘

𝑏2
𝑘=𝑏1

log2(𝑏2 − 𝑏1)  
 

(5) 

 

Planitud Espectral  

La planitud espectral es una indicación de la intensidad de los picos del espectro, una 

mayor planitud espectral indica un espectro ruidoso, mientras que una menor planitud espectral 

indica tonalidad (señal periódica con baja cantidad de componentes ruidosos), su cálculo se da 

con la ecuación (6). La planitud espectral mide la relación entre la media geométrica del 

espectro y la media aritmética del mismo (Lerch, 2012). 
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𝑓𝑙𝑎𝑡𝑛𝑒𝑠𝑠 =
(∏ 𝑠𝑘

𝑏2
𝑘=𝑏1

)

1
𝑏2−𝑏1

1
𝑏2 − 𝑏1

∑ 𝑠𝑘
𝑏2
𝑘=𝑏1

 

 

(6) 

 

Cresta Espectral  

La cresta espectral es un indicador de la intensidad del pico del espectro, mide la 

relación entre el máximo del espectro y la media aritmética del mismo, se lo calcula a través de 

la ecuación (7), los valores bajos indican un espectro de magnitud plana (igual amplitud en 

todos los bin) y los resultados altos indican un sinusoidal.  

𝑐𝑟𝑒𝑠𝑡 =
max

[𝑏1,𝑏2]
𝑠𝑘

1
𝑏2 − 𝑏1

∑ 𝑠𝑘
𝑏2
𝑘=𝑏1

 

 

(7) 

 

Flujo Espectral  

El Flujo espectral es una medida de la variabilidad del espectro en el tiempo, en otras 

palabras, mide la fluctuación del centroide espectral durante los primeros milisegundos de la 

señal (Giannakopoulos & Pikrakis, 2014). 

El flujo espectral se calcula en la ecuación (8) como la diferencia al cuadrado entre las 

magnitudes normalizadas de los espectros de las dos ventanas sucesivas de corta duración, 

los resultados bajos indican señales de entrada en estado estacionario y su valor se dispara si 

existen cambios en las señales. 

𝑓𝑙𝑢𝑥 = (∑ |𝑠𝑘(𝑡) − 𝑠𝑘(𝑡 − 1)|𝐿

𝑏2

𝑘=1

)

1
𝐿

 

 

(8) 

 

Donde 𝐿 es el tipo de norma y puede ser 1 o 2. 

Pendiente Espectral  

La pendiente espectral mide la cantidad de disminución del espectro, se calcula 

utilizando una aproximación lineal del espectro en magnitud, como se observa en la ecuación 

(9), el resultado depende del rango de amplitud de las magnitudes espectrales. 
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𝑠𝑙𝑜𝑝𝑒 =
∑ (𝑓𝑘 − 𝜇𝑓)(𝑠𝑘 − 𝜇𝑠)𝑏2

𝑘=𝑏1

∑ (𝑓𝑘 − 𝜇𝑓)
2𝑏2

𝑘=𝑏1

 

(9) 

 

Donde, 𝜇𝑓 es la frecuencia media y 𝜇𝑠 es el valor espectral medio. 

Disminución Espectral 

La disminución espectral estima la inclinación de la disminución de la envolvente 

espectral sobre la frecuencia, como se denota en la ecuación (10), los valores bajos indican la 

concentración de la energía espectral en el bin 0. 

𝑑𝑒𝑐𝑟𝑒𝑎𝑠𝑒 =
 ∑

𝑠𝑘 − 𝑠𝑏1

𝑘 − 1
𝑏2
𝑘=𝑏1+1

∑ 𝑠𝑘
𝑏2
𝑘=𝑏1+1

 

 

(10) 

 

Atenuación Espectral  

La atenuación espectral mide el ancho de banda de una señal determinando la franja de 

frecuencia bajo la cual existe un porcentaje determinado de la energía total, se lo define con la 

ecuación (11), los valores bajos indican una magnitud insignificante en las frecuencias altas y 

por lo tanto un ancho de banda bajo (Peeters, Giordano, Susini, Misdariis, & McAdams, 2011). 

∑ |𝑠𝑘| = 𝐾 ∑ 𝑠𝑘

𝑏2

𝑘=𝑏1

𝑖

𝑘=𝑏1

 

(11) 

 

Donde, 𝑖 es el punto de desviación y 𝐾 es el umbral de energía especificado, 

usualmente corresponde al 95% o el 85%. 

Escalas psicoacústicas  

Escala Mel  

La escala Mel es una transformación logarítmica de la frecuencia de una señal, 

representa una aproximación a la escala perceptual humana, su propósito es hacer que los 

sonidos de la misma distancia en la escala Mel sean percibidos como de la misma distancia 

para los humanos (Salcedo, 2007).   
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La conversión de Hz a la escala Mel se da con la ecuación (12). 

𝑀𝑒𝑙 = 2595 × log (1 +
𝑓

700
) 

(12) 

Donde, 𝑓  es la frecuencia en Hz. 

En la Figura 8 se observa el comportamiento de la escala Mel dividida en 32, 64, 128 y 256 

bandas en comparación con Hz, en un rango de frecuencias de 0 a 1000 Hz. 

Figura 8 

Escala Mel dividida en 32, 64, 128 y 256 bandas vs Hz 

 

Nota. En la gráfica se observa que a medida que los valores de la escala Mel aumentan 

linealmente, los valores de Hz aumentan exponencialmente. 

Escala Bark 

La escala Bark es una medida psicoacústica de frecuencia, lleva su nombre en honor a 

Heinrich Barkhausen quien propuso las primeras medidas subjetivas de sonoridad, su función 

es modelar una aproximación al sistema auditivo humano, utilizando un ruido de banda 

estrecha con una frecuencia central fija como sonido de referencia, con el que el sujeto 

compara el sonido de prueba con un ruido de banda limitada cuyo nivel de presión sonora y 
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frecuencia central son iguales al sonido de referencia, la sonoridad es constante hasta un 

determinado valor de ancho de banda, cuyo valor es de 160 Hz para la frecuencia central de 1 

kHz, desde el cual la sonoridad aumenta constantemente extendiéndose por más de una banda 

crítica, el ancho de banda es de 100 Hz a bajas frecuencias, y por encima de 500 Hz aumenta 

con la frecuencia, cerca del extremo superior de la gama de frecuencias audibles el ancho de 

banda es de varios kHz, es decir que el ancho de banda de los filtros auditivos aumenta con las 

frecuencias más altas y la precisión de la percepción de la frecuencia disminuye, a partir de 

esta propiedad del sistema auditivo humano, la escala Bark se la representa como una escala 

de frecuencia perceptualmente realista (Sekey & Hanson, 1984).  

Conversión de la escala de Hz a la escala Bark: 

𝐵𝑎𝑟𝑘 = 13 × tan−1 (
0.76 × 𝑓

1000
) + 3.5 × tan−1 ((

𝑓

7500
)

2

)  
(13) 

La escala Bark se emplea para el cálculo de la sonoridad, la sonoridad específica, las 

agudezas y la dispersión (Peeters G. , 2004). 

En la Figura 9 se observa el comportamiento de la escala Bark dividida en 32, 64, 128 y 

256 bandas en comparación con la escala de Hz, en un rango de frecuencias de 0 a 1000 Hz. 
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Figura 9 

Escala Bark dividida en 32, 64, 128 y 256 bandas vs Hz 

 

Nota. En la gráfica se observa que a medida que los valores de la escala Bark aumentan 

linealmente, los valores de Hz aumentan exponencialmente. 

Escala ERB 

La escala ERB por sus siglas en inglés Equivalent Rectangular Bandwidth, mide a partir 

de la capacidad de detectar sinusoides en presencia de ruido (Rehman, Chandra, & Kardong, 

2015). 

Conversión de Hz a la escala ERB: 

𝐸𝑅𝐵 = 21.3 log10 (1 +
𝑓

228.7
) 

(14) 

En la Figura 10 se observa el comportamiento de la escala Mel dividida en 32, 64, 128 y 

256 bandas en comparación con Hz, en un rango de frecuencias de 0 a 1000 Hz. 



45 
 

Figura 10 

Escala ERB dividida en 32, 64, 128 y 256 bandas vs Hz 

 

Nota. En la gráfica se observa que a medida que los valores de la escala ERB aumentan 

linealmente, los valores de Hz aumentan exponencialmente. 

PCA 

El análisis de componentes principales o PCA (por sus siglas en inglés Principal 

Component Analysis) es una técnica utilizada para describir la relación entre varias variables, 

explicar la variación total de un conjunto de datos y para reducir su dimensionalidad, 

aumentando la interpretabilidad y minimizando la pérdida de información, creando nuevas 

variables no correlacionadas que maximizan sucesivamente la varianza. La principal ventaja de 

PCA es que mejora los resultados del sistema al reducir la cantidad de características 

correlacionadas, demasiadas características pueden crear un fenómeno de sobreajuste en los 

modelos de clasificación (Jolliffe & Cadima, 2016).  

PCA utiliza una transformación ortogonal para convertir un conjunto de observaciones 

de variables posiblemente correlacionadas en un conjunto de valores de variables linealmente 

no correlacionadas, denominándolas como componentes principales (PC, por sus siglas en 
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inglés Principal Component), en esta transformación el primer PC tiene la mayor varianza 

posible y cada componente sucesivo tiene a su vez la mayor varianza posible bajo la restricción 

de que es ortogonal a los componentes precedentes, los vectores resultantes son un conjunto 

de bases ortogonales no correlacionadas (Abbas, AlkarkhiWasin, & Alqaraghuli, 2019).  

Un número reducido de características correlacionadas disminuye el costo 

computacional y mejora la visualización de los resultados. 

Machine Learning 

El Aprendizaje Automático o Machine Learning  (ML)  corresponde a la capacidad que 

posee una máquina para mejorar su propio rendimiento a partir del estudio del reconocimiento 

de patrones y la teoría del aprendizaje computacional, construyendo algoritmos que puedan 

aprender de los datos y generar predicciones o decisiones sobre ellos sin la necesidad de 

seguir estrictamente una lista de instrucciones (Agnieszka & Volker, 2014). 

Dependiendo de la naturaleza de la base de datos se definen categorías como se 

muestra en la Tabla 2 para mejorar la precisión de los modelos predictivos. 

Tabla 2 

Categorías de aprendizaje automático 

Categorías de 

aprendizaje 

automático 

Características 

Aprendizaje 

supervisado 

Se establece un conjunto de datos con una cierta 

comprensión de cómo se clasifican esos datos, presentan 

características etiquetadas que definen su significado, su objetivo 

es encontrar patrones que puedan aplicarse a un proceso de 

análisis.  
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Categorías de 

aprendizaje 

automático 

Características 

Aprendizaje no 

supervisado 

Segmentan los datos en grupos de ejemplos o grupos de 

características, sin necesidad de interferencia humana, los datos 

no etiquetados crean los valores de los parámetros y la 

clasificación de los datos, este proceso añade etiquetas a los datos 

para que se conviertan en supervisados, al igual que el aprendizaje 

supervisado estos algoritmos buscan patrones en los datos, sin 

embargo, la diferencia es que los datos no son conocidos. 

Aprendizaje por 

refuerzo 

Consiste en un algoritmo que recibe retroalimentación del 

análisis de los datos para guiar al usuario hacia el mejor resultado, 

este aprendizaje se distingue de los demás porque el sistema no 

se entrena con el conjunto de datos de muestra, el sistema 

aprende mediante el método de prueba y error, donde una 

secuencia de decisiones exitosas hará que el proceso se refuerce 

y mejore los resultados.  

Nota. En la Tabla se describen las categorías de aprendizaje automático. Tomado de Machine 

Learning, 2018. Obtenido de: https://www.ibm.com/downloads/cas/GB8ZMQZ3 

Algoritmos de clasificación 

k-vecinos más cercanos 

k-vecinos más cercanos o k-NN es un aprendizaje basado en instancias, también 

conocido como algoritmo de aprendizaje perezoso debido a que no aprende una función 

discriminatoria, el algoritmo clasificador genera la clase a la que es más probable que se asigne 
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el objeto al calcular la similitud entre la muestra de entrada y las instancias de entrenamiento k 

que están más cerca de la muestra de entrada (Zhang, 2016). 

El parámetro k en k-NN corresponde a la cantidad de vecinos más cercanos a un punto 

de datos en particular que se incluirán en el proceso de la toma de decisiones, convirtiéndolo 

en un factor decisivo, debido a que la salida del clasificador depende de la clase a la que 

pertenece la mayoría de estos puntos vecinos, elegir el valor correcto de k se denomina ajuste 

de parámetros, los valores pequeños de k conducen a un sobreajuste, aumentando la varianza, 

mientras que los valores grandes de k  dan como resultado modelos muy sesgados (Bzdok, 

2018). 

Figura 11  

Clasificador k-NN para los casos k = 1,3,5 y 7. 

 

Nota. En la figura se puede observar el comportamiento del algoritmo k-NN, para los casos k = 

1, 3, 5 y 7; los k vecinos se encuentran circunscritos en el círculo que está coloreado por el voto 

mayoritario de la clase. Tomado de Machine learning: supervised methods, 2018. Obtenido de: 

https://doi.org/10.1038/nmeth.4551 

El valor de k no tiene una estructura exacta para definir su valor, sin embargo, el valor 

óptimo es la raíz cuadrada del número total de muestras que están presentes en el conjunto de 

datos, normalmente se toma un valor impar para evitar empates en la toma de decisiones (Al-

Dosary, Al-Hamed, & Aboukarima, 2019). 
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El resultado del método k-NN se calcula como la suma ponderada de las respuestas de 

todos los k vecinos, donde el peso es inversamente proporcional a la distancia desde el registro 

de entrada, esta distancia es generalmente euclidiana y está definida por la ecuación (15). 

𝐸(𝑦, 𝑝) = √∑(𝑦𝑗 − 𝑐𝑗)
2

  

𝑚

𝑗

 

(15) 

 

Donde, 𝑦 corresponde al punto de consulta, 𝑐 a un caso del conjunto de ejemplos y 𝑚 

es el número de variables de entrada.  

Es usado generalmente cuando hay poca o ninguna información sobre la distribución de 

datos, para diseñar sistemas de recomendación y realizar evaluaciones analíticas.  El mayor 

problema con k-NN es elegir el número óptimo de vecinos a considerar (Sarker, 2021).  

Árboles de decisión  

Uno de los métodos de aprendizaje supervisado no paramétrico, está definido como 

Árbol de decisión o DT, está conformado por un nodo superior conocido como nodo raíz, varios 

nodos internos que corresponden a una característica o atributo, las ramas representan una 

regla de decisión que conducen a esas clasificaciones y los nodos en las hojas indican la clase 

que se asignará a una muestra cómo se observa en la Figura 12, de esta forma el árbol de 

decisión clasifica las instancias comprobando el atributo definido por cada nodo. La principal 

ventaja del clasificador de árboles de decisión es su capacidad para usar diferentes 

subconjuntos de características y reglas de decisión en diferentes etapas de clasificación, 

pueden manejar datos de alta dimensión con buena precisión (Cheng-Jin & Da-Wen, 2008). 
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Figura 12 

Estructura del árbol de decisión 

 

Nota. La figura muestra la división de los nodos de un árbol de decisiones. Tomado de Decision 

Tree Classifier explained in real-life: picking a vacation destination, 2021. Obtenido de 

https://towardsdatascience.com/decision-tree-classifier-explained-in-real-life-picking-a-vacation-

destination-6226b2b60575 

El árbol de decisión se crea a partir de las divisiones estratégicas de los nodos, si el 

conjunto de registros de entrenamiento de un nodo pertenece a la misma clase se define como 

un nodo terminal, en el caso de pertenecer a varias clases, los datos se dividirán en sub 

conjuntos más pequeños (Bento, 2021).  

Deep Learning 

El aprendizaje profundo o Deep Learning (DL) es un método específico de aprendizaje 

automático que incorpora redes neuronales en capas sucesivas conocido como redes 

neuronales jerárquicas para aprender de los datos de forma iterativa, combinando algoritmos 

no supervisados y supervisados, está diseñado para emular el funcionamiento del cerebro 

humano, de modo que los máquinas pueden ser entrenados para tratar con abstracciones y 

problemas poco definidos, el aprendizaje profundo es utilizado para aprender patrones a partir 

de datos no estructurados. 
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Redes Neuronales, son una serie de algoritmos que reconocen las relaciones 

subyacentes en un conjunto de datos a través de un proceso que imita la forma en que 

opera el cerebro humano, son conocidas como redes neuronales artificiales (ANN por 

sus siglas en inglés Artificial Neural Networks) o redes neuronales simuladas (SNN por 

sus siglas en inglés Simulated Neural Networks) consta de tres o más capas como se 

muestra en la Figura 13, una capa de entrada donde los datos son introducidos, una o 

varias capas ocultas que se encargan de modificar los datos y una capa de salida en 

función de los pesos y umbrales de cada nodo o neurona (IBM, 2020), si la salida de 

cualquier nodo sobre pasa el valor de umbral especificado, ese nodo se activa y envía 

datos a la siguiente capa de red, en el caso contrario no se pasan los datos a la 

siguiente capa de la red, cada capa tiene una función de activación para convertir la 

salida de la capa anterior e introducirla en la siguiente capa (Matich, 2001). 

Figura 13 

Elementos de una red neuronal 

 

Nota. Tomado de Redes Neuronales: Conceptos Básicos y aplicaciones, 2021. Obtenido de: 

https://www.frro.utn.edu.ar/repositorio/catedras/quimica/5_anio/orientadora1/monograias/matich

-redesneuronales.pdf    

Función de activación, es una función no lineal aplicada por una neurona para 

introducir propiedades no lineales en la red, al introducir la no linealidad se pueden capturar 

mejor los patrones de un conjunto de datos (Ronaghan, 2018). 
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En la Tabla 3 se presentan algunos tipos de funciones de activación. 

Tabla 3 

Tipos de funciones de activación 

Función de 

activación 
Características Gráfica 

Función lineal  

Los valores de la entrada serán 

igual a los de la salida, aplicado en una red 

neuronal de varias capas se tendrá una 

regresión lineal, la función lineal por sí sola 

no captura patrones complejos. (Ronaghan, 

2018). 

 

Definición: 

𝑓(𝑧) = 𝑧 

Rango: (−∞ , ∞) 

Función 

sigmoidal 

logarítmica  

Es una función no lineal, captura 

patrones más complejos, utilizada para la 

regresión logística, es útil en la capa de 

salida, su uso es habitual para la regresión 

lineal, clasificar datos y predecir la 

probabilidad como una salida. 

 

Definición:  

𝑙𝑜𝑔𝑠𝑖𝑔(𝑧) =
1

1 + 𝑒−𝑧
 

Rango: [0,1] 

Función lineal 

saturada  

Es igual a su entrada cuando está 

en el rango de [0,1], igual a 0 cuando la 

entrada es menor que cero y es 1 cuando la 

entrada es mayor a uno (Bonilla, 2005).  

 

Definición: 

𝑓(𝑧) = {
0      𝑠𝑖 𝑧 < 0

𝑧      𝑠𝑖 0 ≤ 𝑧 ≤ 1
1      𝑠𝑖 𝑧 > 1

 

Rango: [0,1] 
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Las redes neuronales son conjuntos de algoritmos destinados a reconocer patrones e 

interpretar datos a través de la agrupación o el etiquetado, estos algoritmos ejecutan el proceso 

de aprendizaje de la red neuronal, cada algoritmo contiene diferentes características y 

capacidades de rendimiento para lograr objetivos determinados, como: la red neuronal 

perceptrón con aprendizaje supervisado empleado para la clasificación binaria (Shukla & 

Iriondo, 2022), las redes convolucionales (CNN, por sus siglas en inglés Convolutional Neural 

Networks) diseñadas para minimizar el preprocesamiento dedicada a la detección de 

anomalías y pronóstico de series de tiempo (Ramos, 2021), redes recurrentes (RNN, por sus 

siglas en inglés Recurrent Neural Network) utiliza su memoria interna para procesar secuencias 

arbitrarias de entrada (Great, 2021), codificadores automáticos (AE, por sus siglas en inglés 

Autoencoders) son algoritmos de aprendizaje automático no supervisado utilizado para la 

clasificación, agrupación y comprensión de características (Fjodor, 2016), esta última red 

neuronal es utilizada para la clasificación de eventos sismo volcánicos.  

Autoencoder 

El Autoencoder es un tipo específico de una red neuronal que se emplea principalmente 

para manejar tareas de aprendizaje automático no supervisadas, está entrenada para predecir 

la entrada, el sistema puede minimizar el error de reconstrucción asegurando que las unidades 

ocultas capturen las características más apropiadas de los datos, tiene como propósito 

aprender aproximaciones de datos, representaciones y codificaciones (Abdulhamit, 2020). Está 

formado por dos redes neuronales profundas, codificador y decodificador, el codificador se 

encarga de crear un conjunto de funciones comprimidas denominado representación de 

espacio latente, en función de los datos de entrada, es decir, codifica los datos de muestra 

originales en código sin perder información importante; mientras que el decodificador restaura 

los dato de muestra (Akash, Kanishk, & Deepak, 2021). 
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Regularización y optimización de hiperparámetros del Autoencoder 

Existen varios tipos de regularización de peso, como se presenta en la Tabla 4, para 

mejorar el rendimiento de una red neural, estas técnicas imponen restricción de escasez que 

permite aprender códigos escasos para los datos de entrada (Nan, Wenge, Baolin, Yifan, & 

Zhang, 2015), consiguiendo una reducción de dimensionalidad, de esta forma sólo unas pocas 

neuronas se activarán para una entrada determinada y se tendrá una representación dispersa 

de esta entrada con un número mayoritario de neuronas que se activarán (Vaswani, 2017). 

Tabla 4 

Hiperparámetros del Autoencoder 

Hiperparámetros del 

Autoencoder 
Descripción 

Proporción de 

dispersión deseada 

Proporción de dispersión deseada para los ejemplos de 

entrenamiento a los que reacciona una neurona, es el 

hiperparámetro más sensible. 

Regularización de 

escasez 

Produce coeficientes dispersos que puedan ser robustos 

para las características irrelevantes, limitando la activación no 

deseada.  

Regulador de peso L2 

Método de penalización para los coeficientes de regresión 

grandes de modo que cualquier valor grande debe tener un efecto 

significativo en los errores del modelo para ser tolerado. 

Nota. Tomado de An empirical analysis of different sparse penalties for autoencoder in 

unsupervised feature learning, 2015. Obtenido de: 10.1109/IJCNN.2015.7280568   

Validación cruzada de k iteraciones 

La validación cruzada de k iteraciones define a k como el número de pliegues que 

representa los subconjuntos de datos divididos, cada pliegue contiene aproximadamente la 
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misma cantidad de elementos, todo este proceso se encarga de separar los datos originales en 

dos grupos de entrenamiento y prueba, inicialmente se toman cada k subconjunto como un 

conjunto de prueba del modelo, el resto de subconjuntos correspondiente a k-1 se toma como 

conjunto de entrenamiento (Ochoa, 2019).  

Matriz de confusión 

La matriz de confusión es una medida que permite visualizar y definir el rendimiento de 

un algoritmo de clasificación, la matriz representa recuentos de valores predeterminados y 

reales, su salida contiene cuatro estados como se observa en la Tabla 5. 

• Verdadero Negativo (TN, por sus siglas en inglés True Negativo) el cual indica la 

cantidad de ejemplos negativos clasificados correctamente. 

• Verdadero Positivo (TP, por sus siglas en inglés True Positive) determina la 

cantidad de ejemplos positivos clasificados correctamente. 

• Falso Positivo (FP, por sus siglas en inglés False Positive) indica la cantidad de 

ejemplos negativos reales clasificados como positivos. 

• Falso Negativo (FN, por sus siglas en inglés False Negative) cantidad de 

ejemplos positivos reales clasificados como negativos (Batarseh & Yang, 2020). 

Tabla 5 

Matriz de confusión 

   

Predicción 

Positivos Negativos 

Observación 
Positivos Verdaderos Positivos (TP) Falsos Negativos (FN) 

Negativos Falsos positivos (FP) Verdadero Negativos (TN) 

Nota. La Tabla muestra los elementos de la matriz de confusión, las columnas representan la 

predicción y las filas la observación de los datos ingresados.  
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Métricas de desempeño 

A partir de la matriz de confusión se definen métricas para evaluar el rendimiento de un 

algoritmo, como: exactitud, precisión, sensibilidad, especificidad y Ber. (Pushpa & Akansha, 

2021). 

Exactitud  

La exactitud (A, por sus siglas en inglés Accuracy) define la proporción de señales 

correctamente clasificadas con respecto al número total de eventos. 

𝐴 =
(𝑇𝑃 + 𝑇𝑁)

(𝑇𝑃 + 𝐹𝑃 + 𝐹𝑁 + 𝑇𝑁)
 

(16) 

Precisión  

La precisión (P, por sus siglas en inglés Precision) determina la calidad de predicción 

del modelo y representa la relación entre las señales que fueron clasificadas correctamente 

(TP) con el total de falsos positivos (FP) y verdaderos positivos (TP).  

𝑃 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 

(17) 

Sensibilidad o Recall 

Determina la cantidad de señales que se pudieron predecir correctamente con el 

modelo diseñado, calculado entre la proporción de señales clasificados correctamente (TP) y el 

número total de señales que fueron clasificados como verdaderos positivos (TP) y falsos 

negativos (FN). 

𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 

(18) 

Especificidad  

La especificidad (SP, por sus siglas en inglés Specificity) es conocida como la tasa 

negativa verdadera (TNR, por sus siglas en inglés True Negative Rate), se calcula a partir de la 

cantidad correcta de predicciones negativas (TN) dividido para la cantidad total de negativos 

(TN y FP). 
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𝑆𝑃 =
𝑇𝑁

𝑇𝑁 + 𝐹𝑃
 

(19) 

Ber  

La tasa de error balanceada o Ber (por sus siglas en inglés Error Balanced Rate) calcula 

la proporción promedio de muestras mal clasificadas en cada clase, el Ber se encuentra menos 

sesgado hacia las clases mayoritarias durante la evaluación de desempeño (Mason, 2020). 

Los autores (Kumar, Bai, & Nair, 2021) definen la ecuación para calcular el Ber como: 

𝐵𝑒𝑟 = 1 −
1

2
×

𝑅𝑒𝑐𝑎𝑙𝑙 + 𝑆𝑃

100
 

(20) 
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Capítulo III 

Materiales y Métodos 

La investigación se desarrolló aplicando una metodología de tipo mixta, descriptiva y 

experimental. La primera etapa se basa en la búsqueda de información sobre investigaciones 

desarrolladas con los algoritmos y métodos de aprendizaje automático, donde el procesamiento 

digital de señales sísmicas es empleado para determinar un clasificador de las señales sismo 

volcánicas como se detalló en el Capítulo II, la segunda etapa de la investigación plantea una 

metodología experimental formada por las secciones que se muestran en la Figura 14. 

Figura 14 

Diagrama de bloques de la metodología empleada en la investigación. 

 

 

 

 

 

Base de datos 

La base de datos fue proporcionada por el IGEPN, contiene señales sismo volcánicas 

del volcán Cotopaxi recopiladas durante los años 2012 y 2019 de las estaciones VC1 de 

período corto (SP, del inglés Short Period) a una frecuencia de muestreo de 50 Hz y de la 

estación BREF sismo acústica de banda ancha (BB, del inglés Broad Band) con una frecuencia 

de muestreo de 100 Hz (Pérez N. , y otros, 2020). 

 La base de datos está denominada como MicSigV1 con extensión .mat , la cual 

proporciona un conjunto de señales sísmicas discretas, compuesta por una matriz con 11 

Preprocesamiento Procesamiento 

Salida 
Entrenamiento de los 

modelos de clasificación 
Evaluación del modelo 

Base de datos 

IGEPN 

 

Señal sismo volcánica 
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columnas, la cual contiene: el valor del código de la red ecuatoriana, el código de la estación, la 

velocidad de muestreo en Hz, el eje del sismómetro, año, mes, tipo de evento, duración en 

segundos, punto de inicio del evento, punto final y datos de las señales que se extienden 10 

segundos antes y después del evento detectado. En total la matriz la contiene 1187 eventos 

sísmicos, de los cuales 1044 señales pertenecen a los eventos LP, 101 son de tipo VT, 27 son 

RG, 8 corresponden a los eventos HB y 7 forman parte de los eventos IC (Pérez N. , y otros, 

2020). 

Preprocesamiento  

Las señales sismo volcánicas de la base de datos MicSigV1 están muestreadas a 50 y 

100 Hz, por lo que es necesario sobremuestrear a 100 Hz las señales que están muestreadas a 

50 Hz, posteriormente se elimina la media de las señales y la componente DC que pudo ser 

introducida por los elementos de medición para evitar los posibles sesgos en la red, finalmente 

se redimensionó la cantidad de muestras de las diferentes señales sismo volcánicas. 

Procesamiento 

La etapa de procesamiento tiene como entrada cinco matrices individuales 

correspondientes a los eventos LP, VT, RG, IC e HB, de cada matriz se extrajeron las 

características espectrales a las cuales se les realizó un análisis de componentes principales 

para determinar cuáles características contienen mayor información que entrenaran los 

modelos de clasificación. 

Extracción de las características espectrales 

Las características espectrales se extrajeron encapsulando múltiples extractores de 

características de audio en una implementación racionalizada y modular, con una ventana de 

análisis de tipo rectangular, la cual permite que determinados valores se atenúen y resalten los 

componentes principales de acuerdo a la investigación elaborada por (Paillacho, 2021) con un 

tamaño de ventana igual a 100 muestras y se fijó la longitud de solapamiento en 80 muestras. 
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Cada característica se extrajo en las escalas Lineal, Mel, Bark y ERB, se definió el 

rango de frecuencia entre 0 a 25 Hz, debido a que los eventos HB y VT poseen mayor 

concentración de energía arriba de los 10 Hz. Este procedimiento se aplicó para las 5 matrices 

que contienen los eventos sismo volcánicos, en la Figura 15 y Figura 16 se observa una señal 

del evento LP con la escala lineal en potencia representada en las 11 características 

espectrales. 

Figura 15 

Características espectrales, Centroide, Dispersión, Asimetría, Curtosis, Entropía y Planitud 

Espectral con escala lineal en potencia 
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Figura 16 

Características espectrales, Cresta, Flujo, Pendiente, Disminución y Atenuación Espectral con 

la escala lineal en potencia 

 

Entrenamiento de los modelos de clasificación 

Para realizar el entrenamiento de los modelos es necesario equilibrar la cantidad de 

señales que ingresan, con el propósito de garantizar un buen desempeño y evitar sesgos en la 

clasificación. Los datos que ingresan a los modelos son divididos en dos grupos de 

entrenamiento y prueba, finalmente se especifican los parámetros que ajustan los modelos de 

clasificación supervisada y no supervisada. 

Equilibrio de datos  

Debido a que existe una gran diferencia entre la cantidad de señales de los eventos 

sismo volcánicos, siendo 1044 señales para los eventos LP y 101 señales para los eventos VT, 

en esta investigación se propone la agrupación de los eventos híbridos (HB, 8 señales), ruptura 



62 
 

de glaciares (IC, 7 señales) y los eventos regionales (RG, 27 señales) para trabajarlos como un 

solo evento, formando así tres clases: Clase LP, Clase VT y Clase Otros. 

A pesar de realizar la agrupación de eventos para la Clase Otros, existe una gran 

diferencia entre la cantidad de señales para cada evento LP y VT, lo que puede ocasionar un 

sobreajuste y sesgo en los modelos de clasificación, por lo tanto, se equilibra la cantidad de 

señales seleccionando aleatoriamente 42 señales de la Clase LP, 42 señales de la clase VT y 

42 señales de la Clase Otros, esto datos formaran parte de la primera etapa de entrenamiento 

y prueba de los modelos de clasificación. 

Validación cruzada de k iteraciones 

Los modelos de clasificación necesitan dos grupos de datos, los datos de entrenamiento 

y los datos de prueba, para realizar esta partición se utilizó el método de Validación Cruzada de 

k iteraciones. 

Para la validación cruzada los datos fueron etiquetados con 1 para la Clase LP, 2 para 

la Clase VT y 3 para la Clase Otros, posteriormente se normalizaron los datos de entrada con 

media 0. Después de ejecutar varias pruebas se demostró que el mejor desempeño de los 

modelos se da cuando el número de pliegues en la validación cruzada era con k=7, por lo 

tanto, el 85% de los datos entrenan los modelos de clasificación y el 15% realizan las pruebas. 

El método de validación cruzada entrega los datos de entrenamiento y los datos de 

prueba con sus respectivos vectores de etiquetas, listos para ingresar a los modelos de 

clasificación. 

Ajuste de parámetros del Autoencoder 

El Autoencoder se encarga de extraer las características de un conjunto de datos y el 

conjunto de datos se clasifica mediante la capa softmax como se observa en la Figura 17, es 

posible ejecutar el ajuste fino de la red a través de la retro propagación de manera supervisada 

con el conjunto de datos de entrenamiento.  
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Figura 17 

Diagrama de bloques del Autoencoder 

 

 

 

 

 

 

El mensaje es codificado utilizando el método de codificación de Hamming, con una 

longitud de palabra clave igual a la cantidad de datos de entrenamiento, la función entrega un 

mensaje codificado, con las dimensiones y formato del mensaje. 

La capa Softmax 

Posteriormente se entrena la capa softmax la cual es un algoritmo de aprendizaje 

supervisado que utiliza la regresión logística extendida para clasificar múltiples clases del 

sistema, la capa softmax realiza el proceso de normalización y exponenciación para estimar la 

probabilidad de cada clase con la que se clasifican los datos (Kannadasan, Damodar, & 

Venkatanareshbabu, 2018). Esta capa entrena con los datos de salida de las capas anteriores, 

además entrena de manera supervisada utilizando vectores con etiquetas.  

Como paso final del entrenamiento, se apila el codificador y la capa softmax para formar 

una red profunda, el resultado del proceso se lo observa en una matriz de confusión. 

Ajuste fino 

Después de entrenar las diferentes capas de la red, la siguiente etapa de entrenamiento 

del modelo se denomina ajuste fino con el propósito de mejorar el rendimiento del modelo y 

minimizar el error de clasificación, se lo realiza reentrenando la red con los datos de 

entrenamiento de forma supervisada.  

Datos de 

entrada 
Decodificador Capa Oculta Decodificador 

Capa Softmax Datos 

clasificados 
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En la Tabla 6 se presentan los parámetros que forman parte del Autoencoder y sus 

valores predeterminados y ajustados que demostraron un mejor desempeño de la red. 

Tabla 6 

Parámetros del Autoencoder 

Parámetro Descripción Predeterminado Ajustado 

Hidden Size 
Número de neuronas en la capa 

oculta. 
10 70 

Encoder Transfer 

Function 

Función de transferencia para el 

codificador. 
sigmoidal sigmoidal 

Decoder Transfer 

Function 

 

Función de transferencia para el 

decodificador. 
sigmoidal 

lineal 

saturada 

L2 Weight 

Regularization 

Coeficiente de regulador de peso 

L2 

0.001 0.004 

Sparsity Regularization 

 

Coeficiente que controla el 

impacto del regularizador de 

dispersión. 

1 1 

Sparsity Proportion 

Proporción deseada de ejemplos 

de entrenamiento a los que una 

neurona reacciona. 

0.05 0.166 

 

Ajuste de parámetros del modelo k-NN  

El modelo k-NN se entrena basándose en una matriz numérica de datos predictores, 

donde cada fila corresponde a una observación y cada columna a una variable predictora o 
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característica; además trabaja con una matriz categórica de etiquetas de clase, cada fila de la 

matriz categórica representa la clasificación de la fila correspondiente de la matriz numérica. 

En la Tabla 7 se presentan la descripción de los valores y parámetros que forman parte 

del modelo k-NN. 

Tabla 7 

Parámetros del modelo k-NN 

Parámetro Definición Valor 

NumNeighbors 
Define el número de vecinos más cercanos que 

se usa para clasificar cada punto durante la predicción. 
13 

Distance 

Permite especificar la distancia, en esta 

investigación y de acuerdo a trabajos previos donde se 

han logrado mejores resultados, se ha especificado la 

distancia euclidiana. 

Euclidiana 

DistanceWeight Función de ponderación de distancia Inverse 

 

Ajuste de parámetros del modelo DT 

El modelo DT se entrena igual que el modelo k-NN, basándose en una matriz numérica 

y una matriz categórica, la división de los nodos en la ramificación de los árboles de decisiones 

depende de los valores de la columna de la matriz numérica. 

El parámetro que influye directamente en el modelo DT es el número máximo de 

separaciones que puede tener, se realizaron varias pruebas y se observó que el modelo 

presenta mejores resultados cuando se especifica 10 separaciones máximas de cada nodo, de 

esta forma se entrenó el modelo DT con los parámetros que se muestran en la Tabla 8.  
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Tabla 8 

Parámetros del modelo DT 

Parámetro Definición Valor 

MaxNumSplits 
Especifica el número máximo de divisiones de 

decisiones o nodos de ramificación. 
10 

CrossVal 
Indicador que hace crecer el árbol de decisión 

con validación cruzada. 
on 
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Capítulo IV 

Desarrollo y Pruebas 

En este capítulo se detallan los resultados obtenidos durante la extracción de 

características, el análisis de los componentes principales y el desarrollo de los modelos de 

clasificación.  

Selección de las características espectrales 

Después de preprocesar las señales y redimensionar la cantidad de muestras para cada 

evento sismo volcánico se extrajeron las 11 características espectrales, cada una se representó 

en las escalas Mel, Bark y ERB además de la representación lineal; las escalas logarítmicas 

permiten la subdivisión en bandas que por recomendación suelen ser múltiplos de 2𝑘 en 32, 64, 

128 y 256; en la representación lineal se calcula el valor del espectro mediante potencia 

propiamente dicho y magnitud que es un cálculo de la aproximación de la envolvente de la 

señal. 

Si se ingresan todas las características a los modelos de clasificación el costo 

computacional será relativamente alto, por esta razón se realiza un PCA para cada 

característica con el propósito de determinar cuál de ellas posee mayor representatividad de los 

datos.  

En la Tabla 9 se presenta el resultado del análisis de componentes principales 

especificando la varianza de los diferentes eventos sismo volcánicos con las características 

espectrales con la escala lineal en potencia. 
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Tabla 9 

Resultado PCA, escala lineal con espectro en potencia 

Señal/ 

Característica 
LP (u2) VT (u2) RG (u2) HB (u2) IC (u2) 

Curtosis Espectral 6.95x104 934.47 5.83x103 221.69 65.26 

Pendiente Espectral 2.55x1012 5.11x1011 9.23x1015 3.79x109 1.47x106 

Cresta Espectral 3.45x103 134.49 72.82 13.96 14.64 

Flujo Espectral 1.59x1016 2.22x1015 1.53x1019 2.05x1013 1.74x1010 

Asimetría Espectral 829.31 28.22 16.19 2.30 0.89 

Disminución Espectral 0.90 0.17 0.09 0.01 0.01 

Planitud Espectral 6.41 0.44 0.09 0.02 0.02 

Dispersión Espectral 1010.47 59.05 13.69 3.95 2.91 

Centroide Espectral 2.57x103 315.89 51.82 5.99 5.21 

Atenuación Espectral 7.19 0.28 0.14 0.02 0.02 

Entropía Espectral 1.17x104 664.27 206.69 47.56 30.93 

Nota. Los valores que se encuentran marcados son aquellas características que presentan 

menor dispersión: Disminución, Planitud, Atenuación, Asimetría y Dispersión Espectral, 

ordenados descendentemente. 

En la Tabla 10 se presenta el resultado del análisis de componentes principales 

especificando la varianza de los diferentes eventos sismo volcánicos para las características 

espectrales con la escala ERB dividida en 64 bandas. 
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Tabla 10 

Resultado PCA, escala ERB dividida en 64 bandas 

Señal/ 

Característica 
LP (u2) VT (u2) RG (u2) HB (u2) IC (u2) 

Curtosis Espectral 0.48 0.041 0.008 0.001 6.65x10-4 

Pendiente Espectral 2.39x1011 4.56x1010 5.89x1014 3.49x108 1.34e5 

Cresta Espectral 0.44 0.03 0.009 0.0013 6.60x10-4 

Flujo Espectral 1.58x1015 4.11x1014 3.15x1018 4.99x1012 1.67x109 

Asimetría Espectral 3.96 0.45 0.04 0.005 0.004 

Disminución Espectral 0.003 3.54x10-4 4.39x10-5 5.24x10-6 4.56x10-6 

Planitud Espectral 0.011 7.44x10-4 3.43x10-4 4.99x10-5 2.81x10-5 

Dispersión Espectral 0.85 0.11 0.005 0.001 4.84x10-4 

Centroide Espectral 137.93 15.75 1.24 0.16 0.12 

Atenuación Espectral 5.57x10-4 3.83x10-5 1.78x10-5 2.58x10-6 1.45x10-6 

Entropía Espectral 14.86 1.9841 0.14 0.016 0.013 

Nota. Los valores que se encuentran marcados son aquellas características que presentan 

menor dispersión: Atenuación, Disminución, Planitud, Cresta y Curtosis Espectral, ordenados 

descendentemente. 

El resultado del PCA indica que tres características espectrales poseen mayor 

representatividad de los datos, como lo son: Disminución, Planitud y Atenuación Espectral, que 

se encargan de entrenar los modelos de clasificación. 

En la Figura 18 se observa el diagrama de dispersión de las características Atenuación 

Espectral vs Asimetría Espectral de un evento VT con la escala lineal en potencia, donde se 

observa que la dispersión de la Atenuación Espectral es inferior a la Asimetría Espectral.  
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Figura 18 

Gráfica de dispersión: Atenuación Espectral vs Asimetría Espectral 

 

Nota. El eje de las abscisas está compuesto por el primer componente principal (PC1) y el eje 

de las ordenadas es el segundo componente principal (PC2), el diagrama muestra la relación 

que existe entre los dos componentes. 

En la Figura 19 se muestra la varianza explicada que indica la cantidad de información 

que es capaz de capturar cada componente principal con la característica Atenuación 

Espectral, donde más del 50% de la varianza se encuentra acumulada en los 5 primeros 

componentes principales, es decir que almacenan mayor información. 
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Figura 19 

Varianza explicada de los PC con Atenuación Espectral 

 

Nota.  La gráfica muestra la varianza explicada por cada uno de los componentes principales, 

representado la relación de varianza entre un valor propio y los valores propios totales. Las 

barras representan la varianza explicada individual y la curva la varianza explicada acumulada. 

Entrenamiento y prueba de los modelos de clasificación 

Con el propósito de observar el comportamiento de los modelos de clasificación, se 

entrenan los modelos de clasificación sin PCA y con PCA. 

Entrenamiento y prueba del Autoencoder 

Entrenamiento con parámetros predeterminados del Autoencoder, se toman los 

valores que se presentan en la columna predeterminados de la Tabla 6, estos parámetros 

forman parte del primer entrenamiento para los datos de entrada en escala lineal en potencia 

sin PCA y sobre las tres características resultantes del PCA: Disminución, Planitud y 

Atenuación Espectral.  

En la  Tabla 11 se presentan los resultados en matrices de confusión del entrenamiento 

del Autoencoder. 
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Tabla 11 

Entrenamiento, matriz de confusión con parámetros predeterminados del Autoencoder  

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala lineal en potencia sin PCA 

Observación 

Clase LP 3 0 0 100.000% 

Clase VT 3 2 2 28.571% 

Clase Otros 0 4 4 50.000% 

Escala lineal en potencia con PCA 

Observación 

Clase LP 4 0 2 66.667% 

Clase VT 0 6 0 100.000% 

Clase Otros 2 0 4 66.667% 

 

En la Tabla 12 se presentan las métricas de desempeño: Exactitud (A), Precisión (P), 

Especificidad (SP), Sensibilidad o Recall y Ber, calculadas a partir de las matrices de confusión 

resultantes del Autoencoder con parámetros predeterminados. 

Tabla 12 

Entrenamiento, métricas de desempeño del Autoencoder con parámetros predeterminados 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia (Sin PCA) 66.667 50.000 75.000 50.000 0.375 

Lineal en potencia (Con PCA) 85.185 77.778 88.889 77.778 0.167 
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Cuando el Autoencoder es entrenado con las características espectrales resultantes del 

PCA el desempeño de la red se muestra superior en comparación al entrenamiento con todas 

las características, obteniendo una exactitud del 85.185%, una precisión del 77.778%, una 

especificidad del 88.889%, una sensibilidad del 77.778% y un Ber del 0.167, por lo tanto se 

consideraran estos resultados para los siguientes entrenamiento del modelo, es decir que los 

modelos de clasificación son entrenados solamente con los resultados del PCA.  

Entrenamiento con parámetros ajustados del Autoencoder. Se toman los valores de 

la columna Ajustado de la Tabla 6 para realizar los nuevos entrenamientos. En la Tabla 13 se 

presentan las matrices de confusión con los mejores resultados del entrenamiento del 

Autoencoder con los parámetros ajustados. 

Tabla 13 

Entrenamiento, matriz de confusión con parámetros ajustados de Autoencoder con PCA  

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala lineal en potencia y Escala ERB dividida en 128 bandas 

Observación 

Clase LP 5 0 2 71.429% 

Clase VT 0 6 0 100.000% 

Clase Otros 1 0 4 80.000% 

Escala Lineal en Magnitud 

Observación 

Clase LP 5 0 1 83.333% 

Clase VT 0 5 0 100.000% 

Clase Otros 1 1 5 71.429% 

Escala Bark dividida en 32 bandas 

Observación 
Clase LP 4 0 0 100.000% 

Clase VT 0 5 0 100.000% 
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Predicción Precisión 

Clase Otros 2 1 6 66.667% 

Escala ERB dividida en 64 bandas 

Observación 

Clase LP 6 1 2 66.667% 

Clase VT 0 5 0 100.000% 

Clase Otros 0 0 4 100.000% 

 

En la Tabla 14 se presentan las métricas de desempeño obtenidas de las matrices de 

confusión durante el entrenamiento del Autoencoder con los parámetros ajustados.  

Tabla 14 

Entrenamiento, métricas de desempeño del Autoencoder con PCA 

Métricas/ 

Escala 
Observaciones A% P% SP% Recall% Ber 

Lineal en potencia  88.889 83.333 91.667 83.333 0.125 

Lineal en magnitud Sobreajuste 88.889 83.333 91.667 83.333 0.125 

Mel 32 bandas  85.185 77.778 88.889 77.778 0.167 

Mel 64 bandas  81.481 72.222 86.111 72.222 0.208 

Mel 128 bandas  74.074 61.111 80.556 61.111 0.292 

Mel 256 bandas  81.481 72.222 86.111 72.222 0.208 

Bark 32 bandas  88.889 83.333 91.667 83.333 0.125 

Bark 64 bandas  77.778 66.667 83.333 66.667 0.250 

Bark 128 bandas  70.370 55.556 77.778 55.556 0.333 

Bark 256 bandas  81.481 72.222 86.111 72.222 0.208 

ERB 32 bandas Sobreajuste 74.074 61.111 80.556 61.111 0.292 

ERB 64 bandas  88.889 83.333 91.667 83.333 0.125 
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Métricas/ 

Escala 
Observaciones A% P% SP% Recall% Ber 

ERB 128 bandas  88.889 83.333 91.667 83.333 0.125 

ERB 256 bandas  85.185 77.778 88.889 77.778 0.167 

 

El Autoencoder presenta un mejor desempeño cuando los datos de entrada están en la 

escala lineal en potencia y magnitud, escala Bark dividida en 32 bandas, escala ERB dividida 

en 64 y 128 bandas, con una exactitud del 88.889%, una precisión del 83.333%, una 

especificidad del 91.667%y un Ber 0.125.  

Además, se observó que en algunos entrenamientos el modelo presenta un 

sobreajuste, es decir que la etapa de entrenamiento obtiene una mayor precisión del modelo 

que en la etapa de prueba, esto sucedió cuando los datos estaban en la escala lineal en 

magnitud y escala ERB dividida en 32 bandas.  

De las pruebas realizadas en el Autoencoder se concluye que el modelo de clasificación 

presenta mejores resultados cuando los parámetros han sido ajustados. 

Entrenamiento y prueba del modelo k-NN  

El algoritmo del modelo de clasificación k-NN se entrenó con los parámetros descritos 

de la Tabla 7. 

El mejor resultado del modelo de clasificación k-NN durante su entrenamiento con PCA, 

se lo representa en la Tabla 15 a través de las matrices de confusión, el cual indica que la 

escala ERB dividida en 64 bandas tuvo un mejor desempeño. 
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Tabla 15 

 

Entrenamiento, matriz de confusión del modelo k-NN con PCA 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala ERB dividida en 64 bandas 

Observación 

Clase LP 6 0 0 100.000% 

Clase VT 0 6 0 100.000% 

Clase Otros 3 0 3 50.000% 

 

En la Tabla 16 se presentan las métricas de desempeño para evaluar el modelo de 

clasificación supervisada k-NN. 

Tabla 16 

Entrenamiento, métricas de desempeño del modelo k-NN con PCA 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 85.185 77.778 88.889 77.778 0.167 

Lineal en magnitud 85.185 77.778 88.889 77.778 0.167 

Mel 32 bandas 77.778 66.667 83.333 66.667 0.250 

Mel 64 bandas 77.778 66.667 83.333 66.667 0.250 

Mel 128 bandas 81.481 72.222 86.111 72.222 0.208 

Mel 256 bandas 74.074 61.111 80.556 61.111 0.292 

Bark 32 bandas 75.439 63.158 81.579 63.158 0.276 

Bark 64 bandas 77.778 66.667 83.333 66.667 0.250 

Bark 128 bandas 77.778 66.667 83.333 66.667 0.250 

Bark 256 bandas 70.370 55.556 77.778 55.556 0.333 
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Métricas/ 

Escala 
A% P% SP% Recall% Ber 

ERB 32 bandas 81.481 72.222 86.111 72.222 0.208 

ERB 64 bandas 88.889 83.333 91.667 83.333 0.125 

ERB 128 bandas 81.481 72.222 86.111 72.222 0.208 

ERB 256 bandas 81.481 72.222 86.111 72.222 0.208 

 

El modelo de clasificación k-NN alcanzó el mejor resultado cuando los datos de entrada 

están en la escala ERB dividida en 64 bandas obteniendo una exactitud del 88.889%, una 

precisión del 83.333%, una especificidad del 91.667%y un Ber del 0.208.  

Entrenamiento y prueba del modelo DT 

El algoritmo del modelo de clasificación DT se entrenó con los parámetros descritos de 

la Tabla 8.  

El mejor resultado de modelo de clasificación DT se lo representó en la Tabla 17 a 

través de la matriz de confusión. 

Tabla 17 

 

Entrenamiento, matriz de confusión de modelo DT con PCA 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala lineal en magnitud 

Observación 

Clase LP 4 0 2 66.667% 

Clase VT 0 6 0 100.000% 

Clase Otros 2 0 4 66.667% 
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En la Tabla 18 se presentan las métricas de desempeño para evaluar el modelo de 

clasificación supervisada DT. 

Tabla 18 

Entrenamiento, métricas de desempeño del modelo DT con PCA 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 70.370 55.556 77.778 55.556 0.333 

Lineal en magnitud 85.185 77.778 88.889 77.778 0.167 

Mel 32 bandas 77.778 66.667 83.333 66.667 0.250 

Mel 64 bandas 66.667 50.000 75.000 50.000 0.375 

Mel 128 bandas 62.963 44.444 72.222 44.444 0.417 

Mel 256 bandas 66.667 50.000 75.000 50.000 0.375 

Bark 32 bandas 70.370 55.556 77.778 55.556 0.333 

Bark 64 bandas 66.667 50.000 75.000 50.000 0.375 

Bark 128 bandas 62.963 44.444 72.222 44.444 0.417 

Bark 256 bandas 66.667 50.000 75.000 50.000 0.375 

ERB 32 bandas 77.778 66.667 83.333 66.667 0.250 

ERB 64 bandas 77.778 66.667 83.333 66.667 0.250 

ERB 128 bandas 77.778 66.667 83.333 66.667 0.250 

ERB 256 bandas 77.778 66.667 83.333 66.667 0.250 

 

El modelo de clasificación DT alcanzó el mejor resultado cuando los datos de entrada 

están en la escala lineal en magnitud obteniendo una exactitud del 85.185%, una precisión del 

77.778%, una especificidad del 88.889 y un Ber del 0.167.  
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Entrenamiento de los modelos con 4 características del PCA 

Con el propósito de observar el comportamiento de los modelos de clasificación frente 

al PCA, se entrenan los modelos con cuatro características: Disminución, Planitud, Atenuación 

y Cresta Espectral, que contienen mayor representatividad de los datos de acuerdo con la 

Tabla 10. 

Entrenamiento del Autoencoder con 4 características del PCA 

En Tabla 19 se observa las matrices de confusión de los resultados que se obtuvieron 

durante el entrenamiento del Autoencoder con 4 características del PCA. 

Tabla 19 

 

Entrenamiento, matriz de confusión del Autoencoder con 4 características del PCA 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala lineal en potencia 

Observación 

Clase LP 5 1 2 62.500% 

Clase VT 1 4 1 66.667% 

Clase Otros 0 1 3 75.000% 

Escala ERB dividida en 64 bandas 

Observación 

Clase LP 4 0 0 100.000% 

Clase VT 1 5 1 71.429% 

Clase Otros 1 1 5 71.429% 

 

En la Tabla 20 se presentan las métricas de desempeño del modelo no supervisado, 

donde obtuvo el mejor rendimiento con los datos en la escala ERB dividida en 64 bandas, con 

una exactitud del 85.185%, una precisión del 77.778%, una especificidad del 88.889%, una 

sensibilidad o Recall del 77.778% y un Ber del 0.167. 
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Tabla 20 

Entrenamiento, métricas de desempeño del Autoencoder con 4 características del PCA 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 77.778 66.667 83.333 66.667 0.250 

ERB 64 bandas 85.185 77.778 88.889 77.778 0.167 

 

Entrenamiento de k-NN con 4 características del PCA 

En Tabla 21 se observa las matrices de confusión de los resultados obtenidos durante 

el entrenamiento del modelo k-NN con 4 características del PCA. 

Tabla 21 

 

Entrenamiento, matriz de confusión del modelo k-NN con 4 características del PCA 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala lineal en potencia 

Observación 

Clase LP 2 2 2 33.333% 

Clase VT 0 6 0 100.000% 

Clase Otros 0 2 4 66.667% 

Escala ERB dividida en 64 bandas 

Observación 

Clase LP 4 1 1 66.667% 

Clase VT 2 3 1 50.000% 

Clase Otros 0 1 5 83.333% 

 

En la Tabla 22 se observan las métricas de desempeño obtenidas del modelo, con la 

escala lineal en potencia y la escala ERB dividida en 64 bandas donde la exactitud fue del 
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77.778%, la precisión del 66.667%, la especificidad del 83.333%, la sensibilidad del 66.667% y 

un Ber del 0.250. 

Tabla 22 

Entrenamiento, métricas de desempeño del modelo k-NN con 4 características del PCA 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 77.778 66.667 83.333 66.667 0.250 

ERB 64 bandas 77.778 66.667 83.333 66.667 0.250 

 

Entrenamiento de DT con 4 características del PCA 

En Tabla 23 se observa las matrices de confusión de los resultados obtenidos durante 

el entrenamiento del modelo DT con 4 características del PCA. 

Tabla 23 

 

Entrenamiento, matriz de confusión del modelo DT con 4 características del PCA 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala lineal en potencia 

Observación 

Clase LP 1 0 5 16.667% 

Clase VT 0 4 2 66.667% 

Clase Otros 1 1 4 66.667% 

Escala ERB dividida en 64 bandas 

Observación 

Clase LP 4 1 1 66.667% 

Clase VT 2 4 0 66.667% 

Clase Otros 1 1 4 66.667% 
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En la Tabla 24, se observan las métricas de desempeño del modelo entrenado, el mejor 

resultado se da con los datos en la escala ERB dividida en 64 bandas, la exactitud es del 

77.778%, la precisión del 66.667%, la especificidad del 83.333%, la sensibilidad del 66.667% y 

un Ber del 0.250.  

Tabla 24 

Entrenamiento, métricas de desempeño del modelo DT con 4 características del PCA 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 66.667 50.000 75.000 50.000 0.375 

ERB 64 bandas 77.778 66.667 83.333 66.667 0.250 

 

Entrenamiento de los modelos con 5 características del PCA 

De acuerdo con la Tabla 10, las cinco características con mayor representatividad de 

los datos son: Disminución, Planitud, Atenuación, Cresta y Curtosis Espectral. 

Entrenamiento del Autoencoder con 5 características del PCA 

En Tabla 25 se observa las matrices de confusión de los resultados obtenidos durante 

el entrenamiento del Autoencoder con 5 características del PCA. 
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Tabla 25 

 

Entrenamiento, matriz de confusión del Autoencoder con 5 características del PCA 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala lineal en potencia 

Observación 

Clase LP 3 1 0 75.000% 

Clase VT 1 5 0 83.333% 

Clase Otros 2 0 6 75.000% 

Escala ERB dividida en 64 bandas 

Observación 

Clase LP 4 2 2 50.000% 

Clase VT 0 4 2 66.667% 

Clase Otros 2 0 2 50.000% 

 

En la Tabla 26 se presentan las métricas de desempeño del modelo no supervisado, 

donde obtuvo el mejor rendimiento con los datos en la escala lineal en potencia, con una 

exactitud del 85.185%, una precisión del 77.778%, una especificidad del 88.889%, una 

sensibilidad o Recall del 77.778% y un Ber del 0.167%. 

Tabla 26 

Entrenamiento, métricas de desempeño del Autoencoder con 5 características del PCA 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 85.185 77.778 88.889 77.778 0.167 

ERB 64 bandas 70.370 55.556 77.778 55.556 0.333 
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Entrenamiento de k-NN con 5 características del PCA 

En la Tabla 27 se observan las matrices de confusión de los resultados obtenidos 

durante el entrenamiento del modelo k-NN con 5 características del PCA. 

Tabla 27 

 

Entrenamiento, matriz de confusión del modelo k-NN con 5 características del PCA 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala lineal en potencia 

Observación 

Clase LP 1 4 1 16.667% 

Clase VT 0 6 0 100.000% 

Clase Otros 0 4 2 33.333% 

Escala ERB dividida en 64 bandas 

Observación 

Clase LP 3 0 3 50.000% 

Clase VT 0 6 0 100.000% 

Clase Otros 1 1 4 66.667% 

 

En la Tabla 28 se observan las métricas de desempeño obtenidas del modelo, el mejor 

resultado se presentan con los datos en la escala  ERB dividida en 64 bandas donde la 

exactitud es del 81.481%, la precisión del 72.222%, la especificidad del 86.111%, la 

sensibilidad del 72.222% y un Ber del 0.208.  

Tabla 28 

Entrenamiento, métricas de desempeño del modelo k-NN con 5 características del PCA 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 66.667 50.000 75.000 50.000 0.375 
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Métricas/ 

Escala 
A% P% SP% Recall% Ber 

ERB 64 bandas 81.481 72.222 86.111 72.222 0.208 

 

Entrenamiento de DT con 5 características del PCA 

En la Tabla 29 se observan las matrices de confusión de los resultados obtenidos 

durante el entrenamiento del modelo DT con 5 características del PCA. 

Tabla 29 

 

Entrenamiento, matriz de confusión del modelo DT con 5 características del PCA 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala lineal en potencia 

Observación 

Clase LP 4 0 2 66.667% 

Clase VT 1 5 0 83.333% 

Clase Otros 3 0 3 50.000% 

Escala ERB dividida en 64 bandas 

Observación 

Clase LP 4 1 1 66.667% 

Clase VT 1 3 2 50.000% 

Clase Otros 1 1 4 66.667% 

 

En la Tabla 30, se observan las métricas de desempeño del modelo entrenado, el mejor 

resultado se da con los datos en la escala lineal en potencia, la exactitud es del 77.778%, la 

precisión del 66.667%, la especificidad del 83.333%, la sensibilidad del 66.667% con un Ber del 

0.250.  
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Tabla 30 

Entrenamiento, métricas de desempeño del modelo DT con 5 características del PCA 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 77.778 66.667 83.333 66.667 0.250 

ERB 64 bandas 74.074 61.111 80.556 61.111 0.292 

 

  



87 
 

Capítulo V 

Resultados 

En el Capítulo IV se desarrolló el entrenamiento de los modelos de clasificación donde 

se guardó la red entrenada del Autoencoder, el modelo entrenado de k-NN y el modelo 

entrenado del árbol de decisiones. En este capítulo se validan los modelos de clasificación 

utilizando nuevas señales de los eventos sismo volcánicos. 

Adicionalmente se validaran los modelos con una segunda base de datos 

correspondiente al volcán Llaima de Chile (Canário, Fernandes, Curilem, Huenupan, & Araujo, 

2020).  

Validación de los modelos de clasificación 

La validación de los modelos entrenados se lo realizó con 42 datos aleatorios de las 

señales sismo volcánicas para las clases LP, VT y Otros de la base de datos del volcán 

Cotopaxi. 

Validación del Autoencoder con base de datos del volcán Cotopaxi 

Con la red entrenada y guardada del Autoencoder se procede con la clasificación de los 

nuevos datos del volcán Cotopaxi, en la Tabla 31 se presenta el mejor resultado del modelo de 

clasificación durante su validación.  

Tabla 31 

Validación, matriz de confusión de la red entrenada del Autoencoder para el volcán Cotopaxi  

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala lineal en potencia 

Observación 
Clase LP 41 0 2 95.349% 

Clase VT 0 42 0 100.000% 
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Predicción Precisión 

Clase Otros 1 0 40 97.561% 

Escala lineal en magnitud 

Observación 

Clase LP 41 0 1 97.619% 

Clase VT 0 41 0 100.000% 

Clase Otros 1 1 41 95.349% 

Escala Bark dividida en 32 bandas 

 Clase LP 40 0 0 100.000% 

Observación Clase VT 0 41 0 100.000% 

 Clase Otros 2 1 42 93.333% 

Escala ERB dividida en 64 bandas 

 Clase LP 42 1 2 93.333% 

Observación Clase VT 0 41 0 100.000% 

 Clase Otros 0 0 40 100.000% 

 

En la Tabla 32 se observan los resultados de la validación, donde obtuvo el mejor 

rendimiento los datos que se encuentran en las escalas lineal en potencia y magnitud, escala 

Bark dividida en 32 bandas y escala ERB dividida en 64 bandas presentando una exactitud del 

98.413%, una precisión del 97.619%, una especificidad del 98.810%, una sensibilidad del 

97.619% y un Ber del 0.018. 
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Tabla 32 

Validación, métricas de desempeño de la red entrenada Autoencoder para el volcán Cotopaxi 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 98.413 97.619 98.810 97.619 0.018 

Lineal en magnitud 98.413 97.619 98.810 97.619 0.018 

Mel 32 bandas 97.884 96.825 98.413 96.825 0.024 

Mel 64 bandas 97.354 96.032 98.016 96.032 0.030 

Mel 128 bandas 96.296 94.444 97.222 94.444 0.042 

Mel 256 bandas 97.354 96.032 98.016 96.032 0.030 

Bark 32 bandas 98.413 97.619 98.810 97.619 0.018 

Bark 64 bandas 96.825 95.238 97.619 95.238 0.036 

Bark 128 bandas 95.767 93.651 96.825 93.651 0.048 

Bark 256 bandas 97.354 96.032 98.016 96.032 0.030 

ERB 32 bandas 96.296 94.444 97.222 94.444 0.042 

ERB 64 bandas 98.413 97.619 98.810 97.619 0.018 

ERB 128 bandas 94.709 92.063 96.032 92.063 0.060 

ERB 256 bandas 92.063 88.095 94.048 88.095 0.089 

 

Validación del modelo k-NN con base de datos del volcán Cotopaxi 

Con el modelo entrenado k-NN se procede con la clasificación de los nuevos datos del 

volcán Cotopaxi, en la Tabla 33 se presenta el mejor resultado del modelo de clasificación. 
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Tabla 33 

Validación, matriz de confusión del modelo entrenado k-NN para el volcán Cotopaxi 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala ERB dividida en 32 bandas 

Observación 

Clase LP 41 0 1 97.619% 

Clase VT 0 42 0 100.000% 

Clase Otros 4 0 38 90.476% 

 

En la Tabla 34 se observan los resultados de la validación, donde obtuvo los mejores 

resultados con los datos en la ERB dividida en 32 bandas, presentando una exactitud del 

98.413%, una precisión del 97.619%, una especificidad del 98.810%, una sensibilidad del 

97.619% y un Ber del 0.018. 

Tabla 34 

Validación, métricas de desempeño del modelo entrenado k-NN para el volcán Cotopaxi 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 97.884 96.825 98.413 96.825 0.024 

Lineal en magnitud 97.884 96.825 98.413 96.825 0.024 

Mel 32 bandas 96.825 95.238 97.619 95.238 0.036 

Mel 64 bandas 96.825 95.238 97.619 95.238 0.036 

Mel 128 bandas 97.354 96.032 98.016 96.032 0.030 

Mel 256 bandas 96.296 94.444 97.222 94.444 0.042 

Bark 32 bandas 96.825 95.238 97.619 95.238 0.036 
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Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Bark 64 bandas 96.825 95.238 97.619 95.238 0.036 

Bark 128 bandas 96.825 95.238 97.619 95.238 0.036 

Bark 256 bandas 95.767 93.651 96.825 93.651 0.048 

ERB 32 bandas 98.413 97.619 98.810 97.619 0.018 

ERB 64 bandas 97.354 96.032 98.016 96.032 0.030 

ERB 128 bandas 97.354 96.032 98.016 96.032 0.030 

ERB 256 bandas 97.354 96.032 98.016 96.032 0.030 

 

Validación del modelo DT con base de datos del volcán Cotopaxi 

Con el modelo entrenado DT se procede con la clasificación de los nuevos datos del 

volcán Cotopaxi, en la Tabla 35 se presenta el mejor resultado de modelo de clasificación. 

Tabla 35 

Validación, matriz de confusión del modelo entrenado DT pata el volcán Cotopaxi 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala lineal en magnitud 

Observación 

Clase LP 38 1 3 90.476% 

Clase VT 0 42 0 100.000% 

Clase Otros 2 1 39 92.857% 

 

En la Tabla 36 se observan los resultados de la validación, donde obtuvo el mejor 

resultado con los datos en la escala lineal en potencia, presentando una exactitud del 96.296%, 
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una precisión del 94.444%, una especificidad del 97.222%, una sensibilidad 94.444% y un Ber 

del 0.042. 

Tabla 36 

Validación, métricas de desempeño del modelo entrenado DT para el volcán Cotopaxi 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 91.005 86.508 93.254 86.508 0.101 

Lineal en magnitud 96.296 94.444 97.222 94.444 0.042 

Mel 32 bandas 93.122 89.683 94.841 89.683 0.077 

Mel 64 bandas 89.947 84.921 92.460 84.921 0.113 

Mel 128 bandas 89.947 84.921 92.460 84.921 0.113 

Mel 256 bandas 91.005 86.508 93.254 86.508 0.101 

Bark 32 bandas 90.476 85.714 92.857 85.714 0.107 

Bark 64 bandas 89.947 84.921 92.460 84.921 0.113 

Bark 128 bandas 88.360 82.540 91.270 82.540 0.131 

Bark 256 bandas 90.476 85.714 92.857 85.714 0.107 

ERB 32 bandas 92.000 88.000 94.000 88.000 0.090 

ERB 64 bandas 92.063 88.095 94.048 88.095 0.089 

ERB 128 bandas 92.063 88.095 94.048 88.095 0.089 

ERB 256 bandas 92.063 88.095 94.048 88.095 0.089 

 

Validación con la segunda base de datos 

Base de datos volcán Llaima 

La segunda base de datos corresponde al volcán Llaima de Chile, contiene 3592 

señales que fueron registradas entre 2010 y 2016 muestreadas a 100 Hz, tomadas desde la 
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estación sísmica LAV, una de las siete estaciones que mantiene el monitoreo constante del 

volcán Llaima, de acuerdo al Observatorio Vulcanológico de los Andes del Sur (OVDAS) 

clasificaron las señales en cuatro eventos: Volcano Tectónico (VT) con 304 señales, Largo 

período (LP) con 1310 señales, Tremor (TR) con 490 señales y Tectónico (TC) con 1488 

señales, este último evento generalmente no tiene un origen volcánico, está más relacionado 

con las fallas geológicas (Canário, Fernandes, Curilem, Huenupan, & Araujo, 2020). 

Figura 20 

Estación LAV del volcán Llaima 

 

Nota. El volcán Llaima contiene 9 estaciones de monitoreo. Tomado de (Canário, Fernandes, 

Curilem, Huenupan, & Araujo, 2020) 

Preprocesamiento de las señales 

Las señales del volcán Llaima están muestreadas a 100 Hz y tienen 6000 muestras 

para cada señal, si se ingresan estas señales a los modelos de clasificación ya entrenados se 

tendrá un problema de dimensionamiento, debido a que las señales del volcán Cotopaxi 
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presentan otra cantidad de muestras, por lo que es necesario redimensionar el número de 

muestras de las señales y eliminar la componente DC de cada una de ellas.  

Validación de los modelos de clasificación 

Para la validación de los modelos de clasificación se toman 300 señales de la Clase LP, 

300 señales de la Clase VT y 300 señales de la Clase Otros la cual está formada por los 

eventos Tremor y Tectónicos, con el objetivo de equilibrar la cantidad de señales que ingresan 

por cada clase. 

Validación de la red entrenada del Autoencoder con el volcán Cotopaxi para los 

datos del volcán Llaima 

Con la red entrenada del Autoencoder con el volcán Cotopaxi se procede con la 

clasificación de las señales del volcán Llaima, en la Tabla 37 se presenta el mejor resultado de 

modelo de clasificación. 

Tabla 37 

 

Validación, matriz de confusión de la red entrenada del Autoencoder con del volcán  

Cotopaxi para el volcán Llaima 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala ERB dividida en 128 bandas 

Observación 

Clase LP 257 86 24 70.027% 

Clase VT 0 3 0 100.000% 

Clase Otros 43 211 276 52.075% 

 

En la Tabla 38 se observan las métricas de desempeño del Autoencoder durante su 

etapa de validación, presentó los mejores resultados con los datos en la escala ERB dividida en 
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128 bandas presentando una exactitud del 73.037%, una precisión del 59.556%, una 

especificidad del 79.778%, una sensibilidad del 59.556% y un Ber del 0.303. 

Tabla 38 

Validación, métricas de desempeño de la red entrenada del Autoencoder con el volcán 

Cotopaxi para el volcán Llaima 

Métricas/ 

Escala 

Observaciones 

 
A% P% SP% Recall% Ber 

Lineal en potencia No detecta Clase VT 61.185 41.778 70.889 41.778 0.437 

Lineal en magnitud No detecta Clase VT 61.185 41.778 70.889 41.778 0.437 

Mel 32 bandas  60.296 40.444 70.222 40.444 0.447 

Mel 64 bandas  63.704 45.556 72.778 45.556 0.408 

Mel 128 bandas  66.741 50.111 75.056 50.111 0.374 

Mel 256 bandas  57.185 35.778 67.889 35.778 0.482 

Bark 32 bandas  59.926 39.889 69.944 39.889 0.451 

Bark 64 bandas No detecta Clase VT 63.111 44.667 72.333 44.667 0.415 

Bark 128 bandas  60.444 40.667 70.333 40.667 0.445 

Bark 256 bandas  59.037 38.556 69.278 38.556 0.461 

ERB 32 bandas  65.852 48.778 74.389 48.778 0.384 

ERB 64 bandas  59.407 39.111 69.556 39.111 0.457 

ERB 128 bandas  73.037 59.556 79.778 59.556 0.303 

ERB 256 bandas  65.704 48.556 74.278 48.556 0.386 
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Validación del modelo entrenado k-NN con el volcán Cotopaxi para los datos del 

volcán Llaima 

Con el modelo entrenado k-NN con el volcán Cotopaxi se procede con la clasificación 

de las señales del volcán Llaima, el mejor resultado del modelo de clasificación se lo 

representa en la Tabla 39. 

Tabla 39 

 

Validación, matriz de confusión del modelo entrenada k-NN con el volcán Cotopaxi  

para el volcán Llaima 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala Mel dividida en 64 bandas 

Observación 

Clase LP 257 0 43 85.667% 

Clase VT 105 2 193 0.667% 

Clase Otros 21 2 277 92.333% 

 

En la Tabla 40 se observan las métricas de desempeño del modelo k-NN durante su 

etapa de validación, donde presentó los mejores resultados con los datos en la escala Mel 

dividida en 64 bandas con una exactitud del 73.037%, una precisión del 59.556%, una 

especificidad del 79.778%, una sensibilidad del 59.556% y un Ber del 0.303. 

Tabla 40 

Validación, métricas de desempeño del modelo entrenado k-NN con el volcán Cotopaxi para el 

volcán Llaima 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 59.778 39.667 69.833 39.667 0.453 
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Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en magnitud 56.074 34.111 67.056 34.111 0.494 

Mel 32 bandas 55.704 33.556 66.778 33.556 0.498 

Mel 64 bandas 73.037 59.556 79.778 59.556 0.303 

Mel 128 bandas 71.778 57.667 78.833 57.667 0.318 

Mel 256 bandas 71.111 56.667 78.333 56.667 0.325 

Bark 32 bandas 55.704 33.556 66.778 33.556 0.498 

Bark 64 bandas 72.889 59.333 79.667 59.333 0.305 

Bark 128 bandas 72.296 58.444 79.222 58.444 0.312 

Bark 256 bandas 70.148 55.222 77.611 55.222 0.336 

ERB 32 bandas 58.222 37.333 68.667 37.333 0.470 

ERB 64 bandas 59.259 38.889 69.444 38.889 0.458 

ERB 128 bandas 58.889 38.333 69.167 38.333 0.463 

ERB 256 bandas 60.963 41.444 70.722 41.444 0.439 

 

Validación del modelo entrenado DT con el volcán Cotopaxi para los datos del 

volcán Llaima 

Con el modelo entrenado DT con el volcán Cotopaxi se procede con la clasificación de 

las señales del volcán Llaima, en la Tabla 41 se presenta el mejor resultado del modelo de 

clasificación. 
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Tabla 41 

Validación, matriz de confusión del modelo entrenado DT con el volcán Cotopaxi para el volcán 

Llaima 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala Mel dividida en 256 bandas 

Observación 

Clase LP 98 5 197 32.667% 

Clase VT 145 16 139 5.333% 

Clase Otros 32 1 267 89.000% 

 

En la Tabla 42 se observan las métricas de desempeño del modelo DT durante su etapa 

de validación, donde obtuvo los mejores resultados con los datos en la escala Mel dividida en 

256 bandas presentando una exactitud del 61.556%, una precisión del 42.333%, una 

especificidad del 71.167%, una sensibilidad del 42.333% y un Ber del 0.433. 

Tabla 42 

Validación, métricas de desempeño del modelo entrenado DT con el volcán Cotopaxi para el 

volcán Llaima 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 58.593 37.889 68.944 37.889 0.466 

Lineal en magnitud 55.926 33.889 66.944 33.889 0.496 

Mel 32 bandas 60.815 41.222 70.611 41.222 0.441 

Mel 64 bandas 58.074 37.111 68.556 37.111 0.472 
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Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Mel 128 bandas 55.778 33.667 66.833 33.667 0.498 

Mel 256 bandas 61.556 42.333 71.167 42.333 0.433 

Bark 32 bandas 60.667 41.000 70.500 41.000 0.443 

Bark 64 bandas 57.704 36.556 68.278 36.556 0.476 

Bark 128 bandas 55.926 33.889 66.944 33.889 0.496 

Bark 256 bandas 55.852 33.778 66.889 33.778 0.497 

ERB 32 bandas 57.037 35.556 67.778 35.556 0.483 

ERB 64 bandas 57.037 35.556 67.778 35.556 0.483 

ERB 128 bandas 57.037 35.556 67.778 35.556 0.483 

ERB 256 bandas 57.111 35.667 67.833 35.667 0.483 

 

Entrenamiento de los modelos de clasificación con datos del volcán Llaima 

El entrenamiento de los modelos de clasificación se da con 300 señales de cada una de 

las clases LP, VT y Otros. Estas señales son divididas en dos grupos, de entrenamiento y 

prueba a través de la Validación cruzada de k pliegues, donde el 85% de las señales forman 

parte del entrenamiento y el 15% de prueba. 

Entrenamiento del Autoencoder con datos del volcán Llaima 

En la Tabla 43 se presenta el mejor resultado del modelo entrenado. 
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Tabla 43 

 

Entrenamiento, matriz de confusión del Autoencoder con señales del volcán Llaima 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala Bark dividida en 128 bandas 

Observación 

Clase LP 42 1 1 95.455% 

Clase VT 1 42 0 97.674% 

Clase Otros 0 0 42 100.000% 

 

En la Tabla 44 se observan las métricas de desempeño del Autoencoder, donde obtuvo 

los mejores resultados con los datos en la escala Bark dividida en 128 bandas presentando una 

exactitud del 98.450%, una precisión del 97.674%, una especificidad del 98.837%, una 

sensibilidad del 97.674% y un Ber del 0.017. 

Tabla 44 

Entrenamiento, métricas de desempeño del Autoencoder con señales del volcán Llaima 

Métricas/ 

Escala 

Observaciones 

 
A% P% SP% Recall% Ber 

Lineal en potencia  96.382 94.574 97.287 94.574 0.041 

Lineal en magnitud  98.438 97.656 98.828 97.656 0.018 

Mel 32 bandas Sobreajuste 92.765 89.147 94.574 89.147 0.081 

Mel 64 bandas Sobreajuste 96.899 95.349 97.674 95.349 0.035 

Mel 128 bandas  97.933 96.899 98.450 96.899 0.023 

Mel 256 bandas  94.315 91.473 95.736 91.473 0.064 

Bark 32 bandas  92.765 89.147 94.574 89.147 0.081 
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Métricas/ 

Escala 

Observaciones 

 
A% P% SP% Recall% Ber 

Bark 64 bandas  93.282 89.922 94.961 89.922 0.076 

Bark 128 bandas  98.450 97.674 98.837 97.674 0.017 

Bark 256 bandas  96.382 94.574 97.287 94.574 0.041 

ERB 32 bandas  83.979 75.969 87.984 75.969 0.180 

ERB 64 bandas  96.382 94.574 97.287 94.574 0.041 

ERB 128 bandas  90.698 86.047 93.023 86.047 0.105 

ERB 256 bandas  95.349 93.023 96.512 93.023 0.052 

 

Entrenamiento del modelo k-NN con datos del volcán Llaima  

En la Tabla 45 se presenta el mejor resultado del modelo de clasificación k-NN. 

Tabla 45 

 

Entrenamiento, matriz de confusión del modelo k-NN con señales del volcán Llaima 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala ERB dividida en 64 bandas 

Observación 

Clase LP 42 1 0 97.674% 

Clase VT 1 42 0 97.674% 

Clase Otros 0 2 41 95.349% 

 

En la Tabla 46 se observan las métricas de desempeño del modelo k-NN, donde obtuvo 

los mejores resultados con los datos en la escala ERB dividida en 64 bandas, presentando una 

exactitud del 97.416%, una precisión del 96.124%, una especificidad del 98.062%, una 

sensibilidad del 96.124% y un Ber del 0.029. 
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Tabla 46 

Entrenamiento, métricas de desempeño del modelo k-NN con señales del volcán Llaima 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 95.866 93.798 96.899 93.798 0.047 

Lineal en magnitud 81.395 72.093 86.047 72.093 0.209 

Mel 32 bandas 78.295 67.442 83.721 67.442 0.244 

Mel 64 bandas 96.382 94.574 97.287 94.574 0.041 

Mel 128 bandas 92.248 88.372 94.186 88.372 0.087 

Mel 256 bandas 90.181 85.271 92.636 85.271 0.110 

Bark 32 bandas 78.295 67.442 83.721 67.442 0.244 

Bark 64 bandas 96.382 94.574 97.287 94.574 0.041 

Bark 128 bandas 91.731 87.597 93.798 87.597 0.093 

Bark 256 bandas 89.664 84.496 92.248 84.496 0.116 

ERB 32 bandas 96.899 95.349 97.674 95.349 0.035 

ERB 64 bandas 97.416 96.124 98.062 96.124 0.029 

ERB 128 bandas 95.866 93.798 96.899 93.798 0.047 

ERB 256 bandas 95.866 93.798 96.899 93.798 0.047 

 

Entrenamiento de DT con datos del volcán Llaima  

En la Tabla 47 se presenta el mejor resultado del modelo de clasificación DT en su 

etapa de entrenamiento. 
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Tabla 47 

 

Entrenamiento, matriz de confusión del modelo DT con señales del volcán Llaima 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala lineal en potencia 

Observación 

Clase LP 42 1 0 97.674% 

Clase VT 1 40 2 93.023% 

Clase Otros 1 0 42 97.674% 

 

En la Tabla 48 se observan las métricas de desempeño del modelo DT, donde obtuvo 

los mejores resultados con los datos en la escala lineal en potencia, presentando una exactitud 

del 97.416%, una precisión del 96.124%, una especificidad del 98.062%, una sensibilidad del 

96.124% y un Ber del 0.029. 

Tabla 48 

Entrenamiento, métricas de desempeño del modelo DT con señales del volcán Llaima 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 97.416 96.124 98.062 96.124 0.029 

Lineal en magnitud 93.282 89.922 94.961 89.922 0.076 

Mel 32 bandas 88.114 82.171 91.085 82.171 0.134 

Mel 64 bandas 92.765 89.147 94.574 89.147 0.081 

Mel 128 bandas 95.349 93.023 96.512 93.023 0.052 

Mel 256 bandas 93.798 90.698 95.349 90.698 0.070 

Bark 32 bandas 86.047 79.070 89.535 79.070 0.157 

Bark 64 bandas 92.765 89.147 94.574 89.147 0.081 
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Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Bark 128 bandas 95.866 93.798 96.899 93.798 0.047 

Bark 256 bandas 93.798 90.698 95.349 90.698 0.070 

ERB 32 bandas 96.899 95.349 97.674 95.349 0.035 

ERB 64 bandas 96.899 95.349 97.674 95.349 0.035 

ERB 128 bandas 95.866 93.798 96.899 93.798 0.047 

ERB 256 bandas 96.899 95.349 97.674 95.349 0.035 

 

Con la red y los modelos de clasificación supervisada entrenados se procede a validar 

los modelos utilizando la base de datos del volcán Cotopaxi 

Validación Autoencoder con la red guardada del volcán Llaima para el volcán Cotopaxi 

En la Tabla 49 se presenta el mejor resultado de la validación del Autoencoder con el 

volcán Llaima para los datos del volcán Cotopaxi. 

Tabla 49 

Validación, matriz de confusión de la red guardada del Autoencoder con el volcán Llaima para 

el volcán Cotopaxi 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala Mel dividida en 64 bandas 

Observación 

Clase LP 6 0 4 60.000% 

Clase VT 30 31 18 39.241% 

Clase Otros 6 11 20 54.054% 
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En la Tabla 50 se observan las métricas de desempeño del Autoencoder, donde obtuvo 

los mejores resultados con los datos en la escala Mel dividida en 64 bandas, presentando una 

exactitud del 63.492%, una precisión del 45.238%, una especificidad del 72.619%, una 

sensibilidad del 45.238% y un Ber del 0.411. 

Tabla 50 

Validación, métricas de desempeño de la red guardada del Autoencoder con el volcán Llaima 

para el volcán Cotopaxi 

Métricas/ 

Escala 
Observaciones A% P% SP% Recall% Ber 

Lineal en potencia  59.259 38.889 69.444 38.889 0.458 

Lineal en magnitud  60.317 40.476 70.238 40.476 0.446 

Mel 32 bandas  57.672 36.508 68.254 36.508 0.476 

Mel 64 bandas  63.492 45.238 72.619 45.238 0.411 

Mel 128 bandas  59.259 38.889 69.444 38.889 0.458 

Mel 256 bandas  60.847 41.270 70.635 41.270 0.440 

Bark 32 bandas  60.847 41.270 70.635 41.270 0.440 

Bark 64 bandas  62.434 43.651 71.825 43.651 0.423 

Bark 128 bandas  59.259 38.889 69.444 38.889 0.458 

Bark 256 bandas  59.259 38.889 69.444 38.889 0.458 

ERB 32 bandas  59.259 38.889 69.444 38.889 0.458 

ERB 64 bandas  57.143 35.714 67.857 35.714 0.482 

ERB 128 bandas 
No detecta la 

Clase Otros 
56.085 34.127 67.063 34.127 0.494 

ERB 256 bandas  55.556 33.333 66.667 33.333 0.500 
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Validación k-NN con modelo entrenado del volcán Llaima para el volcán Cotopaxi 

El mejor resultado de la validación del modelo k-NN se lo representa en la Tabla 51 

Tabla 51 

 

Validación, matriz de confusión del modelo entrenado k-NN con el volcán Llaima 

para el volcán Cotopaxi 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala ERB dividida en 64 bandas 

Observación 

Clase LP 0 32 10 0.000% 

Clase VT 0 39 3 92.857% 

Clase Otros 0 25 17 40.476% 

Escala ERB dividida en 128 bandas 

  Clase LP Clase VT Clase Otros  

 Clase LP 0 28 14 0.000% 

 Clase VT 0 35 7 83.333% 

 Clase Otros 0 21 21 50.000% 

 

En la Tabla 52 se observan las métricas de desempeño del modelo k-NN donde obtuvo 

los mejores resultados con los datos en la escala ERB dividida en 64 y 128 bandas, 

presentando una exactitud del 62.963%, una precisión del 44.444%, una especificidad del 

72.222%, una sensibilidad del 44.444% y un Ber del 0.417.  
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Tabla 52 

Validación, métricas de desempeño del modelo entrenado k-NN con el volcán Llaima para el 

volcán Cotopaxi 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 61.376 42.063 71.032 42.063 0.435 

Lineal en magnitud 57.672 36.508 68.254 36.508 0.476 

Mel 32 bandas 52.910 29.365 64.683 29.365 0.530 

Mel 64 bandas 54.497 31.746 65.873 31.746 0.512 

Mel 128 bandas 59.259 38.889 69.444 38.889 0.458 

Mel 256 bandas 59.259 38.889 69.444 38.889 0.458 

Bark 32 bandas 52.910 29.365 64.683 29.365 0.530 

Bark64 bandas 54.497 31.746 65.873 31.746 0.512 

Bark 128 bandas 59.788 39.683 69.841 39.683 0.452 

Bark 256 bandas 59.259 38.889 69.444 38.889 0.458 

ERB 32 bandas 60.847 41.270 70.635 41.270 0.440 

ERB 64 bandas 62.963 44.444 72.222 44.444 0.417 

ERB 128 bandas 62.963 44.444 72.222 44.444 0.417 

ERB 256 bandas 62.434 43.651 71.825 43.651 0.423 

 

Validación DT con modelo entrenado del volcán Llaima para el volcán Cotopaxi 

En la Tabla 53 se presenta el mejor resultado de la validación del modelo DT con el 

volcán Llaima para los datos del volcán Cotopaxi.  
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Tabla 53 

Validación, matriz de confusión del modelo entrenado DT con el volcán Llaima para el volcán 

Cotopaxi 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala lineal en potencia 

Observación 

Clase LP 16 25 1 38.095% 

Clase VT 7 33 2 78.571% 

Clase Otros 13 19 10 23.810% 

 

En la Tabla 54 se observan las métricas de desempeño del modelo DT donde obtuvo 

los mejores resultados con los datos en la escala lineal en potencia, presentando una exactitud 

del 64.550%, una precisión del 46.825%, una especificidad del 73.413%, una sensibilidad del 

46.825% y un Ber del 0.399.  

Tabla 54 

Validación, métricas de desempeño del modelo entrenado DT con el volcán Llaima para el 

volcán Cotopaxi 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 64.550 46.825 73.413 46.825 0.399 

Lineal en magnitud 62.434 43.651 71.825 43.651 0.423 

Mel 32 bandas 60.317 40.476 70.238 40.476 0.446 

Mel 64 bandas 49.206 23.810 61.905 23.810 0.571 

Mel 128 bandas 55.556 33.333 66.667 33.333 0.500 
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Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Mel 256 bandas 55.556 33.333 66.667 33.333 0.500 

Bark 32 bandas 58.730 38.095 69.048 38.095 0.464 

Bark 64 bandas 48.677 23.016 61.508 23.016 0.577 

Bark 128 bandas 55.556 33.333 66.667 33.333 0.500 

Bark 256 bandas 55.556 33.333 66.667 33.333 0.500 

ERB 32 bandas 52.910 29.365 64.683 29.365 0.530 

ERB 64 bandas 46.561 19.841 59.921 19.841 0.601 

ERB 128 bandas 52.910 29.365 64.683 29.365 0.530 

ERB 256 bandas 60.317 40.476 70.238 40.476 0.446 

 

Validación Autoencoder con la red guardada del volcán Llaima para nuevas señales del 

volcán Llaima 

En la Tabla 55 se presenta el mejor resultado de la validación del Autoencoder con el 

volcán Llaima para nuevos datos del mismo volcán. 

Tabla 55 

 

Validación, matriz de confusión de la red guardada del Autoencoder con el volcán  

Llaima para nuevas señales del volcán Llaima 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala lineal en magnitud 

Observación 

Clase LP 299 1 1 99.336% 

Clase VT 1 299 0 99.667% 

Clase Otros 0 0 299 100.000% 
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En la Tabla 56 se observan las métricas de desempeño del Autoencoder, donde obtuvo 

los mejores resultados con los datos en la escala lineal en magnitud presentando una exactitud 

del 99.778%, una precisión del 99.667%, una especificidad del 99.833%, una sensibilidad del 

99.667% y un Ber del 0.002. 

Tabla 56 

Validación, métricas de desempeño de la red guardada del Autoencoder con el volcán Llaima 

para nuevas señales del volcán Llaima 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 99.481 99.222 99.611 99.222 0.006 

Lineal en magnitud 99.778 99.667 99.833 99.667 0.002 

Mel 32 bandas 98.963 98.444 99.222 98.444 0.012 

Mel 64 bandas 99.556 99.333 99.667 99.333 0.005 

Mel 128 bandas 99.704 99.556 99.778 99.556 0.003 

Mel 256 bandas 99.185 98.778 99.389 98.778 0.009 

Bark 32 bandas 98.951 98.427 99.213 98.427 0.012 

Bark 64 bandas 99.037 98.556 99.278 98.556 0.011 

Bark 128 bandas 99.778 99.667 99.833 99.667 0.002 

Bark 256 bandas 99.481 99.222 99.611 99.222 0.006 

ERB 32 bandas 84.593 76.889 88.444 76.889 0.173 

ERB 64 bandas 95.259 92.889 96.444 92.889 0.053 

ERB 128 bandas 90.296 85.444 92.722 85.444 0.109 

ERB 256 bandas 95.630 93.444 96.722 93.444 0.049 
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Validación k-NN con modelo entrenado del volcán Llaima para nuevas señales del volcán 

Llaima 

En la Tabla 57 se presenta el mejor resultado de la validación del modelo k-NN con los 

datos del volcán Llaima para datos nuevos del mismo volcán. 

Tabla 57 

 

Validación, matriz de confusión del modelo entrenado k-NN con el volcán Llaima 

para nuevas señales del volcán Llaima 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala ERB dividida en 64 bandas 

Observación 

Clase LP 299 1 0 99.667% 

Clase VT 1 298 1 99.333% 

Clase Otros 0 2 298 99.333% 

 

En la Tabla 58 se observan las métricas de desempeño del Autoencoder, donde obtuvo 

los mejores resultados con los datos en la escala ERB dividida en 64 bandas, presentando una 

exactitud del 99.630%, una precisión del 99.444%, una especificidad del 99.722%, una 

sensibilidad del 99.444% y un Ber del 0.004. 

Tabla 58 

Validación, métricas de desempeño del modelo guardado k-NN con el volcán Llaima para 

nuevas señales del volcán Llaima 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 99.407 99.111 99.556 99.111 0.007 

Lineal en magnitud 97.333 96.000 98.000 96.000 0.030 
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Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Mel 32 bandas 96.889 95.333 97.667 95.333 0.035 

Mel 64 bandas 99.481 99.222 99.611 99.222 0.006 

Mel 128 bandas 98.889 98.333 99.167 98.333 0.013 

Mel 256 bandas 98.593 97.889 98.944 97.889 0.016 

Bark 32 bandas 96.889 95.333 97.667 95.333 0.035 

Bark64 bandas 99.481 99.222 99.611 99.222 0.006 

Bark 128 bandas 98.815 98.222 99.111 98.222 0.013 

Bark 256 bandas 98.519 97.778 98.889 97.778 0.017 

ERB 32 bandas 99.555 99.333 99.666 99.333 0.005 

ERB 64 bandas 99.630 99.444 99.722 99.444 0.004 

ERB 128 bandas 99.407 99.111 99.556 99.111 0.007 

ERB 256 bandas 99.407 99.111 99.556 99.111 0.007 

 

Validación DT con modelo entrenado del volcán Llaima para nuevas señales del volcán 

Llaima 

En la Tabla 59 se presenta el mejor resultado de la validación del modelo DT con el 

volcán Llaima para nuevos datos del mismo volcán. 
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Tabla 59 

 

Validación, matriz de confusión del modelo entrenado DT con el volcán Llaima para nuevas  

señales del volcán Llaima 

Predicción Precisión 

 Clase LP Clase VT Clase Otros  

Escala ERB dividida en 64 bandas 

Observación 

Clase LP 294 5 1 98.000% 

Clase VT 3 296 1 98.667% 

Clase Otros 1 6 293 97.667% 

 

En la Tabla 60 se observan las métricas de desempeño del Autoencoder, donde obtuvo 

los mejores resultados con los datos en la escala ERB dividida en 64 bandas, presentando una 

exactitud del 98.741%, una precisión del 98.111%, una especificidad del 99.056%, una 

sensibilidad del 98.111% y un Ber del 0.014.  

Tabla 60 

Validación, métricas de desempeño del modelo guardado DT con el volcán Llaima para nuevas 

señales del volcán Llaima 

Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Lineal en potencia 96.963 95.444 97.722 95.444 0.034 

Lineal en magnitud 95.481 93.222 96.611 93.222 0.051 

Mel con 32 bandas 91.037 86.556 93.278 86.556 0.101 

Mel con 64 bandas 95.630 93.444 96.722 93.444 0.049 

Mel con 128 bandas 97.852 96.778 98.389 96.778 0.024 

Mel con 256 bandas 97.407 96.111 98.056 96.111 0.029 
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Métricas/ 

Escala 
A% P% SP% Recall% Ber 

Bark con 32 bandas 91.185 86.778 93.389 86.778 0.099 

Bark con 64 bandas 95.778 93.667 96.833 93.667 0.048 

Bark con 128 bandas 97.852 96.778 98.389 96.778 0.024 

Bark con 256 bandas 97.481 96.222 98.111 96.222 0.028 

ERB con 32 bandas 98.370 97.556 98.778 97.556 0.018 

ERB con 64 bandas 98.741 98.111 99.056 98.111 0.014 

ERB con 128 bandas 98.370 97.556 98.778 97.556 0.018 

ERB con 256 bandas 98.370 97.556 98.778 97.556 0.018 

 

Comparación con trabajos similares 

La investigación desarrollada tiene la capacidad de clasificar eventos LP, eventos VT e 

identificar a los demás eventos como otros, es decir que puede clasificar a las señales sismo 

volcánicas en tres clases diferentes, sin embargo, se realiza una comparación de las métricas 

de desempeño obtenidas en este trabajo con otras investigaciones que clasifican solamente los 

eventos LP y VT. 

Las investigaciones predecesoras con las cuales se realizan las comparaciones 

corresponden a los trabajos de (Lara-Cueva, Carrera, Morejón, & Benítez, 2016) donde evalúan 

varias técnicas de aprendizaje automático como k-NN, DT y NN (Redes neuronales) para 

clasificar eventos sismo volcánicos LP y VT de la base de datos del IGEPN recopilados entre 

enero y junio de 2010, para cada evento se extrajeron 79 características en el dominio del 

tiempo y la frecuencia, a las cuales se aplicaron técnicas de selección de características para 

definir a aquellas que representen mayor impacto en el desempeño del clasificador, los mejores 
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resultados los obtuvo con el método k-NN con un valor de k=29 y empleando el método 

wrapper para la selección de características quien definió como 3 a las más relevantes. 

La investigación desarrollada por (Lara-Cueva, Benítez, Carrera, Ruiz, & Rojo, 2016) 

presenta un sistema automático con la capacidad de detectar y clasificar eventos volcánicos, a 

cada evento se extrajo un conjunto de características estadísticas en el dominio del tiempo y 

frecuencia para clasificar los eventos VT y LP, las técnicas de selección de características 

empleadas fueron wrapper y embedded que se encargaron de entrenar a los modelos de 

aprendizaje DT y SVM, este último modelo presentó los mejores resultados durante la etapa de 

clasificación. 

El trabajo desarrollado por (Altamirano, 2021) también es participe en esta 

comparación, su metodología empieza con el preprocesamiento de las señales a través de la 

normalización, posteriormente extrae las características y la estimación espectral con el método 

de Welch, la etapa de entrenamiento lo realiza aplicando algoritmos de aprendizaje 

supervisado k-NN, DT y SVM, este último modelo obtuvo los mejores resultados en la etapa de 

clasificación de los eventos sismo volcánicos; la selección de las mejores características lo 

realizó usando métodos de filtros, embebidos y envoltura. 

Tabla 61 

Comparación con investigaciones anterioes 

Medidas de 

desempeño 
k-NN (2016) SVM (2016) SVM (2021) Autoencoder 

A% 98 97 98.74 98.413 

P% 100 97 97.6 97.619 

SP% 100 98 98.78 98.810 

Recall% 97 96 98.71 97.619 

Ber 0.014 0.03 0.012 0.018 



116 
 

 

Conclusiones y Recomendaciones 

Conclusiones 

Cuando a los modelos de clasificación supervisada y no supervisada se ingresa un 

tercer evento, el desempeño se reduce en comparación a los resultados que obtuvieron 

investigaciones predecesoras con las señales sismo volcánicas. 

De las once características espectrales que fueron extraídas de las señales sismo 

volcánicas, solamente tres características contienen mayor representatividad de los datos de 

acuerdo con el análisis de componentes principales aplicado a cada una, las cuales son 

Atenuación, Planitud y Disminución Espectral. 

Se realizaron varios entrenamientos con una cuarta y quinta característica resultante del 

PCA adicional a las tres características espectrales mencionadas anteriormente, estas son 

Cresta y Curtosis Espectral, obteniendo una exactitud del 77.778% y 85.185% 

respectivamente, pero el desempeño de los modelos era significativamente inferior a los 

resultados obtenidos durante el entrenamiento con tres características espectrales, el cual 

alcanzó una exactitud del 88.889%.  

Durante la etapa de validación con la base de datos del volcán Cotopaxi, el 

Autoencoder alcanzó una exactitud del 98.413% con un Ber del 0.018 para las escalas lineal en 

magnitud, Bark dividida en 32 bandas y ERB dividida en 64 bandas. 

El modelo k-NN durante la validación con la escala ERB dividida en 32 bandas alcanzó 

una exactitud del 98.413% con un Ber del 0.018. 

El modelo DT durante la validación con la escala lineal en magnitud alcanzó una 

exactitud del 96.296% con un Ber del 0.042. 
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El Autoencoder entrenado con la escala ERB dividida en 64 bandas clasificó 

correctamente el 100% de las señales de la Clase VT y Otros, mientras que para la Clase LP 

alcanzó el 93.333%.  

Cuando se validaron los modelos con la base de datos del volcán Llaima, con los 

modelos entrenados con el volcán Cotopaxi, el Autoencoder alcanzó una exactitud del 73.037% 

con un Ber del 0.303 con la escala ERB dividida en 128 bandas, el modelo k-NN obtuvo los 

mismos valores para las métricas de desempeño que el Autoencoder con la escala Mel dividida 

en 64 bandas y el modelo DT obtuvo una exactitud del 61.556% con un Ber del 0.433 con la 

escala Mel dividida en 256 bandas. 

Cuando se validaron los modelos con la base de datos del volcán Cotopaxi, con los 

modelos entrenados con el volcán Llaima, el Autoencoder alcanzó una exactitud del 63.492% 

con un Ber del 0.411, el modelo k-NN alcanzó una exactitud del 62.963% con un Ber del 0.417 

con la escala ERB dividida en 64 y 128 bandas y el modelo DT obtuvo una exactitud del 

64.550% con un Ber del 0.399 con la escala lineal en potencia. 

Recomendaciones 

Se recomienda estudiar diferentes tipos de redes neuronales que puedan adaptarse al 

modelo de aprendizaje no supervisado como las redes convolucionales, redes recurrentes, 

codificador automático de eliminación de ruido (DAE), codificador automático disperso (SAE), 

Máquina de Boltzmann restringida (RBM), etc. 

Se recomienda buscar métodos que permitan reducir la cantidad de características que 

ingresan a un modelo de clasificación adicional al PCA utilizado en esta investigación para 

disminuir aún más el costo computacional. 

Trabajos Futuros 

Realizar el análisis en el espacio latente de las características espectrales, con el 

propósito de evaluar los modelos de entrenamiento.  
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Emplear diferentes tipos de redes neuronales que puedan adaptarse al modelo de 

aprendizaje no supervisado como las redes convolucionales, redes recurrentes, codificador 

automático de eliminación de ruido (DAE), codificador automático disperso (SAE), Máquina de 

Boltzmann restringida (RBM), etc. 

Emplear métodos para la reducción de características como información mutua, 

selección directa secuencial, mínima redundancia máxima relevancia, Distribution alignment 

matching (DAM) etc. 
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