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Resumen
En la red social digital X (anteriormente conocida como Twitter), la difusion de informacion
no verificada es comun, especialmente en temas relacionados con asuntos sociales,
politicos y econdmicos, lo que puede influir significativamente en el comportamiento de las
personas y, en ocasiones, llevar al caos y al panico colectivo. Aunque se han realizado
muchos estudios sobre el analisis de informacion en esta plataforma, la mayoria de ellos
dependen de la API de Twitter para recopilar datos. Sin embargo, con los recientes cambios
en la plataforma, incluido el cambio de nombre a X, y las limitaciones de la API, es crucial
encontrar otras herramientas que brinden un mayor alcance y facilidad para recopilar datos.
Identificar estas alternativas no solo ayuda a comprender mejor como los usuarios difunden
informacién intencionalmente, sino que también ayuda a entender y abordar los problemas

asociados con la desinformacion y sus efectos en la sociedad.

Ademas, al identificar estas herramientas alternativas, sera posible modelar las acciones
que realizan los usuarios al propagar informacién intencionalmente, lo que permitira
clasificarlos en grupos de comportamiento similar en la red social. Este enfoque facilitara el
disefio de estrategias mas efectivas para contrarrestar la desinformacién y promover una

comunicacion mas precisa y responsable en las plataformas digitales.

Palabras claves: Recopilacion, Twitter (X), SNScrape, Tweepy, Nodos,

Relacionamiento.
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Abstract
In the digital social of X (formerly Twitter), the propagation of unverified information is
rampant, particularly on topics spanning social, political, and economic domains, potentially
exerting profound influence on individual behaviors and occasionally precipitating collective
chaos and panic. While numerous studies have scrutinized information dynamics on this
platform, the predominant reliance on Twitter's API for data aggregation presents limitations,
especially amidst recent platform shifts, including the transition to X. Consequently, there
arises a pressing need to explore alternative data collection tools that offer broader coverage

and streamlined data gathering processes.

Identifying such alternatives not only enriches our understanding of deliberate information
dissemination by users but also serves as a crucial step towards addressing the multifaceted
challenges associated with misinformation and its societal ramifications. Moreover, the
identification of these alternative tools holds the promise of enabling the modeling of user
behaviors in intentional information propagation, facilitating their categorization into

behaviorally akin clusters within the social network.

This nuanced approach not only fosters the development of more robust strategies to
counter misinformation but also fosters a climate conducive to more accurate and
responsible communication across digital platforms. In essence, it lays the groundwork for
a more resilient and discerning online community, better equipped to navigate the

complexities of information dissemination and consumption in the digital age.

Keywords: Data, Twitter (X), SNScrape, Tweepy, Nodes, Relationship Mapping.
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Capitulo |

Introduccién
En este capitulo se abordan los antecedentes, planteamiento del problema, la
justificacion, el alcance, el objetivo general, los objetivos especificos y la estructura del

trabajo.

Antecedentes

En la era digital, las redes sociales desempefian un papel fundamental en la
comunicacion, siendo Twitter (X) un claro ejemplo. Estas plataformas no solo conectan a
personas de diversas partes del mundo, sino que también ejercen influencia al formar
opiniones, difundir tendencias e informacién, ya sea verificada o no. El hecho esta en
comprender cdmo los usuarios propagan informacién ya sea verificada o no en Twitter (X)
se vuelve esencial para comprender sus opiniones y como estas afectan las decisiones

individuales y colectivas.

En Twitter (X) millones de usuarios comparten sus pensamientos en tiempo real, la
urgente necesidad de contar con herramientas eficientes para la recoleccion y analisis de
datos en esta plataforma es esencial (Vosoughi, 2017). La velocidad y amplitud con la que
se comparten ideas hacen que el proceso de comprension y clasificacion de la informacién

sea un desafio constante.

La generacion de nodos de relacionamiento se convierte en una parte fundamental
del trabajo ya que nos ayuda en la extraccion de detalles como nombre, edad, sexo,
ubicacion e intereses desde las redes sociales, especificamente de Twitter (X). Estos nodos
de relacionamiento permiten no solo verifcar el comportamiento en linea del usuario,

incluyendo tweets y retweets, sino también anticipar su comportamiento futuro.
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El analisis de nodos de relacionamiento va mas alla de las interacciones evidentes
en la plataforma, extendiéndose a la prediccion de preferencias politicas y causas sociales
que un usuario podria respaldar (Castillo, 2011). Este enfoque predictivo se vuelve crucial
en un entorno donde la informacion y las opiniones influyen directamente en las decisiones

y acciones de las personas.

Planteamiento del problema

La difusion de informacién no verificada en la red social digital Twitter(X) (antes
conocida como Twitter) se ha generalizado, especialmente sobre temas relacionados con
cuestiones sociales, politicas y econdmicas. Esta condicion puede afectar
significativamente el comportamiento de las personas, posiblemente provocando caos vy

panico masivo.

Aunque se han realizado muchos estudios sobre la mineria de datos de Twitter(X),
la mayoria de ellos se basan en la API de Twitter(X) para recopilar datos. Sin embargo,
debido a los cambios recientes en la plataforma, incluidos cambios de nombre y
restricciones de la API, es importante encontrar otras herramientas que ofrezcan mayor
alcance y facilidad de recopilacion, mas datos de uso y configuracion. Por lo tanto, este
trabajo identifica alternativas a la extracciéon de datos de Twitter(X) para modelar a los
usuarios en el proceso de difusién de informacion e identificar caracteristicas similares en

su comportamiento en linea y que adoptan métodos de clasificacion.

Justificacion

Las plataformas de redes sociales como Twitter(X) desempefian un papel
importante en la difusion de noticias, opiniones y eventos relacionados en tiempo real. Sin
embargo, la facilidad con la que se difunde la informacién en estas plataformas también
genera problemas relacionados con la confiabilidad y eficacia de la informacion

proporcionada. La difusién de informacién no verificada puede tener un impacto significativo
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en cuestiones sociales, politicas y econdmicas, y posiblemente conducir al caos y al panico
masivo. Esta investigacion se centrara en la necesidad de abordar los desafios en la
difusién de informacién en las redes sociales, especialmente en Twitter (X), y la importancia
de explorar alternativas a la API de Twitter (X), para extraer datos que nos ayuden a modelar
a los usuarios en la difusion de informacién, procesamiento y gestion, e identificar grupos

de usuarios con comportamiento similar.

Objetivos
Objetivo General

Modelar las acciones que realizan los usuarios al propagar intencionalmente
informacién, mediante una herramienta que no use la API de Twitter (X) para recolectar

metadatos de los perfiles de usuario y de los tweets.

Objetivos Especificos
o Realizar la revision de literatura de las herramientas para la recoleccion de

metadatos de los perfiles de usuario y tweets.

¢ Definir la herramienta para recolectar metadatos de los perfiles de usuario y tweets.

¢ Recolectar metadatos de los perfiles de usuario y tweets en Twitter (X).

e Modelar las acciones que realizan los usuarios al propagar intencionalmente

informacion.

Capitulo Il

Revision de la Literatura
Este capitulo se enfoca en realizar una revision de la literatura, empleando una

metodologia orientada a la recopilacion y analisis de estudios previos.
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Preguntas de Investigacion
En la etapa inicial de la revision literaria se elaboraron preguntas de investigacion
(P1) que desempenan el papel de orientaciéon para la busqueda de informacién en los

articulos pertinentes. A continuacion, se detallan las preguntas de investigacion formuladas:

e PI1: ;Cual es el estado del arte acerca de la recoleccion de metadatos en redes

sociales digitales para modelar usuarios?

Evaluar la literatura existente para comprender la evolucién y las practicas
predominantes en la recoleccién de metadatos para la modelacion de usuarios en el

contexto de las redes sociales digitales.

e PI2: ;Cuales son los recursos (datasets) que se utilizan en los trabajos para la

experimentaciéon?

Identificar y examinar conjuntos de datos destinados a la modelacion de usuarios

en redes sociales digitales, para analizar su utilidad, alcance y aplicabilidad.

PI3: ¢Cuadles son las técnicas o herramientas para recolectar metadatos en las

redes sociales digitales?

Investigar las diversas técnicas o herramientas utilizadas para la recoleccién de
metadatos en el ambito de las redes sociales digitales, con el objetivo de comprender las

metodologias actuales y sus implicaciones practicas.

o Pl4: ;Cuales son las técnicas o métodos para la clasificaciéon de nodos dentro de

las redes sociales digitales?

Explorar las técnicas o métodos empleados para clasificar nodos en las redes

sociales digitales.

PI5: ¢ Cudles son los tipos de contribucion?
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Analizar las contribuciones presentes en la literatura sobre la modelacion de
usuarios en redes sociales digitales, con el fin de identificar patrones, enfoques exitosos y

areas de innovacion en el campo de estudio.

Cadena de busqueda

Las palabras clave seleccionadas se emplearon para construir la cadena de
busqueda 6ptima, la cual se implementd en bases de datos cientificas, ajustandola segun
las necesidades especificas de cada plataforma, con el propédsito de localizar articulos

pertinentes. La cadena de busqueda resultante se presenta a continuacion:

( gathering OR collection ) AND (( user OR node ) AND profile ) AND (social AND (

network OR media))

Criterios de inclusién y exclusién
Utilizando la cadena de busqueda predefinida, se llevdé a cabo una exploracion
exhaustiva en las bases de datos electronicas IEEEXplorer y Scopus, aplicando criterios

especificos de inclusién y exclusion.

Los criterios de inclusion adoptados fueron los siguientes:

e Se incluyeron los articulos escritos en inglés para garantizar la coherencia del
analisis.

e Se incluyeron los articulos de revistas académicas, asegurando asi la calidad y
rigurosidad de los documentos seleccionados.

e Se focalizo la investigacion en el campo de las Ciencias de la Computacién para
mantener la cohesion tematica.

e Se incluyeron los articulos publicados entre 2019 y 2023, asegurando la relevancia

de la informacion recopilada.

Exclusion de trabajos:



19

e Se excluyeron los trabajos que en el titulo y resumen no reportaban acerca de la

recoleccion de datos en redes sociales digitales.

e Se excluyeron los trabajos que en el titulo y resumen no reportaban acerca de

modelos de usuarios en redes sociales digitales.

La busqueda arrojo los siguientes resultados detallados por cada base de datos:

En la base de datos IEEEXplorer, se hallaron un total de 12 articulos y en la base

de datos Scopus, se identificaron 40 articulos conforme a los parametros de busqueda

predefinidos. En conjunto, se obtuvieron 52 articulos. No obstante, se observo que 8 de

estos documentos estaban duplicados, presentandose en ambas bases de datos.

Luego aplicamos los criterios de inclusion y exclusion, definidos anteriormente

obtuvimos un total de 13 articulos primarios.

Resultados de la revision de literatura

Tabla 1

Aplicacién de los criterios de inclusion y exclusién, la Tabla 1 corresponde a la PI1,

muestra los trabajos relacionados obtenidos del estado del arte de la investigacion.

Learning

Id Titulo Fuente Dataset Herrami Redes Método Contribuciéon
entas sociales

1 Factor IEEE Sina N/D Faceboo Aprendiz Método PIFGM,
Graph Microblo k, Twitter aje No Algoritmo de aprendizaje
Model g, (X), Supervis  distribuido basado en
Across RenRen MySpace ado MPI.
Social
Networks

2 Heterogeno IEEE Python( Faceboo Procesa Modelo de aprendizaje
us Social Kaggle, TensorFl Kk, Twitter miento de transferencia
Media Zenodo, ow24y (X) de profunda, Analisis de
Analysis for Statista Keras) Lenguaje datos multimodales.
Efficient Natural
Deep (PLN)
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based on

Fake-Profile
Identification
3 Ontology- IEEE Matlab Matlab Faceboo Analisis  Perfil de usuario basado
Driven k, Twitter de en artefactos digitales.
Digital (X), Tik Sentimie
Profiling for Tok ntos
Identification
and Linking
Evidence
Across
Social Media
Platform
4 Classificatio SCOPU Kaggle Clasifica  Twitter Analisis  Clasificacion basada en
n of social S cion de (X), de el analisis de
media users Bayes Faceboo Sentimie componentes principales
with para k, Reddit ntos funcionales a
generalized obser observaciones
functional vaciones funcionales de valores
data analisis funcional binarios.
es
5 Rhythmsin  SCOPU  Twitter Técnicas Twitter Aprendiz  Analisis del ritmo de
Twitter (X) S (X) API de (X) aje No publicaciones en Twitter
comport Supervis  (X).
amiento ado
de
rafagas
predicho
por
Barabasi
Id Titulo Fuente Dataset Herrami Redes Método Contribuciéon
entas sociales
6 Deep SCOPU Kaggle, Python(  Twitter Clasifica Modelo de Red Neural
learning S Api TensorFl  (X) cién Informada (INN) para
based topic Twitter ow24y Supervis identificar el sentimiento
and (X). Keras) ada de cada tweet.
sentiment
analysis:
COVID19
information
seeking on
social media
7 DeeProBot: SCOPU Kaggle Python Twitter Clasifica Modelo hibrido de red
a hybrid S (X) cion neuronal profunda para
deep neural Supervis la deteccion de bots
network ada sociales basado en datos
model for de perfil de usuario.
social bot
detection
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component

user profile
data
8 Artificial SCOPU  Sina Python Twitter Clasifica  Analisis de datos con
Intelligence S (X) cion algoritmos de
Model for Supervis aprendizaje automatico.
the ada
Identification
of the
Personality
of Twitter (X)
Users
through the
Analysis of
Their
Behavior in
the Social
Network
9 Prediction of SCOPU N/D Python Twitter Aprendiz Modelos para predecir la
brand S (X) aje No difusién de historias de
stories Supervis marca en las redes
spreading ado sociales, tanto en
on social términos de capacidad
networks de difusién como de nivel
de difusion.
10  Social SCOPU N/D Web GitHub  Aprendiz Desarrollo de un enfoque
recruiting: S Scraping aje No metodoldgico que
an Supervis permita la preseleccion
application ado de candidatos mediante
of social el analisis de redes
network sociales.
analysis.
Id Titulo Fuente Dataset Herrami Redes Método Contribuciéon
entas sociales
11 Analyzing SCOPU Kaggle Herrami  Twitter Aprendiz  Desarrollo de
the Quality S entade (X) aje No dimensiones y métricas
of Twitter (X) software Supervis de calidad, para capturar
Data que ado las caracteristicas de los
Streams permite flujos de datos de Twitter
capturar (X).
flujos de
datos de
Twitter
(X).
12 Spam SCOPU Kaggle Python Twitter Aprendiz  Andlisis de
detectionon S (X) aje No Componentes
profile and Supervis  Principales (PCA) y la
social media ado agrupacion de K-medias
network con distancia de
using Mahalanobis como
principal método para detectar

una colecciéon de
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analysis| usuarios que tienen
(PCA) and propiedades similares
K-means para determinar el spam
clustering

13  Factor SCOPU N/D N/D Twitter Clasifica PIFGM (Pairwise
Graph S (X) cion Identical Factor Graph
Model Supervis  Model), un Un novedoso
Based User ada modelo basado en un
Profile grafico de factores, para
Matching abordar este problema
across considerando tanto los
Social atributos del usuario
Networks como las relaciones de

amigos a través de las
redes.

Nota. Esta tabla muestra los trabajos relacionados que tiene el presente trabajo de

titulacion.

PI2:

Para responder a la P12, elaboramos la Tabla 2 que muestra las redes sociales digitales

utilizadas en el estado del arte.

Tabla 2

Datasets usados en los trabajos relacionados.

Datasets Estudios

Kaggle {2}.{4}.{6}.{7}.{11}.{12}
Sina {1},{8}

Twitter (X) {5}

Datasets de la Herramienta Matlab {3}

N/D {9}.{10},{13}

Nota. Esta tabla muestra los datasets encontrados en los trabajos relacionados.

Figura 1

Datasets usados en los trabajos relacionados.
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Nota. La figura representa los datasets encontrados dentro de los trabajos relacionados.

Por lo tanto, estos datasets proporcionan informacion relevante como se puede
observar en la Figura 1, ya que nos permitird abordar la pregunta de investigacién P12 sobre
los conjuntos de datos centrados en redes sociales digitales para la modelacion de

usuarios.

Ahora bien, enfocandonos en las redes sociales pudimos determinar las siguientes

Tabla 3:

Tabla 3

Redes Sociales usados en los trabajos de relacionados.

Redes Sociales Estudios

Facebook {1},{2},{3},{4}

Twitter (X) {1}3.{2},{3},{4}.{5}.{6}.{7}.{8}1.{9}.{11},{12},{13}
Tik Tok {3}

Git Hub {10}

Reddit {4}

Nota. Esta tabla muestra las redes sociales encontrados en los trabajos relacionados.

Figura 2

Redes sociales usadas en los trabajos relacionados.
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Nota. La figura representa las redes sociales que fueron encontradas dentro de los

trabajos relacionados.

Mediante el analisis grafico en la Figura 2, se puede inferir que Twitter (X) emerge
como la plataforma mas usada para la modelacion de usuarios en el contexto de redes
sociales digitales. Esta conclusion se sustenta en la observacion de que Twitter (X) exhibe
la mayor cantidad de estudios relacionados en comparacién con otras plataformas. (S.

Grigaliunas, 2023).

PI3:
Las técnicas o herramientas utilizadas para recolectar metadatos en redes sociales
digitales, para dar respuesta a la pregunta de investigacién PI3, realizamos la siguiente

Tabla 4:

Tabla 4

Herramientas usadas en los trabajos de relacionados.

Herramientas Estudios
Python {2}.{6}.{7}.{8}.{9}.{11},{12}
Web Scraping {10}

Bayes {4}
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Modelo Barabasi {5}
Matlab {3}
N/D {1},{13}

Nota. Esta tabla muestra las herramientas encontradas en los trabajos relacionados.

Figura 3

Herramientas usadas en los trabajos relacionados.
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Nota. La figura representa las herramientas que fueron encontradas dentro de los trabajos

relacionados.

En consecuencia, las herramientas y técnicas mencionadas, como Python, Web
Scraping, Bayes, Método de Barabasi, y Matlab, son empleadas para la recoleccion de
metadatos como se puede apreciar en la Figura 3, en el contexto de las investigaciones
sobre redes sociales digitales. La falta de informacién detallada en algunos casos (N/D)

subraya la diversidad de enfoques utilizados en la investigacion en este campo.
Pl4:

Las técnicas de clasificacion utilizadas para clasificar los nodos de relacionamiento en redes
sociales digitales para dar respuesta a la pregunta de investigacion Pl4, realizamos la

siguiente Tabla 5:
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Tabla b

Técnicas de clasificacién usadas en los trabajos de relacionados.

Técnicas de clasificacion Estudios

Aprendizaje No Supervisado {1},{5},{9},{10},{11},{12}
Clasificacion Supervisada {6},{7},{8},{13}

Analisis de Sentimientos {3},{4}

Procesamiento de Lenguaje Natural {2}

(PLN)
Nota. Esta tabla muestra las técnicas de clasificacion encontradas en los trabajos

relacionados.

Figura 4

Técnicas de clasificaciéon usadas en los trabajos relacionados.
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Nota. Este grafico muestra las técnicas de clasificacion encontradas en los trabajos

relacionados.

Al analizar la Tabla 5, se observa que la técnica de clasificacidon que prevalece en
los estudios revisados es el "Aprendizaje No Supervisado", evidenciado por la mayor
cantidad de estudios asociados. Este hallazgo sugiere que, dentro del ambito abordado, la
comunidad cientifica ha mostrado una preferencia por la implementacién de enfoques

supervisados para la clasificacion de textos. En contraste podemos observar en la Figura 4
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que las técnicas de "Clasificacion Supervisado", "Anadlisis de Sentimientos" vy
"Procesamiento de Lenguaje Natural (PLN)" estan representadas con un numero inferior de
estudios, indicando una menor frecuencia de aplicacion o investigacion en comparacion con

la clasificacién supervisada.

PI5:

Los tipos de contribucién encontrados dentro de los trabajos relacionados, para dar

respuesta a la pregunta de investigaciéon P15, hemos realizado la siguiente Tabla 6:

Tabla 6

Tipos de contribucion de los trabajos relacionados.

Contribucién Estudios

Método {13.{103,{11},{13}

Modelo {2}.{6}.{7}.{9}

Validacién {3}

Experimento {4},{5},{8},{12}

Nota. Esta tabla muestra las contribuciones encontradas en los trabajos

relacionados.
Figura 5

Tipos de contribucion de los trabajos relacionados.
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Nota. Este grafico nos muestra las contribuciones de los trabajos relacionados.

Para entender mejor las contribuciones en este tema, revisamos detalladamente
algunos estudios y resumimos lo encontrado en una tabla, organizamos las ideas segun
diferentes tipos, siguiendo la clasificacion propuesta en (Wieringa, 2006), el cual hace
evidencia que las categorias "Método" y "Modelo" representan la mayor cantidad de

contribuciones.

Capitulo Il

Metodologia de solucién propuesta
A lo largo de este capitulo se describira la metodologia que se siguioé para cumplir
el objetivo general de este trabajo que consiste principalmente en las fases que

comprenden el “Proceso de Andlisis de datos”, estas fases incluyen:

La recopilacién de datos se basara en el empleo especializado de técnicas de web

scraping en Twitter (X). Se proporcionara una descripcion exhaustiva del funcionamiento de
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las herramientas seleccionadas, respaldando la eleccién de estas en el contexto Unico de

este proyecto.

El preprocesamiento de datos se presentara como una fase crucial para garantizar
la calidad y coherencia de la informacion recopilada. Se describiran las técnicas aplicadas

para limpiar y estructurar los datos antes de avanzar hacia su procesamiento.

La fase de procesamiento se sumergira en la implementacién del modelo de usuario
propuesto. Se destacaran los algoritmos y técnicas especificos utilizados para procesar la

informacion recopilada.

La metodologia finalmente abordara el analisis de datos, para descubrir patrones de
comportamiento de los nodos de relacionamiento en el proceso de propagacion de

informacion con el fin de clasificarlos en grupos de caracteristicas similares.

Recopilacion de datos

Seleccién del conjunto de datos

De acuerdo con la revisiéon de literatura Figura 1, observamos que la mayoria de los
trabajos utilizan datasets tomados de la plataforma Kaggle ya que es una plataforma en
linea que se centra en la ciencia de datos y la mineria de datos estos han obtenido buenos

resultados (Kaggle, 2024). Por ello creemos que es una buena opcion para nuestro trabajo.

Seleccionamos un dataset que en la época contemporanea se ha vuelto un tema en
tendencia siendo este el uso de inteligencia artificial enfocado en el chat gpt, este tema nos
parece ideal debido a que no es un tema polémico y no involucra temas politicos, este
dataset estd conformado por 50000 tweets que involucran informacion como: Datetime,
Tweet Id, Text, Username, Permalink, User, Outlinks, CountLinks, ReplyCount,
RetweetCount, LikeCount, QuoteCount, Conversationld, Language, Source, Media,

QuotedTweet, MentionedUsers, hashtag|, hashtag_counts.
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Limpieza del Dataset

Para el proceso de limpieza del conjunto de datos, se procedio a la extraccion de tweets
que presumiblemente fueron redactados por individuos. El propésito de esta accion es
obtener nodos que representen a usuarios en el contexto de la propagacion de informacién

en las redes sociales. Las actividades realizadas incluyeron:

e |dentificacion de entidades: 200.
¢ Identificacion de nodos de relacionamientos automatizados (robots): 122.
¢ |dentificacion de nodos de relacionamientos humanos: 8004.

e Inclusion exclusivamente tweets redactados en inglés.

Como resultado de este proceso, se infiere que posiblemente 8004 tweets del
conjunto de datos fueron redactados por usuarios humanos. Para validar esta inferencia,
se reconoci6 la necesidad de actualizar el conjunto de datos. Con este fin, se conté con la
colaboracién de 12 participantes para llevar a cabo la actualizacion de los campos de

respuesta durante 19 dias.

Extraccion de la muestra

Para llevar a cabo la extraccion de la muestra, implementamos procedimientos
destinados a obtener resultados mas significativos. Adoptamos un criterio riguroso al
seleccionar Unicamente aquellos tweets que cuentan con mas de 12 respuestas. Esta
eleccion se basa en datos graficos como histogramas Figura 6 que nos demuestran que los
tweets con respuestas >= a 12 podria indicar una probabilidad mas elevada de relaciones

entre los participantes.

Figura 6

Histograma para la seleccién de la muestra
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Nota. Este grafico nos permite observar la distribucién de los datos mediante un histograma.

Fuente propia

Para respaldar nuestra decision, recurrimos a una herramienta visual: el grafico del

violin. Este grafico nos permite no solo observar la distribucién de los datos, sino también

obtener informacion detallada sobre la simetria y concentracion de valores en nuestra

muestra.

La eleccion de incorporar el grafico nos ayuda a tener un enfoque integral y una

validacion certera sobre la muestra extraida.

Figura 7

Gréfico de violin para la seleccién de la muestra
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Gréfico de Violin de ReplyCount Act

0 50 100 150 200 250 300
ReplyCount Act

Nota. Este grafico nos permite observar la distribucion de los datos. Fuente propia

Figura 8

Especificacion de la muestra en el grafico de violin

o 10|20 40
Nota. Este grafico nos muestra los datos individuales repetitivos que se encuentran dentro

de nuestro dataset. Fuente propia

Como podemos observar en la Figura 8, dentro del gréafico de violin, los puntos, ya

sean blancos o negros, generalmente representan datos individuales repetitivos o valores
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atipicos en la distribucién. En nuestro caso, observamos que la mayoria de los puntos
blancos se encuentran entre 12 y 25 que corresponden a los tweets que forman parte de la
muestra final de 342 tweets, indicando que la muestra utilizada para el estudio se concentra

principalmente en este rango de respuestas.

Puntos Negros: Nos indican valores atipicos o datos individuales que estan alejados
de la mayoria, pero en este caso, notamos que la mayor densidad de puntos se encuentra

entre 10 hasta 50 respuestas.

Punto Blanco: Representa el centro de la distribucién de datos y su posicion sugiere
la concentracion principal de valores. En este contexto, refuerza la observacion de que la

muestra se centra alrededor de 12 respuestas.

Extraccion de followings

Con el objetivo de inferir las relaciones que tienen los usuarios en la red a partir de
la informacién que se propaga, realizamos la extraccion de los seguidos (followings) de
cada usuario que publicé un tweet de la muestra. Para ello, primero realizamos una
comparacion de herramientas que normalmente son empleadas por los investigadores para

este fin. A continuacién, se presenta una tabla comparativa de las herramientas Tabla 7:

Tabla 7

Tabla comparativa herramientas para web scraping.

Herramienta Caracteristicas Funcionalidad
Principales Destacada
Octoparse - Extraccion visual de - Permite realizar
datos. scraping mediante una interfaz

grafica sin necesidad de
programacion.

ParseHub - Capacidad de - Facilita la extraccion de
navegacion web. datos a partir de paginas web
con su interfaz grafica.
Import.io - Extraccion de datos - Ofrece funcionalidades
en paginas web complejas. avanzadas para extraer datos de

sitios web complejos.
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Diffbot - Extraccion de datos - Proporciona una API
estructurados de paginas para obtener datos estructurados
web. de paginas web.

Phantombuster - Automatizacion de - Permite la

tareas repetitivas en la web. automatizacion de diversas
acciones en la web con su
interfaz gréafica.

Content - Extraccion avanzada - Ofrece capacidades
Grabber de datos y navegacion avanzadas para extraer datos y
automatizada. automatizar flujos de trabajo.
WebHarvy - Extraccion de datos - Permite la extraccién de
en modo punto y clic. datos de manera intuitiva

mediante clics en la interfaz.

Nota. Esta tabla muestra la comparativa entre herramientas de web scraping y su

funcionalidad.

Una vez realizada la comparacion optamos por utilizar PhantomBuster para la

extraccion de seguidos (followings).

Con PhantomBuster que es una herramienta externa a la API de Twitter (X) permite
a los usuarios crear "dashboards" para realizar diversas acciones en la plataforma, como la
extraccién de datos, la interaccién con usuarios, el seguimiento y el envio de mensajes
automaticos en Twitter (X) (PhantomBuster, 2024), con ello procedimos a extraer los
seguidos (followings) de cada usuario, este procedimiento se realiza a través de un panel
predeterminado de la herramienta denominado "tweets following". De esta manera,
procedemos a extraer los seguidos (followings) tanto de los nodos que generaron el tweet,

como de los nodos, que participaron en el hilo de respuestas al tweet.

Figura 9

Dashboard del aplicativo phantombuster “tweets following collector”.
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’ 1 slot

Phantom TWITTER

Twitter Following
Collector

Extract a list of the profiles followed by
a Twitter account

More +

' Use this Phantom '

Nota. Este panel de control nos ayuda a extraer los tweets tando del nodo principal como

de los secundarios.

Mediante este panel de control Figura 9, ingresamos el enlace de Twitter (X) de cada
usuario, y la herramienta extrae los seguidores, almacenandolos en un archivo .csv. Este
archivo posteriormente nos servira como medio para validar la existencia de relaciones

entre los participantes del hilo, a continuacién, se presenta el proceso a seguir:

o Configuracién del Script: Se utiliza Phantombuster para crear un script
personalizado que establece los parametros de la extraccion. Estos parametros
pueden incluir la URL del perfii de Twitter (X), el numero maximo de
seguidos(followings) a extraer, y otros criterios relevantes.

o Autenticacion: Es posible que se requiera autenticacion a través de credenciales de
Twitter (X) para acceder a ciertos nodos y recopilar informacion sobre los
seguidos(followings). Phantombuster puede gestionar este proceso de autenticacion
segun las configuraciones proporcionadas.

e Ejecucion del Script: Una vez configurado, el script se ejecuta en la plataforma de

Phantombuster. Durante la ejecucion, el script navega automaticamente por la
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pagina del perfil de Twitter (X), recopilando informacién sobre los usuarios seguidos
por el perfil en cuestion.

e Extraccion de Datos: Phantombuster extrae datos relevantes, como nombres de
usuario, nombres completos, biografias y otros detalles de los seguidos(followings)
del perfil.

e Almacenamiento de Datos: Los datos recopilados se almacenan en un formato

estructurado, como un archivo .csv en nuestro caso.

Generacién de redes

Iniciamos el proceso de validacion del archivo .csv extraido, el cual alberga
informacién relativa a los seguidos de cada usuario. Para ello utilizamos la libreria Pandas
en Python, su principal estructura de datos, el DataFrame, facilita la manipulacion vy
exploracién de informacién (Pandas, 2024). Con Pandas, podemos cargar datos desde
archivos .csv, Excel u otras fuentes, y realizar operaciones eficientes como filtrar, agrupary
combinar datos (Pandas, 2024). Es una herramienta versatil para trabajar con conjuntos de
datos estructurados y una eleccion destacada en andlisis de datos en Python. Después
utilizamos la libreria os que nos ofrece funcionalidades para interactuar con el sistema
operativo. Con ella, podemos realizar operaciones relacionadas con archivos y directorios,
como listar archivos en un directorio especifico, unir rutas de archivos y verificar la
existencia de archivos. os es esencial para gestionar archivos y directorios

proporcionandonos control sobre la ubicacién y acceso a tus datos (Os, 2024).

Mediante la aplicacion de estas librerias, hemos identificado tres atributos para la
generacion de las redes: "source" (es el nodo remitente de la informacién), "target" (es el
nodo receptor de la informacion) y "type" (indica si la relacion es directa o indirecta). En la

Figura 10, mostramos una de las redes generadas.

Figura 10
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Ejemplo ilustrativo de una de las redes generadas.

Source 2, Target €< N \‘

Nota. Red generada a través de las librerias de Python en donde se puede observar los

atributos identificados como source y target.

La relacién entre dos nodos que en las redes generadas representan a usuarios
proporciona al usuario seguidor la capacidad de recibir las actualizaciones y publicaciones

del usuario seguido en tiempo real, en este sentido definimos lo siguiente:

e Un nodo es source si tiene conexiones salientes. Esto implica que el nodo esta
emitiendo informacion.

¢ Un nodo es source y target cuando tiene conexiones salientes, pero también tiene
conexiones entrantes. En otras palabras, este nodo emite y recibe informacién.

¢ Un nodo es target si tiene conexiones entrantes. Estos implican que el nodo esta

recibiendo informacion.

La aplicacion de estos criterios nos permite clasificar los nodos en la red segun su

papel en la transmision de informacién.
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Este enfoque nos proporciona una vision detallada de como los nodos participan en
la propagacién de informacion en la red. Identificar nodos segun estos criterios es esencial
para comprender la dinamica de la difusion de contenido y las relaciones entre los usuarios

en Twitter (X).

Modelo de usuario

El modelo de usuario propuesto en este trabajo se basa en el modelo definido por (Jerez-
Villota, Jurado, & Moreno-Llorena, 2023). Cuyo objetivo es entender el rol del usuario en el
proceso de propagacion de informacién y como modelo ilustrativo utiliza Twitter (X). El
modelo en que nos basamos esta dividido en cuatro categorias las cuales describimos a

continuacion:

o Atributos del Perfil: Estos atributos proporcionan informacion sobre las
caracteristicas y detalles del perfil de un usuario, como la biografia, la ubicacion, la
cantidad de seguidores, entre otros. Extraer estos atributos permite construir nodos
de relacionamiento detallados que facilitan la comprensién de quiénes son los
usuarios y qué aspectos de su perfil pueden influir en su comportamiento en la
plataforma.

e Atributos de la Red Social: Estos atributos incluyen informacion sobre la estructura
y las conexiones en la red social. Al extraer estos atributos, se puede analizar la
topologia de la red, identificar nodos influyentes, comprender la dinamica de las
conexiones y evaluar la importancia relativa de los usuarios en la propagacion de
informacion.

e Atributos de Acciones del Usuario: Capturan las acciones que los usuarios realizan
en la plataforma, como retweets, me gusta, respuestas, entre otras. Estos atributos

permiten entender como interactian los usuarios con el contenido, qué tipo de
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informacion encuentran relevante y como participan en la difusion de contenido
dentro de la red social.

¢ Sentimientos y Emociones en Acciones del Usuario: La extraccion de sentimientos
y emociones asociadas con las acciones de los usuarios proporciona una capa
adicional de comprension. Permite identificar como reaccionan los usuarios ante
ciertos tipos de contenido, qué emociones predominan en sus interacciones y como

estos aspectos afectan la percepcion general de la informaciéon compartida.

El modelo de usuario que proponemos se enfoca exclusivamente en la extraccion
de tweets y retweets, ya que las nuevas politicas de Twitter (X) han limitado la capacidad
de extraer respuestas directas. Al ajustarnos a estas restricciones, buscamos adaptar

nuestro enfoque de recopilaciéon de datos a las reglas actuales de la plataforma.

Las razones detras de esta modificacion incluyen:

e Cambios en las Politicas de Twitter (X): Las recientes actualizaciones en las politicas
de Twitter (X) han restringido la extraccién de respuestas directas, lo que hace
necesario ajustar nuestro modelo para cumplir con estas nuevas regulaciones
(Twitter, 2023).

e Privacidad y Cumplimiento Normativo: El enfoque exclusivo en tweets y retweets se
alinea con las preocupaciones de privacidad y las normativas actuales, evitando
posibles conflictos éticos o legales asociados con la recopilacion de datos sensibles
(Twitter, 2023).

e Simplicidad y Eficiencia en el Analisis: Al prescindir de respuestas directas,
simplificamos el proceso de andlisis, enfocandonos en interacciones mas directas y

faciles de interpretar, como tweets y retweets.
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o Adaptacion a las Condiciones Actuales: Este ajuste garantiza que nuestro modelo
sea compatible con las condiciones cambiantes de Twitter (X), permitiéndonos
seguir obteniendo informacion valiosa de la plataforma mientras cumplimos con las

normativas vigentes.

Con esta propuesta, buscamos no solo optimizar nuestro modelo en funcién de la
calidad de los datos, sino también asegurar la conformidad con las nuevas politicas

establecidas por Twitter (X).

Figura 11

Modelo de usuario propuesto

ATRIBUTOS DEL PERFIL

| ATRIBUTOS DEL PERFIL

" Acciones grupales \

de usuario /

ATRIBUTOS DE LA
RED SOCIAL

MODELO DE PROPAGACION DE ‘
INFORMACION EN TWITTER (X)

- -
/ \
Atributos de Usuario | SENTIMIENTOS Y EMOCIONES
5\ J DE USUARIOS EN SUS ACCIONES
- Subjetividad
Poiaridad

/

Nota. Modelo de usuario propuesto.

Extraccion de metadatos del perfil de usuario

La extraccién de metadatos del perfil de usuario es una practica clave para
comprender y analizar la dinamica de la red social. Los datos extraidos con herramientas
como Phantombuster nos ayuda a entender el uso de scripts personalizables para

automatizar acciones repetitivas y recuperar informacion especifica (PhantomBuster, 2024).
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En este caso, se emplea para extraer datos detallados de los nodos y de la actividad en

tweets y retweets.

Figura 12

Dashboard “Twitter Profile Scraper”

’ 1slot

Phantom TWITTER

Twitter Profile Scraper

Scrape all the available data from
Twitter profiles

More -+

{ Use this Phantom }

Nota. Dashboard dentro del aplicativo Phantombuster para extraer los datos del perfil de

usuario.

Mediante este panel de control, ingresamos el enlace de Twitter (X) de cada usuario,
y la herramienta extraera las caracteristicas, almacenandolos en un archivo .csv, que
proporcionan informacion valiosa sobre los usuarios y sus interacciones en la plataforma. A

continuacion, se explica por qué se extraen estos datos y como se utilizan:
Datos del Perfil de Usuario (User Data):

e user_name: El nombre de usuario es fundamental para identificar y etiquetar a cada
usuario de manera unica en la red.

e age_account: La antigiedad de la cuenta refleja la duracién desde la creacién del
perfil, lo que puede ser indicativo de la experiencia y la consistencia del usuario en

la plataforma.
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e lenght username: La longitud del nombre de usuario puede proporcionar
informacion sobre la brevedad o complejidad del identificador.

o length_desc_userprofile: La longitud de la descripciéon del perfil puede indicar la
profundidad de la informacién que un usuario comparte sobre si mismo.

e length_url_userprofile: La longitud de la URL del perfil puede revelar la complejidad
o simplicidad de los enlaces compartidos.

o verified_account: Indica si la cuenta esta verificada, lo cual es importante para
establecer la autenticidad del usuario.

o # followers, # followings: El numero de seguidores y seguidos proporciona
informacion sobre la popularidad y la red de conexiones del usuario.

o # followers/#_followings: Esta métrica da una relacion entre seguidores y seguidos,

ofreciendo un panorama de la influencia relativa del usuario en la plataforma.

Estos datos de perfil son esenciales para entender la audiencia de un usuario, su

credibilidad y su comportamiento en la plataforma.

Datos de Actividad en Tweets y Retweets:

e #tweets, #duringlastmonth: El numero total y el nUmero durante el ultimo mes de
tweets del usuario.

e #directmentionstweet, #duringlastmonth: Cantidad de menciones directas en los
tweets, tanto en total como en el ultimo mes.

o #URLstweet, #duringlastmonth: Numero de URLs compartidas en tweets, tanto en
total como en el ultimo mes.

o #hashtagstweet, #duringlastmonth: Cantidad de hashtags utilizados en tweets, tanto

en total como en el ultimo mes.
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o #retweets, #duringlastmonth: Numero total y durante el ultimo mes de retweets
realizados por el usuario.

o #directmentionsretweet, #duringlastmonth: Cantidad de menciones directas en los
retweets, tanto en total como en el ultimo mes.

o  #URLsretweet, #duringlastmonth: Numero de URLs compartidas en retweets, tanto
en total como en el ultimo mes.

o #hashtagsretweet, #duringlastmonth: Cantidad de hashtags utilizados en retweets,

tanto en total como en el Ultimo mes.

Estos datos de actividad revelan patrones de comportamiento del usuario, su nivel

de participacion, el alcance de sus mensajes y la naturaleza de sus interacciones:

e Input: es todo el contenido que los usuarios podrian leer desde sus perfiles, es
decir, es todo el contenido que publican sus seguidos (followings), como tweets

retweets y replies.

e Output: es todo el contenido que los usuarios publican como tweets, retweets y

replies.

Extraccion de metadatos de los tweets

Una vez extraidos todos los nodos de relacionamiento de cada usuario en la
plataforma, procedemos a generar archivos de texto plano individualizados para cada hilo
de tweet. Este método eficaz nos brinda la capacidad de identificar faciimente el nodo
principal, el origen de la informacion, y hacia donde se dirige. Este enfoque no solo simplifica
la comprension de la estructura de la red, sino que también aporta claridad al representar y

analizar la informacion transmitida a través de la plataforma.

La obtenciéon de estos metadatos se realiza utilizando Octoparse, que es una

herramienta de scraping visual que facilita la extraccion de datos de la web sin la necesidad
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de programacion. Octoparse nos ayuda a recopilar la informacién necesaria para generar

los archivos de texto plano .txt de cada usuario (Octoparse, 2024).

Figura 13

Dashboard “Twitter from Octoparse”

Nota. Dashboard dentro del aplicativo Octoparse para extraer los metadatos de los

tweets.

La generacion de estos archivos de texto plano se lleva a cabo para cada usuario
como se explica anteriormente, permitiendo una mejor organizacion y categorizacion de los
datos extraidos. Esto nos facilita la interpretacion, y también nos posibilita la aplicaciéon de

técnicas analiticas basadas en el modelo de usuario propuesto.

Una vez obtenidos estos datos, procedemos a analizar los archivos .txt sin antes
limpiarlos para ello debemos estandarizar y simplificar el texto extraido con esto hemos

tomado en cuenta las siguientes estandarizaciones:

e Eliminamos menciones (@usuario) para centrarnos en el contenido principal del

tweet y no en nombres de usuario.



45

¢ Eliminamos hashtags (#) para simplificar el texto y centrarnos en el contenido del
tweet sin distracciones.

e Eliminamos la etiqueta de retweet (RT) y espacios asociados para eliminar
informacion redundante y centrarnos en el contenido original.

¢ Eliminamos enlaces web para evitar que afecten el analisis de sentimientos o
emociones y mantener el foco en el texto principal.

e Eliminamos dos puntos seguidos de espacios para mejorar la legibilidad del texto y
eliminar caracteres innecesarios.

e Eliminamos comillas simples seguidas de espacios para mantener la coherencia en
el formato del texto.

¢ Eliminamos puntos suspensivos repetidos para reducir la redundancia y mejorar la
comprension del texto.

e Eliminamos emoticones comunes para reducir el ruido en el analisis de sentimientos

y emociones.

Estas acciones de limpieza tienen como objetivo simplificar y estandarizar el texto,
eliminando elementos que podrian introducir ruido o afectar la precision al extraer

metadatos derivados de tweets y retweets.

Luego utilizamos las bibliotecas de Python: TextBlob, NLTK y NRClex para el

analisis de sentimientos y emociones.

TextBlob: Esta biblioteca de procesamiento de lenguaje natural (NLP) realiza
analisis de sentimientos, proporcionando métricas de polaridad y subjetividad. La polaridad
indica la positividad o negatividad del texto, mientras que la subjetividad mide cuan subjetivo

u objetivo es el contenido (TextBlob, 2023).



46

NLTK (Natural Language Toolkit) y NRClex: Utilizadas para procesamiento de
lenguaje natural, ofrecen herramientas para analizar el texto en términos de emociones.
Utilizando meétricas especificas, nos permiten identificar y clasificar expresiones

emocionales en el contenido de los tweets (NLTK-NRClex, 2023).

NLTK y NRClex utilizan modelos de analisis de emociones para clasificar las

expresiones emocionales presentes en el texto en diversas categorias.

La combinacién de estas herramientas en el analisis de los archivos .txt no solo nos
proporciona una visién mas profunda de la informacién transmitida, sino que también nos
permite explorar y cuantificar los aspectos emocionales y sentimentales asociados a dicha

informacion.

Calculo de metadatos derivados
Las métricas especificas que utilizan las bibliotecas de Python TextBlob, NLTK y

NRClex en el analisis de los archivos .txt son:

TextBlob:

Polaridad:

Rango: [-1, 1]

Indica la positividad o negatividad del texto. Un valor positivo sugiere un tono

positivo, mientras que un valor negativo indica un tono negativo.

Subjetividad:

Rango: [0, 1]

Mide cuan subjetivo u objetivo es el contenido. Un valor cercano a 0 indica

objetividad, mientras que un valor cercano a 1 sugiere subjetividad.
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NLTK y NRCLex:

Emociones:

Rango: [0, 1]

Utiliza modelos de analisis de emociones para clasificar las expresiones
emocionales presentes en el texto con categorias especificas estas son: Feliz, Triste,

Enojado, Sorprendido, Miedo, Disgustado, Neutral, entre otras.

Es importante destacar que estas categorias son resultados de los modelos y
enfoques especificos de cada biblioteca. Ademas, la interpretacion precisa de las

categorias puede variar segun el contexto y la naturaleza del texto analizado.

Preprocesamiento

Generacion de vectores
La matriz de vectores esta compuesta por diversos campos que representan el
modelo de usuario propuesto. A continuacion, realizaremos una breve descripcion de como

estaria compuesta la matriz de vectores:

e Datos de Usuario:
Nombre de usuario, antigiedad de la cuenta, longitud del nombre de usuario,
longitud de la descripcion del perfil, longitud de la URL en el perfil, indicador de
cuenta verificada, numero de seguidores, niUmero de cuentas seguidas, y la relacion
de seguidores respecto a cuentas seguidas.

o Metadatos Derivados de Tweets y Retweets:
Numero total de tweets, nimero de tweets durante el uUltimo mes, nimero de
menciones directas en tweets, nimero de URLs en tweets, nUmero de hashtags en
tweets, numero total de retweets, nimero de menciones directas en retweets,

numero de URLs en retweets, y numero de hashtags en retweets.
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¢ Analisis de Sentimientos y Emociones (Entrada y Salida):
Métricas de analisis de sentimientos y emociones para los tweets y retweets del
usuario (entrada), asi como métricas para los tweets y retweets dirigidos al usuario
(salida) estas métricas serian: subjetividad, polaridad, miedo, enojo, anticipacion,

confianza, sorpresa, tristeza, repugnancia, alegria.

Con esta matriz, podriamos identificar y analizar patrones, comportamientos y

caracteristicas especificas de los usuarios en la red social Twitter (X).

Normalizacién de vectores.

En el contexto de nuestra investigacion, la normalizacion de datos se llevara a cabo
como parte del proceso analitico para ello ocupamos la libreria de Python (Scikit-learn,
Scikit-learn, 2024) proporciona herramientas para normalizar datos mediante su médulo
preprocessing. Este procedimiento se centra en ajustar las magnitudes de las
caracteristicas en la matriz de datos, especificamente aquellas que contienen informacién

numeéerica.

En el proceso de seleccion de caracteristicas relevantes para la investigacion, se
identifican columnas con datos numéricos pertinentes, como recuentos de interacciones y
numeros de seguidores. Luego, se aplica la normalizacién para ajustar los valores y
asegurar una escala similar, evitando sesgos en el andlisis. La matriz resultante refleja las
actualizaciones, permitiendo la comparacién equitativa entre nodos de relacionamiento de
usuario. La normalizacion juega un papel crucial al mejorar la precision de los modelos y
facilitar la interpretacion coherente de resultados, contribuyendo a una evaluacién mas

precisa de los nodos en redes sociales.
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Procesamiento
Clasificacion de nodos

Después analizar los trabajos relacionados, procedemos a efectuar una
comparacion detallada de las técnicas mas recurrentemente empleadas por los autores en
sus respectivas investigaciones. A continuacién, se presenta una tabla comparativa que

abarca las técnicas mas utilizadas Tabla 9:

Tabla 8

Tabla comparativa de las técnicas de clasificacion.

Técnicas Descripcion Funcionalidad Libreria
KMeans Algoritmo de Agrupa datos en k cllsteres segun scikit-learn
agrupamiento basado en la similitud de sus caracteristicas.
centroides
Cuantitativoy  Métricas cuantitativas y Proporciona medidas numéricas y NumPy,
Coseno medida de similitud similitud coseno para analisis de Pandas,
coseno datos. SciPy
Método del Técnica de determinacién Ayuda a identificar el nimero éptimo  scikit-learn
Codo Optima del numero de de clusteres en un conjunto de datos
clisteres usando la variabilidad intracluster.

Nota. Esta tabla muestra la comparativa entre las técnicas de clasificacion para identificar

los nodos.

Después de analizar las diversas librerias y técnicas para la clasificacion de los
nodos de relacionamiento encontrados, hemos concluido que, con base en sus

funcionalidades, optaremos por emplear Kmeans y el método del codo.

El algoritmo K-means es una técnica popular de agrupacion (clustering) que se
utiliza para dividir un conjunto de datos en k grupos distintos basandose en caracteristicas
similares (Grant RW, 2020). El método del codo (elbow method) es una técnica utilizada

para encontrar el nimero 6ptimo de clusters (k) en un conjunto de datos (Syakur, 2018).

Como parte inicial aplicaremos el método del codo ya que nos permitira saber el

valor exacto de k para la clasificacion de los nodos de relacionamiento, para cada valor de
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k se calcula la suma de los cuadrados de las distancias intra-cluster (WCSS, por sus siglas
en inglés). El WCSS representa qué tan compactos son los grupos (clusters) (Samuel &

Kridanto, 2019).

Se grafica los valores de k en el eje X y los correspondientes valores de WCSS en
el eje Y. En la Figura 14 se busca el "codo" o el punto donde la disminucién en WCSS
comienza a desacelerarse significativamente. Este punto indica el numero 6ptimo de

clusters.

Figura 14

Meétodo grafico del codo.

Método del Codo

150

Inertia

100 1

Nimero de Clisteres

Nota. Grafica representativa utilizando el método del codo mediante Python.

Después utilizaremos el algoritmo K-means que nos ayudara agrupar a los usuarios
en k clusters. Este valor de k se determinara una vez se aplique el método del codo, para
esto, utilizaremos este algoritmo mediante Python con la libreria scikit-learn esta es una
biblioteca de aprendizaje automatico de cddigo abierto que proporciona implementaciones
eficientes y faciles de usar de varios algoritmos de aprendizaje automatico, incluido K-

means (Scikit-learn, 2024).
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Introducimos los vectores normalizados para ejecutar este algoritmo dentro de los
datos normalizados. Al momento de ejecutar nuestro algoritmo, el modelo ajusta los
centroides de los clusteres para minimizar la suma de las distancias al cuadrado entre los
nodos de relacién y el centroide de su cluster asignado. Después de ajustar el modelo,
podemos obtener un grafico que representa la clasificacion de los nodos dentro de la red,
como se muestra en la Figura 15, que representa la agrupacién de los nodos de relaciéon

en cada centroide generado.

Figura 15

Gréfico de clasificacion
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Nota. Grafica de clasificacion mediante Python utilizando la libreria scikit-learn.

Analisis de datos
Definicion de perfiles de usuario

En esta fase nos centraremos en descubrir caracteristicas similares en el
comportamiento de los nodos en el proceso de propagacién de informacién lo que nos dara

como resultado la definicion de perfiles de usuario. Para ello nos basamos en los resultados
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obtenidos en el proceso de clasificacién ver Anexo 1. Por lo tanto, observamos las

caracteristicas importantes de cada grupo de relacionamiento como en la Figura 16.

Figura 16

Clasificacion de los nodos

Asgrupamients Caracteriztca 1 caracteristica 2 Cara<taristica 3
Cluster d oul_sadriess: LS oul_surprisez 0,01 kepgth_desc_userprafile: 0.4
Cluster 1 veriliad account: 1.00 in_subjectivily: 0.07 oul_anger: 002
Cluster 2 in_frar: .76 in_anticip: 0.72 in_angar 072
Cluster 3 FURLsLyesL: Ul in_disgust: L.B5 FUH Larelweel: 0,85

Nota. Grafica de los nodos de relacionamiento segun sus caracteristicas.

Mediante el analisis de los graficos generados por cada red observamos

caracteristicas similares en ellas y extrajimos la frecuencia con la que se repiten obteniendo

asi los siguientes perfiles de usuario:

Influenciador Verificado: Este nombre refleja la autenticidad de la cuenta, indicada
por la verificacion, y destaca la capacidad de esta persona para influir en la audiencia
de Twitter. La designacion "verificado" anade credibilidad a su presencia en la
plataforma, mientras que el término "influenciador" sugiere un impacto significativo
en el contenido y las interacciones de la comunidad de Twitter. Este perfil
probablemente se caracterizaria por una actividad frecuente de publicacién de
tweets que resuena en la audiencia, consolidando asi su posicion como un
influenciador reconocido en la plataforma.

Optimista Verificado: Este nombre destaca la autenticidad de la cuenta, indicada por
la verificacion, y enfatiza la predisposicion de la persona a compartir contenidos que
reflejan felicidad y optimismo en Twitter. La actividad notable de retuitear sugiere

una participacion en la difusion de mensajes positivos durante un mes. "Optimista
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Verificado" evoca una imagen de una presencia genuina y alegre en la plataforma,
contribuyendo a la creacion de un espacio positivo y amigable en la red social.

¢ Influenciador Feliz: Este nombre refleja la felicidad de la persona al leer las opiniones
de sus seguidores, transmitiendo una conexién positiva y emocional con su
audiencia. La gran cantidad de seguidores sugiere una presencia significativa y una
red extensa, lo que refuerza la idea de que esta persona disfruta de una comunidad
considerable. "Influenciador Feliz" comunica la imagen de un perfil que se enriquece
emocionalmente al interactuar con su audiencia, creando un ambiente positivo y

conectado en la plataforma.

Finalmente, en el proceso de generacion de perfiles de usuario mediante el método de K-
means y la identificacién del codo, se logré categorizar eficazmente los nodos en clusters
distintos. La seleccion de caracteristicas relevantes, la normalizacion de datos y la

aplicacion de K-means permitieron definir perfiles claros.

La interpretacion de los resultados revelo perfiles diferenciados, cada uno con sus propias
caracteristicas distintivas. Los nombres de los perfiles se asignaron considerando las
caracteristicas comunes dentro de cada grupo, lo que facilita la identificacién y comprensién
de las tendencias especificas. La metodologia empleada ver Figura 17 permitié una
clasificacion efectiva de los nodos, proporcionando perfiles significativos que reflejan la

diversidad de comportamientos dentro de la red social Twitter (X).

Figura 17

Metodologia de la solucion propuesta
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Selcocion del conjunto o datos

Dataset do Kaggle
Limpieza del Dataset
A — L X R
Exraceicn de followings (seguidos)

Recopilacifn de dstes Generacifin de redes
Medelo de usuaria
Extraction de metadstos del perfi de usuario
Exraction de metadatos de los treets

Metodologia de I solucion propuesta Caloulo de metadaos derivados

Generacién de vectores en base al model de usuario propuesto
Prepiocesamiento
Nermalizacién de vectores

Nota. Este grafico, nos permite observa la metodologia que implementaremos para nuestro

trabajo de investigacion.

Capitulo IV

Conclusiones y recomendaciones
Conclusiones
Tras la culminacion del presente trabajo de investigacion se puede concluir, de
manera general, que el principal objetivo de esta fue cumplido, de forma especifica y
referenciando a los objetivos especificos de este proyecto, se puede también obtener las

siguientes conclusiones:

e Importancia de la Deteccion de Informacion No Verificada: El fenédmeno de la
difusién de informacion no verificada en Twitter (X) destaca la importancia de
desarrollar herramientas eficientes para la recoleccion y andlisis de datos. La
propagacion de noticias no verificadas puede tener impactos significativos en la

sociedad, afectando la toma de decisiones individuales y colectivas. Por lo tanto, es
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crucial abordar este problema mediante la identificacién de alternativas a la API de
Twitter (X) para recopilar datos de manera efectiva.

Necesidad de Herramientas Alternativas: La limitacion de la API de Twitter (X) y los
cambios recientes en la plataforma resaltan la necesidad de buscar alternativas para
la recoleccién de datos. La investigacién subraya la importancia de explorar y
desarrollar herramientas que ofrezcan un mayor alcance y facilidad de uso e
instalacion, permitiendo asi un analisis mas profundo de las interacciones y acciones
de los usuarios en Twitter (X).

Rol Estratégico de los Nodos de Relacionamiento: La generacion de nodos de
relacionamiento se revela como una estrategia valiosa para comprender el
comportamiento en linea de los usuarios en Twitter (X). Estos nodos no solo
permiten rastrear las interacciones evidentes, como tweets y retweets, sino que
también son esenciales para prever el comportamiento futuro de los usuarios,
incluyendo preferencias politicas y respaldo a causas sociales.

Prediccion de Tendencias y Comportamientos: La capacidad de anticipar el
comportamiento futuro de los usuarios, basada en la generacién de perfiles
detallados, se convierte en un activo estratégico. Esta prediccion no solo facilita la
adaptacion proactiva a las tendencias emergentes, sino que también permite a las
organizaciones y empresas anticipar las necesidades y preferencias de sus
audiencias, generando ventajas competitivas en un entorno digital dinamico.
Contribucion a la Investigacion Social y Cientifica: La generaciéon de perfiles de
usuario, al proporcionar una vision detallada de las interacciones en linea, se
convierte en una valiosa fuente de datos para la investigacion social y cientifica. La
informacion recopilada puede ser utilizada para comprender patrones de
comportamiento, cambios en las opiniones publicas y dinamicas sociales,

contribuyendo asi al avance del conocimiento en diversos campos.
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Recomendaciones

Con toda la informacién obtenida de la solucién propuesta se han establecido las

siguientes recomendaciones:

Exploracion de Herramientas Alternativas: Dada la dependencia de la API de Twitter
(X) y sus limitaciones, se recomienda realizar una exhaustiva exploracion de
herramientas alternativas para la recoleccion de datos. Buscar soluciones que
ofrezcan mayor alcance, facilidad de uso e instalacién, y que se adapten a los
cambios dinamicos en la plataforma.

Desarrollo de Herramienta Personalizada: Considerando el objetivo de modelar las
acciones de los usuarios, se recomienda evaluar la posibilidad de desarrollar una
herramienta personalizada que se ajuste especificamente a los requisitos del
estudio. Esto podria implicar la creacidén de un sistema propio para la recoleccién de
metadatos de nodos de relacionamiento y tweets sin depender completamente de
la API de Twitter (X).

Enfasis en la Seguridad de Datos: Dada la sensibilidad de la informacién recopilada
de los usuarios, es crucial incorporar medidas soélidas de seguridad y privacidad en
el proceso de recoleccién y almacenamiento de datos. Garantizar la confidencialidad
y anonimato de la informacion recolectada es esencial para cumplir con estandares

de las nuevas politicas de Twitter (X).

Trabajos Futuros

El presente trabajo de investigacion y su solucién propuesta dejan algunas lineas

de investigacion que pueden ser estudiadas por trabajos futuros. A continuacion, se

presentan algunos temas que no fueron abordados por exceder el alcance planteado en

este proyecto, pero que podrian ser abordados en trabajos a futuro.
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Optimizacién de Herramientas de Generacion de Perfiles: Investigar y desarrollar
herramientas mas eficientes y precisas para la generacion de perfiles de usuarios
en redes sociales. Esto podria incluir técnicas avanzadas de procesamiento de
lenguaje natural y aprendizaje automatico para extraer informacion detallada de las
interacciones en linea.

Evaluacién Continua de Alternativas Tecnoldgicas: Dada la naturaleza cambiante de
las plataformas sociales, se recomienda realizar evaluaciones continuas de
alternativas tecnoldgicas para la recoleccion de datos en Twitter (X). Mantenerse al
tanto de nuevas API, herramientas de analisis y enfoques metodolégicos permitira
mantener la relevancia y eficacia en la investigacion.

Desarrollo de Herramientas Avanzadas de Analisis: Se podria explorar la creacion
de herramientas mas avanzadas de analisis de nodos de relacionamiento en Twitter
(X). Esto incluiria la implementacién de técnicas de inteligencia artificial y
aprendizaje automatico para identificar patrones de comportamiento mas complejos,
lo que podria mejorar la precision en la prediccion de preferencias y la propagacion

de informacion no verificada.
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