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Resumen

El banano ha sido uno de los principales productos de exportacion desde su auge en el afio 1950
, siendo uno de los ingresos econdmicos mas importantes del pais resulta indispensable
identificar, monitorear y analizar las distintas enfermedades fangicas que pueden afectar al
crecimiento y exportacion del banano, por lo tanto el objetivo del proyecto fue realizar la
comparacion de dos metodologias de analisis de imagenes multiespectrales y RGB obtenidas
desde sensores remotos de baja altura (UAV) y observar si tienen una diferencia significativa en
cuanto a su costo, acceso, y certeza de los datos para la identificacion de enfermedades en la
Estacion Experimental Tropical Pichilingue (E.E.T.P), en la provincia de Los Rios Las imagenes
empleadas en este proyecto se tomaron a una altura de 35m y 60m, con un traslape de 80%, las
imagenes multiespectrales se procesaron y clasificaron por medio del método Random Forest
utilizando indices de vegetacion como el NDVI, SAVI, y Clgreen; y las imagenes RGB se
clasificaron por medio del algoritmo Machine Learning teniendo como base un modelo
matematico que identifica los pixeles de color amarillo presentes en las plantas infectadas.
Obteniendo como resultado que tanto las imagenes multiespectrales como las RGB tomadas a
60m muestran mejores resultados en cuanto a la deteccién de Fusarium Oxysporum, en relacion
a la certeza ambas metodologias muestran un 80% de precision en el reconocimiento de la
sintomatologia, mientras que la metodologia mas accesible para los agricultores y profesionales
en cuanto a costos de implementacion es el Machine Learning con un valor de $ 2500, mientras
gue el costo de levantamiento de informacion en un area menor a 10 hectareas es de $15 y el
de analisis tiene un costo de $5400, teniendo un valor final de $7915. Se recomienda replicar el
experimento en distintos ambientes geograficos para comprobar y corroborar la exactitud y

precision del estudio.

Palabras Clave: banano, fusarium, random forest, machine learning.
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Abstract

Bananas have been one of the main products for exporting since its boom in 1950. Being one of
the mostimportant economic income in the country, it is essential to identify, monitor, and analyze
the different fungal diseases that can affect the growth and export of bananas; therefore, the
objective of the project was to perform the comparison of two methodologies of analysis of
multispectral and RGB images obtained from remote sensors of low height ( UAV) and to observe
if they have a significant difference in terms of their cost, access, and accuracy of the data for the
identification of diseases in the Tropical Experimental Station Pichilingue, by its initials in english,
(T.E.S.P) in the province of Los Rios. The images used in this project were taken at a height of
35m and 60m, with an overlap of 80%. Multispectral images were processed and classified using
the Random Forest method through the use of vegetation indices such as NDVI, SAVI, and
Clgreen where the RGB images were classified using the Machine Learning algorithm based on
a mathematical model that identifies the yellow pixels present in infected plants. As a result, it
was obtained that both multispectral and RGB images taken at 60m show better results in terms
of the detection of Fusarium Oxysporum. In addition, in relation to accuracy both methodologies
show 80% of it within the recognition of symptoms; furthermore, the most accessible methodology
for farmers and professionals in terms of implementation costs is Machine Learning with a value
of $ 2500; so that, the cost of collecting information in an area of less than 10 hectares is $ 15
and the analysis has a cost of $ 5400, giving a final value of $ 7915. Itis recommended to replicate
the experiment in different geographical environments to check and corroborate the accuracy and

precision of the study.

Key words: banana, fusarium, random forest, machine learning.
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Capitulo |
Antecedentes
El banano se cultiva en todas las regiones tropicales y tiene una importancia
fundamental para las economias de muchos paises en desarrollo. En términos de valor bruto
de produccion, el banano es el cuarto cultivo alimentario mas importante del mundo, después
del arroz, el trigo y el maiz. El banano es un alimento basico y un producto de exportacion

(Arias et al., 2004).

A nivel mundial, el banano se ubica entre los principales productos agricolas
comerciales, los principales paises exportadores en la Gltima década son Ecuador, Filipinas y
Costa Rica, mientras que los principales paises importadores son Estados Unidos de Norte

América, Alemania y Bélgica (Nivelo, 2017).

El sector bananero es un eje principal en el desarrollo econémico del pais, en el
mercado interno es un generador de fuentes de empleo, principalmente en las familias de la
costa ecuatoriana, y en el mercado externo el banano es uno de los principales productos
tradicionales de exportacién. De acuerdo a La Organizacion de las Naciones Unidas para la
Agricultura y la Alimentacién-FAQO, en 2018, las exportaciones mundiales de banano fueron de
19,20 millones de toneladas, de las cuales, el Ecuador exporté 6,64 millones de toneladas,
representando el 34,86% de las exportaciones mundiales, convirtiéndolo en el primer pais

exportador de este producto (Sanchez et al., 2020).

La sigatoka negra es un hongo que aparecio en 1987 en Ecuador. Desde esa fecha la
plaga se ha extendido a las bananeras. Esta especie dafia especialmente la hoja de la planta,
pero si no es contrarrestada la merma totalmente. La falta de hojas provoca que el banano no
alcance los 20 centimetros de largo minimo requerido para que sea exportado, en especial en

los manojos inferiores del racimo (BananoTecnia, 2022).

El mal de Panama se manifiesta en casi todas las zonas de produccion bananera. Se
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trata de una enfermedad provocada por el hongo radicular del suelo Fusarium oxysporum f. sp.
Cubense (Foc) que asfixia a la planta incapacitandola para absorber los nutrientes del agua en
el suelo. Es un hongo perenne y que puede persistir en el subsuelo durante mas de 30 afios. El
mal de Panama se compone de cinco razas diferentes que pueden provocar dafios importantes
dependiendo de las condiciones del suelo, el clima, la intensificacion del cultivo, el drenaje, etc.,

gue deja al banano practicamente improductivo (CNUCED, 2022).

Una posible alternativa para mejorar el diagnostico y optimizacién para mejorar la
produccién agricola proviene de la agricultura de precision, la cual se define como un conjunto
de tecnologias como satélites, sensores e imagenes y sistemas que se aplican en el trabajo en
el campo que reline, procesa y analiza datos temporales, espaciales e individuales y los combina
con otra informacion para respaldar las decisiones de gestién de acuerdo con la variabilidad
estimada para mejorar la eficiencia del uso de recursos, la productividad, la calidad, la
rentabilidad y la sostenibilidad de la produccion agricola y forestal. Lo anterior es factible gracias
a la cada vez mas eficiente captura de informacién de campos y cultivos de distintas extensiones
y su procesamiento en periodos de tiempo relevantes. Dicha informacion es proveniente de
sensores oOpticos que facilitan tomar diferentes tipos de imagenes digitales para el analisis de
datos. En la dltima década se han empleado sensores espectrales (e.g., RGB, multiespectrales
0 hiperespectrales, térmicos, de fluorescencia de clorofila y 3D) y algoritmos para medir y
observar la fisiologia de las plantas y especificamente para la deteccién temprana de plagas y

enfermedades, estado nutricional de las plantas, estrés hidrico o salino. (Cuevas et al., 2022)

El aprendizaje automatico (ML) es un enfoque empirico eficaz tanto para la regresion
como para la clasificacion (supervisada o no supervisada) de sistemas no lineales. Tales
sistemas pueden ser masivamente multivariados de forma que involucren unas pocas o

literalmente miles de variables. (Lary et al., 2016)

En los ultimos afios, las imagenes de UAV de alta resolucion junto con las técnicas de
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clasificacion de aprendizaje automatico (ML) estan surgiendo como una alternativa para el

analisis de cultivos (Gomez et al., 2020)

En un estudio realizado por (Gomez et al., 2020) emplearon un sistema de deteccion de
ML (platano y sus principales enfermedades) que se basa en imagenes multiespectrales y RGB
capturadas desde satélites y UAVs. En este estudio, utilizaron imagenes satelitales y UAV
multiespectrales (MS) para la clasificacion de banano basada en pixeles en el paisaje terrestre
de campo e imagenes UAV-RGB de alta resolucion para la localizacién de banano basada en

objetos y la deteccion de enfermedades (BXW y BBTD).

De esta manera, la aplicacion de sensores remotos con diferentes metodologias para la
deteccion de enfermedades en un cultivo de banano como es fusarium resulta beneficiosas
tanto para el estudio como para los productores, agricultores y consumidores de este producto,

ya que es de bajo costo y no intrusiva, y asi contribuye a mantener la seguridad alimentaria.

Planteamiento del problema

La actividad del banano en el Ecuador desde hace 60 afios ha tenido y tiene un peso
importante en el desarrollo del pais, tanto desde el punto de vista econdmico como social. En lo
econdmico por su participacion en el PIB (Producto Interno Bruto) y en la generacion de divisas
y en lo social por las fuentes de empleo que genera 'y mas aln por su peso importante en

determinadas regiones de la costa ecuatoriana. (Salazar Veloz & Del Cioppo Morstadt, 2015)

La produccién de muséaceas (banano y platano) en Ecuador es el primer rubro no
petrolero de importancia econémica y uno de los principales contribuyentes al fisco. En el
Ecuador existen alrededor de 268.410 hectareas de plantaciones de musaceas, de las cuales
el 95% se exporta y abastece a 43 mercados a nivel mundial; es asi que aproximadamente el
30% del consumo mundial es de banano ecuatoriano. Aproximadamente 2,5 millones de

personas dependen directa e indirectamente de esta actividad (MAGAP, 2020)



23

Tanto el banano como el platano constantemente se ven amenazados por diversos
problemas fitosanitarios, algunos de ellos muy serios por las consecuencias que sufren los
productores en el aspecto econémico y de la productividad. La incidencia de una enfermedad
gue ocasiona la muerte de las plantas, como es el Mal de Panama, fue motivo para que al igual
gue en otros paises bananeros, Ecuador procediera a la siembra de la nueva variedad
resistente del grupo Cavendish, en reemplazo de la variedad Gross Michel que habia
demostrado una alta susceptibilidad a la raza 1 del agente causal de la enfermedad (INIAP,

2020).

El control de patdgenos habitantes del suelo es complejo, mas adn, cuando producen
estructuras de resistencia, como sucede con Fusarium la cual tiene dos razas (FOC R1 y FOC
R4), aunque se han desarrollado diferentes practicas para su manejo, incluido el control
guimico con fungicidas sistémicos, la naturaleza de estos productos es una amenaza, por el

aumento de la resistencia del patégeno (L6pez & Castafio, 2019).

La Sigatoka negra es otra de las enfermedades que ataca a las plantaciones de banano
y asi mismo es un hongo, Mycosphaerella Fijiensis, el cual se transmite por el aire e impacta en
rendimiento de los cultivos, produciendo dafio en las hojas y afectando la nutricién de las
plantas (disminuyendo tasa de transpiracion y fotosintesis). En algunos casos afecta también la

maduracion de la fruta, incidiendo en la comercializacion. (Redagricola, 2020)

En el contexto particular de las enfermedades su deteccién temprana en el campo se
considera una fuente valiosa de informacion para ejecutar estrategias adecuadas de manejo y
control de enfermedades que permitan prevenir el desarrollo y propagacion de los patdgenos.
Sin embargo, los métodos convencionales para la deteccion de enfermedades se fundamentan
en la inspeccion visual de sintomas y dafios en campo, siendo costosa en tiempo y recursos.

(Calderon et al., 2018)
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Por lo tanto, a pesar de que actualmente se tienen controles fitosanitarios mejores que
anteriores décadas, las enfermedades en el banano se siguen presentando, tal como la
sigatoka ya sea amarilla 0 negra, y la raza 1 de fusarium que aunque no se ha hecho presente
en varios afios, aun existe la probabilidad de que se reproduzca de nuevo en los cultivos del
Ecuador generando asi pérdidas masivas, ya que, si bien en un tiempo se reemplazé la
variedad de banano Gross Michel por la Canvedish, se ha comenzado a cultivar de nuevo esta
especie para exportacion. Al ser nuestro pais uno de los principales exportadores de banano,
no se puede correr el riesgo de que los cultivos contraigan estos tipos de hongos pues
representaria pérdidas, por eso la aplicacién de los sensores remotos resulta fundamental para
la deteccién, control y monitoreo de enfermedades. También hay que tomar en cuenta que la
raza 4 (FOC R4) no ha afectado a los cultivos en Ecuador, pero en otros paises de Sudamérica
se ha presentado, teniendo una sintomatologia muy similar a la raza 1, afectando a los
pequefios y grandes productores del pais, por lo gue no se la puede descartar, como parte

importante del estudio.

Justificacion e Importancia

El banano es una importante fuente de empleo y divisas en nuestro pais ademas que es
uno de los productos mas exportados en nuestro pais (MAG, 2018). La produccién nacional se
concentra en la costa con un 90%, las condiciones de esta zona han permitido que los distintos
productores de la zona puedan abastecer a los grandes mercados como Rusia y la Unién

Europea (Jaramillo & Arguello, 2020).

La industria bananera es de gran relevancia ya que genera un gran aporte al fisco y al
producto interno bruto (PIB) en nuestro pais, por ejemplo, del afio 2014 al 2018, la exportacion
de banano crecié un 24% pasando de $ 2.590 millones a $ 3.218 millones (Betun & Mejillones,

2022)

Segun Apolo et al. (2021), los reportes del Ministerio de Agricultura y Ganaderia (MAG),
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el pais tiene plantado aproximadamente una superficie de 190.381 ha de banano con una
superficie cosechadas (ha) de 183.347mil hectareas, y una produccion de 6'583.477,00

millones de toneladas, con un rendimiento de 35,91 toneladas por hectarea. (p. 3)

El Ecuador, representa el 40% de las exportaciones de América Latina y el Caribe. Este
incremento se debe a la demanda de paises como China y Turquia, estos son dos de los

destinos en ascenso, para la exportacion de banano en Ecuador (FAO, 2020).

La pandemia por COVID-19 produjo grandes pérdidas econdmicas para el sector
bananero, ya que Ecuador destina sus exportaciones a distintos paises de Europa y Asia, estas

pérdidas se dieron por los bloqueos de puertos y cierres de frontera (Apolo et al., 2021)

Existen varios patégenos que afectan al desarrollo del banano, pero una de las
principales amenazas fitosanitarias es el hongo Fusarium oxysporum f. sp. Cubense (FOCQC), el
cual es muy persistente, la Gnica forma de controlarlo es mediante el mejoramiento genético.
Cabe destacar que la raza 1 de este patdgeno devastd en 1950 el banano Gros Michel y
Manzano (Zapata, 2019). Fue la raza 1 de este patdgeno lo que causoé el declive del cultivar
‘Gros Michel’ (Magdama, 2019). En la actualidad la raza 4 es la que mas afecta a continentes

como Asia, Africa, y Oceania (Parody & Zapata, 2018).

El proyecto se encuentra vinculado a los Objetivos de Desarrollo Sostenible (ODS)
teniendo como propoésito que estos se cumplan hasta el afio 2030, el ODS 12 menciona a la
“produccién y consumo responsable” donde se pretende que el consumo y la produccién sean
sostenibles y eficientes, es decir obtener mejores resultados con menos recursos, y una menor
degradacién del medio ambiente; también esta vinculado con el ODS 15 que menciona la “vida
de ecosistemas terrestres” ya que se centran en la pérdida y degradacion de habitats, en este

caso la investigacion contribuye a que no se pierda la diversidad de especies de banano.

En cuanto al Plan de Creacién de Oportunidades 2021-2025, el proyecto se encuentra
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enmarcado en el Objetivo 3: fomentar la productividad y competitividad en los sectores
agricola, industrial, acuicola y pesquero bajo el enfoque de la economia circular; este objetivo
abarca la agricultura de manera sostenible, ademas de impulsar la soberania y seguridad

alimentaria.

Descripcion del area de estudio

La presente investigacion se realizara en la parcela “Salvatierra” con una extension
aproximada de 2500 m2, que se encuentra dentro del Plan Nacional de banano, platano y otras
musaceas, en la Estacion Experimental Tropical Pichilingue (E.E.T.P) ubicada en el canton
Mocache, provincia Los Rios. En esta area se encuentra sembrada la especie de banano Gros

Michel.
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Figura 1

Mapa de ubicacién del area de estudio
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Objetivos
Objetivo General

Realizar la comparacion de dos metodologias de andlisis de imagenes multiespectrales
y RGB obtenidas desde sensores remotos de baja altura (UAV) para la identificacion de
enfermedades en la Estacion Experimental Tropical Pichilingue (E.E.T.P), en la provincia de

Los Rios.

Objetivos Especificos
e Realizar la toma de imagenes multiespectrales y RGB desde un UAV a dos alturas (35 y

60 m) en 4 épocas diferentes a una plantacion de banano.
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e Procesar las imagenes multiespectrales y RGB en software SIG para obtener los
ortomosaicos multiespectrales y RGB.
e Aplicar la metodologia de clasificacion por Random Forest a los mosaicos
multiespectrales comprobar la certeza de la clasificacion.
e Aplicar la metodologia de clasificador binario en cascada (machine learning) para las
imagenes RGB y realizar una validacion de datos por medio de fichas agronémicas.
e Elaborar fichas agronémicas por unidad biolégica para el registro de presencia y avance
de enfermedades en la plantacién de banano en un periodo de 5 meses
e Comparar los resultados de la clasificacion de imagenes multiespectrales por Random
Forest e imagenes RGB por clasificador binario de cascada, en cuanto a costos y
acceso y concluir cudl es la mas apta.
e Disefiar y proponer un manual de procesos y protocolos de la propuesta metodol6gica
seleccionada.
Hipotesis
La identificacion de las enfermedades en las plantaciones de banano utilizando
productos de imagenes multiespectrales y RGB tienen una diferencia significativa en cuanto a

Su costo, acceso, y certeza de los datos.

Metas
e 1 registro de todas las imagenes obtenidas desde el UAV.

e 6 ortofotomosaicos multiespectrales calibrados (verde, rojo, borde del rojo, infrarrojo
cercano) a diferentes épocas.

e 6 ortofotomosaicos RGB (verde, rojo, azul).

e 18 ficheros raster con los indices de vegetacion.

e 1 informe estadistico de la metodologia con mayor certeza.

e 1 mapa de andlisis multitemporal resultado de la captura de datos con imagenes

multiespectrales.
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e 1 mapa de analisis multitemporal resultado de la captura de datos con imagenes
RGB del area en estudio.
e 1 reporte de costos, acceso y facilidad de uso de las dos metodologias planteadas.

e 1 informe técnico del proyecto.

Capitulo 1l

Marco tedrico

Fotogrametria

La fotogrametria es la ciencia, arte o tecnologia que permite obtener informacién a partir
de fotografias, esta se divide en métrica e interpretativa. La métrica, es de interés para
ingenieros en geomatica, ya que ayuda a la determinacion de informacion espacial incluyendo
distancias, elevaciones, areas, volimenes, entre otros; en esta aplicacion se utiliza
principalmente la fotografia aérea que se realiza por medio de vehiculos aeronauticos, y en

otros casos se emplea la fotografia terrestre (Wolf & Ghilani, 2016).

La fotogrametria no se encarga de interpretar fendmenos, sino que se vale de

fotografias como insumo y mediciones que se realizan sobre ellas, para generar mapas

Sensores Remotos y teledeteccién

Son dispositivos que permiten la medicién del espectro electromagnético, por medio de
la radiacion emitida y reflejada por la superficie terrestre (Pineda & Gutierrez, 2020). Los
sensores producen informacién medible, cuantificable y de manera continua (Cabello &

Paruelo, 2008).

En cuanto a la teledeteccion es el conjunto de herramientas que permiten el
procesamiento e interpretacion de datos obtenidos por sensores remotos (Parody & Zapata,

2018). La vegetacion tiene una respuesta espectral baja en el visible a excepcién del color



30

verde, por la concentracidn de clorofila que poseen las plantas; en el infrarrojo cercano su
reflectividad es alta debido a la poca absorcion de energia por parte de las plantas en esta
banda. Todo esto considerando la vigorosidad y la salud de la planta, ya que, si la vegetacion

se encuentra enferma, se presenta una reflectividad baja en el infrarrojo (Cede et al., 2011)

La teledeteccidn es importante ya que proporciona informacién que facilita la
investigacion, y nos ayuda a conocer el estado actual de las cosas y a realizar proyecciones

hacia el futuro y también al pasado (Kogut, 2021).

Teledeteccion Pasiva

Este tipo de teledeteccidn se relaciona con la cantidad de rayos solares, que rebotan en
el objeto, es por ello que este tipo de teledeteccion se encuentra limitada por la energia solar,
ya que, si no existe suficiente luz solar, no hay forma de aplicarla pues no reflejara nada

(Kogut, 2021)

Imagenes Multiespectrales

Las imagenes multiespectrales se obtienen por la transformacién de niveles de
radiancia, que se obtiene a partir de la las coberturas que se encuentran en la superficie
terrestre, estos se pueden representar en bandas visibles (RGB) o bandas que no son
observadas por el ojo humano como el infrarrojo cercano (NIR), infrarrojo medio y térmico (IGN,

2022)

Los beneficios de las imagenes multiespectrales en la agricultura de precision son
numerosos entre ellos estan: extraer informacion que no se ven a simple vista, la cantidad de
fertilizantes o nutrientes que son necesarios para un cultivo, conocer la reaccion de las plantas
a ciertos quimicos, detectar el estado de las cosechas, ademas de ayudar a la toma de

decisiones y ayuda a planificar, supervisar y controlar los cultivos (CONAPA, 2019)
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Las imagenes multiespectrales tienen una ventaja sobre las imagenes de color real, ya
gue nos proporcionan informacion de otras bandas espectrales, estas con ayuda de los
Sistemas de informacion Geografico, nos permiten aplicar diversos indices que se usaran

segun la necesidad del usuario.

Imagenes RGB

Las imagenes RGB estan compuestas por los colores rojo, verde, y azul que se
almacenan como un arreglo de datos m por n por 3 que define los componentes de color rojo,
verde y azul para cada pixel individual, este tipo de imagenes no usan paleta de colores y tiene
un potencial de 16 millones de colores, ya que sus archivos son almacenados como imagenes

de 24 bits es por ello que se las denomina imagenes de color real (MathWorks, 2022).

Las imagenes RGB se han empleado en los Ultimos afos en los estudios de cultivos
tanto en campo como en invernadero, para la identificacion y mapeo de malezas y su condicion

fotosintética principalmente, a través de la superficie de las hojas

Vehiculos aéreos no tripulados (VANT — UAV)

Son vehiculos que fueron disefiados con la finalidad de no llevar piloto a bordo, y
ademas ser controlados de forma remota, o ser pre programados para poder volar de forma
autobnoma, en la actualidad tiene una gran cantidad de campos para su aplicacion, aunque en

primera instancia se crearon con fines militares (Sanchez, 2017)

Agricultura de Precision

Segun Garcia & Flego (2007) , la agricultura de precision consiste en aplicar la cantidad
correcta de insumos, en el momento adecuado y en el lugar exacto. Es el uso de las
tecnologias de la informacién para adecuar el manejo de suelos y cultivos a la variabilidad
presente dentro de un lote. La agricultura de precisién (AP) involucra el uso de sistemas de

posicionamiento global (GNSS) y de otros medios electrénicos para obtener datos del cultivo.
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Las tecnologias de la agricultura de precision permiten satisfacer una de las exigencias de la

agricultura moderna: el manejo ptimo de grandes extensiones.

La Agricultura de precisién, adoptada en paises vias de desarrollo como Ecuador brinda
la oportunidad tanto a agricultores como a investigadores de complementar sus conocimientos
en beneficio de comunidades y consumidores. Obteniendo de la aplicacion progresiva de estos
métodos mejores productos, competitivos en el mercado global y mas y mejores oportunidades
para los trabajadores del campo quienes no solo mejoran su calidad de vida con mejores

prestaciones, sino que ademas convierten sus oficios en profesiones rentables.

Banano

El banano procede del Sudeste Asiatico, se trata de una herbacea gigante,
monocotiledénea y perteneciente a la familia de las musaceas. Los cruces de esta planta han
permitido que exista diversidad genética y que existan variedades que no contienen semillas. A
través de la historia el banano ha viajado con la migracion humana, y el apogeo de su comercio
se da gracias a la mejora de condiciones de cultivo y transporte. Hay que tomar en cuenta que
se trata de una especie vegetal que necesita de condiciones Optimas y que debe enfrentarse a

numerosas plagas para poder desarrollarse (INFOCOMM, 2016).

Los mayores exportadores en volumen son: Ecuador, Filipinas, Guatemala, Costa Rica
y Colombia y los mayores exportadores en valores monetarios son: Ecuador, Bélgica, Filipinas,
Costa Rica, Colombia y Guatemala. Por otro lado, los principales importadores son: EE.UU.,
Rusia, Alemania, Bélgica, Reino Unido y Japén (Jaramillo & Arguello, 2020). En Ecuador el
banano se produce en las provincias de Manabi, Los Rios, Guayas, El Oro, y Esmeraldas

(ProEcuador, 2017)
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Dentro de sus caracteristicas fisicas se encuentran: un rizoma corto y tallo aparente,
esto es el resultante de varias vainas foliares, cénico y su altura se encuentra entre los 3,5 a

7,5 metros de altura, en la parte alta termina en una corona de hojas (INFOAGRO, 2022).

Gros Michel

Es una variedad grande y robusta que tiene un pseudotallo que va desde los 6 hasta los
8 metros de altura, una de sus caracteristicas es en su peciolo donde en su base posee
tonalidad rosada o verde clara, sus racimos cuelgan verticalmente y tiene un potencial de
manos de que va desde los 10 a 14 en promedio; en cuanto a sus frutos los que se encuentran
en las filas internas, se encuentran erguidos y posee una curva en su pedunculo y su parte
basal (Ver Figura 2). En cuanto al apice este tiene forma de cuello de botella y su pedunculo es
corto y robusto. La maduracion del fruto es homogénea, ademas su textura es delicada, por lo
que se le denomina “platano de seda” (Jimenez, 2006) y esta especie es muy susceptible a

enfermedades como el mal de Panama (INFOAGRO, 2022).

Figura 2

Principales partes de la planta de banano

‘edincalo
flocal

Nota. Tomado de Cultivo de banano (p. 6), por E. Barridon y J. Villareal, 2017.
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Fusarium

También conocida como mal de Panama se trata de un hongo (fusarium oxysporum)
gue se encuentra en el suelo, este devasto a la especie Gros Michel en la década de 1960; la
raza 1 de FOC mermo la produccidon comercial a gran escala en América Latina y el Caribe, la
solucion que se le dio a esta probleméatica es sembrar una especie de banano (Cavendish)
resistente a esta enfermedad (Segura & Stoorvogel, 2019), sin embargo en los afios 90 se

reporto plantas de banano con sintomas de fusariosis en Malasia y Sumatra, la raza 4 tropical.

Hay gue tomar en cuenta que la variedad Cavendish es altamente susceptible a la raza
1y raza 4 de FOC (Magdama, 2019), sin embargo, FOC R1 sigue siendo un problema para los

pequefios productores de Gros Michel (Segura & Stoorvogel, 2019).

Lo que hace de fusarium oxysporum dificil de controlar es la resistencia a fungicidas, la
ausencia de un organismo vivo que lo soporte, su forma de sobrevivir en el suelo por periodos
prolongados de tiempo ya que produce estructuras llamadas clamidosporas, asi como su
facilidad para penetrar en raices de otras especies de plantas, esto sumado a que la genética

del banano es similar, la hacen altamente susceptible (Magdama, 2019).

La sintomatologia de Fusarium se puede observar en las hojas donde se produce un
amarillamiento uniforme en las hojas adultas, hasta tornarse café, estas se mantienen unidas a
la planta, pero quedan colgadas dando la apariencia de una falda. También se puede presentar
una rotura o fisura en su pseudotallo (Ver Figura 3). En cuanto a su sintomatologia interna se
identifica por un cambio de coloracion en los haces vasculares, este se puede identificar en un
corte vertical en el pseudotallo ya que presentan coloraciones café, rojo o amarillo, y en un

corte transversal en forma de anillos (Tubay, 2021)(Ver Figura 4).



Figura 3

Sintomatologia externa de FOC R1 en una planta de banano

Nota. Hojas adultas, marchitas que no caen de la planta, plantas con sintomatologia de

fusarium FOC R1.
Figura 4

Sintomatologia interna de FOC R1

Nota. En la izquierda se puede ver un corte vertical de una planta infectada con FOC R1y

posee coloracion café y en la derecha un corte transversal la formacién de anillos

35
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Sigatoka Negra

Su nombre es debido a que se originé en el Valle de Sigatoka en las islas Fiji y se
registré por primera vez en el afio 1912. Se trata de una enfermedad que es causada por el
hongo del género Ascomycete Mycosphaerella fijiensis Morelet, a partir de esta fecha, la
enfermedad se difundi6 alrededor del mundo en los siguientes 40 afios. Se manifestd por
primera vez en Centroamérica en 1934, devastando los cultivos de Honduras y Surinam; esta
enfermedad se encuentra presente en todos los paises productores de banano, y tiene
repercusion econémica ya que afecta el rendimiento de las plantas de banano, y su manejo

también representa altos costos (Guzméan & Paladines, 2019).

Segun Bennett & Arneson (2003), los primeros sintomas de la enfermedad de Sigatoka
negra son manchas cloréticas muy pequefias que aparecen en la superficie inferior de la
tercera o cuarta hoja abierta. Las manchas crecen convirtiéndose en rayas de color marron
delimitadas por las nervaduras. El color de las rayas va haciéndose mas oscuro, algunas veces
con un matiz parpura, y visible en la superficie superior. Luego las lesiones se amplian,
torndndose fusiformes o elipticas, y se oscurecen alin mas formando las rayas negras de las
hojas caracteristicas de la enfermedad. El tejido adyacente frecuentemente tiene una
apariencia como empapado o0 mojado, especialmente cuando esta bajo condiciones de alta
humedad. Cuando el grado de severidad de la enfermedad es alto, grandes areas de la hoja

pueden ennegrecer y lucir empapadas (Figura 5).
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Figura5

Planta infectada con sigatoka negra

Nota. A la izquierda una hoja de banano Gros Michel con primeras sintomatologias de Sigatoka
Negra, a la derecha una planta de banano con Sigatoka que ya presenta un grado de severidad

medio.

Sigatoka Amarilla

Esta enfermedad se presenta en un inicio como manchas amarillas o lineas paralelas
en las venas laterales de las hojas nimero cuatro y cinco, la mancha crece hasta tornarse
marrén con centro gris claro, en cuanto la mancha sigue creciendo y tornAndose amarilla, la
hoja comienza a morir, en pocas semanas las hojas que se encuentren afectadas severamente
mueren, dejando asi pocas hojas sanas y produciendo que el racimo con el fruto inmaduro

caiga (Pérez, 2002).

En el cultivo en estudio la mayoria de plantas esté infectada con sigatoka negra, y

ciertas plantas presentan sintomatologia de sigatoka amarilla, hay que tomar en cuenta que
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esta enfermedad no se inoculd en las plantas, hubo un libre contagio ya que la mayoria de

plantas de banano presentan esta enfermedad.

Clasificacién de imagenes

Es un procedimiento basado en las caracteristicas similares en una imagen o grupo de
imagenes, para extraer esta informacion y posteriormente clasificarla en distintas clases
algunas de estas caracteristicas son la forma, el color, la luminosidad, entre otras (Megias &

Serrano, 2022).

La clasificacion de imagenes se hace con el propésito de discernir de mejor manera los
datos y su disposicién, no se busca cambiar los datos originales, pero si resaltar aquella

informacion que sea de utilidad, segun la temética que se busca plasmar (Reuter, 2019).

Clasificaciéon supervisada de imagenes

Es aquella en la que se parte de clases conocidas, es decir la zona de estudio es
investigada previamente, estas clases se definen sobre la imagen por un analista, y deben ser
lo suficientemente representativas en cuanto a las categorias de la leyenda, estas sirven para
gue el ordenador pueda asignar y clasificar los niveles digitales a todos los pixeles de la

imagen (Reuter, 2019).

Clasificaciéon no supervisada de imagenes
Es la clasificacion donde no interviene el analista, y lo que hace es buscar clases
espectrales en una imagen multibanda (ArcGIS, 2016). Esta técnica se basa en la agrupacion

de pixeles similares, en donde clasifica un conjunto de datos en una escala de pixel.

Random Forest
Son arboles de decision individuales que funcionan como un grupo o conjunto, en donde
cada arbol nos arrojara un resultado o prediccién, y el resultado con mas votos se convertird en

la prediccién del modelo. Segun Yiu (2019), una gran cantidad de modelos relativamente no
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correlacionados (arboles) que funcionan como un comité superaran a cualquiera de los

modelos constituyentes individuales (Ver figura 6).

Figura 6

Representacion de Random Forest y su algoritmo

Bosque Aleatorio

Insumo

¢ od e & od @ ¢ ed o ¢ od @ dod o ¢ od @
Arbol 1 Arbol 2 Arbol n
Clase X Clase Y Clase X

Mayoria de votos

Clasificacion final

Nota. Tomado de Overview Random Forest, por J. Kim, 2018.

Al ser un método de clasificacion supervisada tiene una fase de entrenamiento donde la
muestra sera aleatoria, pero se tomara como un reemplazo de los datos de partida, ademas
tomando en cuenta que el conjunto de datos sea M, se seleccionard un m nimero de variables,

este ultimo valor sera constante durante la generacion de todo el bosque (Orellana, 2022).

Las principales ventajas del uso de esta metodologia es que se requiere poco
entrenamiento, puede identificar miles de variables y encontrar las mas importantes, es decir
reduce la dimensionalidad, también incorpora métodos para estimar los datos faltantes; en
cuanto a las principales desventajas que posee es que posee una pérdida en la interpretacion
de datos, es un excelente método de clasificacion, pero no es bueno en cuanto a regresion, ya
gue no predice mas alla del rango de valores de entrenamiento ingresados, y por ultimo, se

tiene poco control de como opera el modelo (Orellana, 2022).
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indice de Clorofila Verde (GCI)

Es un indice que se basa en el verdor de la planta, esté relacionado directamente con la
clorofila (Flores-Rodriguez et al., 2020), por lo que se puede aplicar a una gran variedad de
especies vegetales, teniendo éxito. El calculo para este indice es una relacion entre las
reflectancias del infrarrojo cercano y la reflectancia del verde en la clorofila (EOS DATA

ANALYTICS, s.f.).

NIR
GREEN

GCI = -1 (Ec. 1)
Este indice es de mucha utilidad ya que se puede monitorear el impacto de la
estacionalidad o la repercusion que tienen plaguicidas, o pesticidas en los cultivos (Alonso,

2020).

indice Normalizado Diferencial de Vegetacion (NDVI)

Segun Diaz (2015), “Este indice se basa en el peculiar comportamiento radiométrico de
la vegetacion, relacionado con la actividad fotosintética y la estructura foliar de las plantas,
permitiendo determinar la vigorosidad de la planta.” (p. 43). Este indice nos ayuda a saber el
estado o salud de la planta especialmente en la region del espectro electromagnético del rojo al

infrarrojo cercano.

NIR—-RED
NIR+RED

NDVI = (Ec. 2)

La férmula indica una relacion inversa entre las reflectancias de las bandas, lo que nos

permite discriminar distintas cubiertas vegetales (Diaz, 2015).

indice SAVI (Soil Adjusted Vegetation Index)
Es un indice empleado para minimizar la influencia del suelo, que ofrece el indice NDVI,
el valor de L en la férmula es el mostrara la densidad de la vegetacion, el valor empleado por

defecto es de 0,5 cuando la vegetacion es intermedia, mientras que si el valor se acerca a 0 se
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emplea para vegetaciones muy densas, y el valor de 1 muestra baja densidad en la vegetacion,

se encuentra dado por la férmula:

NIR—RED

SAVI = (1 + L) » —2R-RED
NIR+RED+L

(Ec. 3)

Clasificador binario en cascada

Se trata de un algoritmo que es reconocido por ser rapido, eficiente y de bajo costo
computacional, este pasa por las fases de comparacion de varianza, comparacién de pixeles y
correlacion de parches. Este algoritmo es un método de machine learning, se somete primero a
una etapa de inicializacién donde se necesitan ciertos insumos como una imagen en escala de
grises del area de estudio y un parche que defina, en este caso la apariencia de un arbol de
banano, a partir del primer parche se construye el conjunto de entrenamiento etiquetado

mediante el método de remuestreo (Fonseca et al., 2021).

La segunda etapa es el entrenamiento, donde se tienen como insumo imagenes de
muestras positivas, en este caso imagenes que contengan Fusarium oxysporum f. sp. Cubensis
(FOC R1) y Sigatoka, de esta forma el algoritmo puede detectar las caracteristicas estudiadas

gue estan asociadas a la enfermedad (Fernandez, 2017).

El dltimo paso es la evaluacion, que se basa en los dos pasos anteriores para evaluar la
imagen de entrada, esta se evallia con ventanas de diferentes tamafios que son seleccionadas

por el operador (Fonseca et al., 2021)..

Python

Se trata de un lenguaje de programacién que se caracteriza por ser compacto, legible
ya gue su lectura es mas facil que otros lenguajes de programacion, ademas ofrece ciertas
ventajas como un entorno interactivo, que ayuda a realizar pruebas; un entorno de ejecucion

gue encuentra los errores que los compiladores no detectan, y ayuda a corregir estos
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problemas; ademas posee una alta variedad de estructura de datos que se pueden manejar

con gran facilidad (Marzal et al. 2014)

Colaboratory

Es un producto de Google Research de acceso gratuito, que permite escribir y ejecutar
cbdigos de Python incluyendo algoritmos de Machine Learning, brinda beneficios a
profesionales y estudiantes ya que es de facil acceso y el Unico requisito es tener conexion a

internet y acceso a los navegadores Google Chrome o Mozilla Firefox (Das, s.f.).

Matriz de confusion

Método empleado para conocer el desempefio de los métodos de clasificacion, se lo
utiliza principalmente para evaluar métodos de inteligencia artificial, esta herramienta nos
permite conocer los errores y aciertos del modelo. Existen cuatro tipos de casos que se detallan

a continuacion:

Verdadero Positivo: Es un caso que es real y el programa predice que es real.

Verdadero Negativo: Es un caso que es negativo y el programa lo predice que es real.

Falso Positivo: Es un caso que es negativo y el programa predice que es real.

Falso negativo: Es un caso que es positivo y el programa predice que es falso.

Los pardmetros con sus formulas fueron tomados de (Zelada, 2017).

Exactitud

Es el porcentaje de datos clasificados como correctamente por el algoritmo

VP+VN
Total

Exactitud = (Ec. 4)

Donde:

VP= Verdadero Positivo
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VN= Verdadero Negativo
Precision
La precision indica la reproducibilidad de los resultados y puede definirse como la

concordancia entre los valores de dos 0 mas medidas obtenidas de la misma manera y para la

misma muestra. Se lo calculara a partir de la siguiente férmula:

vp
Total clasificados positivos

Precisién = (Ec. 5)
Donde:

VP= Verdadero Positivo

Sensibilidad

Cuando la clase es positiva, que porcentaje puede clasificar correctamente:

Exhaustividad = ———— (Ec. 6)
Total Positivos

Donde:

VP= Verdadero Positivo

Tasa de Error

Es el porcentaje de datos clasificados incorrectamente:
Tasa de Error = 222 (Ec.7)
Total

Donde:

FP= Falso Positivo

FN= Falso Negativo
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indice Kappa
Segun Abraira (2022), “El indice k se usa para evaluar la concordancia o

reproducibilidad de instrumentos de medida cuyo resultado es categérico (2 o mas categorias).”

Po—Pg
1-P,

indice Kappa = (Ec. 8)

Donde:
P,= Proporcion de acuerdos observados
P,= Proporcion de acuerdos esperados

El célculo de P, esta dado por la férmula:

_ (VP + FP)x(VP + FN)x(FN + VN)x(FP + VN)
€= (VP + VN + FP + FN)?

Tomando en cuenta que mientras mas alto sea el valor de kappa, mas fuerte sera la

concordancia (Tabla 1)

Tabla 1

Tabla de rangos de valores Kappa

Kappa (k) Grado de acuerdo
< 0,00 Sin acuerdo
0,00-0,20 Insignificante
0,21-0,40 Mediano

0,41-0,60 Moderado
0,61-0,80 Sustancial
0,81-1,00 Casi perfecto

Nota. Tomado de Notas Estadisticas (p.247), por V. Abraira, 2022.
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Base Legal
La presente investigacion se encuentra respaldada bajo el Art.281.3 de la Constitucién
de la Republica, habla de fortalecer la diversificacion y la introduccién de tecnologias

ecologicas y organicas en la produccidn agropecuaria.

“Que, la LORSA. Art. 24 Indica que la sanidad e inocuidad alimentaria tienen por objeto
promover una adecuada nutricién y proteccién de la salud de las personas, y prevenir, eliminar
o reducir la incidencia de enfermedades que se puedan causar o agravar por el consumo de

alimentos contaminados”.

Segun la: Ley organica de consumo, nutricién y salud alimentaria, capitulo Il de las
obligaciones de proveedores y expendedores de alimentos en relacién a los derechos de las

personas consumidoras:
Art.13: Es obligacién de las y los proveedores y expendedores de alimentos:

d) Inocuidad de los alimentos: “Ofrecer productos alimenticios inocuos de conformidad con las
normativas sanitarias, siendo ademas obligatorio probar, ante la autoridad competente, la
calidad de los productos que se ofrecen cuando sea requerido. En los criterios y pardmetros de
verificacion de la inocuidad alimentaria, ademas de los establecidos en la normativa
correspondiente, se incluira informacion relacionada con la presencia de: sustancias téxicas,
pesticidas, hormonas, reguladores de crecimiento, antibiéticos, y otras sustancias o insumos
usados en la produccion agricola y crianza animal que pudieren afectar la calidad e inocuidad
de los alimentos” (COMISION TECNICA DE CONSUMO, NUTRICION Y SALUD

ALIMENTARIA, 2013, p. 22).
Ley Orgéanica de Agrobiodiversidad, Semillas y Fomento de la Agricultura Sustentable.

Art. 5.- De los fines. Son fines de la presente Ley:
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a) La proteccién, conservacion, manejo y uso de la agrobiodiversidad;

b) Fomentar el desarrollo de la investigacion de la agrobiodiversidad con el fin de

facilitar el acceso y disponibilidad de semilla de calidad y garantizar la soberania

y seguridad alimentaria;

c¢) Fortalecer el Banco Nacional de Germoplasma y los centros de bioconocimiento de recursos

fitogenéticos para la conservacién de la agrobiodiversidad;

d) Fortalecer el uso, conservacion y libre intercambio de la semilla nativa y tradicional; e)
Regular y fomentar la produccion, certificacién, uso, comercializacién, importacion y

exportacion de semilla;

f) Fortalecer la asociatividad y el emprendimiento de personas naturales y juridicas, publicas,
privadas o comunitarias, para la produccién y comercializacion de las semillas nativas,
tradicionales y certificada (LEY ORGANICA DE AGROBIODIVERSIDAD, SEMILLAS Y

FOMENTO DE LA AGRICULTURA SUSTENTABLE, 2017, p. 3)



47

Capitulo 1l

Metodologia

Generalidades

El proyecto se ejecutd en cuatro fases, en la primera se obtuvieron las imagenes RGB y
multiespectrales con UAV, en la segunda fase se procesaron las imagenes, en la tercera fase
se aplicaron los diferentes indices para clasificar la vegetacion, y en la cuarta y Ultima fase se
aplicaron los métodos de clasificacion y los andlisis estadisticos para comprobar que método es

el mejor. A continuacion, se muestra el diagrama de flujo del proyecto (Figura 7).

Figura 7

Metodologia aplicada al proyecto de investigacion
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Fase |

Materiales y equipos
Los materiales empleados en campo se detallan a continuacion (ver tabla 2), Se utilizd
un dron DJI Phantom 4 y un dron DJI Mavic Pro, ademas se utilizaron distintos softwares (ver

tabla 3) que nos permitieron procesar las imagenes y realizar operaciones con sus bandas.

Tabla 2

Materiales para el desarrollo del proyecto

No. Item Cantidad
1 Estacas 4
2 Paineles de tela 4
3 Fichas Agrondmicas 10
4 Cinta métrica 1
5 GPS navegador 1
6 Pilas 2
8 Diana de calibracion 1
9 Laptops (Dell y Pavilion) 2
10 Cémara fotogréfica 2
Tabla 3

Equipos y programas para el desarrollo del proyecto

NoEquipo/ Programa Descripcién y uso

1 Dron DJI Phantom 4 acoplado con camara  Captura de imagenes multiespectrales
Parrot Sequoia

2 Dron DJI Mavic Pro Captura de imagenes RGB
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NoEquipo/ Programa Descripcion y uso

3 Pix4D Capture Elaboracion y ejecucién de planes de vuelo

4 Agisoft Metashape Creacion de ortofotos multiespectrales

5 Drone Deploy Creacion de ortofotos RGB

6 ArcGIS PRO Creacion de indices de vegetacion y creacion
de mapas

Condiciones del Area de estudio

La presente investigacion fue realizada en las parcelas del Lote Salvatierra de la
Estacion Experimental Tropical Pichilingue (E.E.T.P) en Quevedo cuyas caracteristicas
politicas, geograficas y climéticas se resumen a continuacién (Ver Tabla 4). Esta parcela, fue
inoculada con el hongo Fusarium Oxisporum tres veces mientras se realizaba el estudio (ver
tabla 5) por lo que lo esperado era que el cultivo muestrara una sintomatologia clara; el hongo
fue cultivado en los laboratorios y fue aplicado realizando cortes en las raices de las plantas de
banano y esparciendo el patégeno. Sin embargo, Fusarium R1 no presenté sintomatologia
significativa en la parcela, por lo que se tomaron en cuenta sintomatologias de distintas
enfermedades como Sigatoka negra y amarilla en el cultivo. Los muestreos se realizaron en

tres fechas posteriores a la inoculacion (Ver tabla 6).

Tabla 4

Caracteristicas politicas y geograficas del lote Salvatierra de la Estacion Experimental Tropical

Pichilingue

Detalle Caracteristicas
Provincia Los Rios
Cantén Mocache

Altura 120 m.s.n.m
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Caracteristicas

Clima

Precipitacién media anual
Temperatura media
Humedad relativa

Latitud

Longitud

Tropical humedo con un periodo seco bien definido

2178 mm

24°C

84%

1°04" 37.3”’S
79°29°18.970

Nota. Tomado de INIAP,nd

Tabla 5

Inoculaciéon de Fusarium R1

No. Inoculacién

Fecha inoculacidn

1 14 de marzo del 2022
2 13 de junio del 2022
3 3 de agosto del 2022
Tabla 6

Fecha de captura de datos

No. de muestreo

Fecha captura de datos

ler muestreo

2do muestreo

3er muestreo

20 de abril del 2022
8 de julio del 2022

28 de septiembre del 2022

Puntos de apoyo Fotogramétrico

Los puntos de apoyo se seleccionaron de acuerdo con la visibilidad que nos ofrecia el

Lote. Esto se pudo analizar tras la primera toma, en la que no se habia realizado el deshoje y
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deshije, y esto dificultd la ubicacion de estos puntos; se procedidé con la colocacion de estacas y
paineles. Estos puntos no se posicionaron con equipos GNSS de doble frecuencia, Gnicamente
se consideraron los datos obtenidos del dron y se ajustaron los ortofotomosaicos entre si. Esto

se hizo por medio del programa Agisoft donde las imagenes que contenian los paineles se

marcaron como puntos de control, para que exista un ajuste de las imagenes.

Plan de vuelo

Para las imagenes multiespectrales y RGB se utilizaron dos alturas: 35m y 60m, con un
traslape transversal y longitudinal de 85%. Se empleé el dron DJI Phantom 4 con una camara
Parrot Sequoia para la captura de imagenes multiespectrales (Ver Figura 8), y para la
obtencion de imagenes RGB se utilizé un Dron MAVIC Pro (Ver Figura 9). Se trabajo con la
aplicacion Pix4D Capture para los planes de vuelo donde se ingresaron los datos previamente

expuestos, también se verificé que se cubriera toda la zona de estudio.

Figura 8

Plan de Vuelo en Dron MAVIC Pro

< N/A Disconnected

banano_tesis 25 X
03:22 ~
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Figura 9

Plan de Vuelo en Dron DJI Phantom 4

130x127 m
6min:00s

Ejecucién de plan de vuelo y toma de imagenes RGB y Multiespectrales

Primero se colocaron los puntos de apoyo fotogramétrico, con la ayuda de las estacas
como guia, acto seguido se procedi6 a colocar los paineles en los puntos asegurandolos con
ganchos para que no se muevan. Los drones fueron calibrados con sus dianas al iniciar el
vuelo, con la finalidad de tomar en cuenta la reflectancia que existe al momento de la captura
de datos, si las condiciones climatol6gicas cambian a medida que se realiza el vuelo, habra que
tomar datos de calibracién al final del vuelo para realizar las correcciones radiométricas, en el

postprocesamiento de imagenes.

Revision de imagenes
Una vez obtenidas las imagenes en campo, se realiza la depuracion de las mismas, y

se verifica que estas tengan sistema de coordenadas y que estén tomadas correctamente.

Datos tomados en campo
La generacion de informacion que ayudé a verificar el estado de las plantas, se realizé a

partir de fichas agronémicas, las cuales constaban de los siguientes parametros (ver tabla 7),
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los datos tomados en campo solo se hicieron a las plantas numeradas, pero para el andlisis de

informacion se realizé en todo el lote.

Tabla7

Parametros tomados en campo

No Semana Altura Altura Manos N° N° hojas N° N° hojas Grosor Grosor
Paricion dela de poten. hojas planta hojas hijo tallo tallo
madre hijo del planta madre hijo  afectadas hijo

racimo madre afectadas sanas

sanas

Semana de paricion: Nos demuestra la madurez de los frutos su rango va desde 1 a 7
semanas, también nos permite ver el rendimiento de la planta ya que muchas veces si el cultivo

se encuentra infectado afecta directamente a su rendimiento.

Altura de la madre e hijo: Se tomaron estos datos para conocer si las plantas se estaban

desarrollando correctamente

No. de hojas sanas de planta madre e hijo: Este dato permite conocer si existe alguna planta

con sintomatologia externa de FOC R1 o Sigatoka negra y amarilla.

Grosor: Se tomo el grosor a altura basal tanto de la madre como del hijo

Fase ll

Preprocesamiento de imagenes

Una vez tomados los datos en campo se procedio a realizar una depuraciéon de
imagenes y cargarlas en el software Agisoft Metashape con las dianas de calibracion (Ver
Figura 10) en conjunto, hay que tomar en cuenta que estas imagenes deben ser reconocidas

por el software y se debe crear una escena con el sistema multichmara ya que este reconocera
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los metadatos de las imagenes. También se deben convertir las coordenadas al sistema WGS

84 UTM 17S.

Figura 10

Dianas de calibracion

Nota. De izquierda a derecha son las bandas: verde, infrarrojo, rojo, borde rojo.

Correcciones geomeétricas y radiométricas

El siguiente paso es la calibracion de las reflectancias que se encuentra en la pestafia
herramientas del software, se debe activar la opcién detectar paneles y esta opcién muestra los
valores que vienen por defecto en el dron y con los que se ha realizado la calibracién, también

se debe escoger la opcién deutilizar el panel de reflectancia y aceptar.

Generaciéon de Ortomosaicos
Una vez ajustadas las condiciones con las que se va a trabajar, se procede a generar

los ortomosaicos, este proceso consta de una serie de pasos que se detallan a continuacion:

Lo primero es orientar las fotos, en este caso se realizé con la calidad mas alta. Una vez
generado el resultado se debe crear la nube de puntos densacon calidad alta; los siguientes
pasos son la generacion de una malla y un modelo digital de elevaciones, y por ultimo la

generacion delortomosaico. El ortomosaico se puede exportar en distintos formatos, en este
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caso se ha optado por el formato TIFF ya que abarca la georreferenciacién del ortomosaico. El

resultado final se muestra a continuacion (Ver figura 11)

Figura 11

Procesamiento de datos en Agisoft Metashape

Nota. Ortomosaico generado con el método planteado

Fase Il

Calculo de indices de vegetacidn
Una vez obtenidos los ortomosaicos se procedi6 a utilizar el programa ArcGIS Pro para
calcular los indices de vegetacién, en donde se tomd como insumo los ortomosaicos generados

previamente.

NDVI
Para el calculo de este indice se utilizé la herramienta de indices, seleccionamos el

NDVI (Ver Figura 12)
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Figura 12

Aplicacién del indice NDVI

Nota. indice NDVI en el software ArcGIS Pro

Luego en otra ventana emergente se ajustaron los parametros para realizar el
respectivo célculo, hay que tener en cuenta que, al momento de colocar las bandas, se
comprobd en que banda se encuentran el NIR y el rojo para cumplir con la férmula propuesta

en la Ecuacion 2. En nuestro caso el NIR es la banda 4 y el rojo es la banda 2 (Ver Figura 13).

Figura 13
Parametros indice NDVI

NDVI 0 X
indice de banda cercano a infrarrojo
4 - Band_4 >

Indice de banda roja

2 -Band_2 v

l Aceptar ‘ I Cancelar

Nota. Bandas NIR y RED para el indice NDVI
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El programa termina generando un nuevo raster en donde aparece el indice calculado
pixel a pixel (Ver figura 14 y 15), para seguidamente realizar su respectiva valoracion, este

proceso se realiz6 en los 6 ortomosaicos.
Figura 14

Resultado indice NDVI

"

Nota. Raster generado con el indice seleccionado.
Figura 15

Resultado indice NDVI con otra simbologia

"

Nota. Raster generado con diferente simbologia.
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SAVI
Para el calculo de este indice se utilizé la misma herramienta de imagenes, se

selecciond SAVI (Ver Figura 16).
Figura 16

Aplicacién del indice SAVI

m; ¢

bl [ ] FS

Nota. indice SAVI en el software ArcGIS Pro

Luego en otra ventana emergente se ajustaron los parametros para realizar el

respectivo célculo, en donde se aumenta el valor de un factor de correlacion (Ver Ecuacion 5).

En este caso el valor de factor de correlacién que se utilizé fue de 0,5 ya que es el mas
adecuado por las cualidades que presenta nuestra zona de estudio al tener una densidad de

vegetacion intermedia (Ver Figura 17).



Figura 17

Parametros indice SAVI

-
SAVI ] >

indice de banda cercano a infrarrojo

4 - Band_4 -

indice de banda roja

2 - Band_2 -

Factor de correccion de brillo del suelo

0,5

|
|
{
)|

ceprar | [ canceiar |

Nota. Bandas NIR y RED para el indice SAVI y factor de correlacion.

El programa termina generando un nuevo raster en donde ya se da el indice calculado
para realizar su respectiva valoracién, este proceso se realiz6 en los 6 ortomosaicos

respectivamente (Ver figura 18).
Figura 18

Resultado indice SAVI

Nota. Raster generado con el indice seleccionado

Clgreen

Para el calculo de este indice se utilizé la misma herramienta de imagenes, se

seleccion6 Verde de ClI
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Figura 19

Aplicacién del indice Clgreen

v
]

Luego en otra ventana emergente se ajustaron los parametros para realizar el
respectivo célculo, en este caso se utilizaron el NIR y el verde, en este caso 4y 1

respectivamente (Ver Figura 20)
Figura 20

Parametros indice Clgreen

Verde de CI O X
indice de banda cercano a infrarrojo
4 - Band_4 v

indice de banda verde

1-Band_1 v

\ Aceptar I ‘ Cancelar

Nota. Bandas NIR y GREEN para el indice Cigreen.

El programa termina generando un nuevo raster en donde aparece el indice calculado
pixel a pixel (Ver Figura 21), para seguidamente realizar su respectiva valoracion, este proceso

se ejecutd en los 6 ortomosaicos.
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Figura 21

Resultados indice Clgreen

Nota. Raster generado con el indice seleccionado

Métodos de clasificacion de imagenes

Random Forest

Para realizar la clasificacion supervisada de random forest, primero se realizé una
depuracion de puntos GPS que se tom6 de las plantas de banano en campo, estos se
constataron con las anotaciones de los puntos que se tomaron de las plantas sanas y las
enfermas ubicadas a lado del lote de estudio, luego se utilizé la herramienta Preparar
clasificador de arboles aleatorios, en el cual se carg6 el ortomosaico de entrada, la tabla en
donde se clasific por valores, en este caso el de planta sana y planta enferma, siendo estos
valores 1y 0 respectivamente, y un Gltimo parametro donde se carg6 un raster adicional, en
este caso NDVI o SAVI donde dié como resultado un archivo con extension .ecd, después se
clasifico el raster, teniendo como insumo el ortomosaico inicial, se cargo el archivo .ecd, y se
ingresé un raster adicional de igual manera NDVI o SAVI, dependiendo de que raster se haya
ingresado previamente, finalmente como resultado se obtuvo un raster clasificado (Ver Figura

22).
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Figura 22

Resultado de metodologia Random Forest

Nota. Esta clasificacion se realiz6 con los 6 ortomosaicos

Machine Learning

Para el desarrollo del algoritmo se utilizé un cédigo previamente realizado por el
programa nacional de banano, platano y otras musaceas; y se lo modificé para que sea un
modelo matematico que cumpla con las caracteristicas de detectar las hojas con sigatoka
amarilla en una imagen RGB 0 un ortomosaico ya que la base del codigo esta en encontrar los
pixeles que tengan los mismos valores de las hojas amarillas, el valor que se utilizé para la
deteccion de estas hojas con menor error, es el de 230, ademas se editd para que la selecciéon
se muestre por medio de un cuadrado con una area de 1000 pixeles que en promedio tenga

ese valor, donde di6é como resultado otro .TIFF (Ver Figura 23 y 24)



Figura 23

Codigo desarrollado

LeOB@a

Q © from skimage.metrics import structural_similarity
import pandas as pd

x) import numpy as np
import cv2

]

def recopnize yellow(input_img,outname,uprange=230,lim_area=1000):
res, images = cv2.imreadmulti(input img, [], cv2.IMREAD ANYCOLOR)
# image = cv2.imread(input_img)
imape - imapes[0]
B, G, R = cv2.split(image)
u = (B-R)
N = pd.DataFrame(N)
n_filter = np.where(N > uprange,o,H)
n_filterz = np.where(N < 100,0,N_filter)
G = np.where(N_filter2 ==0,G,N_filter2)
N_filterz = np.where(N_filterz == 0,B,n_filter2)
cv2. imrite(outname, cv2.merge([N_filter2,G,R]))
# Load images
before = cv2, imread(input_ing)
after = cv2.imread(outnane]) 1

# Convert images to grayscale
before_gray = cv2.cvtcolor(before, cv2.COLOR_BGRZGRAY)

Nota. Elaborado por programa nacional de banano, platano y otras muséceas y adaptado por

autores.

Figura 24

Resultado de metodologia Machine Learning

Nota. Esta clasificaciéon se realiz6 con los 6 ortomosaicos
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Andlisis temporal

Para el andlisis temporal se utilizaron las fichas agronémicas que se tomaron en cada
viaje realizado, en donde se describe el aspecto de la planta de banano tal como se muestra en
la tabla 6, este analisis fue comparado con los resultados de las metodologias mencionadas

anteriormente para acercarnos al resultado mas preciso.

Fase IV
Analisis estadistico

Matriz de confusion
Se procedio a realizar el calculo de los parametros que componen la matriz de

confusion.

Exactitud: Para el célculo de exactitud se emplearon los casos clasificados como verdaderos

positivos y verdaderos negativos, sobre el total de la muestra

Tasa de error: Se emplearon los casos clasificados como falsos positivos y falsos negativos,

sobre el total de la muestra

Sensibilidad: Para aplicar este parametro, empleamos los verdaderos positivos dividido para el

total de positivos

Especificidad: Para el célculo de especificidad es necesario conocer los casos clasificados

como verdaderos negativos sobre total de negativos.

Valor de prediccién negativo: Se dividen el valor negativo para el total de casos clasificados

como negativos.

indice Kappa: Este nos permite validar el método de clasificacién empleado, aplicando su

formula (Ver ecuacion 5).
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Capitulo IV

Analisis de resultados

Se realiz6 la toma de iméagenes multiespectrales y RGB a 35m y 60m en 3 épocas
diferentes en la plantacion de banano en los meses de abril, julio y septiembre
respectivamente, se tomaron un promedio de 1000 imagenes para realizar los ortomosaicos de
las multiespectrales, en donde 500 fueron tomadas a la altura de 35m y las restantes
corresponden a la altura de 60m, constituidas por las cuatro bandas (verde, rojo, NIR, y borde

de rojo).

Se obtuvieron seis ortomosaicos de imagenes multiespectrales los cuales fueron
procesados en el software Agisoft Metashape, asi mismo se obtuvieron seis ortomosaicos de

imagenes RGB procesadas en el software DroneDeploy.

Anélisis de metodologia Random Forest

El andlisis de imagenes se hizo en época seca, en diferentes fechas y se obtuvieron
valores estadisticos para los indices NDVI, SAVI y CIGreen, en el lote de estudio, obteniendo
valores maximos, minimos, distribucion normal, media y desviacion estandar, los cuales nos
sirvieron para discriminar que indices utilizar en la metodologia de clasificacién supervisada de

Random Forest (Ver tabla 8).

Tabla 8

Valores estadisticos de los indices a 60m

Meses indices Valor Maximo Valor Medio Valor Minimo Desviacion
Estandar
Abril NDVI 0,96 0,86 0,29 0,05

SAVI 1,45 1,29 0,43 0,07
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Meses indices Valor Maximo Valor Medio Valor Minimo Desviacion
Estandar

Abril CIG 15,82 4,37 0,39 1,07
Julio NDVI 0,95 0,79 0,20 0,09

SAVI 1,43 1,19 0,31 0,14

CIG 13,07 4,46 0,53 1,24
Septiembre  NDVI 0,96 0,80 0,21 0,09

SAVI 1,45 1,19 0,32 0,13

CIG 12,09 3,01 0,40 0,82

Para la metodologia Random Forest se aplicaron los indices de vegetacion previamente

mencionados (Ver Figura 25y 26), y en las imagenes RGB, se aplicé el algoritmo de Machine

Learning (Ver Figura 27 y 28), en el lote de estudio durante los tres muestreos que se tomaron

los datos agrondmicos se verificd que no existieran plantas enfermas, pero las plantas en el

terreno colindante, en el mes de septiembre si presentan sintomatologia de FOC R1, esto se

encuentra corroborado por las fichas agronémicas levantadas en campo.



Figura 25

Clasificacion por el método de Random Forest a 35m

9880020

9880000
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Nota. Muestreo del 28 de septiembre del 2022

Figura 26

Clasificacion por el método de Random Forest a 60m
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9880020

9880000

Nota. Muestreo del 28 de septiembre del 2022
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Para el altimo muestreo se aplico la metodologia de Random Forest a 35m y a 60m

arrojando los siguientes resultados (Ver Tabla 9).

Tabla 9

Resultados de clasificacion por Random Forest del 28 de septiembre del 2022

Criterio a 35m No. De plantas
Plantas enfermas 10

Plantas detectadas como enfermas 5

Plantas no detectadas como enfermas 5

Criterio a 60m No. De plantas
Plantas enfermas 10

Criterio a 60m No. De plantas
Plantas detectadas como enfermas 8

Plantas no detectadas como enfermas 2

Para Random Forest a 35m se obtuvo una precision general del 50%, mientras que a
60m la precision general fue del 80%. Segun (Ye et al., 2020) el método de clasificacion
Random Forest puede alcanzar valores del 90% en cuanto a clasificacion de Fusarium
tomando en cuenta una resolucion espacial de 8cm/pixel. En el estudio la cAmara empleada
Parrot Sequoia contaba con un GSD de 11cm/pixel, lo cual explica el valor de la precisién
obtenida. Para Random Forest los mejores resultados en cuanto a la deteccion de Fusarium R1

es a 60m, ya que se detectaron mas plantas enfermas que a 35m.

Analisis de Metodologia Machine Learning



Figura 27

Clasificacion por el método de Machine Learning a 35m
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Nota. Muestreo del 28 de septiembre del 2022
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Figura 28

Clasificacion por el método de Machine Learning a 60m
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Nota. Muestreo del 28 de septiembre del 2022
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Para este método primero se optd por ingresar como insumo el ortofotomosaico, pero la
clasificacién de plantas con el algoritmo no result6é tener una muy buena precision ya que en
algunos casos fueron clasificadas como enfermas a las hojas bandera, o la hojarasca del suelo

(Ver figura 29)
Figura 29

Clasificacion incorrecta de una hoja bandera y hojarasca como infectadas con FOC R1

Nota. Hojas banderas y hojarasca detectada como planta enferma.

Es por esto que se opté por utilizar las imagenes individuales georreferenciadas del
tltimo muestreo, ya que consumen menos recursos informéticos y es mas sencillo clasificar las
plantas como enfermas o sanas. Los resultados obtenidos para Machine Learning se muestran

a continuacion (Ver Tabla 10)

Tabla 10

Numero de Plantas detectadas con Machine Learning en un ortomosaico.

Machine Learning para ortomosaico

Criterio a 35m No. De plantas
Plantas enfermas 10

Plantas detectadas como enfermas 6
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Machine Learning para ortomosaico

Plantas no detectadas como enfermas 4

Criterio a 60m No. De plantas
Plantas enfermas 10

Plantas detectadas como enfermas 7

Plantas no detectadas como enfermas 3

Machine Learning para imagenes individuales

Criterio a 35m No. De plantas
Plantas enfermas 10

Plantas detectadas como enfermas 6

Plantas no detectadas como enfermas 4

Criterio a 60m No. De plantas
Plantas enfermas 10

Plantas detectadas como enfermas 8

Plantas no detectadas como enfermas 2

Para el andlisis de imagenes individuales de Machine Learning a 35m se obtuvo una
precision general del 60%, mientras que a 60m la precision general es de 80%, segun
(Fonseca et al., 2017) se puede aceptar una precision del 70% esto debido a factores como la
calidad de la imagen, la escala, la iluminacion de la imagen, y la falta de labores agronémicas,
esta Ultima debido a que la tonalidad de las hojas en senescencia es muy similar al color de las
hojas infectadas con FOC R1. Otro factor que influy6 en los resultados fue la ubicacién de cada
planta que se obtuvo con navegador, lo que pudo haber generado cierto desplazamiento en la
imagen obtenida, ya que las plantas de banano tienen una separacion de 1,5m a 2m y el error

obtenido por navegador es de +3m.
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Analisis estadistico de Matriz de confusién

Muestreo

En el muestreo se tomaron en cuenta todas las plantas en el lote de Gros Michel del
programa nacional de banano y musaceas del INIAP, y se aplicé la formula muestra finita,
tomando en cuenta que existen aproximadamente 406 plantas en el lote y trabajando con un
nivel de confianza del 95%, la proporcién esperada de 50% al igual que la probabilidad de
fracaso, y con un error maximo admisible del 8%, la muestra finita es de 155 plantas de

banano.

Matriz de confusion
La matriz de confusion se aplicé a las imagenes clasificadas por Random Forest y
por Machine Learning del Ultimo muestreo ya que solo en este caso, se evidencié la

sintomatologia de FOC R1 los resultados se presentan a continuacion (Ver tabla 11)

Tabla 11

Resumen de las matrices de confusién para el muestreo del 28 de septiembre del 2022

Altura de Método de VP VN FP FN Total

vueloy clasificacion

fecha

35m Random 5 101 44 5 155
Forest
CIG 4 140 5 6 155
NDVI 3 139 6 7 155
Machine 6 84 61 4 155

Learning RGB
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Altura de Método de VP VN FP FN Total

vueloy clasificacion

fecha

60m Random 8 109 36 2 155
Forest
CIG 5 138 7 5 155
NDVI 7 137 8 3 155
Machine 8 98 47 2 155

Learning RGB

A partir de esta matriz se pudieron calcular otros pardmetros como se muestra a

continuacion para las dos alturas (Ver tabla 12)

Tabla 12

Resumen de valores estadisticos aplicados a los métodos de clasificacion.

Alturade  Método de Exactitud Precision Sensibilidad Tasa de Coeficiente
vuelo Clasifi Error kappa
35m Random 0,68 0,10 0,5 0,32 0,07
Forest
CIG 0,68 0,08 0,44 0,32 0,04
NDVI 0,91 0,33 0,3 0,08 0,27
Machine 0,58 0,08 0,6 0,41 0,04

Learning

RGB
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Alturade  Método de Exactitud Precision  Sensibilidad Tasa de Coeficiente
vuelo Clasifi Error kappa
60m Random 0,75 0,18 0,8 0,25 0,21
Forest
CIG 0,92 0,41 0,5 0,07 0,41
NDVI 0,92 0,46 0,7 0,07 0,52
Machine 0,68 0,14 0,8 0,31 0,12
Learning
RGB

Al comparar los resultados de 35 m y 60m podemos observar que los mejores
resultados fueron arrojados a la altura de 60m, por lo que se puede determinar que la
clasificacién de imagenes multiespectrales mas apta para la deteccién de enfermedades es el
método de clasificacion CIG y NDVI, ya que estos dos indices discriminan mejor la vegetacion y
el método de clasificacibn Random Forest necesita mas entrenamiento para obtener mejores
resultados, ya que segun (Zhang, y otros, 2022) los indices de vegetacién derivados de la
bandas rojo, NIR y verde muestran una diferencia significativa entre las plantas infectadas con

FOC R1y las plantas sanas.

Aplicando los indices de vegetacion CIG y NDVI con altura de 60m en el tltimo mes se
puede comprobar que se detecta sintomatologia de alrededor de 10 plantas con FOC R1 en el
mes de septiembre. En cuanto a la Sigatoka se pudo detectar que la enfermedad se encuentra

presente en la mayoria del lote en los tres muestreos.

Los métodos de clasificacion en este estudio presentan ciertas irregularidades, estas
son: las hojas en estado de senescencia y las hojas de una planta enferma son muy similares
al momento de la captura de datos, ya que tienen una tonalidad muy parecida lo que dificulta la

clasificacion de pixeles al ser tan similares, asi mismo la falta de labores agronémicas hacen
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gue las hojas acumuladas en el suelo (hojarasca) sea clasificada también, como una planta

enferma.

Analisis de Fichas Agronémicas

Se levantaron 65 fichas agronémicas del lote estudiado, estas nos permitieron conocer
la salud de la planta, ya que se trata de un ensayo controlado (Ver Anexo 14) en donde se
pudo comprobar el estado de las plantas, estas fichas se tomaron en cada muestreo (Ver tabla

13).

Tabla 13

Resumen de resultados obtenidos de los muestreos

Fecha de muestreo

Plantas

Plantas sanas
enfermas dentro
dentro del lote fuera del lote

Plantas sanas

Plantas

enfermas fuera

del lote del lote
20 de abril 63 0 155 0
8 de julio 63 0 155 0
28 de septiembre 63 0 145 10

La (E.T.T.P) levanté los datos de estas 10 plantas que se muestran detallados a

continuacion (Ver tabla 14)

Tabla 14

Datos levantados de plantas enfermas fuera del lote de estudio

No Semana Altura Altura Manos N° N° hojas N° N° hojas Grosor Grosor
Paricion dela de poten. hojas planta hojas hijo tallo tallo hijo
madre hijo  del planta madre hijo afectadas
racimo madre afectadas sanas
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No Semana Altura Altura Manos N° N° hojas N° N° hojas Grosor Grosor
Paricion dela de poten. hojas planta hojas hijo tallo tallo hijo
madre hijo  del planta madre hijo afectadas
racimo madre afectadas sanas
sanas
1 - 4.8 - - 5 4 5 - 80 35
2 - 3,9 1.8 - 4 2 5 1 65 42
3 - 3,2 21 - 4 4 6 - 77 46
4 - 4,0 19 - 6 3 4 - 79 45
5 - 47 2,7 - 3 5 3 2 69 38
6 - 35 25 - 4 3 2 3 71 52
7 - 38 17 - 5 3 6 - 82 50
8 - 4,1 20 - 4 2 4 1 65 48
9 - 4,5 19 - 5 5 5 2 76 61
10 - 3,4 16 - 6 2 4 - 70 52

Se realiz6 una comparacion en cuanto a costo entre los equipos empleados en el

estudio (Ver tabla 15y Ver tabla 16)

Tabla 15

Costo de implementacién dron DJI Phantom + parrot sequoia para Random Forest

Insumo Valor Total ($)

Costo de equipamiento
Dron Phantom 4 3400

Camara Multiespectral Parrot Sequoia 6000

Insumo Valor Total ($)




Laptop (16 GB RAM, 1 SSD, Core i7, NVIDIA RTX) 2000

Software Agisoft Metashape Licencia gratuita por 21 dias

Levantamiento de Informacién

Mayor a 10 hectareas 5

Menor a 10 hectareas 15

Analisis de la Informacion

Procesamiento de Imagenes 100
Clasificacion de indices 100
Aplicacion de la Metodologia 100
Analisis Estadisticos 100
TOTAL 11 815
Tabla 16

Costo de implementacién Dron Mavic Pro para Machine Learning

Insumo ValorTotal ($)

Costo de equipamiento

Dron Mavic Pro 500

Laptop (16 GB RAM, 1 SSD, Core i7, NVIDIA RTX) 2000

Software Collab Proyect Phyton Gratuito

Software Dron Deploy Licencia gratuita por 15 dias

Levantamiento de Informacién

Mayor a 10 Hectareas 5

Insumo ValorTotal ($)

Menor de 10 Hectareas 15
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Insumo

ValorTotal ($)

Analisis de la Informacion
Procesamiento de Imagenes
Clasificacion de indices
Insumo

Desarrollo del aplicativo
Aplicacion de la Metodologia
Andlisis estadisticos

TOTAL

100

100

Valor Total ($)
5000

100

100

7915

En cuanto a los precios de costos de equipamiento entre los dos drones que se

utilizaron en el estudio, se tiene que para Random Forest tiene un valor total de $ 11 400,

mientras que el costo de equipamiento del Machine Learning tiene un valor de $ 2500, en

cuanto al levantamiento de informacién se tienen valores generales para ambas metodologias,

y en cuanto al costo del andlisis de informacion se tiene que para el método Random Forest se

necesita un presupuesto de $ 400, y para el método de Machine Learning se requiere un

presupuesto de $ 5400. Analizando esta informacion se obtiene que el método més accesible

en cuanto a costos es el de Machine Learning teniendo un valor total de $7915.
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Disefio de Protocolo

Titulo
Identificacién de enfermedades en banano a partir de métodos de procesamiento para

productos obtenidos con sensores remotos de baja altura (UAV)

Planteamiento del problema

A pesar de que actualmente se tienen controles fitosanitarios mejores que anteriores
décadas, las enfermedades en el banano se siguen presentando, tal como la sigatoka ya sea
amarilla 0 negra, y la raza 1 de fusarium que aunque no se ha hecho presente en varios afnos,
aln existe la probabilidad de que se reproduzca de nuevo en los cultivos del Ecuador
generando asi pérdidas masivas, ya que, si bien en un tiempo se reemplazé la variedad de
banano Gross Michel por la Canvedish, se ha comenzado a cultivar de nuevo esta especie para
exportacion. Al ser nuestro pais uno de los principales exportadores de banano, no se puede
correr el riesgo de que los cultivos contraigan estos tipos de hongos pues representaria
pérdidas, por eso la aplicacién de los sensores remotos resulta fundamental para la deteccion,
control y monitoreo de enfermedades. También hay que tomar en cuenta que la raza 4 (FOC
R4) no ha afectado a los cultivos en Ecuador, pero en otros paises de Sudamérica se ha
presentado, teniendo una sintomatologia muy similar a la raza 1, afectando a los pequefios y
grandes productores del pais, por lo que no se la puede descartar, como parte importante del

estudio.

Hipotesis
La identificacion de las enfermedades en las plantaciones de banano utilizando
productos de imagenes multiespectrales y RGB tienen una diferencia significativa en cuanto a

Su costo, acceso, y certeza de los datos.

Objetivos

Objetivo General
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Realizar la comparacion de dos metodologias de analisis de imagenes multiespectrales
y RGB obtenidas desde sensores remotos de baja altura (UAV) para la identificacion de
enfermedades en la Estacion Experimental Tropical Pichilingue (E.E.T.P), en la provincia de

Los Rios.

Objetivos Especificos

e Realizar la toma de imagenes multiespectrales y RGB desde un UAV a dos alturas (35 y
60 m) en 4 épocas diferentes a una plantacion de banano.

e Procesar las imagenes multiespectrales y RGB en software SIG para obtener los
ortomosaicos multiespectrales y RGB.

e Aplicar la metodologia de clasificacién por Random Forest a los mosaicos
multiespectrales comprobar la certeza de la clasificacion.

e Aplicar la metodologia de clasificador binario en cascada (machine learning) para las
imagenes RGB y realizar una validacién de datos por medio de fichas agronémicas.

e Elaborar fichas agronémicas por unidad biolégica para el registro de presencia y avance
de enfermedades en la plantacién de banano en un periodo de 5 meses

e Comparar los resultados de la clasificacion de imagenes multiespectrales por Random
Forest e imagenes RGB por clasificador binario de cascada, en cuanto a costos y
acceso y concluir cudl es la mas apta.

e Disefiar y proponer un manual de procesos y protocolos de la propuesta metodoldgica

seleccionada.
Materiales y métodos

Materiales
El estudio se lleva a cabo en lote “Salvatierra” en las plantaciones de banano de la

especie Gros Michel que lo ejecuta el “El programa de Banano, Platano y otras Musaceas” del
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Instituto Nacional de Investigaciones (INIAP) ubicado en la Estacién Experimental Tropical

Pichilingue.

Material Vegetal

Unidades bioldgicas de banano de la especie Gros Michel

Materiales de campo y oficina

Tabla 17

Tabla de materiales para el desarrollo del proyecto

No. Item Cantidad
1 Estacas 4

No. Item Cantidad
2 Paineles de tela 4

3 Fichas AgronGmicas 10

4 Cinta métrica 1

No. Item Cantidad
5 GPS navegador 1

6 Pilas 2

8 Diana de calibracion 1

9 Laptops (Dell y Pavilion) 2

10 Camara fotografica 2
Equipos

Tabla 18

Equipos y programas para el desarrollo del proyecto

No Equipo/Programa Descripcién y uso
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No Equipo/Programa

Descripcion y uso

1 Dron DJI Phantom 4 acoplado con camara Parrot
Sequoia
2 Dron DJI Mavic Pro

3 Pix4D Capture

4 Agisoft Metashape

5 Drone Deploy

6 ArcGIS PRO

Captura de imagenes
multiespectrales

Captura de imadgenes RGB
Elaboracion y ejecucién de
planes de vuelo

Creacion de ortofotos
multiespectrales

Creacion de ortofotos RGB
Creacion de indices de
vegetacion y creacion de

mapas

Metodologia

Caracteristicas del sitio a experimentar

Ubicacion

La presente investigacion se realizara en la parcela de nombre “Salvatierra” del

experimento titulado Andlisis comparativo de métodos de procesamiento para productos

obtenidos con sensores remotos de baja altura (UAV) para la identificacion de sintomatologia

de Fusarium Foc R1 en banano, que se encuentra dentro del Programa Nacional de Banano,

Platano y otras Musaceas, de la Estacion Experimental Tropical Pichilingue (E.E.T.P) en

Mocache cuyas caracteristicas politicas, geogréaficas y ambientales se presentan en la Tabla 3.



Tabla 19

Caracteristicas ecoldgicas, politicas, geogréaficas y ambientales del Proyecto Nacional

Banano, Platano y otras muséaceas de la Estacion Experimental Tropical Pichilingue

(Mocache)

84

Detalle

Caracteristicas

Quevedo (E.E.T.P)

Piso altitudinal
Regidn altitudinal
Zona climatica
Provincia

Cantoén

Detalle

Parroquia
Latitud
Longitud

Altitud

Humedad relativa
Temperatura promedio anual

Precipitacién promedio anual

Premontano
Subtropical
Semi Himedo
Los Rios
Mocache
Caracteristicas
Quevedo (E.E.T.P)
San Carlos
1°04" 37.3”’S
79°29°18.970
74 m
92%
23.2°C

2145 mm

Nota. Tomado de INIAP, nd.

Factores en estudio

Los factores en estudio seran dos:

Alturas de vuelo
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Se realizard una variacion con 2 alturas de vuelo, para obtener la resolucion adecuada.

e Al: 35 m sobre la planta
e A2:60 m sobre la planta

Métodos de clasificacion

Se someteran a prueba 2 diferentes métodos de clasificacién de imagenes mediante el
uso de un software especializado con el fin de reconocer la sintomatologia de Foc R1 los

cuales seran:

e Algoritmo Random Forest (RF)
e Algoritmo Machine Learning (Clasificador Binario)
Unidad experimental
La unidad experimental sera una parcela de 48 m x 10 m (480 m2), conformada por
cada unidad biolégica (Gros Michel) en el lote “Salvatierra”. Cada unidad bioldgica de este lote

sera evaluada individualmente de manera mensual en un periodo de 5 meses.

Tabla 20

Caracteristicas de campo experimental para la Identificacion de la sintomatologia de

enfermedades cuaternarias mediante imagenes espectrales.

Descripcion Unidad

Unidades Experimentales 63

Area total de la parcela neta 480 m2

Area total de la parcela 480 m2 (48m x 10m)
Descripcion Unidad

Area total del ensayo 480 m2

Plan Vuelo
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Tabla 21

Parametros considerados dentro de un plan de vuelo para la Identificacion de la

sintomatologia de Foc R1 en banano mediante el uso de sensores remotos.

Parametros ingresados Primer vuelo Segundo vuelo
Altura de vuelo 35m 60 m

Solape longitudinal 85% 85%

Solape transversal 85% 85%
Parametros ingresados Primer vuelo Segundo vuelo
GSD aproximado (cm/pixel) 0.4 in/pix 06 in/pix

Nota. Los pardmetros establecidos se realizaran en cada visita al Lote Salvatierra ubicado en la

Estacion Experimental Tropical Pichilingue (E.E.T.P)
Unidad Biolégica
Gros Michel
También conocida como platano de seda debido a su popular sabor, esta especie de

banano es una variedad grande y robusta cuyas caracteristicas pueden ser apreciadas en el

siguiente cuadro:

Tabla 22

Caracteristicas Gros Michel

Parte Caracteristica
Pseudotallo Coloracién verde claro, longitud de 6 a 8
metros

Peciolo Marcado de color marrén
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Parte Caracteristica

Limbos Color verde con dimensiones de 4 metros x 1
metro

Racimos Alargados y de forma cilindrica con un

promedio de 10 a 14 manos
Apice En forma de cuello de botella

Maduracion Regular y homogénea

Nota. Tomado de Manual de manejo de las diferentes etapas de Produccién de banano de
exportacion, por Gomez, 2008.
En la tabla 23 se indica el formato de la ficha agronémica que se realiza por unidad biolégica

Tabla 23

Ficha agrondmica

Parametros tomados en campo

No Semana Altura Altura Manos N° N° hojas N° N° hojas Grosor Grosor
Paricion dela de poten. hojas planta hojas hijo tallo tallo
madre hijo  del planta madre hijo  afectadas hijo

racimo madre afectadas sanas

sanas

Variables y métodos de evaluacién

Alturas de vuelo
Cada vez que se realice un vuelo con el dron se someteran a prueba dos diferentes
alturas verticales sobre la planta, con la finalidad de seleccionar la mas adecuada para la

identificacion de la sintomatologia de FOC R1 en banano.

Se utilizard un dron (Phantom 4) equipado con una camara multiespectral (Parrot

Sequoia) y un dron Mavic Pro con camara RGB para adquirir las imagenes en los 3 vuelos
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planificados, con un plan de vuelo generado en Pix4D con alturas de 35 my 60 m, con
traslapos del 85% tanto longitudinal como transversal y con un tiempo de vuelo alrededor de los
10 minutos. Una vez finalizado, se procedera a realizar un post procesamiento para obtener los
ortomosaicos de la zona de estudio, a partir del cual se sometera a prueba distintas formas de
clasificacion de imagenes para identificar cual es la altura de vuelo que genere un mejor

resultado en cuanto a la identificacion de sintomatologia de FOC R1.

Métodos de Clasificacion

Random Forest (RF)

Una vez realizado el post procesamiento se obtendra un ortomosaico por cada una de
las alturas sometidas a estudio, a los cuales se aplicara el algoritmo de clasificacion de bosque
aleatorio o conocido por sus siglas en inglés RF (Random Forest) el cual se basa en la
decision individual de un grupo de arboles que funcionan como un grupo o conjunto, en donde
cada arbol nos arrojara un resultado o prediccién, y el resultado con mas votos se convertird en
la prediccién del modelo. Segun Yiu (2019), una gran cantidad de modelos relativamente no
correlacionados (arboles) que funcionan como un comité superaran a cualquiera de los
modelos constituyentes individuales. De esta forma el producto que se obtiene serd una
imagen que contiene arboles individuales que detecten alguna anomalia, la cual seria la
presencia de FOC R1. Random Forest es un clasificador y de acuerdo con (Breiman, 2001) se

encuentra definido como:

{h(x,0,),k=1,..}

En donde:
h = Clasificador
X = Variable de entrada

{6, } = Variables predictoras aleatorias distribuidas de forma independiente e idéntica
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Clasificador binario en cascada

Se trata de un algoritmo que es reconocido por ser rapido, eficiente y de bajo costo
computacional, este pasa por las fases de comparacién de varianza, comparacion de pixeles y
correlacion de parches. Este algoritmo es un método de machine learning, se somete primero a
una etapa de inicializacion donde se necesitan ciertos insumos como una imagen en escala de
grises del area de estudio y un parche que defina, en este caso la apariencia de un arbol de
banano, a partir del primer parche se construye el conjunto de entrenamiento etiquetado

mediante el método de remuestreo (Fonseca et al., 2017).

La segunda etapa es el entrenamiento, donde se tiene como insumo imagenes de
muestras positivas, en este caso imagenes que contengan Fusarium oxysporum f. sp. Cubensis
(Foc R1), de esta forma el algoritmo puede detectar las caracteristicas estudiadas que estan

asociadas a la enfermedad (Fernandez, 2017).

El dltimo paso es la evaluacion donde nos apoyamos en los dos pasos anteriores para
evaluar la imagen de entrada, esta se evalla con ventanas de diferentes tamafios que son

seleccionadas por el operador (Fonseca et al., 2017).

Andlisis Multitemporal

Debido a que se realizaran vuelos una vez cada 5 meses, lo que se pretende es
observar durante este periodo de tiempo la evolucion de las unidades biol6gicas que se
encuentran en la zona de estudio, es decir cdmo ha ido cambiando su morfologia. Para cumplir
con lo mencionado se sometera a prueba la denominada Diferenciacién de Imagenes la cual
consiste en realizar una simple resta entre imagenes de fechas diferentes, permitiendo

reconocer zonas en donde ha existido algun cambio.

indices espectrales
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La obtencién de indices de vegetacion se realizara en cada post procesamiento. Se
obtendran 4 indices espectrales para cada una de los 2 tipos de alturas durante los 3 meses en

los cuales se volaréa el dron.

La obtencién de imagenes multiespectrales a partir del Dron DJI Phantom 4 equipado
con la camara multiespectral Parrot Sequoia con un traslapo de 85% entre cada imagen, a
diferentes alturas de 35 m y 60 m, permitira obtener un ortomosaico que al aplicar un post

procesamiento se obtendran los indices de vegetacion.

e NDVI
e SAVI
e Cigreen

Manejo especifico del experimento
Fase de campo
Obtencién imagenes aéreas
Se realizard un vuelo cada 5 meses a 2 diferentes tipos de alturas sobre la planta,
utilizando un Dron DJI Phantom 4 el cual estara equipado con una camara multiespectral Parrot

Sequoia y Mavic Pro, cuyo plan de vuelo se detall6 previamente.

Levantamiento de fichas agronémicas por unidad biolégica

Se realizara una ficha en cada visita en la zona de estudio, las cuales reflejaran a las
unidades biolégicas sometidas a estudio que seran evaluadas donde se detallara su estado
fenoldgico a partir de observaciones de su desarrollo biol6gico como resultado de la interaccion
con el medio fisico y de las condiciones de inoculacién para el desarrollo de la enfermedad

(SENAMHI, s.f.)

Fase de procesamiento de productos de sensores remotos

Software empleado para el procesamiento de iméagenes y datos
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Para la planificacion, toma de fotografias aéreas con el dron y procesamiento de
imagenes se utilizara el software Drone Deploy. Para el analisis de algoritmos de clasificacion

supervisada de imagenes y analisis multitemporal se empleara el software ArcGisPRO.

Procesamiento de imagenes

Cada vez que se realice un vuelo con el dron las imagenes aéreas seran descargadas
de la memoria interna de la camara, las cuales se encontraran en formato *.tif para el caso de
las bandas 1, 2, 3y 4; y para la composicién RGB el formato sera *.jpg. Para la obtencién del
ortomosaico, las imagenes multiespectrales seran procesadas en el software Agisoft

Metashape y Drone Deploy respectivamente.

Estadistica
Se empleara la matriz de confusién para comprobar que tan eficiente es la clasificaciéon

de imagenes multiespectrales y RGB, la matriz de confusién esta compuesta por:

Verdadero Positivo: Es un caso que es real y el programa predice que es real.

Verdadero Negativo: Es un caso que es negativo y el programa lo predice que es real.

Falso Positivo: Es un caso que es negativo y el programa predice que es real.

Falso negativo: Es un caso que es positivo y el programa predice que es falso.

Los pardmetros con sus formulas fueron tomados de (Zelada, 2017).

Exactitud

Es el porcentaje de datos clasificados como correctamente por el algoritmo

VP+VN
Total

Exactitud = (Ec. 4)

Donde:

VP= Verdadero Positivo
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VN= Verdadero Negativo
Precision
La precision indica la reproducibilidad de los resultados y puede definirse como la

concordancia entre los valores de dos 0 mas medidas obtenidas de la misma manera y para la

misma muestra. Se lo calculara a partir de la siguiente férmula:

vp
Total clasificados positivos

Precisién = (Ec. 5)

Donde:

VP= Verdadero Positivo

Sensibilidad

Cuando la clase es positiva, que porcentaje puede clasificar correctamente:

VP

Exhaustividad = ————— (Ec. 6)
Total Positivos
Donde:
VP= Verdadero Positivo
Tasa de Error
Es el porcentaje de datos clasificados incorrectamente:
Tasa de Error = 222N (Ec. 7)

Total

Donde:
FP= Falso Positivo
FN= Falso Negativo

indice Kappa
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Segun Abraira (2022), “El indice k se usa para evaluar la concordancia o

reproducibilidad de instrumentos de medida cuyo resultado es categdrico (2 o mas categorias).”

indice Kappa = 22=Le (Ec. 8)
1-P,

Donde:

P,= Proporcion de acuerdos observados
P,= Proporcion de acuerdos esperados
El célculo de P, esta dado por la férmula:

_ (VP + FP)x(VP + FN)x(FN + VN)x(FP + VN)
€= (VP + VN + FP + FN)2

Tomando en cuenta que mientras mas alto sea el valor de kappa, mas fuerte sera la

concordancia (Tabla 24)

Tabla 24

Tabla de rangos de valores Kappa

Kappa (k) Grado de acuerdo
< 0,00 Sin acuerdo
0,00-0,20 Insignificante
0,21-0,40 Mediano

0,41-0,60 Moderado
0,61-0,80 Sustancial
0,81-1,00 Casi perfecto

Nota. Tomado de Notas Estadisticas (p.247), por V. Abraira, 2022.
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Conclusiones

Se realiz6 la toma de las imagenes multiespectrales y RGB a 35my 60m, en 3
muestreos en la parcela de Gros Michel del programa nacional de banano platano y
otras muséaceas del INIAP de la EETP; se obtuvieron 6 ortomosaicos multiespectrales y
6 ortomosaicos RGB

A la altura de 60 m el método de clasificacibn Random Forest presenté una mayor
precisién con un valor de 80%, sin embargo, a la altura de 35 m obtuvo una precision
del 50%, lo que demuestra que a la altura de 60 m se logra discriminar de mejor manera
la hojarasca (hoja senescente u hoja muerta) y hojas banderas (hojas nuevas).

Con imagenes individuales a la altura de 60 m el método de clasificacion Machine
Learning presentd una mayor precision con un valor del 80%, mientras que la precisién
a la altura de 35 m fue del 50%.

El método mas accesible y apta en cuanto a costos de implementacion, levantamiento
de informacion y analisis, es el método Machine Learning llegando a tener un coste de $
7915.

Se levantaron 65 fichas agrondémicas con la ayuda de los técnicos del INIAP, en el
altimo muestreo se detectaron 10 plantas enfermas con FOCRL1 que eran parte del lote,

pero no se incluian en la superficie utilizada para el ensayo.
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Recomendaciones

Se recomienda levantar informacioén en los lotes donde se hayan ejecutado labores
agronomicas (deshoje, deschante, deshije) para la eliminaciéon de elementos que
confundan el andlisis, para mejorar la precision en la identificacion de sintomatologia de
FOC R1 en los modelos.

Se recomienda continuar con el andlisis y levantamiento de informacién en el mismo
lote, para poder verificar si hay una mayor presencia de enfermedad en la época
invernal.

Se recomienda replicar el experimento en distintos ambientes geogréficos para
comprobar y corroborar la exactitud y precision del estudio.

Se recomienda utilizar equipos GNSS para la ubicacion precisa de plantas enfermas y

no utilizar navegadores para no tener error de ubicacion de las mismas.
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