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PLANTEAMIENTO DEL PROBLEMA

—> Escenarios beligerantes complejos con empleo de plataformas
tripuladas y no tripuladas moviles.

=> Los vehiculos y plataformas poseen firmas acusticas particulares
y diferenciables, incluso por variaciones en su carga util.

—> Los sistemas tradicionales basados en sensores opticos, radar,
infrarrojo y radiofrecuencia presentan altos costos y limitaciones
operativas.

Problema central

Disenar y validar conceptualmente un sistema capaz de identificar
vehiculos aéreos y terrestres en entornos militares, considerando ruido,
variabilidad operacional, similitud acustica entre plataformas y
condiciones reales de adquisicion.
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OBJETIVOS E) e o Y

4 Objetivo general A
Disenar y validar conceptualmente un sistema para la identificacion
Q«} ) automatica de vehiculos aéreos y terrestres mediante el analisis de sus

sefales acusticas, con aplicacion directa en sistemas de vigilancia y

seguridad en entornos militares.
\ o

- Objetivos especificos N

N
Emplear arquitecturas de aprendizaje automatico tradicional y de aprendizaje
profundo para la clasificacion acustica de vehiculos aéreos y terrestres.

Y
Evaluar si el empleo de una arquitectura jerarquica para clasificacién mejora la
identificacién de los vehiculos en distintos niveles de decision, desde categorias
generales hasta modelos especificos. 4
Evaluar y comparar los modelos empleados mediante métricas de clasificacion,
con el fin de determinar cual ofrece el desempefio mas éptimo en cada nivel
jerarquico. )

>
Validar la factibilidad conceptual del sistema propuesto de identificacion acustica.

J
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FLUJO METODOLOGICO

Seleccion
Obtencion Organizacion
de modelo
de datos de datos e
de aprendizaje

\ J

Flujo de proce-
€
samiento ML
Comparacion Validacion y — _: _
Preprocesamiento
ML vs. DL evaluacion r )
Flujo de proce-
—
samiento DL
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| Zoom Handy Recorder H4n

Grabadora portatil

Micréfonos condensadores estéreo XY
" Apertura ajustable: 90° / 120°

Formato: WAV sin compresion

Resolucion: 24 bits

CPOGOOO0

Frecuencia de muestreo: 96 000 Hz

[ -||l‘||l~ Captura en condiciones acusticas reales y no simuladas }
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Campanas de campo en unidades militares
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Concepto Valor

Total de clases finales 22

Total de registros originales 157
Duracion total 05:02:45.89
Duracién total en minutos 302.76 min
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SUBCLASE | AUDIOS ORIGINALES | % DEL TOTAL TIEMPO DE AUDIO ORIGINAL
@ AIR3S 4 2.55 % 00:02:26.32
‘% DRAGONEYE2 4 2.55 % 00:09:29.63
W MATRICE_30 2 1.27 % 00:02:30.61
@ MATRICE_350 2 1.27 % 00:04:35.77
4 MATRICE_400 2 1.27 % 00:03:52.78
@ MAVIC 3T 8 5.10 % 00:07:50.09
‘@ MAVIC2_PRO_ENTERPRISE 2 1.27 % 00:03:58.05
@ MINI4PRO 2 1.27 % 00:02:14.86
‘@ AS332B_SUPERPUMA_EUROCOPTER_H215 4 2.55 % 00:07:44.06
@~ ECUREUIL_AS350B_B3_AIRBUS_H125 16 10.19 % 00:15:16.31
@ FENNEC_AS550-C3E 2 1.27 % 00:08:31.28
o H145_COBRA 1 0.64 % 00:01:05.23
as AMX 13 6 3.82% 00:20:40.39
&% AMX_105mm 6 3.82% 00:12:21.08
& AMX_155mm 12 7.64 % 00:36:30.44
& APC 10 6.37 % 00:19:21.46
& CASCABEL 10 6.37 % 00:19:42.50
& COBRAII 18 11.46 % 00:41:33.88
& DAVID 6 3.82% 00:10:58.19
& MBOMBE 24 15.29 % 00:49:06.00
@& URAL 8 510 % 00:09:53.79
& URUTU 8 5.10 % 00:13:03.19

TOTAL 157 100.00 % 05:02:45.89
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SELECCION DE MODELOS ~ "

2 N a b
ML MACHINE LEARNING DL DEEP LEARNING
e Buen comportamiento binomial @ Uso de pesos compartidos
y multiclase entre filtros
® Kernel RBF flexible ® Mas eficiente con

parametros limitados
® Robusto con dataset limitado

® Capacidad de analisis

® Minimizacion del riesgo tiempo-frecuencia

estructural

Modelo seleccionado: SVM Modelo seleccionado: CNN
. AW Y . AW
3

® SVM: usa un conjunto de descriptores disehado

L ® CNN: aprende caracteristicas directamente del dato o
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NO JERARQUICO VS JERARQUICO

i N (" . N\
NO JERARQUICO JERARQUICO

AEREOS / TERRESTRES ]

[ Clasificacéon plana ]

!

[ 22 clases finales

] [ AUV / HELICOPTEROS ] [ ORUGA / RUEDA ]

v
MODELOS ESPECIFICOS

® Una sola decisién multiclase Decisiones progresivas mas S|mples

® Mayor complejidad de separacion _ ,
. 5 s Menor confusion acustica
® Mas confusion entre clases similares

®
® Nodos especializados por grupo
®
[

Mejor ajuste al problema
J . J

DECISION ADOPTADA: CLASIFICACION JERARQUICA

~ ‘ Permite dividir el problema y especializar la clasificacion en grupos actisticamente relacionados.
9
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SEGMENTADOR

INNOVACION PARA LA EXCELENCIA

B Toma los audios originales del dataset

“\=  Convierte a mono si es necesario — L

i ¥ Autores Tiempo Uso
D P J | SalamonyBello (2017) | 3's entrada CNN
36  Segmenta en ventanas de 4.0's Salamon y Bello (2017) 4s sonido ambiental
Salto de 4.0 s (sin solapamiento) Piczak (2015) 5s sonido ambiental
Descarta segmentos con RMS < 0.003 Seo, Jang e Im (2018) 10s drones

N N N 1
\ AN
=

_)
®
Guarda segmentos en WAV PCM 16 bits

Genera el archivo manifest_segmentos.csv
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AUDIOS S E(E MENTADOS = oo amm:

SUBCLASE MUESTRAS % TIEMPO | | SUBCLASE MUESTRAS % TIEMPO
| AIR3S e 076% | 000216 | [pyyqs 308 6.91 % 00:20:32
DRAGONEYE2 142 318%  00:09:28 - — . —
| MATRICE_30 | 36 | oBi% [ o022 | [AMXIOSmm 182 4.08 % 00:12:08
MATRICE_350 = _ 68 _152%  00:04:32 AMX_155mm 546 12.24 % 00:36:24
| MATRICE_400 T 130% | 00:0352 |
= — i —1 [ . .
MAVIC 3T 114 256%  00:07:36 APG S L b 003904
| MAVIC2 PRO_ENTERPRISE 58 | 130% | 00:03:52 | |CASCABEL 290 6.50 % 00:19:20
MINI4PRO 32 0.72 % 00:02:08 —— = —— s
COBRA i 610 13.68 % 00:40:40
HELICOPTEROS DAVID 162 3.63 % 00:10:48
' ' | I l
SUBCLASE . MUESTRAS % TIEMPO MBOMBE 722 16.19 % 00:48:08
AS332B_SUPERPUMA_EUROCOPTER H215 114 2.56 % 00:07:36 | [yRrat [ a2y | 318w 00:09:28
ECUREUIL_AS350_B3_AIRBUS_H125 221 4.96 % 00:14:44 . |
. . : URUTU 192 4.30 % 00:12:48
| FENNEC_AS550-C3E 127 2.85 % 00:08:28 |
H145_COBRA 16 0.36 % 00:01:04

TOTAL 4460 100.00 % 04:57:20



FLUJO DE PROCESAMIENTO DE LOS MODELOS
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FLUJO DE PROCESAMIENTO DEL MODELO ML

Sistema jerarquico de clasificacion

Aéreos Terrestres
AUV Helicopteros Oruga Rueda
AIR3S AS332B SUPERPUMA AMX 13 CASCABEL
DRAGONEYE2 ECUREUIL AS350 AMX 105mm COBRA Il
MATRICE 30 FENNEC AS550-C3E AMX 155mm DAVID
MATRICE 350 H145 COBRA APC MBOMBE
MATRICE 400 URAL
MAVIC 3T URUTU
MAVIC2 PRO
ENTERPRISE

MINI4 PRO
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FLUJO DE PROCESAMIENTO DEL MODELO ML

Sistema jerarquico de clasificacion

Nodo 1 Aéreos Terrestres
Nodo 2 AUV Helicépteros Oruga Rueda
ST T T T T T T T T T ARss As3BSUPERPUMA  AMX13 | casceeL
DRAGONEYE2 ECUREUIL AS350 AMX 105mm COBRA II
MATRICE 30 FENNEC AS550-C3E AMX 155mm DAVID
MATRICE 350 H145 COBRA APC MBOMBE
Nodo 3 MATRICE 400 URAL
MAVIC 3T URUTU
MAVIC2 PRO
ENTERPRISE

MINI4 PRO




FLUJO DE PROCESAMIENTO DEL MODELO ML
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Aumento de datos y balanceo jerarquico

orh Balanceo jerarquico

Desde las clases inferiores hasta las clases superiores.

o Y Separacioén por fold

Train Test
70 % 30 %

Estratificado

La aumentacién se aplica solo en train.

eA Balanceo local

Se realiza segun el nodo que se esta entrenando.

Ejemplo (AUV)

AIR3S = 20 segmentos train
DRAGONEYE2 = 80 segmentos train
MATRICE_30 = 25 segmentos train
MINI4PRO = 18 segmentos train

Objetivo: igualar a la clase mayor

target = 80

Entonces:

AIR3S necesita 60 aumentados
MATRICE_30 necesita 55 aumentados
MINI4PRO necesita 62 aumentados
DRAGONEYE2 necesita 0
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Aumento de datos y balanceo jerarquico

Técnica Transformacion aplicada Proporcion

Desplazamiento circular Reubicacion circular; hasta 10 %; 40 %
misma duracion. 9
Inversién de polaridad Inversién de signo; , 25 %
misma duracion; misma energia.
Variacién de ganancia Variacion aleatoria +3 dB; 25 9
simula nivel de captura. :
T Compresién/expansion leve;
Estiramiento temporal leve ; % 10 %
P factor 0.95-1.05; reajuste final. i
& e

Chu, H.-C., Zhang, Y.-L., & Chiang, H.-C. (2023)
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Normalizacion por caracteristicas

Caracteristicas acusticas
Se emplean los descriptores extraidos
de cada segmento de audio.

Normalizacion por descriptor
Cada descriptor se escala de forma independiente

usando solo estadisticas del conjunto de entrenamiento.

SVM-RBF

El clasificador modela fronteras de decision
no lineales entre clases acusticas.

Hiperparametros
Se ajustan los hiperparametros éptimos
para cada nodo jerarquico.

Entrenamiento por nodo
Se entrena un SVM local con las clases
hijas en competencia.

Prediccion jerarquica
La decision avanza por la jerarquia
hasta llegar a la clase final.

s

Caracteristicas acusticas

v

Normalizacion por descriptor

v

SVM-RBF

v

Hiperparametros

v

Entrenamiento por nodo

v

Prediccion jerarquica

caracteristicas acusticas — normalizacion por descriptor = SVM-RBF — hiperparametros — entrenamiento por nodo — prediccion jerarquica
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FLUJO DE PROCESAMIENTO DEL MODELO DL

Entrada y representacion acustica

®
G Mismo preprocesamiento f Representacién de entrada e
 del modelo ML.
Audio segmentado )
e _.|,|| |||,._ Ingreso: audios segmentados (4s)
. deés.
-1 |I|| HY [ 1] ) o0 | I
| lu ([ o
[JCJ  Cadasegmento se transforma . . f P Nk T U ey
OO | enuna representacion de 4 canales. [ —
[ "% Zem ©% g Delta-Delta
PP LS AT Y
o @ Canales: Mel, MFCC, = -
. Delta y Delta-Delta. N

Tensor de entrada para la CNN

@ La CNN aprende directamente sobre estas representaciones acusticas.
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Aprendizaje y clasificacion jerarquica

0 Convoluciones: detectan
trones locales del sonid f 1°F ViR I d
R ORCNOCA 08 CBESIN00; Entrada Convoluciones Bloques residuales Atencién por canal

4 canales (ResNet) (SE)
e Bloques residuales: facilitan
el aprendizaje profundo.
U
» [ |
0 DI || | Atencion por canal: pondera X II [ He,ﬁg,‘,léms } [ ?{:S:a/ }
—0O— Mel, MFCC, Delta y Delta-Delta.

o A Salida jerarquica: una CNN L 4 1L | 8 L Y ) N e e
(0]

por nodo del arbol. Clase final

Cmmd

-
[

rl

[ Aéreos / Terrestres J

La CNN aprende automaticamente qué patrones observar; el SVM requiere caracteristicas calculadas previamente.
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SVM
Nodo Clases evaluadas N.® muestras Accuracy Balanced Acc.
N1 - Raiz AEREOS vs TERRESTRES 4,460 99.64 % 99.63 %
N2 - Aéreos AUV vs HELICOPTEROS 1,020 95.10 % 94.77 %
N2 - Terrestres ORUGA vs RUEDA 3,440 96.42 % 96.76 %
N3 - AUV 8 modelos de dron 542 86.72 % 86.03 %
N3 - Helicépteros 3 modelos defendibles 462 74.03 % 67.56 %
N3 - Oruga 4 modelos de oruga 1322 99.39 % 99.63 %
N3 - Rueda 6 modelos de rueda 2,118 86.83 % 85.97 %

CNN
Nodo Clases evaluadas N.% muestras Accuracy Balanced Acc.
N1 - Raiz AEREOS vs TERRESTRES 1,079 99.17 % 98.98 %
N2 - Aéreos AUV vs HELICOPTEROS 401 95.51 % 95.41 %
N2 - Terrestres ORUGA vs RUEDA 678 99.41 % 99.36 %
N3 - AUV 8 modelos de dron 205 100.00 % 100.00 %
N3 - Helicépteros 4 modelos de helicéptero 196 42.86 % 55.02 %
N3 - Oruga 4 modelos de oruga 243 88.48 % 93.64 %
N3 - Rueda 6 modelos de rueda 435 90.34 % 93.33 %




SVM

RESULTADOS ALCANZADOS
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Nodo Clases evaluadas N.? muestras Accuracy Balanced Acc.
N1 - Raiz AEREOS vs TERRESTRES 4,460 99.64 % 99.63 %
N2 - Aéreos AUV vs HELICOPTEROS 1,020 95.10 % 94.77 %
N2 - Terrestres ORUGA vs RUEDA 3,440 96.42 % 96.76 %
N3 - AUV 8 modelos de dron 542 86.72 % 86.03 %
N3 - Helicépteros 3 modelos defendibles 462 74.03 % 67.56 %
N3 - Oruga 4 modelos de oruga 1,322 99.39 % 99.63 %
N3 - Rueda 6 modelos de rueda 2,118 86.83 % 85.97 %
CNN
Nodo Clases evaluadas N.2 muestras Accuracy Balanced Acc.
N1 - Raiz AEREOS vs TERRESTRES 1,079 99.17 % 98.98 %
N2 - Aéreos AUV vs HELICOPTEROS 401 95.51 % 95.41 %
N2 - Terrestres ORUGA vs RUEDA 678 99.41 % 99.36 %
N3 - AUV 8 modelos de dron 205 100.00 % 100.00 %
N3 - Helicopteros 4 modelos de helicéptero 196 42.86 % 55.02 %
N3 - Oruga 4 modelos de oruga 243 88.48 % 93.64 %
N3 - Rueda 6 modelos de rueda 435 90.34 % 93.33 %
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CONCLUSIONES

El empleo de representacién jerarquica mostré eficiencia y
capacidad de escalamiento.

Las condiciones de obtencion de las muestras repercuten
directamente en la calidad de clasificacion, dependiendo del
modelo.

A pesar de tener muestras limitadas en cantidad y calidad
variable, en la mayoria de nodos se logré una clasificacion
aceptable.

Aun aprovechando las particularidades de cada modelo y
obteniendo una clasificacion aceptable en la mayoria de nodos,
existen salvedades en las que es indispensable contar con un
minimo de audios para su correcta ejecucion ( = 2).

Conclusion general: la solucién es factible como vigilancia pasiva complementaria,
sin atribuirle mayor madurez que la demostrada experimentalmente.
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RECOMENDACIONES  ~

y trabajos futuros

Realizar un modelo hibrido de clasificacion, aprovechando la

independencia de nodos, a fin de mejorar la clasificacion.
Zahid et al. (2015), Shekar y Hansen (2022)

Emplear el sistema de representacion jerarquica con umbrales
por nivel para optimizar la toma de decisiones y aprovechar
la fiabilidad de los nodos superiores.

Realizar pruebas de embebido para determinar el desempeno
de hardware y el costo computacional, y establecer la
viabilidad econdmica de su implementacion.

En escenarios de sistemas, puede ser un punto de partida para
implementar algoritmos TDoA (Time Difference of Arrival),
obteniendo mas informacion para la toma de decisiones.
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