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Contexto y planteamiento del problema

Introduccion

e S g

o C, v

Vias bloqueadas ) Rescate dificultoso ) UAV: captura rapida ) Analisis aun manual ) Falta un moédulo

Agua, lodo, vegetacion Complica el ingreso de
y escombros bloquean equipos de rescate y la
el acceso terrestre. ayuda humanitaria.

Impacto

La falta de deteccion automatica
de vias transitables compromete
la toma de decisiones en
situaciones de desastre.

automatico

Imagenes aereas rapidas El analisis manual
y seguras de las zonas incrementa el tiempo de Brecha: generar de forma
afectadas. toma de decisiones. automatica el mapa binario

de vias de acceso.

Reduce carga y fatiga

Nty

Apoya; no sustituye

IA para
el criterio humano

segmentacion

QD

Las CNN reconocen
superficies y patrones
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Justificacion

Introduccion

Inspecciéon manual
lenta y riesgosa

~10 000

~10 000 emergencias en Imbabura
ECU 911: lluvias e inundaciones

Automatizar el analisis aéreo
menos errores, mas rapidez

ODS 9

innovacion e infraestructura resiliente
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Alcance IntrﬂduCCiO’n

COMPRENDE NO COMPRENDE

Segmentacion binaria: via transitable (1) vs. zona no accesible (0) Identificacidon de otros elementos (agua, vegetacion, edificios)

Uso de bases de datos abiertas ya etiquetadas (FloodNet) Implementacién en tiempo real ni hardware especializado

Comparacion de 3 arquitecturas: U-Net, LinkNet, DeeplLabV3+ Planificacidon de rutas, navegacion auténoma o decisiones logisticas

Evaluacién cuantitativa: loU, Dice, precision, especificidad Validacion en escenarios reales fuera del entorno controlado

Diagrama general del sistema propuesto para la deteccion de vias en imagenes aéreas

odeln g 1= Via de acceso terrestre Deteccion automatica de vias
. odelo ae HH
Dlmagen aérea | ; o Segmentacion Mapa binario de terrestreslpara facilitar el acceso
esastre n‘a'tura I‘epl‘ocesamlen (o] basado en Segmentacio-n de VGhICUlOS de rescate en
(Inundacion) CNN . . . .
0= Zona no accesible escenarios de inundacion
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Objetivos

Objetivos
especificos

Objetivo general

Estudiar el estado del arte

Diseiar el esquema y dataset

Implementar los modelos

Evaluar precisiéon y robustez

Introduccion

Desarrollar un médulo de deteccion de zonas de acceso
terrestre mediante segmentacion de imagenes aéreas.

Realizar el estudio del estado del arte sobre segmentacién de imagenes
aplicada a la deteccion de caminos, zonas transitables y areas afectadas en
escenarios de desastres naturales.

Disefnar el esquema de segmentacion de imagenes aéreas, de las bases de
datos, para la identificacion de zonas de acceso terrestre, considerando
distintos tipos de terreno y condiciones de dano.

Implementar modelos de segmentacidon basados en técnicas de vision por
computador e inteligencia artificial para la deteccién automatica de zonas
accesibles.

Evaluar la precision y robustez del modulo de segmentacion en escenarios
controlados.

yESPE
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Fundamentacion tedrica

~ DS T PO

UAV y teledeteccion
E Capturan informacion actualizada
sin contacto directo.

FCN — base histérica: segmentacion por pixel
PSPNet — contexto global: pooling piramidal
U-Net v — detalle espacial: skip connections
LinkNet v* — eficiencia: bloques residuales y suma

DeepLabV3+ v/ — contexto multiescala: ASPP + decoder

SegFast — enfoque réapido y eficiente

Introduccion

Segmentacion semantica

Clasifica cada pixel para mapear
superficie transitable.

o [Selencinnadas | j Modelos CNN empleados

en segmentacién
o [Seleccinnadas | semantica

o [ Seleccionadas ]
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Diagrama general del proceso DBS(II"I"OIIO

1. Adquisicion: 2. Correccion y 3. Preprocesamiento 4. Entrenamiento y 5. Modelo y
dataset FloodNet pseudoetiquetado de imagenes evaluacion sistema final
Punto de partida con Correccion manual y Redimensionamiento, Comparacion de DeeplLabV3+ genera
imagenes aéreas mascaras generadas normalizacion y U-Net, LinkNet y mapas binarios de
post-inundacion. con U-Net auxiliar. preparacion de datos. DeeplLabV3+ con accesibilidad.
métricas.
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Entorno y herramientas

i 4

Google Drive MakeSense.ai

Almacenamiento centralizado
de imagenes y mascaras.

Anotacion y correccion
manual de etiquetas.

(V]
T3

TensorFlow y Keras

Implementacion y entrenamiento

0 -~
cu NV

OpenCV y NumPy

Desarrollo

&
cO

Google Colab

Entrenamiento en GPU
NVIDIA Tesla T4, =15 GB.

Preprocesamiento, manejo

de los modelos. de imagenes y arreglos.

E Laptop: desarrollo y control — Nube: cédmputo intensivo

Acceso a GPU de mayores prestaciones sin adquirir una estacion local de alto rendimiento

) ESPE
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Dataset FloodNet | DeS arr OIIO

o Huracan Harvey - agosto de 2017

Imagenes aéreas postinundacion en
Texas y Luisiana.

-m— Captura con dron DJI Mavic Pro
Imagenes aéreas de alta calidad
& Dataset Ninja: FloodNet 2021: Track 1 & 2363 & 10 © 19692

. < 12 GB Train in Supervisely
2 343 Imagenes . 4000 X 3000 pX ¢ Aerial, Safety, Environmental, Drones Semantic Segmentation Made in2020 &2 CC BY-SA 4.0 { }

A Datos originales con gran nivel
de detalle espacial.

8398.ipg
(2 split: train 4000x3000 B 4.73 MB

Tags 1

{ non-flooded
\ 4 Entrenamiento, validacion y prueba,

respectivamente.

10 clases anotadas inicialmente
Base visual para adaptar mascaras

hacia accesibilidad vial.

e Particion 60% - 20% - 20%

Annotations 5

& Hide ¥ Opacity:75%

Click annotations below to toggle visibility,
double click to zoom:

B building non-flooded @ road non-flooded

ESPE
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Construccion de Dataset propio

Desarrollo

Seleccion inicial Etiquetado manual Pseudoetiquetado Revisiéon humana Dataset final
194 con Road 300 mascaras U-Net auxiliar 307 aprobadas 1005 imagenes
Non-Flooded + genera 500 mascaras tras inspeccion
204 negativas = 398 ground truth preliminares

+ mascaras

binarias
o Cantidad # Calidad

Mascara correcta =
aprendizaje confiable

Revision humana
evita propagar errores

$HESPE
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Preprocesamiento de datos Desarrollo

Redimensionamiento proporcional
4000%3000 px — 256x192 px

Original Resize proporcional - Padt.iti)ng v3e;tica| " Entrada final
4000x3000 px 256%x192 px px arriba + 52 px abajo
A 256x256 ox 256x256 px

Padding vertical
32 px arriba y abajo — 256x%256 px

Normalizacion de pixeles
I rango [0,1]

norm = 255'

sin deformar ni recortar entrada cuadrada
y uniforme

Binarizacion de mascaras
Umbral 127 para separar vias acceso y no acceso

. Notatécnica

Almacenamiento optimizado desde Drive @ 256x256 facilita reducciones
sucesivas y reduce memoria GPU.

yESPE
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Configuracion de entrenamiento

Tamafio de imagen
Batch size

Learning rate inicial

Optimizador
Epocas maximas

Funcion de pérdida

Division del dataset

256 x 256

8 - equilibrio memoria/actualizacion

0.001 — ajustado a 0.0001
Learning rate - tamafo del paso

Adam - ajuste adaptativo
70

BCE + Dice Loss

BCE - error por pixel + Dice - superposicion

70% train / 15% val / 15% test
70% aprende - 15% ajusta - 15% prueba final aislada

Desarrollo

Callbacks

Controlan sobreajuste y guardan el mejor modelo

EarlyStopping (paciencia 10)
ReducelLROnPlateau (factor 0.5)
ModelCheckpoint

Data augmentation (solo train)

Rotacion 90°
Flips horizontal / vertical
Variacion de brillo

 ESPE
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Arquitectura implementada U-Net

Encoder-decoder simétrico
Reduce y reconstruye la resolucion espacial.

Filtros: 3256451285256
Bridge central de 512 filtros.

Skip connections por concatenacion
Recuperan detalles del encoder al decoder.

Operaciones principales
Conv 3x3, RelLU, MaxPooling y UpSampling 2x2.

Salida binaria sigmoid
Dropout 0.4; entrenamiento desde cero.

Referencia en datasets reducidos
Preserva detalle espacial para segmentacion.

Operaciones Espaciales

Kernel 3x3:
ventana que recorre la imagen

MaxPooling: reduce resolucion

UpSampling: recupera resolucion

0B 000000

Entrada

Desarrollo

32 32 .
i Salida
S e ,H_,I Miepas

....p Concatenacion
(Skip connection)

—p Conv 1x1

Conv 3x3 + ReLU MaxPooling 2x2 UpSampling 2x2
. " o 1 B PRI Sigmoid

Funciones de Activacion

o
2,

ReLU: no linealidad

Sigmoid: probabilidad por pixel [0,1]

ESPE
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Arquitectura implementada LinkNet

Bloques residuales:
facilitan el flujo de informacién

Filtros 64—1024:
caracteristicas mas complejas

A Conv2DTranspose:
reconstruccion aprendible

Skip encoder—decoder:
@ suma directa (Add)

RelLU:
activacion intermedia

Sigmoid:
salida binaria [0,1]

LinkNet
suma

U-Net

concatena @
Fusion eficiente de informacion entre niveles

Desarrollo

ENCODER DECODER
’ 1\
Gi : s
128 ®—>
256 @ —>
l Salida binaria
- R Conv 1x1
| Me ST Sigmoid
¢ LR = 0.0005
1024 @ P

—» Downsampling

Upsampling @ Add (suma directa)

(Conv2DTranspose)

UNIVERSIDAD DE LAS FUERZAS ARMADAS
INNOVACION PARA LA EXCELENCIA




Arquitectura implementada DeeplLabV3+

ResNet50 + ImageNet
Extractor preentrenado.

ASPP

Contexto a varias escalas.

Convoluciones dilatadas 1/6/12/18
Amplian el campo receptivo.

Average pooling
Contexto global.

Decoder
Fusiona alto y bajo nivel.

Upsampling bilineal
Recupera resolucién.

RelLU

No linealidad.

Sigmoid
Probabilidad por pixel [0,1].

Aplicacion
Util ante escalas y contextos complejos.

s Joll - AR NoNON@NON

Desarrollo

Backbone ResNet50 ASPP
Entraa reentrenado con ImageNet S el o \
256x256x3 | y : ~—r -
{ s Dilatacion 1
Caracteristicas i
— de alto nivel pi i Dilatacion 6 P —
| multiescala
| — Dilatacion 12
|
i — Dilatacion 18
i — Average Pooling
Caracteristicas
de bajo nivel
b
— — e —>
Fusién ReLU Upsampling Conv2D
| Maodulo ASPP | alto + bajo nivel bilineal Tx1+
T e —————— Sigmoid
: ASPP
e TgET SN Tk T AR
i 1 6 12 18 Pooling | ;
| see see eee . o global | ;
:L" B2 [ L {® }
e AR R S I
! E 2
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Metodologia de evaluacion

oa
Y- -l -

L(((
!

a@»  Conjunto de prueba: 151 imagenes
& Resolucion 256x256; 9 895 936 pixeles evaluados. Test Prediccion Métricas Comparaci6n
- Flujo de evaluacion
n Dataset — Test — Prediccion — Métricas — Comparacion. Cada pixel = una decision de clasificacion
. .. ; Prediccidn
BB Matriz de confusion por pixel
5 VP, VN, FP y FN sustentan todas las métricas. Positivi {(VIe) Hagativa (Ne &)
Positivo (Via) VP FN — sy
e ~ (Verdadero Positivo) (Falso Negativo) FN: via real omitida
I Métricas de desempeiio 2
wl l . L I o8
loU, Dice, precision, recall, especificidad y accuracy. =
Q
= Negativo (No via) ) FP VN FP: zona no accesible
(Falso Positivo) (Verdadero Negativo) - — via aparente

error critico

ESPE
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Tabla general de métricas de desempeno

Resultados

Modelos

loU (%) 78,07 80,67 84,35
Dice (%) 87,68 89,30 91,51
Precision (%) 89,20 89,42 93,97
Recall (%) 86,21 89,18 89,17
Specificity (%) 99,46 99,45 99,70

L Accuracy (%) 98,80 98,94 99,18 )

l Formulas |
@ 10U - vP/(vP+FPHEN)

@ Dice = 2VP/(2VP+FP+FN)
@ Precision = VP/(VP+FP)

@ Recall = VP/(VP+FN)
@ specificity = VN/(VN+FP)
@ Accuracy = (VP+VN)/(VP+VN+FP+FN)

Precision/FP: seguridad
Recall: cobertura

3 ESPE
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Matriz de confusion

U-Net

Acc. - 422439 67545 Acc. -

Total pixeles:
9 895 936

Real
Real

No Acc. - 51130 9354822 No Acc. -

Aclc. No Acc.

Prediccion

45% menos falsos positivos

DeeplLabV3+ reduce errores criticos frente a U-Net y LinkNet.

DeepLabV3+: 28 019 pixeles FP

La menor cantidad de zonas no accesibles clasificadas como via.

5]:5 U-Net: 51 130 | LinkNet: 51 695

Ambos modelos superan los 51 mil pixeles falsamente transitables.

436953

51695

Acc.

LinkNet

Prediccion

53031

9354257

No Acc.

Resultados

DeeplLabV3+

Acc. - 436928 53056

Real

No Acc. - 28019 9377933

Aclc. No Acc.

Prediccion

Riesgo directo para rescate

Una via no accesible marcada como transitable puede comprometer misiones.

ASPP + decoder de bordes

El contexto multiescala reduce confusiones en zonas inundadas y limites.

ESP
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Escenarios sin vias R@S”ltadas

Imagen Mascara Real U-Net LinkNet

Mascara Real U-Net LinkNet

Mascara Real U-Net LinkNet DeeplabV3+

-.
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DeeplabV3+

Escenarios negativos: sin vias transitables
Tres imagenes con referencia de mascara negra

2 de 3 casos: acierto total

DeepLabV3+

U-Net, LinkNet y DeeplLabV3+ predijeron negro

Reflejos generaron confusién visual
U-Net y LinkNet marcaron agua o cielo como via

DeeplLabV3+ coincidié con la referencia
Evito falsos accesos en el caso complejo

Mayor robustez ante superficies reflectantes
Reduce errores peligrosos en zonas no accesibles




Escenarios con vias ResultadOS

Deteccidén de vias principales
Los tres modelos identifican los trazos viales centrales.

Errores sobre zonas inundadas

DeeplabVi+

DeeplLabV3i+

U-Net y LinkNet afiaden regiones transitables erroneas.

Mayor continuidad con DeepLabV3+

La mascara conserva mejor los segmentos viales
interrumpidos.

Bordes mas precisos
DeeplLabV3+ se aproxima mas a la mascara de
referencia.

UNIVERSIDAD DE LAS FUERZAS ARMADAS
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Sistema Final

Resultados

Preprocesamiento
de imagen

Imagen aérea obtenida por UAV

Ro

Modelo
DeeplLabV3+

Mapa binario de segmentacién Superposicion

Apoyo para la interpretacion -
decision final con validacion humana

No planifica rutas -
no se validé en tiempo real

ESPE
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@ ®@ O

Conclusiones

*Se establecido la base tedrica para el desarrollo del sistema mediante el estudio de
arquitecturas de segmentacion semantica aplicadas a escenarios de desastres naturales.

*Se construyd un conjunto de datos binario a partir de FloodNet mediante correccion
manual, generacion de mascaras y preprocesamiento de las imagenes.

*Se implementaron y compararon las arquitecturas U-Net, LinkNet y DeeplLabV3+,
evidenciando el mejor desempefo de DeeplLabV3+ para la deteccion de vias de acceso
terrestre gracias al backbone preentrenado y al médulo ASPP.

*Se implementé un médulo de segmentacion basado en DeepLabV3+, capaz de procesar
imagenes aereas y generar automaticamente mapas binarios de vias de acceso terrestre.
El sistema alcanzé un loU de 84.35 % y un Dice de 91.51 %, reduciendo aproximadamente

un 45 % los falsos positivos respecto a U-Net y LinkNet.
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Recomendacion y trabajos futuros

Verificar correspondencia
imagen—-mascara

Incorporar backbones
preentrenados

Integrar con plataformas
de emergencia

Extender a otros desastres
naturales

Revisar y corregir etiquetas para
fortalecer la calidad del dataset.

Evaluar U-Net y LinkNet con pesos
preentrenados para mejorar su desempeno.

Conectar el médulo con ECU 911 para
procesar imagenes casi en tiempo real.

Validar el enfoque en deslizamientos y
terremotos con nuevos conjuntos de datos.
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